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基于用户行为与角色的协同过滤推荐算法
① 

李幼平 1,2，尹柱平 2 
1(桂林航天工业高等专科学校 党委，桂林 541004) 
2(桂林电子科技大学 商学院，桂林 541004) 

摘 要：针对传统协同过滤推荐算法中以稀疏评分计算用户相似性可能并不准确的问题，提出以用户行为对应

一定分值填补空缺的 I-U 评分矩阵，并以分角色下的权重系数 K 约束用户相似性计算的改进协同过滤推荐算法。

实验表明，改进算法的推荐质量更高。 
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Abstract: There are sparse ratings problem in the traditional CF recommendation algorithm, and based on this sparse 
ratings will lead to the fact that the similarity may not be accurate. For this reason, a CF algorithm based on fixed I-U 
ratings matrix, which is given by a certain ratings of user behavior instead of vacancies rating, and weighted coefficient 
K bases on users’ role to constrain the similarity calculation is proposed. Experiments show that the improved algorithm 
has better recommendation quality. 
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协同过滤推荐算法（collaborative filtering recom 
mendation algorithms）是目前应用和研究 为广泛的

推荐技术之一[1]，它根据用户对项的 I-U 评分矩阵来计

算用户的相似度，从而产生目标用户的 邻近用户集，

通过这一集合中用户对项的打分预测产生目标用户对

未知项的打分，取预测打分 高的首选若干项作为结

果推荐给用户。它可忽略项目对象本身的内容问题，

能应用在可计算的文本领域和非结构化的电影、音乐

和图书等复杂对象领域[2]。这一推荐如同现实中的口

碑，不局限于用户原有的感兴趣内容，可发现用户可

能感兴趣的新内容。 
形成用户的 邻近用户集是协同过滤推荐算法中

为关键的一步[3]，但传统协同过滤推荐算法存在稀

疏性问题，用户对资源项的打分非常稀疏，以稀疏的

打分产生用户间的相似性可能并不准确，从而影响了 
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算法的准确性。故本文提出了一种改进的协同过滤推

荐算法。并通过验证实验表明本算法有更高精确度。 
 
1 基于用户行为与角色的推荐算法 
1.1 问题的提出 

传统协同过滤推荐算法基于以下假设：如果用户

对一定项的打分较相似，则他们对其他项的打分也较

相似。它是以用户对项打分的 I-U 评分矩阵作为学习

用户偏好并产生推荐的基础，但用户的打分常常十分

稀疏。 
事实上，用户对项的打分作为对资源项的偏好表

达，但同时，用户的系统行为也是对偏好的表达。以

用户的浏览、点击作为一个基本偏好的筛选过程。以

用户的“收藏”操作表明对某一信息资源的关注，并

存在针对这一资源的偏好。用户查询则是对自身偏好 
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资源的明确查找。在系统中以日志方式记录用户行为，

并以 1～4 的分值与上述用户行为对应，以此填补并修

正 I-U 评分矩阵。 
在得到用户对项的直接打分和通过用户行为填补

评分数据后，协同过滤推荐算法将预测用户对未打分

的未知项的打分，以此产生推荐。其中，较典型的是

slope one 算法[4]，它是以用户共同打分项的打分情况

猜测用户对目标未打分项的打分：假定存在用户 X，

Y 和 A 都已对 Item 1 打分，且用户 X，Y 也对 Item2
打分，如表 1： 

表 1 用户评分表 
Rating 

  User      
Item 1 Item 2 

X 5 3 

Y 4 3 

A 4 ？ 

那么根据 Slope One 算法，用户 A 对 Item2 的打

分为：4-[(5-3)+(4-3)]/2=2.5。 
但在 slope one 算法中，默认了用户对 Item2 的打

分倾向是相似甚至是相同的，显然，在评分数据稀疏

时这种倾向并不存在。同时，slope one 算法容易陷入

一个逻辑的死循环，计算用户的相似性并预测评分是

根据相似用户的评分来计算，即默认了用户之间是相

似的，是可允许通过其他任意用户的打分来预测评分。

但如果 X、Y 和 A 之间的打分倾向是不一样的，这个

式子就不成立了。包括加权 slope one 算法，仍依据这

一默认的假设。 
故本文认为，在计算用户相似性时，要考虑影响

用户偏好或评分倾向的一些重要而稳定的属性。根据

这种在用户自身明确而稳定的属性对用户群进行划

分，由此产生的用户群称之为角色。因而同一角色下

用户具有较好的关联和相似的偏好特征，从而具有相

同的打分倾向。 
以这一思想，定义约束权重系数 K 来计算用户相

似度 sim。相同角色时，K 为 1；不同角色时，取用户

之间评分的项的交集比例来作为 K 的值，。在多评分

数据下，两用户即使角色不同，如果共同评分项较多，

K 也越接近 1，同样可成为相似用户。则权重系数 K
的计算式为： 
    

 (1) 

其中， ijC 为用户 i 和 j 共同评分项的交集， i jC C+

为用户已评分项的并集。 
1.2 基于用户角色和行为的改进算法过程     

传统协同过滤推荐算法过程有三个阶段[5]：建立

I-U 评分矩阵，计算用户相似度并产生目标用户的 邻

近用户集，预测评分产生推荐项集。基于传统算法，

改进算法的过程描述如下： 
第一阶段：建立以用户行为填补的修正 I-U 评分

矩阵。 
统计用户对项的评分形成了 I-U 评分矩阵，它是

计算用户相似性的重要数据源。在 m 个用户对 n 个项

进行打分的基础上，以用户行为对应一定分值填补部

分空缺项的打分，建立修正的 I-U 评分矩阵。 
第二阶段：依靠用户角色，基于约束系数 K 的

邻近用户集的形成。 
度量用户相似性的方法主要有余弦相似性、相关

相似性、以及修正的余弦相似性三种。本文应用基于

皮尔逊相关系数（Pearson Correlation）并能度量两组

用户评分数据线性关系的相关相似性度量法[6]，具体

计算公式为： 
22( , ) ( )( )/ ( ) ( )

a ij a ij a ij
I I I Jia ja ia jaI I I I I I

simi j R R R R R R R R
∈ ∈ ∈

= − − − × −∑ ∑ ∑ (2) 

其中，Ia为已打分项 a，Iij为用户 i 和 j 均已打分的项

集，Ria表示用户 i 对项目 a 的打分，Rja表示用户 j 对
项目 a 的评分， RI ， RJ 表示用户 i 和 j 的平均评分。 

计算任意用户之间相似约束系数 K 的值，并以式

(2)计算用户相似性时加入约束系数 K 进行加权，以

iaKR 代替 iaR ，以 jaKR 代替 jaR ，得到式： 

22( , ) ( )( )/ ( ) ( )
a ij a ij a ij

I I I Jia ja ia jaI I I I I I
simi j KR R KR R KR R KR R

∈ ∈ ∈
= − − − × −∑ ∑ ∑ (3) 

计算得到用户相关系数后，设定一个阈值θ ，把

满足 ( , )sim i j θ> 的相似度以 Top-N 排序，产生 邻近

用户集 V。 
第三阶段：生成预测评分和推荐项。 
由集 V 中用户对当前项 i 的打分，采用平均加权

法来计算预测打分并产生推荐结果，则用户 u 对目标

项目 i 的预测打分 uiP 计算式为[7]： 

[ ( , ) ( ) / ( , ) ]ui u vi vv V v V
P R sim u v R R sim u v

∈ ∈
= + × −∑ ∑  (4) 

其中， uR 为用户 u 对所有项打分的均值， ( , )sim u v 表

示用户 u，v 的相似度， viR 表示 近邻用户集中的用

户 v 对项 i 的打分， vR 为项 v 的平均打分。 
( )

1,

/ ,ij i j

K
C C C

⎧⎪= ⎨ +⎪⎩

相同用户角色

不同用户角色
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对 uiP 进行 Top-N 排序，推荐前 N 项给用户。 
   
2 改进的CF算法描述 

输入：m 个用户对 n 个项的打分，用户行为产生

对项的填补打分，I-U 评分矩阵；分角色用户相似度

sim ，用户评分项的并集和共同评分项的交集，相似

阈值θ ，推荐首选项数 N。 
输出：用户的 Top-N 推荐。 
算法过程： 
1) 根据用户行为以相应分值修正用户的 I-U 评分

矩阵。 
2) 计算任意用户之间相似约束系数 K 的值，根据

式(3)计算用户 i 和 j 的相似度 ( , )sim i j ，比较 ( , )sim i j 与

θ 大小，把满足 ( , )sim i j θ> 的相似度以 Top-N 排序，

产生 邻近用户集 V。 
3) 由集 V 中用户对当前项 i 的评分，根据式(4)

计算目标用户 u 对项 i 的预测评分 uiP 。 
4) 对 uiP 进行 Top-N 排序，推荐前 N 项给用户。 

   
3 验证实验结果 
3.1 测试数据集 

从 http://www.grouplens.org/node/73 下载 Movie 
Lens 提供的公共测试数据集 million-ml-data 来验证算

法的有效性。该数据集由 6040 个用户对 3900 部电影

评价打分产生的约 100 万个评分数据，它含有三个数

据表，分别为用户信息表（users）、电影信息表（movies）
和评分信息表（ratings）。其中用户信息表包含角色划

分的职业类型属性。 
为了测试本文提出的基于角色划分的协同过滤推

荐算法的有效性，实验共进行两次，分别选择用户信

息表中以职业(Occupation)代号为 7 的行政管理者

(executive/managerial)和 17 的技术工程师(technician/ 
engineer)的所有用户进行相关数据测试。虽然通过用

户的职业属性在一定程度上缩小了测试数据集，但分

析在传统算法下的推荐数据情况，满意的推荐结果较

集中在相同背景下的用户之间，因而是不影响检验算

法的有效性。另值得指出的是，划分用户集能有效降

低计算的时耗。 
在进行测试实验时，要进行数据的稀疏度计算[8]，

低稀疏度的数据产生的预测评分才是可靠的。 

( )×稀疏度＝所有已评分值的项数/ 用户数 资源数        (5) 

3.2 推荐算法质量的度量指标 
本文采用常用的统计精度度量方法中的平均绝

对误差 MAE(Mean Absolute Error)作为度量指标。当

MAE 值越小，推荐的质量越好。MAE 是用于计算

推荐的预测评分值和用户真实评分值之间的偏离程

度[9]，它的计算公式为： 

[ ]/nMAE ∑ n

i ii=1
＝ p -q                (6) 

其中， ip 为用户的预测评分值， iq 为用户的实际评分

值，n 为预测项的个数。 
3.3 实验结果 

通过 Excel表格和 Access数据库对数据进行预处

理，把数据以八二比例分为两部分，80%部分作为训

练 base 集，20%部分作为测试 test 集。预处理后数据

样本的格式如下： 
 
 
 
 
 
 
 

 
图 1 预处理后数据样本的格式 

 
通过数据预处理和统计得到两个测试数据集：

1) 职业代码 7 下的 679 个用户，涉及 3276 部电影，

一共有 104561 个评分数据，数据稀疏度为 4.7%。

其中用户 少已评电影 20 部， 多 1521 部。2) 职
业代码 17 下的 502 个用户，涉及 3196 部电影，共

72816 个评分数据，数据稀疏度为 4.5%。其中用户

少已评电影 20 部， 多 1595 部。并进一步统计

各用户的已评项数 n 和用户的评分均值 R 。 
对测试数据集 1 和 2 分别进行预测评分的计算并

计算 MAE 值，与传统 CF 算法下的 MAE 值比较，得

到结果如图 2 和图 3。 
两个实验均选取 近邻用户集为 10到 35个邻居，

间隔为 5，从图 2 与图 3 可看出本文提出的改进协同

过滤推荐算法具有较小的 MAE 值，具有更高的推荐

质量。 
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图 2 由测试集 1 得到的 MAE 值对比 
 
 
 
 
 
 
 
 
 

图 3 由测试集 2 得到的 MAE 值对比 
 
4 结论 

与传统协同过滤推荐算法比较，本文提出的改进

协同过滤推荐算法 大不同的是：从评分数据稀疏问

题和产生 近邻的相似性计算出发，讨论了 I-U 评分

矩阵的修正问题和仅依靠用户打分是否能成为 近邻

的问题，并提出了改进的方法，以用户行为对应分值

替代的方式修正了 I-U 评分矩阵并以权重系数 K 约束

近邻用户的计算，使得推荐算法能更好的产生 邻

近用户集。实验结果表明，本算法较显著地提高了推 
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