
 

 

基于剪枝决策树的人造板表面缺陷识别①
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摘　要: 连续压机生产线的发展, 使人造板实现自动化生产, 但缺陷检测环节仍为人工. 缺陷识别是检测中的一个重

要环节, 是根据缺陷特征值利用分类器进行识别的过程. 由于人造板连续生产, 实时性要求高, 为实现缺陷的快速、

准确识别, 提出了一种基于剪枝的 CART 树对人造板进行缺陷识别. 通过对已有的人造板缺陷图像进行预处理、

分割, 获得缺陷的形状、纹理特征作为输入, 通过基于 Gini 指数的 CART 算法生成 CART 树. 针对于自由生长的

CART 树容易出现过拟合的问题, 利用代价复杂度算法对生成的 CART 树进行剪枝, 通过十折交叉验证对剪枝前

后的子树进行比较, 获得最优子树. 通过实验证明剪枝后的 CART树缺陷识别正确率高达 93%, 满足人造板缺陷识

别的实时性和正确率的要求, 可以实现人造板在线缺陷检测.
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Defect Recognition of Wood-Based Panel Surface Using Pruning Decision Tree
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Abstract: The automatic production of wood-based panel has been realized with the development of continuous press
production line, but the defect detection is still manual. As an important part of detection, defect recognition is a process
of using a classifier to identify defects based on feature value. For the reason of the continuous production of wood-based
panels, the defects need to be identified quickly and accurately. Therefore, a cart tree is proposed to identify the defects of
the wood-based panel in this study. The defect features of shape and texture are firstly obtained using image preprocessing
and image segmentation, and then the cart tree is generated by Gini exponent, at last defects are identified by using the
cart tree. But it is easy to cause the problem of overfitting using cart tree without pruning, so the study obtains the optimal
subtree by using the cost complexity algorithm and 10 cross-validations. The experimental results reflect that the accuracy
rate of defect recognition reaches 93% with the proposed cart tree, which can satisfy the requirements of real-time and
accuracy on defect identification.
Key words: wood-based panel; CART algorithm; feature extraction; pruning; defect recognition
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连续压机生产线的普及使人造板生产快速发展,
但是末端的缺陷检测环节仍依靠人工检测, 存在工作

强度大、检测正确率低等问题, 因此研发一套缺陷自

动检测系统成为人造板行业的迫切需求. 连续压机连

续工作, 板材之间的间距为 400 mm, 运动速度高达

1500 mm/s, 缺陷识别的实时性要求较高, 需寻求一种

快速、准确的算法完成人造板在线缺陷识别[1]. 现阶

段, 主要的缺陷识别算法有贝叶斯[2]、神经网络[3,4]、

支持向量机 (SVM)[5,6]、CART树[7,8]等, 取得了较好的

成果. 由于贝叶斯分类方法需要计算出先验概率, 神经

网络、支持向量机分类算法存在计算量大、复杂实时

性不高, 均不适用人造板缺陷在线识别. CART树是一

种基于二叉树的算法, 通过特征属性值不断对数据进

行二分, 最终达到分类的结果[9]. 缺陷特征属性的选择

决定了分类的成功与否[10], 根据人造板的特点提取形

状、纹理特征用来表征缺陷. 由于 CART 树容易出现

过拟合导致缺陷识别率较低的问题, 用代价复杂度的

算法对生成的 CART 树进行剪枝, 使其具有更高的准

确率. 本研究提出基于剪枝的 CART 树分类算法具有

较高的实时性和正确率, 能够将其应用到人造板在线

缺陷检测系统中, 促进缺陷检测的自动化发展.

1   最优 CART树构建

CART 树采用自顶向下的递归方式, 在决策树的

内部节点进行属性值的比较, 并根据不同的属性值判

断从该节点向下的分支, 在决策树的叶节点得到分类

结果[11]. 如图 1所示, CART树由根节点、子节点、叶

节点三个部分组成, 其中根节点和子节点代表特征属

性, 叶节点代表类别.
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图 1    CART树示意图

 

1.1   CART 算法

构建 CART树的算法流程如下[12]:
1)建立根节点 N, CART树开始生长;
2) 如果训练集 L 中只剩下一类样本, 则返回 N 为

叶节点;

3) 分别计算当前各个特征属性的 Gini 指数, 将得

到最大的 Gini 指数特征属性作为节点, 使 L 划分为

L1 和 L2 两个子集, 之后递归构建决策树, 让其充分生

长, 不剪枝.
Gini 指数代表当前各个特征属性的分裂的程度,

数值越大说明数据复杂, 不确定性越大, 将 Gini指数最

小的特征属性设置为节点. 其中的 Gini指数的计算如下:
假设训练集 L 中的样本有 n 个不同的类别 Ci(i=

1,…, n). 则概率分布的 Gini指数定义为:

G(p) = 1−
n∑

k=1

p2
i (1)

式中, pi 为类别 Ci 在 S 中所占比例. 训练集在某个特征

属性 V 下被分为两部分 L1 和 L2, 则 L 的 Gini 指数即

分裂指数为:

G(L) =G(L,V) =
|L1|
|L| G(L1)+

|L2|
|L| G(L2) (2)

1.2   基于代价复杂度的 CART 树构建

为了提高 CART树分类器的泛化能力和降低复杂

度, 本文采用基于代价复杂度的后剪枝的方法, 使用交

叉验证的方式, 确保使人造板缺陷识别的相对误差与

构建的决策树中节点数量均保持尽量小, 确定剪枝的

阈值 P, 进行剪枝. 因此, 在简化决策树, 可有效保持识

别准确率. 具体实现过程如下.
1)剪枝后各个子树序列 T 构建

T 是一棵是充分生长的 CART 树, 评估决策树的

复杂度, 其代价复杂度函数为

Cβ(T ) =C(T )+β |NT | (3)

Cβ(T )式 (3)中,  值为 T 的代价复杂度; C(T)值为误分类

损失; β 值为剪枝阈值变量; NT 值为叶节点个数.
以节点为函数 C 为自变量, 则有公式 (4):

Cβ(t) =C(t)+β (4)

令 β 从 0 开始增加, 直到出现 Cβ(t)=Cβ(T) 成立的

子节点, 得到剪之后的子树 T2(T1 为 T), 不断增加 β 的

取值, 重复上述过程, 最后只剩下一个根节点, 则得到

一系列子树 Tg(g=1, 2,…, n). 当式 (3) 与式 (4) 相等,
则 P 的值为:

βg =
C(t)−C(Tt)
|NT | −1

(5)

式中, C(t)为子树 Tt 剪枝后节点 t 误分类损失, C(Tt)是
未剪枝时子树 Tt 误分类损失.
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2)最优 DT构建

在子树 Tg 和 βg 已知的情况下, 采用交叉验证方法

评估子树的分类误差[13], 来确定最佳的剪枝阈值, 在确

保正确率的同时, 降低 CART树的复杂度. 误分类误差

的定义为:

Ecv(T (β)) =
1
N

∑
i, jd(i | j )Ni j (6)

式中 ,  Ecv(T(β)) 为树 T(β) 交叉验证的误分类误差;
d(i|j) 为将 j 类误分为 i 类的样本数; N 为训练样本数;
Nij 为误分类的样本数.

βg
′ =
√
βgβg+1

其交叉验证的过程为 ,  首先将训练集 L 划分为

K 个子集 Ln(n=1, 2,…, K), 然后从 L–Ln 中生成 K 个子

树 Tn. 令 , T(βg) 真实误差以 Tn(βg') 的平

均值进行衡量:

Ecv(T (βg)) =
1
N

∑
i, jEcv(Tm(βg

′)) (7)

经过循环交叉实验验证, 确定代价复杂度最小的

子树 Tk(β), 确定最小的相对误差结果是:

Ecv(Tk(β)) =min Ecv(T (βg)) (8)

通过上述理论, 即利用 L–Ln 验证误差率、最后确

定最佳剪枝阈值 P(β), 最终得到误分类误叉最小的

CART树分类模型.

2   人造板缺陷自动识别

人造板表面缺陷在线识别的实现流程如图 2所示.
 

图像预处理

缺陷检测

图像分割

特征提取

最优DT分类器

识别结果

在线人造板图像

缺陷区域定位

 
图 2    人造板缺陷自动识别流程

 

(1)图像预处理. 对 CMOS相机获得的在线人造板

图像, 用中值滤波去除噪声干扰.
(2) 缺陷检测及区域定位. 将经过预处理的图像进

行分块检测, 计算每一各区块的平均灰度值和方差, 将
方差大于一定阈值定义为缺陷板, 并将该区块定义为

缺陷区域.
(3)图像分割. 利用 Otsu阈值分割法对缺陷区域进

行分割.
(4) 特征提取. 统计缺陷区域中的形状、纹理特征

构成特征向量.
(5) CART树分类. 通过 CART树分类器进行分类.
当有新输入的人造板图像时, 首先进行缺陷检测

判断是否有缺陷, 如果检测有缺陷, 进行缺陷定位、通

过图像分割、提取缺陷的特征值, 作为 CART 树的输

入, 通过 CART树得到缺陷类别. 其中最重要的是特征

参数提取和最优决策树 (DT)的构建.
2.1   特征提取

人造板缺陷特征提取是缺陷识别的关键, 由于人造

板图像的背景灰度值均匀, 缺陷区域内的灰度值相似,
各类缺陷的形状差异较大, 基于选取缺陷图像的形状、

纹理特征对缺陷进行表征, 其表达式如表 1、表 2所示.
 

表 1     形状特征计算公式
 

序号 形状特征 计算公式

1 面积 S=N

2 周长 L=Nb

3 圆形度 O= 4πS
L2

4 长宽比 OR= LMER
WMER

5 矩形度 P= S
S MER

 
 
 

表 2     纹理特征计算公式
 

序号 纹理特征 计算公式

1 均值 u= 1
N

N−1∑
i=0

M(i)

2 标准差 σD=

√
1
N

N−1∑
i=0

(M(i)−u)2

3 平滑度 σP=1− 1
1+σD2

4 偏度 σS =
1

(N−1)σD3

N−1∑
i=0

(M(i)−u)3

5 均方根值 σR=

√
1
N

N−1∑
i=0

M(i)2

 
 

表 1中, N 为缺陷区域内像素点的个数; Nb 为缺陷

区域边缘像素点的个数; MER为缺陷区域最小外接矩

形; LMER 为 MER 的长; WMER 为 MER 的宽; SMER 为

MER的面积.
表 2中, M(i)为缺陷各点的灰度值, N 为缺陷区域

像素点的个数.
2.2   人造板缺陷识别最优 CART 树的构建

采用 CART算法对大刨花、胶斑、杂物、油污四

类缺陷的人造板图像进行训练, 从而获得缺陷自动识
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别 CART. CART 分类树的构建实质是建立人造板缺

陷特征值与缺陷类别的非线性映射关系. 其输入向量

为 Q(S、L、O、OR、P、u、σD、σP、σS、σR), 输出为

O(1, 2, 3, 4) 分别代表大刨花、胶斑、杂物、油污, 建
立映射关系为 Q…O.

本文中用 MATLAB 软件进行程序编写, 首先提

取 220 张人造板缺陷图像, 提取形状、纹理特征作为

实验数据, 抽取其中 200个数据构成训练集 Li, 用于训

练 CART 树, 剩下的 20 个数据组成训练集 T, 用来验

证 CART树的优劣, 其实现过程如下所示:
1 )  将 200 个人造板特征数据 L 分成 10 份即

Li(i=1, 2,…, 10), 则训练集为 L–Li 为 CART 树的训练

输入, 样本中的缺陷类别标签为训练输出, Li 为测试数

据用来确定剪枝阈值 P;
2) 用 CART算法训练出自由生长的决策树 T;
3) 通过剪枝获得子树{T1, T2,…,Tn}, 其中 T=T1, 利

用 Li 测每棵子树的真实误差 E(E1, E2, …,E10) 的平均

值, 将 E 中最小的值对应的阈值 P 为最优的剪枝阈值,
从而获得最优的 CART树.
 

表 3     测试集混淆矩阵
 

缺陷类别 大刨花 胶斑 杂物 油污

大刨花 2 0 0 0
胶斑 0 5 0 0
杂物 0 0 6 1
油污 0 0 1 5

 
 

2.3   人造板缺陷识别

当有新的人造板图像输入时, 首先对图像进行预

处理, 通过检测区块的灰度均值和方差判断是否具有

缺陷, 如果没有缺陷则不进行分割操作, 如果存在缺陷

进行图像分割获得缺陷特征值, 将其作为 CART 树的

输入, 通过 CART树得到输出类别.
本研究的人造板图像是通过人造板生产厂家提供

的, 共 220 幅. 通过对人造板缺陷图像其进行预处理、

图像分割, 其分割后的图像如图 3所示, 通过对图 3中
二值图像获得形状特征值, 将分割后的缺陷区域映射

到原图中进而获得纹理特征, 从而获得表征缺陷的十

个特征数据 (S, L, O, OR, P, u, σD, σP, σS, σR).

3   实验结果及分析

3.1   最优人造板分类决策树构建

在训练集 L 下根据 CART算法训练出的未经过剪

枝的 CRAT树 T 如图 4所示, 获得一系列子树及 P(β1,
β2, …, βk)值. 图 4采用 IF-THEN的形式表现出数据的

分类过程. 当有新数据输入时, 根据根节点的特征属性

与相应的数据进行大小判断数据的流向 (此根节点属

性为 σP, IF x8>0.05592, 进入左子树), 进而逐渐的识别

出人造板的四类缺陷, 之后确定剪枝阈值 P, 进行剪枝

操作.
 

(a) 大刨花 (b) 胶斑

(d) 油污(c) 杂物 
图 3    四类缺陷分割前后图像

 

√
βgβg+1

采用 CART算法对训练数据 L–Li 得到的子树{T1 ,
T2,…, T10}, 通过由 T 得到的剪枝阈值 对子树

进行剪枝, 通过交叉验证确定最终剪枝阈值 P, P 的确

定过程如图 5所示.
从图 5可知, 随着 P 值增大 (复杂度增加), 交叉验

证相对误差逐渐增大. 图 5中, P的值先为无穷大, 叶节

点的数量代表树的复杂度, 剪枝过程从 1~12 开展, 共
12 次; 叶节点的数量从 18 变为 8. 通过图 4 可以看出,
交叉验证误差在 P 的值为 0.001 开始增加, 所以最大

剪枝次数为 5, 此时交叉验证误差为 0.05, 最终的叶节

点数为 8. 通过剪枝后, 决策树的叶节点树量减少, 树的

复杂度明显降低, 最终剪枝后的最终结构如图 6所示.
利用测试集的 20 组特征值数据对如图 6 所示构

建的决策树进行检测, 其结果如表 3所示, 其中行表示

实际的缺陷类别, 列代表预测的缺陷类别. 从图中可知,
总的识别率达到 95%, 可以满足人造板的识别正确率.
其中杂物和油污的识别率较低, 主要是这两种缺陷灰

度值较为相似, 形状表现形式不一, 容易识别错误.
3.2   算法比较

为了验证本研究提出剪枝的 CART树分类算法的

可行性, 与神经网络、支持向量机 (SVM) 以及未剪枝

的 CART树三种算法在人造板表面缺陷识别上正确率

和时间进行比较.
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图 4    充分生长的决策树
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图 5    交叉验证结果
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图 6    剪之后的决策树

 

3.2.1    正确率

利用测试集中的 20 组特征值数据对三种方法进

行验证, 其结果如图 7 所示, 其中大刨花、胶斑、杂

物、油污缺陷数量为 2、5、7、6. 由图可知, 剪枝后决

策树分类器的识别正确率较神经网络、SVM 两种算

法有很大的优势, 对于杂物、油污两种难以区分的缺

陷仍有较高的识别效率. 剪枝后 CART 树较未剪枝的

决策树识别能力强, 这是由于未剪枝决策树在训练的

时候对训练样本数据进行充分表达, 泛化能力较弱, 由
此可知剪枝后 CART具有较强的泛化能力.
 

0

1
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3

4
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7

神经网络

SVM

未剪枝决策树

剪枝后决策树

大刨花 胶斑 杂物 油污 
图 7    三种算法缺陷识别比较

 

3.2.2    算法耗时分析

在 Intel Core I5-7500U 2.4 GHZ, 6 GB内存的硬件

环境下和 Windows10, MATLAB2016b 的软件环境下,
对剪枝后的 CART 树分类算法、神经网络和 SVM 三

种方法在获得的人造板缺陷数据上 CPU 运行时间进

行分析. 其中图像分割、特征提取为相同程序, 耗时分

别为 320 ms、90 ms. 三种算法在训练集、测试集耗时

如表 4所示, 由表可知, 未剪枝的 CART树在训练和测

试耗时最短. 神经网络和 SVM 主要是由于计算复杂,
训练所需时间较长.
 

表 4     耗时分析
 

算法 训练耗时 (s) 测试耗时 (ms)
神经网络 60 24
SVM 83 43

未剪枝 CART树 5 14
 
 

从表 4 可以看出, 神经网络、SVM 两种算法时间
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很短, 但属于黑盒, 分类过程难以让人理解, 不易应用

到实际中. 而决策树在分类过程是根据不同的特征属

性的特征值大小对数据不断的进行二分, 容易理解且

容易实现. 结合人造板缺陷识别正确率、识别时间和

可实行性可知, 基于剪枝 CART 树的分类模型满足人

造板在线检测实时性和正确率的要求.

4   应用和结论

将本研究获得的剪枝后 CART 树得出的模糊规

则 (IF-THEN) 编写入 C++程序中, 嵌入到基于机器视

觉的人造板在线缺陷检测系统中 ,  缺陷检测率高达

98%, 缺陷识别正确率高达 93%. 本研究证明了设计的

基于剪枝 CART树的分类方法在人造板检测系统中应

用的可行性和优势, 填补了我国人造板行业缺陷检测

的空白, 推动人造板行业缺陷检测自动化发展, 为以后

开展各类相似的缺陷检测提供了一种可行的方式.
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