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摘　要: 综合考虑影响汽车销售的多种因素, 运用交叉验证网格搜索优化支持向量机的惩罚系数和核函数参数, 建
立了适合汽车销售的预测模型. 仿真实验结果表明, 改进支持向量机优化汽车销售预测模型的预测效果比某公司当

前采用的模型更佳, 该模型具有较高的预测精度和较大的可信度, 可为企业决策层提供较为准确的销售预测参考.
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Abstract: Considering various factors affecting automobile sales, the penalty coefficient and kernel function parameters
of support vector machine are optimized by cross validation and grid search, and a prediction model suitable for
automobile sales is established. The simulation results show that the forecasting effect of the improved support vector
machine optimized automobile sales forecasting model is better than that of the current model adopted by a company. The
model has higher forecasting accuracy and greater credibility, and can provide more accurate sales forecasting reference
for enterprise decision-making level.
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21 世纪的飞速发展, 人们生活水平得到了极大提

高, 越来越多的家庭购买汽车作为代步工具, 我国汽车

市场已进入品牌营销时代, 市场竞争也从传统的产品

和价格竞争转移到品牌和渠道的竞争[1]. 汽车制造企业

若能在生产、制造、销售等环节实现定量化预测, 为
其决策提供必要依据, 则可在满足客户个性化需求的

同时, 使其在日益激烈的市场竞争中占得先机.

前人已经进行了一些销售预测的尝试. 2011 年,
Yu Y等[2]提出了一种最大程度学习机制对人工神经网

络进行了优化, 并通过对某品牌销量数据的学习训练,
在给定时间内精准的预测了服装产品的月销量. 张闯

等[3]采用后向传播 (Back Propagation, BP) 神经网络预

测方法, 通过新浪微博数据预测电影票房, 模型拟合效

果较佳, 但因存在数据不完全和干扰数据的情况, 使预
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测精度不够. 严洪森等[4,5]分别采用了混沌 ν-支持向量

机和扩展的径向基函数核支持向量机建立了产品销售

预测模型,在预测精度上具有一定的优势, 但也增加了

模型的复杂度、需要优化的参数个数和最优参数组合

的获取难度, 使模型难以推广. 本文拟采用支持向量机

这种先进的机器学习方法, 在尽可能不增加参数及少

量增加模型复杂度的情况下, 对模型进行优化,以期实

现较为精准的汽车产品的销售预测.
支持向量机 (Support Vector Machine, SVM) 是近

几年来发展起来的基于统计学习的机器学习方法[6]. 它
以统计学习理论为基础, 直接从小样本出发, 放弃了传

统的经验风险最小化 (Empirical Risk Minimization,
ERM) 准则, 而采用结构风险最小化 (Structural Risk
Minimization, SRM) 准则, 在最小化样本误差的同时,
考虑模型的结构因素, 从根本上提高了泛化能力. 支持

向量机解决小样本、非线性及高维模式识别问题中表

现出许多特有的优势, 它既能够有限的训练样本得到

小的误差, 又能够保证对独立的测试集仍保持小的误

差, 而且支持向量机算法是一个凸优化问题. 因此, 局
部最优解一定是全局最优解. 在支持向量机的具体应

用中, 惩罚系数 C 和核函数参数 g 的选取对预测性能

具有关键性的影响[7]. 目前, 支持向量机的参数选择方

法主要有: 网格搜索法、遗传算法和混沌优化等, 其思

想主要是在初始化范围内进行寻优以获得模型最佳效

果时的参数[8]. 王宁等[9]在训练过程中采用网格搜索法

对支持向量机回归模型参数进行优化, 提出基于支持

向量机回归组合模型的中长期降温负荷预测方法, 成
功的把预测值与真实值的误差控制在 5% 以下, 且该

模型得到了实际应用. Gao和 Hou[10]为了提高 SVM预

测的精度和减少计算负荷, 采用了网格搜索 (GS)算法

优化 SVM 参数, 进而预测田纳西伊斯曼 (TE) 过程的

状态, 发现 GS 方法比产生类似分类精度的遗传算法

(GA) 和粒子群优化算法 (PSO) 效率更高. Gencoglu
MT等[11]将混沌理论与 SVM结合, 通过重构相空间的

饱和嵌入维数确定 SVM最佳输入变量的选取, 以混沌

序列的最大 Lyapunov指数确定 SVM预测模型的最大

有效预测步数, 但所处理的时间序列必须具有混沌性.
本文所处理的是小样本汽车销售数据, 时间序列的混

沌性并不显著, 采用基本的 SVM并采用 GS算法进行

参数优化进行销售预测是可行的.
为了增加模型的鲁棒性, 有效地避免过学习以及

欠学习状态的发生, 使得到的结果更加可靠, 所以在优

化过程中结合了 K-fold 交叉验证[12], 降低了支持向量

机参数选择随机所带来的误差, 提高了模型的推广能

力. 本文提出了基于交叉验证网格寻优的支持向量机

方法, 分别建立了采用每 3个月、6个月、9个月、12个月、

18 个月和 24 个月的汽车销售额数据预测下一个月销

售额的预测模型, 对预测结果进行详细的比较分析, 以
期找到最佳的预测模型, 为汽车制造商及销售商提供

可信度更高的销售预测数据, 作为决策参考.

1   基于网格搜索与交叉验证的 SVM回归模型

1.1   SVM 回归基本理论

支持向量机 (Support Vector Machine, SVM) 由
Cortes和 Vapnik等于 1995年提出, 此后, Vapnik又提

出引入 ε 不敏感损失函数[6]的 ε-SVR算法,将支持向量

机应用于回归领域. ε-SVR通过事先确定 ε 来控制算法

大致希望达到的精度. ε 不敏感损失函数的用途在于能

够用稀疏数据点来表达如下要找的回归函数.
{(x0,y0) , (x1,y1) , · · · (xk,kk)} (xi ∈ Rn

yi ∈ R, i = 1,2, · · ·,k)

xi

设样本向量为   ,
, 其中 k 为样本个数. 支持向量机回

归的基本思想是通过一个非线性映射 Φ, 将数据 映射

到高维空间 F 中, 并在这个高维空间中构造最优线性

回归函数:

f (x) = ωϕ (x)+b (1)

ω ϕ (x)

ω

式中,  和 为 m 维向量, b 为偏置量. 支持向量机采

用结构风险最小化原则 (SRM)[13]确定参数 和 b 的

值, 即:

minRreg =
1
2
∥ω∥2+CRemp (2)

Rreg ∥ω∥2

Remp =
1
k
∑k

i=1 Lg
[
xi,yi− f (xi)

]
式中,  为正则化风险;  为控制模型的复杂度;
C 为惩罚系数, 用来调节模型复杂度和训练误差, C 越

大, 对数据的拟合程度越高, 但过大时会使机器学习复

杂度较大, 易造成过学习; 

为误差控制函数, 通常采用 ε-不敏感函数来度量, 定义

如下:

Lg =

{
|y− f (x)| −ε, |y− f (x)| ≥ ε
0, |y− f (x)| ≤ ε (3)

根据结构风险最小化原则, 考虑在数据集上获得

的回归模型的复杂度, 持向量机回归本质上就是求解

一个优化问题[11]:

计 算 机 系 统 应 用 http://www.c-s-a.org.cn 2019 年 第 28 卷 第 5 期

2 专论•综述 Special Issue

http://www.c-s-a.org.cn


min
1
2
∥ω∥2+C

k∑
i=1

(
ξi+ ξ

∗
i

)

s.t.


[
ωϕ (xi)

]
+b− yi ≤ ε+ ξi

yi−
[
ωϕ (xi)

]−b ≤ ε+ ξ∗i
ξi, ξ

∗
i ≥ 0

(4)

ξi ξ∗i
ω

αi α
∗
i

式中,  和 为松弛变量, 此问题称为支持向量机的原

始问题. 由于 维数很大, 为了便于求解, 根据强对偶定理

引入 Lagrange乘子 和 , 建立 Lagrange函数, 将这一

优化问题转化到对偶空间中得到原始问题的对偶问题[14]:

min
1
2

k∑
i, j=1

(
α∗i −αi

) (
α∗j −α j

)
K

(
xi, x j

)
+ε

k∑
i=1

(
α∗i −αi

)
−

k∑
i=1

yi
(
α∗i −αi

)

s.t.


k∑

i=1

(
α∗i −αi

)
= 0

0 ≤ α∗i αi ≤C (i = 1,2, · · · ,k)

(5)

K
(
xi, x j

)

α∗i αi

式中,  为核函数, 可将原问题通过非线性变换,

映射为某个高维特征空间上的线性问题, 进行求解. 本
文采用的汽车销售数据属于非线性数据, 故需采用核

函数.  ,  是对偶问题的解, 由此可得回归函数为:

f (x) =
k∑

i=1

(
α∗i −αi

)
K

(
xi, x j

)
+b (6)

1.2   核函数的选择

在高维特征空间中, 线性问题中内积运算可以用

核函数来代替, 即

K
(
xi, x j

)
= ϕ (xi) ·ϕ

(
x j

)
(7)

支持向量机不同的内积核函数将形成不同的算

法,回归支持向量机常用的核函数有三种, 即多项式核

函数、径向基核函数和 Sigmoid核函数.对于多项式核

函数, 当特征空间位数很高时, 其计算量将大大增加,甚
至对某些情况无法得到正确的结果, 而径向基函数不

存在这个问题. 另外, 径向基函数的选取是隐含的, 每
个支持向量机产生一个以其为中心的局部径向基函数,
使用结构风险最小化原则, 能找到全局的径向基函数

参数[15]. 对某些参数, RBF与 Sigmoid核函数具有相似

的性能, 在一般情况下, 首先考虑的是 RBF[16]. 因此本

文选取径向基核函数 (RBF)建立预测模型[17–19], 即:

K (x, xi) = exp
(
−∥x− xi∥

2σ2

)
= exp(−g∥x− xi∥) (8)

g =
1

2σ2

式中, σ 为径向基函数的宽度, σ 越小, 径向基函数的宽

度越小, 越有选择性.  是径向基核参数, g 越大,

径向基函数越有选择性. 把径向基核函数代入 (6)式得

到完整的回归函数, 即:

f (x) =
k∑

i=1

(
α∗i −αi

)
exp (−g∥x− xi∥)+b (9)

研究发现, 支持向量机计算过程中涉及到的两个

参数: 惩罚系数 C 和核函数参数 g, 是影响支持向量机

回归模型的主要因素.
1.3   基于网格搜索的 SVM 参数优化

在本案例中支持向量机 (SVM) 的核函数采用的

是径向基核函数 (RBF), 径向基函数中的参数 g 和惩罚

系数 C 的选择对汽车销售量的预测值有着很大的影

响, 为了寻找最佳的参数 C 和 g, 本文根据前文和样本

特性选择的是网格搜索法 (grid search). 网格搜索法首

先是要把所有的可能的参数值做统计然后进行分组,分
组的依据是由步距决定的网络. 然后对逐个网络中可

能的最优参数值进行计算 ,  并验证观察结果是否最

优,即找到的最优参数[19].
交叉验证 (cross validation) 是一种消除取样随机

性所带来的训练偏差的统计学方法. 常用的交叉验证

方法有重复随机抽样法、K-fold 交叉验证法、留一法

等.基于支持向量机原始预测模型, C 和 g 的初始值均

为 1,预测精度较低, 当使用交叉验证网格寻优的方法

以后, C 和 g 值在设定的范围内进行寻优, 对每个预测

模型均进行MSE值得比较, 这样可以建立最佳的预测

模型,保证MSE值为最小, 避免原始模型预测精度低的

问题 .所以本文将交叉验证与网格搜索相结合 ,  以
MSE 最小化为参数优选的目标, 提高了参数优选的效

率和准确性, 同时极大规避了样本的抽样随机性对模

型性能的影响[20,21]. 网格搜索法参数优化的基本流程如

下, 流程图见图 1所示.
(1) 先初始化网格搜索中惩罚系数 C 和核函数参

数 g 的搜索范围和搜索步长, 本文在寻优时分为粗略

选择和精细选择.
(2) 进行粗略选择, 粗略选择时 C 的取值范围是

[2–8, 28], 当输入变量 (C 的取值范围、g 的取值范围、

交叉验证的折数等) 个数小于 8, 则指数的步长为 0.8,
g 的取值范围是[2–8, 28], 指数的步长为 0.8. 得到粗略

选择的 C 和 g.
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(3) 根据粗略选择结果再进行精确选择, C 和 g 的

取值范围是粗略选择后确定的范围, 指数步长为 0.5.
 

开始

销售数据归一化

交叉验证网络寻优支持向量机预测模型

初始参数 (C,g)

网格寻优

5 折交叉验证 SCM 预测模型

MSE

判定

训练好的 SVM 模型

结束
 

图 1    基于交叉验证网格寻优的支持向量机预测模型
 

log2C = 1/2

log2g = 1/2 C =
√

2, g =
√

2

图 2给出Model-12m模型 (每 12个月预测下一个

月 ) 精细选择参数后的等高线图和 3D 视图 .  以
log2C 为横坐标, log2g 为纵坐标, MSE(下文公式求

得) 为 Z 轴 (见下文公式). 如图 1 所示, 图中红点就是

精细选择时找到的最佳参数点 ,  此时 ,
, 所以得到最佳参数 .

2   当前的预测模型

进行销售预测时, 由于预测对象可能是产品销售

数量、销售价格、销售金额, 预测的地域、客户、时

间长度等的不同, 可以有不同的预测方法分类. 本文案

例主要研究某汽车公司的销售额预测, 适用于这种场

合的常用预测方法分为两大类: 定性预测方法和定量

预测方法, 见图 3.
第一类是 (qualitative)预测方法. 依据人们对过去

及现在的经验、判断和直觉作预测. 一般常用的定性

销售预测方法有四种: 高级经理意见法、销售人员意

见法、购买者期望法和德尔菲法.
第二类是定量预测方法. 包括时间序列分析法和

(causal)预测方法. 本文提出的基于支持向量机优化模

型的预测方法属于时间序列分析方法.
图 4 亦可见, 销售预测及其预测方法的选择受到

诸多内部因素及外部因素的交互影响, 相当复杂. 某汽

车公司当前的销售预测模型是建立在汽车行业预测的

基础上, 是定性与定量相结合的预测模型, 而汽车行业

的经济预测是建立在宏观经济预测的基础上的.某汽车

公司通过对中国车市的发展阶段、增长潜力、国家补

助政策、各地区的引导政策、消费者收入与开支、出

口、利率、企业车型开发进度、企业投资和与整车有

关的其他重要因素和事件进行预测, 得到公司未来某

一阶段的产出/销售预测. 定性预测模型预测流程图如

图 3所示, 可见该方法包含一些简单的定量分析, 但更

多地依赖于上级决策者的决定及销售人员的建议, 偏
重于定性方法.
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图 2    Model-12m模型参数精细选择等高线图和 3D视图

 

按照该流程 ,  以 2 0 0 9 年的实际销售额预测

2010年到 2015年共计 72个月的销售额, 示于图 5中.
图中, Sales 为实际销售额, PredSales 为某汽车公司当

前预测模型预测的销售额. L 汽车公司的预测销售额

与实际销售额的绝对误差相差幅度较大, 绝对误差最

大值如图中红圈所示, 是 2013 年 12 月 (约 14 万元),
最小值是 2014年 11月 (约 8.4万元), 最大值是最小值

的 160倍.
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图 3    销售预测内在的逻辑关系图
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图 4    某公司当前的销售预测方法流程图

 

将该预测的相对误差示于图 6 中. 相对误差最大

值是 2015 年 8 月, 达 61.4%; 最小值是 2014 年 11 月,
为 0.27%, 前者是后者的 200 倍. 在 72 个月的总样本

中, 有 15 个月的相对误差在 30% 以上, 占样本总数的

21%; 8个月的相对误差在 20%和 30%之间, 占样本总

数的 11%; 其余 49 个月的相对误差小于 20%, 占样本

总数的 68%. 可见, 某公司目前所采用模型的预测并不

理想. 下文将采用基于网格搜索交叉验证的 SVM优化

算法对某公司的销售额进行预测, 以期获得更加准确

的销售预测模型, 为某公司的生产及销售决策提供更

为可靠的参考与指导.

3   基于 SVM优化模型的汽车销售预测与分析

采用基于网格搜索和交叉验证的 SVM 回归模型

对某公司 2009 年到 2015 年共计 7 年 (84 个月) 的销

售额进行预测, 选取 2010年到 2015年共计 72个月的

预测数据与实际销售额进行比较分析. 多次尝试的结

果表明, 采用一个季度 (3 个月) 或多个季度的销售数

据进行预测较其他不以季度为周期的预测模型预测效

果更佳. 假定每 3 个月数据预测下一个月销售额的模

型为Model-3m,其他各模型名称见表 1.
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图 5    某公司预测销售额和实际销售额比较图
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图 6    某公司预测销售额和实际销售额的相对误差值

 

为了说明所建预测模型的优劣, 将预测模型的预

测值和真实值的均方误差 (Mean Squared Error, MSE)、

绝对误差 (Absolute Error, AE) 和相对误差 (Relative

Error, RE)作为评价指标来评价模型, 其中均方误差主

要评价预测模型的整体性能, 相对误差和绝对误差可

用于评价预测模型的局部性能[22], 以季度为周期的预

测模型的绝对误差相较别的预测模型更小, 对整体性

能亦可作为参考.
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表 1     各模型名称
 

模型名称 模型描述

Model-X 某公司当前预测模型

Model-3m 采用 3个月数据预测

Model-6m 采用 6个月数据预测

Model-9m 采用 9个月数据预测

Model-12m 采用 12个月数据预测

Model-18m 采用 18个月数据预测

Model-24m 采用 24个月数据预测
 
  

MSE =
1
k

k∑
i=1

(
yi− yi

′)2

AE =
∣∣∣yi− yi

′∣∣∣
RE =

∣∣∣∣∣yi− yi
′

yi

∣∣∣∣∣
(10)

yi
′式中, yi 为原始销售额,  为预测销售额.

3.1   Model-3m 预测模型

参见图 1交叉验证网格寻优的支持向量机预测模

型流程图, 使用原始 C, g 建立原始预测模型 Model-
3m-original, 此时 C=1, g=1. 模型的平均相对误差为

11.849%, 均方误差为 9.232×10–2, 决定系数为 0.509 73.
其预测性能虽优于 Model-X, 但较下文所提的经过交

叉验证与网格搜索的Model-3m预测性能仍显不足, 所
以证明经过交叉验证与网格搜索的支持向量机预测模

型得到改进, 提升了预测精度和可靠性.
经网格搜索与交叉验证寻优, 采用三个月数据预

测下一个月销售额的 Model-3m 模型的最优 SVM 参

数组合为 C=2–3/2, g=2, 预测结果见图 7. 图中, 绝对误

差最大值是 2015 年 12 月 (约 1,1.57 万元), 最小值是

2011 年 3 月 (7.8 万元), 最大值是最小值的 150 倍. 相
较于某公司当前采用的 Model-X 模型, 实际销售额和

预测销售额之间相差幅度有所减小. Model-3m模型预

测结果的相对误差示于图 8 中 ,  相对误差最大值为

38.02% (2015 年 8 月), 比 Model-X 的最大相对误差

61.4% 小 23.38%; 最小值为 0.23% (2011 年 3 月), 且
75% 的样本 (54 个月 ) 相对误差在 20% 以下 ,  比
Model-X增加了 5个月; 相对误差在 20%和 30%之间

的有 14 个月, 占样本总数的 19.4%, 比 Model-X 增加

了 6 个月; 相对误差 30% 的仅有 4 个月, 占样本总数

的 5.6%, 比 Model-X 减少了 11 个月. 可见, Model-
3m模型对销售额的预测效果明显优于Model-X模型,
后文将对基于优化 SVM的其他模型进行研究, 以期获

得更优的预测效果.
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图 7    Model-3m预测模型实际销售额和预测销售额对比图
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图 8    Model-X模型和Model-3m模型相对误差对比图

 

3.2   Model-6m 预测模型

采用 6 个月数据预测下一个月销售额的 Model-

6m模型优化后的 SVM参数组合为 C= 2, g=4. 该模型

预测销售额与实际销售额的绝对误差较Model-X模型

和 Model-3m 模型均有大幅下降, 绝对误差最大值约

为 14 万元 (2010 年 2 月) ,  最小值是约为 4.6 万元

(2010 年 1 月),  前者仅为后者的 3 倍 ,  而非 200 倍

(Model-X) 或 150 倍 (Model-3m). Model-6m 的绝对误

差主要集中在 13万元到 14万元之间, 幅度比较稳定.

由Model-6m预测模型的相对误差图 9可见, 该模

型的相对误差基本以 0.45% 为中心上下浮动, 落在

0.15%到 0.75%之间, 最大相对误差是 2014年 1月的

0.724%, 最小的相对误差值是 2010 年 1 月的 0.18%,

二者较为接近.
将 Model-6m 与 Model-3m 的相对误差示于图 10

中进行比较分析. 与Model-3m模型相比, Model-6m模

型的相对误差紧贴着横轴, 总体上明显较小, 除 3个月
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的相对误差略有上升外 (2011 年 3 月, 2013 年 4 月,
2014 年 8 月), 其余月份的相对误差均大幅下降, 降幅

最大的是 2015 年 8 月, 达 37.39%; 降幅超过 10% 的

有 33 个月, 占样本总数的 45%. 表明, Model-6m 模型

的预测效果较Model-3m模型有显著提高.
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图 9    Model-6m预测模型的相对误差图
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图 10    Model-3m模型和Model-6m模型相对误差对比图

 

3.3   Model-9m 和 Model-12m 预测模型

√
2

√
2

√
2

采用 9 个月数据预测下一个月销售额的 Model-
9m 模型, 其优化后的 SVM 的最优参数组合为 C= ,
g=2. 以一年 (12 个月) 数据作为预测基准的 Model-
12m模型, 优化后的 SVM的参数组合为 C= , g= .

Model-9m 模型和 Model-12m 模型预测销售额与

实际销售额绝对误差相差较小. Model-9m模型绝对误

差最大值是 2012 年 10 月的 14 万元 ,  最小值是

2011年 6月的 12万元; Model-12m模型绝对误差最大

值是 2010年 10月的 12.8万元, 最小值是 2013年 4月
的 7.45 万元. 将 Model-9m 模型、Model-12m 模型与

前述最佳模型 Model-6m 的相对误差共同示于图 11

中. 可见, Model-6m的相对误差在 0.15%~0.75%之间,
Model-9m 模型的相对误差在 0.25%~0.75% 之间 ,
Model-12m 模型的相对误差在 0.25%~0.65% 之间. 三
个模型相对误差低于 0.45% 的月份数分别为 29 个月,
29 个月和 42 个月, 分别占样本总数的 40%, 40% 和

58%. 相对于 Model-9m 模型, Model-12m 模型每一个

月的相对误差均有所下降; 相对于 Model-6m 模型,
Model-12m 模型除了 2010 年 1 月、2015 年 1 月相对

误差分别增大了 0.286% 和 0.152%, 其余的月份均有

不同程度下降. 表明, 以 6个月、9个月、12个月的数

据进行销售额预测, 效果均较佳, 其中Model-12m模型

的整体性能更好. 数据有限时, Model-6m 模型亦可实

现较为准确的销售额预测.
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图 11    Model-6m,Model-9m和Model-12m三种模型的相对

误差对比图
 

总体上, 图 11中的 3种模型在中间段预测能力较

好, 尤其是 2013年和 2014年, 相对误差多在 0.45%附

近, 而 2011年和 2015年的预测能力相对较差. 2011年
正处于全球金融危机, 大部分消费者有危机感, 更愿意

把钱存在银行, 对投资买车可能处于观望状态, 不同月

份销售的汽车数量波动较大, 因而影响预测.而 2013年
和 2014年, 金融危机缓和, 国家大力提倡人民消费, 每
个月的销售量都较为平稳, 有利于预测. 2015年国家出

台限制公车购买量的政策, 一定程度上影响了每个月

的销售额, 增加了预测难度.
3.4   Model-18m 预测模型

Model-18m 模型优化后的 SVM 参数组合为 C=1,
g=0.707107. 该模型在 2013 年 12 月的相对误差达到

了 3.10%, 比 Model-6m、Model-9m 和 Model-12m 的

最大相对误差均大三倍以上, 此处不加详细讨论.
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3.5   Model-24m 预测模型

采用 24 个月数据预测下一个月销售额的 Model-
24m 模型, 其优化后的 SVM 参数组合为 C=1, g=0.5.
Model-24m 模型的相对误差在 0.25%~0.65% 之间, 相
对于 Model-12m 模型, 有 38 个月的相对误差减小,
22个月的相对误差增大. 与Model-6m和Model-9m模

型一样, Model-24m 模型在中间月份,即 2013 年和

2014 年的预测性能较好, 而在起始和末端月份的预测

性能较差.
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图 12    Model-12m和Model-24m相对误差对比图

 

综合以上可知, 以年 (12 个月) 的数据为周期的模

型预测效果最佳, 因 Model-24m 模型所需数据量较为

庞大, 性能提高却并不明显, Model-12m模型即可进行

较为准确的销售预测.
3.6   各模型评价指标的比较与分析

决定系数 R2 是预测值拟合程度的指标[23], R2 的数

值大小可以反映实际销售额与预测销售额之间的拟合

程度, R2 越大, 数据拟合程度越高, 预测销售额的可靠

性就越高.
表 2 列出了各模型的决定系数, 平方相对误差和

均方误差三项评价指标. Model-24m 模型的决定系数

最大, 平均相对误差最小; Model-12m模型均方误差最

小, 决定系数和平均相对误差与Model-24m相近. 在基

于优化 SVM 的模型中, 采用三个月数据进行预测的

Model-3m模型, 决定系数是某公司当前采用的Model-
X 模型的近 3 倍, 平均相对误差小 4.67%, 而 Model-
24m 和 Model-12m 的平均相对误差更是 Model-X 的

1/25(即 4%),  充分说明基于交叉验证网格搜索的

SVM 预测模型整体性能非常好, 最佳模型是 Model-

12m和Model-24m, 当数据有限时, 亦可以采用Model-
6m模型进行预测. 为了验证经过交叉验证和网格搜索

后的支持向量机预测模型的优越性 ,  对最佳模型

Model-12m 随机选取销售数据进行测试, 并计算其各

项评价指标, 列于表 2中: 平均相对误差为 0.446%, 均
方误差 1.012×10-4, 决定系数为 0.99970, 各项指标与

Model-12m 模型性能相差不大, 可见经过交叉验证和

网格搜索后的支持向量机预测模型预测精度高, 鲁棒

性强.
 

表 2     各模型评价指标
 

模型名称 决定系数 (R2) 平均相对误差 (%) 均方误差 (MSE)
Model-X 0.181 07 16.338

Model-3m 0.525 42 11.673 9.232×10–2

Model-6m 0.999 68 0.482 9.926×10–5

Model-9m 0.999 63 0.489 1.010×10–4

Model-12m 0.999 74 0.441 9.872×10–5

Model-12m-test 0.999 70 0.446 1.012×10–4

Model-18m 0.999 14 0.481 2.846×10–4

Model-24m 0.999 75 0.432 1.013×10–4

4   结论与展望

本文针对汽车销售预测问题的特点, 运用了交叉

验证和网格搜索方法优化了支持向量机的惩罚系数和

核函数参数的选择, 建立了改进支持向量机汽车销售

预测模型, 提高了汽车销售的预测精度. 尽管预测效果

可能受到国家政策、消费模式等的影响, 但本文提出

的基于改进支持向量机优化的预测模型仍然可达到较

小的预测误差, 预测数据可靠性高, 可给汽车企业在日

常生产、 销售管理中, 提供科学有效的预测方法,从而

为决策者制定或调整相关计划提供可靠的理论依据,
具有一定现实意义及应用价值.
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