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摘　要: 目前时间序列半监督分类研究主要集中在单变量时间序列, 由于多变量时间序列 (MTS)变量之间存在复

杂关系, MTS的半监督分类研究比较少. 针对这种情况, 提出一种基于二维奇异值分解的MTS半监督分类方法, 该
方法首先计算行-行以及列-列协方差矩阵的特征向量, 然后从MTS样本中提取特征矩阵; 特征矩阵的行数以及列

数不仅比原MTS样本低, 而且还清晰地考虑了MTS样本的二维特性. 在 10个MTS数据集上的实验结果表明, 该
方法的分类性能显著地好于使用扩展 Frobenius范数、中心序列、以及基于一维奇异值分解的半监督分类方法.
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Abstract: At present, semi-supervised classification research of time series mainly focuses on univariate time series, due
to the complex relationship between Multivariate Time Series (MTS) variables, there is less research on semi-supervised
classification of MTS. In view of this, we proposes a semi-supervised MTS classification method based on Two-
Dimensional Singular Value Decomposition (2DSVD), which first computes the eigenvectors of row-row and column-
column covariance matrices, and then extracts feature matrices from MTS samples. The number of rows and columns of
the feature matrix is not only lower than the original MTS sample, but also clearly considers the two-dimensional nature
of the MTS sample. The experimental results on 10 MTS datasets show that the semi-supervised classification
performance of this method is significantly better than the method using extended Frobenius norm, center sequence, and
based on one dimensional singular value decomposition.
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时间序列是指按时间次序有序排列的一组数据,

任何有次序的实值序列都可当作时间序列来处理[1]. 时

间序列数据广泛地存在于金融、医学、交通等领域.

建立准确的分类器需要大量的有类别标记的样本数据,

然而在现实应用领域, 存在大量没有类别标记的样本

数据, 有标记的样本数据很难获得, 或用人工标记样本

数据成本很高. 半监督分类 (Semi-Supervised Classifi-

cation, SSC)使用少量有标记的样本数据和大量未标记
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的样本数据建立分类器. 目前, 绝大多数时间序列半监

督分类的研究工作都集中在单变量时间序列, 对多变

量时间序列 (Multivariate Time Series, MTS)的半监督

分类研究还比较少. 在对 MTS 进行半监督分类时, 主

要遇到两方面的困难[2]: 第一, MTS 中含有多个变量,

且变量之间存在复杂的相关系; 第二, 不同 MTS 样本

它们的长度不一定相等, 这些困难使得标准的分类器

很难直接使用. 本文针对 MTS 特性, 采用二维奇异值

分解 (Two-Dimensional Singular Value Decomposition,

2DSVD) 从 MTS 样本中提取特征矩阵 ,  并与其他

MTS 半监督分类方法进行性能对比, 讨论该方法在

MTS 半监督分类的优势. 本文第 1 节介绍背景和相关

工作; 第 2 节提出了基于 2DSVD 的 MTS半监督分类

算法; 第 3 节通过实验将本文提出的方法与其它半监

督分类方法进行比较 ,  并采用威尔克森符号秩检验

(Wilcoxon signed ranks test)对实验结果进行对比, 验证

算法的有效性; 第 4节给出了本文结论.

1   背景和相关工作

1.1   基本概念

定义 1.　时间序列.　时间序列是一段时间内的一

系列观测值, 用 xi(t)[i=1, 2, …, n; t=1, 2, …, m]表示, 其
中 m 是观测值的个数, n 是变量的个数[2]. 当 n=1时, 称
为单变量时间序列, 当 n≥2 时, 称为多变量时间序列,
通常用 m×n 矩阵存储MTS.

定义 2.　P 集合.　P 为训练数据的一个集合, 包
括所有正类标记的样本[3]. 在训练开始时, P 只包含少

量的正类样本, 或许只包含一个正类样本. 随着学习的

继续, 先前 U 中一些没有标记的样本, 被标记为正类样

本, 并移动到了 P 集合, P 集合包含样本的数量也随之

增加. 最终, 集合 P 既包含原来有标记的正类样本, 也
包括使用分类器从 U中选择的样本.

定义 3.　U 集合 .　  U 是未标记样本的集合 [3 ] .
U 中的样本可以来自正类或者负类; 通常情况下, U 中

的绝大多数样本来自负类.
1.2   二维奇异值分解

Ding 等[4]对标准奇异值分解 (即一维奇异值分解,
1DSVD) 进行了扩展, 提出了基于行-行协方差矩阵以

及列-列协方差矩阵的二维奇异值分解方法, 2DSVD是

基于二维矩阵而不是基于一维向量[2]. 2DSVD 使用

MTS 样本构造行-行以及列-列的协方差矩阵, 然后计

算行-行及列-列协方差矩阵的特征向量用于MTS样本

特征矩阵的提取. 使用 2DSVD 提取出的 MTS 样本的

特征矩阵, 它们的行数以及列数不仅比原始数据低, 而
且还清晰地考虑了原始数据的二维特性.

{Ti}Ni=1

Ti ∈ Rm×n

设 是一个由 MTS 样本构成的集合 ,  其中

, m 为观测值的个数, n 为变量的个数, N 为集

合中样本的个数. MTS 行-行协方差矩阵 F 以及列-列
协方差矩阵 G 定义如下[2,5]:

F =
1
N

N∑
i=1

(Ti−T )(Ti−T )T (1)

G =
1
N

N∑
i=1

(Ti−T )
T

(Ti−T ) (2)

T =
∑

i
Ti/N

Ur = (u1, · · · ,ur)

Vs = (v1, · · · ,vs)

{Ti}Ni=1{
Ur,Vs, {Mi}Ni=1

}
Mi = UT

r TiVs Ur ∈ Rm×r Vs ∈ Rn×s

Mi ∈ Rr×s

Mi =
[
Y i

1,Y
i
2, · · · ,Y

i
s

]

其中,  . 设 Ur 包含行-行协方差矩阵 F 的

前 r 个主要特征向量,  ; Vs 包括列-列的

协方差矩阵 G 的前 s 个主要特征向量,  .
M T S 样 本 集 合 的 2 D S V D 表 示 为 :

, 其中 ,  ,  ,

, Mi 即为从 MTS 样本 Ti 中提取出的特征矩

阵. 设 为从MTS样本 Ti(i=1, 2)中提

取的特征矩阵, 特征矩阵 M1 与 M2 之间的距离定义为:

d(M1,M2) =
s∑

k=1

∥∥∥Y1
k −Y2

k

∥∥∥ (3)

||·||其中,  为 L2范数.
1.3   相关工作

时间序列的半监督分类方法可大致分为 3 类[6,7]:
基于实例、基于聚类以及基于模型的半监督分类方法.

Wei等[8]针对正类中只有少量有标记的样本, 使用

欧氏距离建立基于最小最近邻距离的分类器及停止准

则. Ratanamahatana[9]等使用 DTW (Dynamic Time
Warping)距离来改进样本的选取并提出了新的停止准

则, 该准则基于未标记样本集中候选样本与正类样本

的历史距离; Chen[3]等在 SSC 算法中, 使用一种基于

DTW 和 ED 相结合的特殊距离 DTW-D, 显著地提高

了分类的性能. Begum 等[10,11]提出了一种基于最小描

述长度 (Minimum Description Length, MDL)的停止准

则, 该准则利用数据的内在性质去发现停止点; 然而,
时间序列在时间轴可能会存在扭曲 (distortion) 现象,
出现不匹配点, Vinh等[12,13]针对此问题进行了改进, 并
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增加一个后处理步骤, 使分类器更加精确. Vinh等[14]还

提出了一种基于约束的自训练算法, 与正类集合最近

的实例 t, 必须满足约束 DL(t|H)<DL(t), 才能添加到正

类集合. 另外, Vinh 等还定义了安全距离 (safe dista-
nce), 当实例与正类集合之间的距离小于或等于安全距

离, 则将该实例放入正类集合中.
目前绝大多数研究工作集中在单变量时间序列半

监督分类算法性能的提高, 以及停止准则的改进方面,
对 MTS 半监督分类的研究很少. 在对 MTS 进行半监

督分类时, 主要存在变量之间的复杂相关关系以及样

本长度不一致等因素, 使得标准分类器很难直接使用.
Li 等[15,16]提出了两种基于标准 SVD 的特征提取方法

(以下简称 Li’s first、Li’s second方法)用于MTS分类,
Li’s first方法是将第 1个奇异向量 u1 与经过标准化后

由奇异值组成的向量 σnormalized 相连, 作为MTS样本的

特征表示. Li’s second 方法将加权以后的第 1 奇异向

量 w1u1 与加权后的第 2 奇异向量 w2u2 相连, 作为

MTS 样本的特征表示. 这两种方法本质上属于一维奇

异值分解, 但是 MTS 包含变量维和时间维两个维度,
本文提出基于 2DSVD的半监督分类方法, 从行和列两

个方向对 MTS 样本进行降维, 清晰地考虑了 MTS 样

本的二维特性.

2   基于 2DSVD的MTS半监督分类算法

2.1   训练分类器

本文提出的 MTS 半监督分类算法主要包括 4 个

步骤: 第一步, 使用未标记数据集 U 来计算变换矩阵

Ur 以及 Vs, 获取每个训练样本的特征矩阵; 第二步, 随
机选取若干个正类样本的特征矩阵作为初始标记数据

P; 第三步, 计算集合 U 中每个样本到集合 P 的欧氏距

离, 将集合 U 中与集合 P 最近的样本, 从集合 U 中删

除, 添加至集合 P; 第四步, 重复第三步, 直到满足停止

标准为止.
基于 2DSVD的MTS半监督分类算法如算法 1所

示. 在步骤 7 中, 本文采用 Wei 等[8]提出的停止标准,
即在迭代过程中, 当正类样本的最小最近邻距离在趋

于稳定后的第一次显著下降时, 即停止. TWOSVDSSC
分为两个阶段, 步骤 1–步骤 5为降维阶段: 设未标记数

据集 U 中有 M 个MTS样本, 算法的行-行协方差矩阵

F 为 m×m 矩阵, 列-列协方差矩阵 G 为 n×n 矩阵[5], 由
于对 n×n 矩阵进行奇异值分解的时间复杂度为 O(n3)[2],

所以算法中步骤 1–步骤 4 的时间复杂度为 O(m3+n3);
步骤 5 是计算未标记数据集 U 中每一个 MTS 样本的

特征矩阵, 时间复杂度为 O(M*r*s), 由于在 MTS 样本

中, 变量个数 n 以及参数 r 和 s 往往都远小于样本长

度 m, 因此步骤 1–步骤 5 的时间复杂度主要取决于样

本长度; 步骤 6–步骤 8为训练分类器阶段, 时间复杂度

为 O(M2). 所以算法的复杂度为 O((m3+n3)+(M*r*s)+
M2).

分类器训练好之后, 在使用分类器对待测样本进

行分类时, 如果待测样本与任何一个标记为正类样本

之间的距离小于阈值 r, 则该样本分类为正类, 否则为

负类[8], 阈值 r 为正类样本与其最近邻之间距离的平均值.

算法 1. 基于 2DSVD的MTS半监督分类算法

输入: P 是初始训练集, 包含少量已标记正类样本; U 是未标记数据

集; nSeeds 是初始标记为正类样本的个数.
输出: 训练好的分类器.

1. 计算 U 中行-行协方差矩阵 F;
2. 使用 SVD计算 F 的特征向量, 由 F 的前 r 个主要特征向量组成的

变换矩阵 Ur;
3. 计算 U 中列-列协方差矩阵 G;
4. 使用 SVD 计算 G 的特征向量, 由 G 的前 s 个主要特征向量组成

的变换矩阵 Vs;
5. 计算 U 中每个MTS样本的特征矩阵 Mi;
6. 随机选取 nSeeds 个正类样本放入集合 P;
7. 计算集合 U 中每个样本到集合 P 的欧氏距离, 将集合 U 中与集

合 P 最近的样本, 从集合 U 中删除, 添加至集合 P;
8. 重复步骤 7, 直到满足停止标准为止.

2.2   评估分类器

算法 1 仅包含来自 U 中的正类样本, 属于一类分

类器. 本文采用测试集对分类器的性能进行测试, 测试

集中包含一些正类样本和其他类样本. 采用经典的精

确度 (Precision) 和召回率 (Recall) 来衡量分类器的性

能. 在本文中, 精确度的值等于召回率的值, 即假的负

类 (False negatives) 数量与假的正类 (False posi-
tives) 数量相同. 精确度的定义如下所示[3], 其中 K 是

指测试集中的正类样本的个数, Npositive 为在前 K 个最

接近 P 集合的样本中, 正类样本的个数.

Precision =
Npositive

K
(4)

3   实验

3.1   数据集描述

本文实验数采用的 Lp1、Lp2、Lp4、Lp5 数据
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集[17]包含机器人在故障检测后的力和扭矩测量值. 每

个故障的特征是在故障检测后每隔一段时间收集的

15 个力/扭矩样本, Lp1、Lp2、Lp4、Lp5 数据集中每

个样本包含 6 个变量; BCI 数据集[18,19]中 MTS 样本分

为两种类型: 一种是被测试者用左手手指按计算机键

盘时的脑电图 (EEG)情况, 有 208个样本; 另一种是被

测试者用右手手指按计算机键盘时的脑电图情况, 也

有 208 个样本 .  数据集中每个样本包含 28 个变量;

Japanese Vowels 数据集[20]记录 9个男性在发日语的元

音/ae/, 这 9个男性对应的样本个数分别为: 61, 65, 118,

74, 59, 54, 70, 80 以及 59, 数据集中每个样本包含

12 个变量; Wafer 数据集[21]记录真空室传感器监控半

导体微电子的制造过程, 每一个硅晶片的生产过程可

以用含有 6个变量的MTS 样本来描述, 并被分为正常

或异常两类, 数据集中包含 327个MTS 样本并被分为

2类: 其中正常样本有 200个, 异常样本有 127; AUstra-

lian Sign LANguage(以下简称 AUSLAN) 数据集[20]由

随机选取 25种手势的MTS样本 (总共 675 个MTS 样

本) 组成, 每个样本包含 22 个变量; Character Trajec-

tories数据集[22]中所有样本来自同一位作者, 通过书写

单个字符来记录笔尖 (pen tip) 轨迹, 记录时只考虑带

有单一落笔段的字符, 每个样本包含 x 和 y 坐标以及

笔尖力度这 3 个变量; Gas sensors 数据集[23,24]包含由

MOX 以及温度和湿度这三种传感器组成的气体传感

器, 记录来自 3种不同气体所产生的观测值, 数据集中

每个样本包含 10个变量. 表 1列出了 10个MTS数据

集的主要特征. 2DSVD 要求数据集中所有 MTS 样本

具有相同长度. 对于具有不同长度样本的MTS数据集,

本文采用 Rodriguez 等[25]提出的方法, 将所有 MTS 样

本的长度都延长到该数据集中最长 MTS 样本的长度.

延长方法如下: 如将长度为 100 的 MTS 样本延长至

120, 只需将样本中每 5 个值中的一个值复制即可. 该

方法使得原样本中的所有值都保留在延长后的样本中,

不会损失任何数据信息.
 

表 1     数据集描述
 

数据集名称 变量个数 最大长度 最小长度 类别个数 样本总数

Lp1 6 15 15 4 88
Lp2 6 15 15 5 47
Lp4 6 15 15 3 117
Lp5 6 15 15 5 164
BCI 28 500 500 2 416

Japanese Vowels 12 29 7 9 640
Wafer 6 198 104 2 327

AUSLAN 22 95 47 25 675
Character 3 205 109 20 2858
Gas sensors 10 15 393 3825 3 99

 
 

3.2   性能比较

将本文提出的基于 2DSVD 的 MTS 特征提取方

法, 与基于扩展 Frobenius范数的距离 DEros
[26]、中心序

列[27]、以及基于一维 SVD 的 Li’s first, Li’s second 方

法[15,16]分类性能进行比较. 在实验中, 将数据集中类别

标记为 1(class label=1) 的样本选为正类样本数据, 其

它类样本皆为负类样本数据. 在算法 2.1 中, 初始正类

样本的个数 nSeeds 分别取 1、3、5 个, 实验重复 100

次, 表 2、3、4 给出了各种方法 100 次实验的平均

Precision.

表 2、表 3、表 4给出了在 10个数据集上使用不

同方法进行半监督分类的 Precision. 表中列 2 和列

3给出了在数据集上使用基于扩展 Frobenius范数的距

离 D E r o s
[ 2 6 ]以及中心序列 [ 2 7 ]的方法进行分类的

Precision; 表中列 4和列 5给出了在数据集上使用 Li’s

first 以及 Li’s fecond 方法进行分类的 Precision; 列

6 给出了使用 2DSVD 进行分类时最高的 Precision 以

及相应参数 r 和 s 的值 ,  其中 ,  r 和 s 分别表示使用

2DSVD方法得到对应特征矩阵的行及列的个数.

从表 2 可以看出 ,  当初始正类样本的个数

nSeeds 为 1时, 2DSVD在 10个MTS数据集上分类的

平均 Precision 为 0.76, DEros 的平均值为 0.39, 中心序

列的平均值为 0.63, Li’s First以及 Li’s Second的平均

值分别为 0.53 和 0.52; 从表 5 中可以看到, 2DSVD 与
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其它 4 种方法的 Wilcoxon 符号秩检验的概率 p 值都

小于 0.05, 说明 2DSVD 的分类性能显著地好于其它四

种方法. 当 nSeeds 为 3 或 5 时, 也可以得到相同的结

论. 从表 2、表 3、表 4 中还可以看出, 各种方法的平

均 Precision 随着 nSeeds 增大而增大, 说明增加初始正

类样本个数, 能够提高算法的分类性能.
 

表 2     nSeeds=1时各种方法的 Precision
 

数据集 DEros 中心序列 Li’s first Li’s second 2DSVD
Lp1 0.79 1.00 1.00 1.00 1.00(r=7, s=3)
Lp2 0.54 0.67 0.77 0.72 0.97(r=15, s=1)
Lp4 0.47 0.76 0.34 0.34 0.96(r=15, s=6)
Lp5 0.36 0.95 0.53 0.54 0.90(r=15, s=5)
BCI 0.52 0.46 0.47 0.47 0.47(r=500, s=2)
Vowel 0.18 0.55 0.73 0.73 0.70(r=1, s=12)
Wafer 0.30 0.39 0.25 0.26 0.47(r=28, s=1)

AUSLAN 0.45 0.28 0.74 0.75 0.88(r=1, s=21)
Character 0.15 0.78 0.26 0.22 0.80(r=5, s=3)
Gas sensors 0.17 0.44 0.20 0.21 0.45(r=170, s=2)

平均值 0.39 0.63 0.53 0.52 0.76
 
 

表 3     nSeeds=3时各种方法的 Precision
 

数据集 DEros 中心序列 Li’s first Li’s fecond 2DSVD
Lp1 0.82 1.00 1.00 1.00 1.00(r=7, s=3)
Lp2 0.71 0.82 0.95 0.92 0.99(r=15, s=1)
Lp4 0.59 0.84 0.58 0.54 0.99(r=15, s=6)
Lp5 0.46 0.95 0.54 0.54 0.97(r=15, s=5)
BCI 0.51 0.46 0.45 0.46 0.47(r=500, s=2)
Vowel 0.19 0.53 0.79 0.77 0.78(r=1, s=12)
Wafer 0.22 0.40 0.11 0.15 0.49(r=28, s=1)

AUSLAN 0.40 0.31 0.81 0.84 0.91(r=1, s=21)
Character 0.14 0.88 0.28 0.27 0.93(r=5, s=3)
Gas sensors 0.19 0.47 0.22 0.20 0.47(r=170, s=2)

平均值 0.42 0.67 0.57 0.57 0.80
 
 

表 4     nSeeds=5时各种方法的 Precision
 

数据集 DEros 中心序列 Li’s first Li’s second 2DSVD
Lp1 0.88 1.00 1.00 1.00 1.00(r=7, s=3)
Lp2 0.75 0.89 0.99 0.99 1.00(r=15, s=1)
Lp4 0.66 0.91 0.65 0.70 1.00(r=15, s=6)
Lp5 0.48 0.94 0.54 0.53 0.98(r=15, s=5)
BCI 0.50 0.46 0.45 0.45 0.45(r=500, s=2)
Vowel 0.19 0.54 0.81 0.81 0.82(r=1, s=12)
Wafer 0.22 0.40 0.10 0.11 0.51(r=28, s=1)

AUSLAN 0.41 0.32 0.81 0.87 0.92(r=1, s=21)
Character 0.15 0.90 0.35 0.27 0.96(r=5, s=3)
Gas sensors 0.19 0.49 0.22 0.23 0.48(r=170, s=2)

平均值 0.44 0.69 0.59 0.60 0.81
 
 

3.3   参数对半监督分类性能的影响

本文提出的分类算法有两个参数: 一个是行-行协

方差矩阵的主要特征向量个数 r, 另一个是列-列协方

差矩阵的主要特征向量个数 s. 图 1、图 2 分别给出了

在 AUSLAN、Vowel 数据集上, 将参数 r 固定为 1,
Precision 随参数 s 的变化情况. 从图 1 和图 2 可以看
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出, 当 s=1时, Precision 最小; 随着 s逐渐增加, 算法的

Precision 快速上升, 然后趋于平稳; 所以, 在算法的执

行过程中, 可以选取较大的 s 值来提高分类的 Precision.
 

表 5     Wilcoxon符号秩检验
 

检验量 Signedrank值 概率 p 值

nSeeds=1
DEros 与 2DSVD 1 0.0039

Li’s First与 2DSVD 1 0.0156
Li’s Second与 2DSVD 1 0.0156
中心序列与 2DSVD 4 0.0234

nSeeds=3
DEros 与 2DSVD 1 0.0039

Li’s First与 2DSVD 1 0.0078
Li’s Second与 2DSVD 0 0.0039
中心序列与 2DSVD 0 0.0156

nSeeds=5
DEros 与 2DSVD 1 0.0039

Li’s First与 2DSVD 0 0.0078
Li’s Second与 2DSVD 0 0.0078
中心序列与 2DSVD 3 0.0195
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图 1    AUSLAN数据集 Precision 随列-列协方差矩阵的

主要特征向量个数 s 的变化
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图 2    Vowel数据集 Precision 随列-列协方差矩阵的

主要特征向量个数 s 的变化
 

图 3 给出了在 AUSLAN 数据集上, 将参数 s 固定

为 21, Precision 随参数 r 的变化情况. 图 4 给出了在

Vowel 数据集上, 将参数 s 固定为 12, Precision 随参

数 r 的变化情况. 从图 3 和图 4 可以看出, 当参数 r 增
加时, 分类的 Precision 趋于平稳; 所以, 在算法执行过

程中, 可以选取适当的 r 值即可.
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图 3    AUSLAN数据集 Precision 随行-行协方差矩阵的

主要特征向量个数 r 的变化
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图 4    Vowel数据集 Precision 随行-行协方差矩阵的

主要特征向量个数 r 的变化
 

在本文实验中, 参数 r 和 s 的选取方法如下[2]: 首
先选择一个较大的 s 值, 使得这 s 个列-列协方差矩阵

的主要特征向量能够描述列-列之间总变异 (total co-
lumn-column variations) 的 98% 或 99%, 其次, 让 r 值
从 1增加到 m, 其中 m 为观测值个数, 计算相对于每一

个 r 值的所有训练样本的重构误差平方和, 最后根据

重构误差平方和的相对变化情况选取适当的参数 r.

4   结论与展望

本文提出了一种基于 2DSVD的MTS半监督分类

方法, 在 10个MTS数据集上对该方法进行验证, 实验

结果表明, 本文提出的算法显著地好于基于一维 SVD
的 Li’s First、Li’s Second方法[15,16],基于扩展 Frobenius
范数的距离 DEros

[26], 以及中心序列[27]. 虽然本文建立的

是一类分类器, 因此也可以很容易地修改本文提出的
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算法以适应多类问题 .  本文提出的算法有两个参数

r 和 s, 如何自动地选择最优的 r 和 s 值以及选取更优

的分类器和停止标准值得今后进一步研究.
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