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摘　要: 当前导光板表面缺陷仍主要由人工肉眼观察进行检测, 仅有少数生产厂家利用传统的图像处理方法进行检

测. 由于导光板缺陷在高分辨率工业相机拍摄的图像成像下仍极其微小, 且不同缺陷的特征各异, 以及整张导光板

自身的导光点分布密集、不均匀等纹理特点, 导致传统的图像处理检测方法需要经验丰富的视觉工程师进行大量

的特征提取算法编程工作和昂贵的代码维护成本, 准确率低且稳定性差, 为此提出一种基于深度学习语义分割的缺

陷检测方法. 该方法通过训练神经网络的方式来自主学习提取导光板缺陷特征从而避免繁杂的特征提取算法编程

工作. 首先, 对搜集的导光板缺陷进行缺陷标记, 制作样本集; 其次, 利用迁移学习将预先训练好的金字塔场景解析

网络 (PSPNet)对标记样本进行再训练; 进而, 利用训练好的模型实现对导光板缺陷的检测; 由于单独的深度学习语

义分割缺陷检测方法通常无法满足工业实际应用需求, 最后还需结合简单的机器视觉方法, 对深度学习语义分割方

法检出的所有疑似缺陷区域进行二次判断筛选. 实验结果表明, 该方法针对亮点、暗点和划痕 3种缺陷的检出率高

达 96%, 基本可以满足工业检测要求.
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Abstract: At present, the defects on the surface of the light guide plate are mainly detected by human eye, only a few
manufacturers use the traditional image processing methods. In the imaging of high-resolution industrial cameras, the

defects of the light guide plate are still extremely small, the characteristics of different defects are different, and the light

guide points of the entire light guide plate are densely distributed and uneven,which leads that the traditional image

processing detection methods require experienced visual experts to carry out a large number of feature extraction

algorithm programming work and expensive code maintenance cost, low accuracy and poor stability. Therefore, a defect

detection method based on deep learning semantic segmentation is proposed. This method can learn and extract the

characteristics of the light guide plate defects by training the neural network to avoid the complicated feature extraction

algorithm programming. First, the collected light guide plate defects are marked for making a sample set. Secondly, the

pre-trained Pyramid Scene Parsing Network (PSPNet) is used to retrain the labeled samples using transfer learning.
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Further, the trained model is used to achieve detection of defects of the light guide plate. Since the separate deep learning

semantic segmentation defect detection method usually cannot meet the industrial practical application requirements, it is

necessary to combine the simple machine vision method to make a second judgment and screening of all suspected defect

regions detected by the deep learning semantic segmentation method. The experimental results show that the detection

rate of the three defects of bright spots, dark spots, and scratches is as high as 96%, which can basically meet the industrial

testing requirements.

Key words: light guide plate; defect detection; deep learning; PSPNet; semantic segmentation; machine vision

 

1   引言

导光板 (light guide plate) 是利用光学级的亚克力

板材, 然后用具有极高反射率且不吸光的高科技材料,

在亚克力板材底面用激光雕刻、UV 网版等印刷技术

印上导光点[1]. 单边侧入式导光板利用亚克力板材吸取

从单侧线光源发出来的光在亚克力板材表面的停留,

当光线射到各个导光点时, 反射光会往各个角度扩散,

然后破坏反射条件由导光板正面射出 .  通过各种疏

密、大小不一的导光点, 可使导光板均匀发光[2]. 高精

度的侧入式导光板广泛应用于液晶显示器 (LCD) 中.

在导光板的生产制造过程中, 由于原料成分、设备使

用情况、加工工艺以及工人操作等因素的影响, 其表

面不可避免地会出现亮点、漏点、线刮伤、暗影等加

工缺陷[3]. 对导光板进行缺陷检测能有效防止将不良的

导光板装配进液晶显示器中从而避免造成更大的资源

浪费. 因此, 在导光板出厂前必须对其进行缺陷检测.
目前国内大多数导光板生产厂家雇用大量年轻且

视力好的员工, 在刺眼的灯光照明下多角度地对导光

板缺陷进行检测, 如图 1所示. 人工检测缺陷造成大量

人力资源的浪费; 长时间低头目视会对员工的眼睛及

颈椎造成较大的伤害, 且影响导光板缺陷的检测精度

和效率; 仅有少数生产厂家和研究学者利用传统的图

像处理以及机器视觉方法进行导光板缺陷检测. 李俊

峰等[4]针对具体的一种导光板轻微线刮伤缺陷类别提

出了一种基于多方向 Gabor滤波和亚像素分析的检测

方法, 该方法对轻微线划伤有较好的提取, 但无法适用

于其他缺陷类型; Huang等[5]提出了一种基于计算机视

觉的自动检测方法, 该方法首先运用图像分割方法对

导光点区域进行分割, 然后利用傅里叶变换消除导光

板上近似周期性分布的导光点圆形图案形成的纹理.
然后利用 Otsu 阈值法和形态学技术对缺陷区域进行

了提取. 最后利用模式识别分类方法对缺陷进行分类,

但该方法的鲁棒性较差, 缺陷检出率低; 李俊峰等[3]提

出了一种基于机器视觉的导光板缺陷检测方法, 根据

导光点密度自动分区, 在不同分区使用不同的缺陷检

测算法, 该方法虽然可以实现亮点、压伤、线划伤等

3种缺陷的提取, 但不同种类缺陷需要不同的特征提取

算法, 算法编程难度大且复杂. 可以看出, 传统的图像

处理方法难以处理导光板缺陷形态特征多样性和导光

点疏密分布不一致性等的检测难题.
 

 
图 1    人工检测导光板缺陷实拍图

 

近年来, 深度学习方法在各种视觉任务中取得了

良好的性能[6–9]. 深度神经网络显示出具有学习提取深

层图像特征的卓越能力, 这些深层图像特征肯定有助

于缺陷的提取, 而且是难以用传统的图像处理方法来

获得的. 因此, 人们提出了利用深度神经网络进行表面

缺陷检测的几种尝试. 王宪保等[10]建立深度置信网络

(DBN) 对太阳能电池表面缺陷进行检测; 赵志勇等[11]

提出基于 Inception-Resnet-v2 网络的布匹缺陷判决算
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法, 实现在复杂背景和无规律纹理的布匹上高达 99%

的缺陷检测准确率; Yuan ZC 等[12]针对手机外屏玻璃

盖缺陷检测提出了一种基于深度学习的改进分割方法,

并讨论了对抗性训练网络的思想, 有效提高了手机外屏

玻璃盖缺陷的检测精度; 刘畅等[13]利用改进的 Unet[7]

分割网络和分类卷积神经网络提高了磁瓦缺陷区域的

提取精度和缺陷类别的分类精度. 基于深度学习的物

体表面缺陷检测方法也因此成为了快速而且有效的检

测方式之一.
为此, 本文以单边侧入式导光板为实验对象, 根据

其在 16 K 分辨率的黑白线阵相机拍摄下的图像成像,
提出一种基于深度学习语义分割[14]的导光板缺陷检测

方法. 该方法通过训练神经网络的方式来自主学习提

取导光板缺陷的高级特征从而避免繁杂的特征提取算

法编程工作. 该方法首先对搜集的导光板缺陷进行缺

陷标记制作样本集; 其次, 利用迁移学习[15]技术将预先

训练好的 PSPNet[16]语义分割神经网络模型对标记样

本进行再训练; 进而, 利用训练好的分割模型实现对导

光板缺陷的检测; 最后, 由于单独的深度学习语义分割

缺陷检测方法通常无法满足工业实际应用的需求, 还
需通过缺陷区域的面积、位置、圆度以及缺陷区域对

应图像部分的灰度平均值 (方差)、灰度最大 (小)值等

多种特征组合对深度学习语义分割方法检出的所有疑

似缺陷区域进行二次判断筛选. 实验结果表明, 该方法

针对亮点、暗点和划痕 3 种缺陷的检出率高达 96%,
基本可以满足工业检测要求.

2   导光板

2.1   导光板图像采集系统

我们采用多角度线光源以及线阵相机扫描成像方

式来采集导光板图像, 如图 2所示. 导光板垂直于线光

源和线阵相机的光轴. 在多角度线光源中, 通过不同角

度的镜面, 把光线汇聚在同一条线上, 处在该线条下的

导光板区域暴露在相机光轴下. 部分光线穿透导光板,
部分光线经导光板反射回给相机. 图像对应的灰度强

度与反射光的强度成正比. 在检测过程中, 导光板随着

传送带移动, 线阵相机逐行捕捉图像.
为了提高成像精度, 采用 Dalsa 的 16 K 黑白线阵

相机, 横向分辨率为 16×1024=16 384 个像素; 本文所

使用的单边侧入式导光板长宽分别为 280 mm, 210 mm,

为了保证导光板图像采集的完整性, 沿导光板长边捕

获 27 000行, 因此, 整张导光板图像分辨率约为 4.4亿
个像素, 即 16 384×27 000. 采集的完整导光板图像如

图 3 所示. 图 4 为图 3 中从左至右部分区域的导光点

密度分布放大图.
 

导光板运动方向

多角度线光源

导光板
滚轮传送带

16 K 分辨率工业线阵相机

 
图 2    导光板图像采集系统示意图

 

 
图 3    完整的导光板图像缩小图

 

 
图 4    不同导光点分布密度放大图

 

2.2   典型缺陷

导光板上印刷有导光点的一面, 称为网面, 表面相

对粗糙; 背面没有印刷导光点, 称为镜面, 表面相对光

滑. 导光板两面都有可能存在缺陷. 导光板常见缺陷种

类有镜面点伤、网面点伤、网面漏导光点、残胶、镜

面划痕、网面划痕等. 由于导光板透光率高, 镜面和网

面的缺陷均能够在 16 K 黑白线阵相机拍摄下清晰成

像. 且由于镜、网面同类型的缺陷 (如刮伤) 在相机成
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像下的图像特征极其相似, 无法判断缺陷在镜面还是

网面, 故本文以缺陷在相机下的成像特征为依据进行

分类, 总的分为亮点、暗点、划痕. 这些缺陷在 16 K
黑白线阵相机的成像如图 5所示.

 

(a) 亮点 (b) 暗点 (c) 划痕 

图 5    导光板典型缺陷种类
 

3   基于 PSPNet 语义分割网络模型的缺陷检

测方法

3.1   语义分割

语义分割是指在像素级上对图像的理解, 即我们

要给图像中的每个像素分配一个对象类. 为不同类别

目标的所有组成像素进行对应类别的颜色标注, 本质

上是对图像中的不同类别目标进行分类. 在本文中, 将
导光板图像分为背景和缺陷两类进行标记, 如图 6 中

的标签图, 白色和黑色分别代表背景和缺陷, 黑色外边

框无实际意义, 只起到图片位置限定作用.
 

(a) 正常 (b) 亮点 (c) 划痕 (d) 暗点

原图

标签图

 

图 6    导光板缺陷原图和标签图
 

3.2   迁移学习

迁移学习是指在现有的网络模型的基础上构建新

网络的技术. 具体来说, 这意味着使用一个已经预先训

练好的网络及其权重, 并根据具体的应用程序调整输

出层, 以获得新的网络, 帮助用户实现在少量图像样本

条件下获得较为理想的训练效果, 同时缩短项目开发

周期 .  本文采用迁移学习技术 ,  加载预先训练好的

PSPNet 语义分割网络模型, 在此基础上添加导光板缺

陷样本进行再训练. 该方法能够减少每种导光板缺陷

的样本数, 从而减少图像标记所花费的时间成本.
3.3   金字塔场景解析网络

本文采用 Zhao HS等[16]提出的金字塔场景解析网

络 (Pyramid Scene Parsing Network, PSPNet)作为缺陷

语义分割的框架, 如图 7 所示. 首先, 输入图像经过特

定的卷积神经网络来提取特征; 其次, 得到的特征映射

图经由金字塔池化模块[17]进行不同层级的分区池化以

及降低维度, 紧接着通过上采样将不同层级的特征映

射图融合在一起; 最后, 通过一层反卷积层[18]还原生成
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最终的预测图. PSPNet缺陷语义分割方法的具体流程:
3.3.1    特征提取

给定一张导光板缺陷图像切片, 采用一个预先训

练好的且带空洞卷积[19]的残差网络 (Resnet[20])作为缺

陷检测的特征提取网络来提取导光板图像的特征映射

图, 特征映射图的尺寸为原图的 1/8.
3.3.2    金字塔池化模块

(1) 对得到的特征映射图使用 4 层的金字塔池化

模块进行不同层级的分区平均池化.
第 1 层: 将整张特征映射图进行全局平均池化以

生成单个 bin输出的最粗糙级别.
第 2层: 将特征映射图划分为 2×2个子区域, 然后

对每个子区域进行平均池化.

第 3层: 将特征映射图分成 4×4个子区域, 然后对

每个子区域进行平均池化.
第 4 层: 将特征映射图划分为 8×8 个子区域的最

细层次, 然后对每个子区域进行平均池化.
(2) 通过一个 1×1 卷积层将特征映射图的维度缩

减为原来的 1/N, N 为金字塔层数, 本文中 N=4.
(3) 采用双线性插值对每个池化后的低维的特征

映射图进行上采样, 使其具有与原始特征映射图相同

的大小.
(4) 所有不同层级的上采样后的特征映射图都与

原始特征映射图连接在一起. 这些特征映射图便融合

为全局场景先验信息, 并作为深度神经网络最终的特

征图.
 

U
p
sa
m
p
le

ConvPoolRESNet

Conv

Conv

Conv

Conv

输入导光板图像 特征映射图 金字塔池化模块 最终预测图 

图 7    金字塔场景解析网络 (PSPNet)
 

3.3.3    反卷积层

最后通过一层反卷积层还原生成和输入图像相同

大小的最终预测图.
由于导光板中的部分亮点类缺陷和导光点的特征

极其相似, 可能仅存在空间位置不同, 易产生混淆误判;
暗点类缺陷很大可能是因为漏印了导光点导致, 实际

并无明显缺陷特征; 且有的小缺陷只有几个像素, 过于

隐蔽, 但找出这些小缺陷又至关重要. PSPNet 分割网

络的优势就在于其中的金字塔池化模块能够将不同尺

度、不同子区域的局部特征和全局特征聚合起来, 既
能保证局部的细节特征不被忽视, 提取出不显眼的像

素级缺陷, 也能确保全局的深层特征 (如缺陷的空间位

置信息)不被丢失, 共同使最终预测更加可靠.
3.4   导光板整体缺陷检测原理流程图

本文提出的基于深度学习语义分割的导光板整体

缺陷检测原理如图 8 所示 .  需要说明几点: ①  GPU
内存需要在读取导光板图像前就进行初始化, 这可以

减少每张导光板缺陷检测的时间; ② 由于导光板在传

送带上的摆放位置存在倾斜情况, 在运用缺陷分割模

型进行缺陷检测之前最好对整张图像进行仿射变换来

摆正图像, 有利于提高缺陷检测准确率; ③ 由于整张导

光板图像分辨率过大, 需要训练学习的参数过多, 而计

算机显卡显存有限, 无法直接训练这么大分辨率的样

本图片. 为充分利用现有的显卡显存, 将导光板图片截

成 1024×1024 分辨率大小的切片数据集, 对其进行缺

陷标记与训练, 利用训练好的缺陷分割模型进行整张

导光板图像循环遍历缺陷检测; ④ 水平和垂直移动步

长大小的设定, 为提高切片图像边缘缺陷分割的精度,
将水平和垂直移动步长的大小设置在 1000至 1024之
间, 可对图像边缘处缺陷进行二次检测; 但步长设置过

小会大大增加整张图像缺陷检测的时间; ⑤ 由于相邻

切片中的缺陷区域可能存在邻接关系, 所以在循环遍

历检测完每张切片的缺陷区域后, 需要将所有切片的

缺陷区域进行联合, 再重新计算联合后区域的连通域
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个数; ⑥ 由于单独的深度学习语义分割缺陷检测方法

通常无法满足工业实际应用需求, 最后还需结合简单

的机器视觉方法, 对深度学习语义分割方法检出的所

有疑似缺陷区域进行二次判断筛选.
 

加载训练好的缺陷分割模型

设置缺陷分割模型的参数

初始化 GPU 内存

读取一张图像

Index1=Index2=0

Index1<Width?

创建宽高为1024×1024的矩形
ROI 区域, (Index1，Index2) 为

ROI 区域左上角顶点坐标

根据 ROI 位置, 在导光板区域
中裁剪出对应大小的图像。

 运用缺陷分割模型对该图像
切片进行缺陷检测

Index2=Index2+垂直移动步长

Index1=Index1+水平移动步长 联合所有检测出的疑似缺陷区域

重新计算联合后的区域的
连通域个数

通过各个连通域的面积、位置、
圆度以及对应图像区域的灰度平
均值 (方差)、灰度最大 (小)值等
多种特征组合对深度学习缺陷分
割模型检出的所有疑似缺陷区域

进行二次判断筛选

连通域个数大于0？

导光板有缺陷 导光板无缺陷

Yes

Yes

No

No

线扫相机采集图像

Yes

No

图像分割得到导光板区域

仿射变换使导光板区域转正

Index2<Height?

计算导光板区域的最小外接矩
形的宽高 (Width、Height)

Index2=0

 

图 8    导光板整体缺陷检测原理流程图
 

4   实验与分析

4.1   实验软硬件平台搭建

本文的实验平台软硬件配置如表 1 所示. 本文研

究方案是基于标准的机器视觉软件 MVTec HALCON
实现的.
4.2   深度学习语义分割实现流程

HALCON 中基于深度学习语义分割的导光板缺

陷检测方法实现流程如图 9所示.
4.3   实验数据集

为充分利用现有的 GTX 1060 显卡的 6 GB 的显

存, 并考虑 PSPNet 分割网络的大小, 将导光板图片截

成 1024×1024 分辨率大小的切片数据集, 对其进行缺

陷标记训练, 数据集如图 6 所示, 共 739 张. 对该数据

集按照 90%、5%、5%的比例分成训练集、验证集和

测试集. 数据集覆盖所有的缺陷类型图片以及正常图

片, 且每种类型的样本数相对均衡, 防止由于各类样本

数不均衡带来的训练问题. 为提高模型的泛化能力, 降

低模型训练的过拟合风险, 对导光板缺陷训练集进行

图像增广, 进行 90°、180°、270°旋转变换, 训练集数

量扩大到原先的 4倍.
 

表 1     实验平台软硬件配置
 

软件/硬件 配置

CPU Intel(R) Core(TM) i7-7700 CPU @ 3.6 GHz
GPU GeForce GTX 1060 6 GB
内存 32 GB

固态硬盘 (SSD) 250 GB
移动硬盘 1 TB
操作系统 Windows 10 64位
CUDA 10.0
cuDNN 10.0.145
HALCON 18.11 Progress
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4.4   训练参数及模型参数设置

网络训练采用随机梯度下降法来优化损失函数,
且选择交叉熵函数作为本次实验的损失函数. 训练参

数及模型参数设置如表 2. 保持固定的学习率 0.0001,

不随 Epoch 的改变而更改; 由于 GPU 显存的限制, 设
置数据集的批大小为 1; 动量值为 0.99; Weight prior
设置为 0.000 05; 输入图像分辨率大小为 1024×1024,
单通道图像, 位深度为 8.

 

整理训练、验证、测试集样本

加载 PSPNet 语义分割网络/创建句柄

设置参数

训练模型

新导光板图片推断

获取缺陷分割区域

导光板图片验证集验证

数据集预处理

模型训练

模型评估

新数据推断

图像预处理、数据增广、分割样本数据集

初始化 PSPNet 模型 (加载/更新)

设置训练参数 (学习率, 动量)

调整网络各节点权值, 计算误差

前向传导

模型训练效果评估验证 (mean_iou,准确率)

缺陷分割

 

图 9    HALCON中深度学习语义分割实现流程
 

表 2     训练参数及模型参数设置
 

参数 值

学习率 0.0001
批大小 1
Epoch 50
动量 0.99

Weight prior 0.000 05
图像尺寸 [1024, 1024, 1]

 
 

4.5   可视化训练过程

损失 (loss) 是指网络模型的预测值与真实值之间

的偏差. 一个好的网络模型应该使所有样本的损失都

尽可能小. 因此, 训练的目标是尽可能降低 loss 值. 图 10
是在预先训练好的 PSPNet 网络模型的基础上添加导

光板缺陷样本进行再训练过程中的 loss 变化图. 观察

图 10发现, 虽然在训练过程中 loss 值有一小段的上下

波动, 但总体处于一个下降收敛状态并趋于稳定不变

在较小值 0.04, 说明在当前训练参数及模型参数设置

下, 缺陷分割网络模型的性能也就接近最优, 训练完成.
图 11 是训练过程中 Mean_IoU 指标参数的变化图.
Mean_IoU 的定义见 4.6 节. 观察该图发现, Mean_IoU
值在训练前期处于波动上升的状态, 后期波动稳定在

0.65左右, 最高能达到 0.67, 这表示模型预测的分割区

域和标记真实值区域的重叠度达到 67% 左右, 达到较

好的训练效果.
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图 10    损失函数变化图
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图 11    Mean_IoU 指标参数变化图

 

4.6   模型评估

重叠度 (Intersection over Union, IoU) 和像素精度

(pixel accuracy) 是两个用于评估训练好后的语义分割

模型性能的典型指标. IoU 是分割模型“预测的区域”
和 “真实的区域” 的交集和并集的比值, 如图 12 所示;
像素精度是分割模型预测正确的像素占总像素的比例,
它们分别按式 (1)和式 (2)计算.
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IoU =
Area o f Overlap
Area o f Union

=
Aprediction∩Atrue

Aprediction∪Atrue
(1)

pixel accuracy =
预测正确的像素数

总像素数
(2)

 

IoU=

 
图 12    IoU 指标计算示意图

 

IoU 是基于具体的语义类别进行计算的, 本文中分

为计算背景类的 IoU 值和缺陷类的 IoU 值, Mean_IoU
即为这两类 IoU 的平均值. 缺陷类的 IoU 值可以判断

缺陷的捕获程度 (缺陷预测区域与缺陷标记真实区域

的重合度), 像素精度可以衡量模型的准确度. 由表 3
可以看出, pixel accuracy 指标参数值均很高, 无多大的

意义; 而缺陷类的 IoU 值偏低仅为 0.348, 是因为分割

模型预测出的缺陷区域面积比实际标记的真实缺陷区

域面积要稍大, 但预测出的缺陷区域能够完整的包含

标记的缺陷区域, 仍然起到了良好的缺陷定位作用, 所
以缺陷类的 IoU 值偏低并不影响整体的检测要求 .
表 4为 36张验证集图片的像素混淆矩阵表, 可以看出,
将背景真实值标签预测为错误的缺陷类别的像素较多,
而将缺陷真实值标签误判为背景的像素却很少.
 

表 3     性能指标参数值
 

指标 背景 缺陷 平均值

IoU 0.954 0.348 0.651
像素精度 0.999 0.999 0.999

 

表 4     36张验证集图片的像素混淆矩阵表
 

预测值 真实背景值 真实缺陷值

背景 37 736 766 6
缺陷 7803 4161

 
 

4.7   训练结果

图 13为训练生成的 PSPNet分割模型在验证集上

测试的缺陷分割结果和标签图真实值的对比. 仔细观

察发现, 训练后的模型能够成功预测出缺陷区域的位

置, 但要比标签图中的缺陷真实区域要略宽一些.
 

(a) 原图

(c) PSPNet

(b) 标签图

 

图 13    在验证集上 PSPNet的缺陷分割结果 (紫色和红色分别代表背景和缺陷)
 

图 14 展示了在测试集上训练模型的缺陷分割结

果. 其中图 14(c) 表示每个像素的预测结果的可信度,
在[0, 1]区间范围内, 用图 14(d) 图中的彩色条不同颜

色代表不同的可信度分数. 容易发现, 缺陷的边缘处

的预测结果可信度较低, 大概在 0.5 分至 0.8 分之间,
原因是缺陷边缘处的像素点和背景紧密相连 ,  导致

PSPNet 分割模型难以预测这些边缘区域像素点的语

义类别. 在本实验还准备了 200 张完整的导光板图片,

其中正常无缺陷的图片 50张, 亮点缺陷的 74张, 暗点

缺陷 7 张, 划痕缺陷 69 张. 利用生成的模型进行整张

导光板图像循环遍历缺陷检测, 并结合简单的机器视

觉方法对分割模型检出的所有疑似缺陷区域进行二次

判断筛选, 检测效果如图 15 所示. 红色方框区域表示

检测到缺陷. 图 16 则为图 15 中从左往右 4 个缺陷区

域放大图. 表 5 为 200 张完整导光板图片检测结果统

计表.
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0.4

0.2

0

(a) 测试集图像 (b) PSPNet 分割结果 (c) 置信度图 (d) 置信度彩色条 
图 14    在测试集图像上 PSPNet的分割结果和

对应的置信度图

 
图 15    整张导光板图像循环遍历缺陷检测

 

 

图 16    图 15中从左往右 4个红色方框区域内部缺陷分割结果放大图
 

表 5     200张完整导光板图片检测结果
 

导光板 数量 成功检测 漏检 误检 准确率 (%)

正常 50 48 0 2 96.0

亮点 74 71 0 3 95.9

暗点 7 6 1 0 85.7

划痕 69 67 0 2 97.1
 
 

观察发现, 基于深度学习语义分割的导光板缺陷

检测方法漏检概率很低, 但误检概率偏高, 原因是在训

练过程中, PSPNet 分割网络会学习到一些非常细微的

缺陷特征, 如灰度值很低的亮点或者划痕, 而这些缺陷

在实际的检测过程中是可以忽略的, 从而导致该方法

的误检率偏高. 由表得出, 本文算法的综合缺陷检测准

确率为 96.0%.

4.8   缺陷检测算法对比

目前, 国内外仍没有基于深度学习语义分割的导

光板缺陷检测算法的论文, 文献[3]提出的基于机器视

觉的缺陷检测方法取得了比较好的结果. 表 6 就该两

种导光板缺陷检测算法进行了对比. 从对比中看出, 基

于深度学习语义分割的缺陷检测方法在牺牲一定的检

测时间和主机硬件成本为条件下, 换来较高的缺陷检

测准确率和稳定性, 避开繁杂的特征提取算法编程工

作, 同时缩短了导光板缺陷检测项目的开发周期和代

码维护成本.
表 6     导光板缺陷检测算法对比

 

参数指标
基于机器视觉的缺

陷检测方法[3]

基于深度学习语义分割

的缺陷检测方法

缺陷特征提取方式 算法编程提取
神经网络训练学习自动

提取

缺陷特征提取难度 非常难 非常简单

不同种类缺陷是否需要

不同算法
需要 不需要

是否需要缺陷标记 否 是

是否需要独立显卡 否 是

项目开发周期 长 短

代码维护成本 高 低

缺陷检测准确率 (%) 93.4 96

缺陷检测稳定性
不稳定, 受环境

光影响大

较稳定, 受环境

光影响小

完成整张导光板缺陷检

测所需时间 (s)
约 12 约 30

5   结论与展望

针对目前导光板表面缺陷检测问题, 本文提出一

种基于深度学习语义分割的缺陷检测方法. 与传统的

图像处理缺陷检测方法相比较, 该方法不需要人为提
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取缺陷特征, 深度学习可以通过监督学习[21]的方式在

训练过程中自动提取合适的特征向量, 极大减少缺陷

特征提取算法编程工作量和代码维护成本, 同时提高

缺陷检测的稳定性和准确率. 我们确信基于深度学习

语义分割的导光板缺陷检测方法将很快应用于实际的

导光板生产检测当中.
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