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摘　要: 中国是传统的农业大国, 农业不仅是国民经济建设与发展的基础, 也是社会正常稳定有序运行的保障. 然而

每年由于农作物病虫害造成的损失巨大, 且传统的农作物病虫害识别方法效果并不理想. 同时近年深度学习飞速发

展, 在图像分类与识别的方面取得了巨大进展. 因此本文通过基于深度学习的方法构建农作物病虫害图像识别模

型, 并针对样本不平衡问题改进卷积网络损失函数. 实验证明该模型可以对农作物病虫害进行有效识别并且对损失

函数进行优化后模型的准确率也进一步得到了提升.
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Abstract: China is a traditional agricultural country. Agriculture is not only the foundation for the construction and
development of the national economy, but also the guarantee for the normal, stable, and orderly operation of the society.
However, the annual losses due to crop pests and diseases are huge, and the traditional methods for identifying crop pests
and diseases are not ideal. At the same time, the rapid development of deep learning in recent years has made great
progress in image classification and recognition. Therefore, this study constructs an image recognition model for crop
pests and diseases through deep learning based methods, and improves the convolution network loss function for sample
imbalance problems. The model can effectively identify crop pests and diseases and the accuracy of the model is further
improved after optimizing the loss function.
Key words: Convolutional Neural Network (CNN); image classification; migration learning; sample imbalance

 

中国的耕地面积为 1432 960 平方公里, 排世界第

3 位, 然而同时中国也是世界上人口最多的国家. 截止

2018年, 中国用全球 7%的耕地养活了近 20%的人口.
作为一个人口大国, 保障粮食不仅关系到人民福祉也
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同时会影响社会安定. 据中国统计年鉴, 2016年全国农

业生产总值达 5.93万亿元, 占 GDP的 8.0%, 而由农业

病虫害等灾害造成的直接损失达 0.503万亿元, 占农业

生产总值的 8.48%, 可见农作物病虫害对农业影响之

巨大. 同时在农业生产中, 大量农药的使用加剧了对环

境的污染. 因此对农作物的病虫害进行准确的识别并

推荐合适的防治措施, 不仅对于农业生产意义重大, 对
于改善整个社会经济环境也有帮助. 随着计算机技术

的飞速发展, 越来越多学者尝试将图像识别算法运用

到病虫害识别过程中. 传统的图像识别技术在对图像

进行预处理后提取图像的颜色纹理等的特征, 基于这

些提取的特征值进行线性建模. 然而这种传统的图像

识别方法, 局限性大, 对非线性数据的识别成功率很低,
因而在农作物病害检测中, 其模型的识别成功率非常

不理想. 随着大数据、机器学习等概念的出现, 支持向

量机、朴素贝叶斯、BP 神经网络等经典机器学习算

法也被用于病虫害识别分类中. 然而传统的机器学习

算法更适用于小样本的研究实验中, 在农业病虫害图

像识别的复杂场景和大量数据的情况下, 基于卷积神

经网络的深度学习模型往往能取得更优的效果.
深度学习的快速发展使图像分类任务的精度得到

了很大提升, 而卷积神经网络正是深度学习中代表性

的算法, 具有很强的泛化性, 不需要特意设计分类器.
因此本文基于卷积神经神经网络的方法构建农作物病

虫害图像识别模型. 然而由于农作物病虫害图像数据

较为稀缺, 且对于不同的病虫害图像采集难度不同, 这
导致了我们的训练样本分布不平衡, 如果不加以处理

则会影响到模型识别的准确度. 因此本文采用迁移学

习的方法, 利用在大型数据集 ImageNet预训练后的模

型进行建模. 并且采用数据增强的方法增大样本量, 缓
和数据不平衡问题同时可以提高模型的泛化性能. 同
时改进损失函数, 采用焦点损失函数 (facal loss)[1]代替

传统的交叉熵损失函数来解决数据不平衡问题. 实验

表明, 基于 Inception-V3 网络以及 Resnet 网络建立的

病虫害图像识别模型准确率高, 并且改进损失函数后

病虫害图像识别模型准确度进一步提升, 损失明显降低.

1   相关研究

国外的农作物图像病虫害识别的研究大约从

20 世纪 80 年代开始. Sasaki 等[2]采用贝叶斯决策的方

法, 通过光谱反射率之间的区别辨别黄瓜叶片的健康

和病斑区域. Vízhányó等[3]提出一种 RGB 空间转换方

法, 通过健康蘑菇和患病蘑菇的颜色点的不同来辨别

患病蘑菇. 随着机器学习的发展, 人们开始尝试将机器

学习算法应用于农作物病害图像识别. Sammany 等[4]

利用遗传算法改进神经网络, 基于改进后的网络建立

病虫害识别模型, 并对特征向量进行降维, 从而提高病

虫害识别效率. 马来西亚国立大学的 Al Bashish等[5]采

用 K 均值聚类算法将图像分为 4 个簇, 分别对每个簇

提取其颜色及纹理等特征值后将其输入神经网络进行

分类并取得了不错的效果 .  瑞士洛桑联邦理工学院

Mohanty 等[6]利用 GoogLeNet 卷积神经网络结构建立

病虫害识别模型并取得了不错的效果.
国内的农作物病害图像识别起步较晚 ,  大约从

21 世纪开始, 徐贵力等[7]基于直方图法提取的番茄叶

片颜色特征后进行识别, 准确率可达 70% 以上. 赵玉

霞等[8]采用朴素贝叶斯分类器识别玉米锈病等 5 种病

害, 取得了比较好的效果. 田凯[9]基于 Fisher 判别法、

贝叶斯分类器和支持向量机的方法构建模型识别褐纹

病与非褐纹病图像, 对比后发现 Fisher判别法的平均识

别效果最好. 李敬[10]基于 6 层卷积神经网络建立烟草

病害识别模型取得了不错的效果. 甘肃农业大学的刘

阗宇等[11]采用 Faster-RCNN 方法识别葡萄叶片位置,
基于卷积神经网络建立模型, 该模型对叶片病变识别

准确率最高可达 75.52%.
通过对上述国内外的相关研究分析, 可以了解到

大多数研究依然采用传统图像识别的方法与机器学习

方法结合从而实现对农作物病害图像的分类, 通常要

在农作物病害图像的识别之前对病害图像进行预处

理、病斑分割和特征提取等几个步骤, 并且对于不同

的病害图像这个过程往往采用不同的方法实现, 没有

提出可以针对多种作物不同病害图像处理的方法. 与
传统图像处理手段相比, 深度学习省去了大量预处理

的步骤, 在缩短了识别时间同时提高了识别准确率以

及模型的泛化性能. 与传统的建模方法和浅层神经网

络模型相比, 基于深度卷积神经网络结构的识别模型

鲁棒性更强[12], 对于外界环境条件要求不高, 更适合应

用到实际的生产生活中.

2   模型介绍

卷积神经网络 (Convolutional Neural Networks,
CNN)本质是一个多层感知机, 基本组成部分包括输入
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层、卷积层、激活函数、池化层和全连接层 5 部分.
局部连接、参数共享是卷积神经网络的两大特点 .
LeNet-5[13]网络结构是早期卷积神经网络的代表性结

构, 由 Yann LeCun 提出, 用于手写数字识别. LenNet-
5 共有 7 层, 包括 2 个卷积层、2 个池化层、3 个全连

接层, 其结构如图 1所示.
 

INPUT

32×32

C1: feature maps

6@28×28

C3: feature maps

16@10×10

C5: layer

120
F6: layer

84

OUTPUT

10

S4: feature maps

16@5×5

S2: feature maps

6@14×14

Convolutions Subsampling
Convolutions

Subsampling
Full connection

Full connection

Gaussian connections

 

图 1    LeNet-5结构图[13]

 

随着深度学习的不断发展, 卷积神经网络结构也

在不断更新, 其中 Inception网络以及 Resnet网络是卷

积神经网络发展中最具代表性的两类算法.
2.1   Inception-V3 模型

Inception网络[14]是卷积神经网络发展过程中里的

重大进展, 在此之前传统的卷积神经网络依靠堆叠卷

积层来提高性能, 然而随着网络层数的加深会导致过

拟合现象的出现并且计算量也大大增加. 因此 Google
在 2014 年提出了 Inception-V1 算法, 该算法整合不同

尺度的卷积核以及池化层形成 Inception 模块, 利用

1×1 的卷积核进行降维 ,  降低了参数量 .  该算法在

ILSVRC 2014 的比赛中取得分类任务的第一名, 相比

于之前的 AlexNet网络[15]提高准确率的同时大大减少

了参数量. Inception-V3 在 Inception-V1 的基础上, 用
一维的 1×7和 7×1的两个卷积核代替原始的 7×7的卷

积核. 对卷积核进行非对称分解不仅减少了参数规模,
并且因为将 1个卷积核拆分成为 2个卷积核这使得网

络也可以得到进一步加深.
典型的 Inception模块如图 2所示.

2.2   Resnet 模型

随着网络层数的不断增加, 网络结构越来越深, 结
构加深导致的梯度消失问题会使模型的学习愈加艰难.
因为当梯度被反向传播到前面时重复相乘会导致梯度

变得无限小, 此时卷积神经网络的性能不再提升甚至

开始下降. 针对这个问题, Resnet算法[16]引入了全等映

射的思想, 引入了残差学习单元. 其基本思想是假定某

段神经网络的输入是 x, 期望输出是 H(x), 假设我们如

果把输入 x 作为初始输出结果, 那么我们需要学习的

目标就变成了 H(x)–x, 即我们不再学习完整的输出

H(x) 而是学习残差 H(x)–x. 如图 3 所示, 这就是一个

Resnet的残差学习单元 (residual unit).
 

Filter

concatenation

3×3 

Convolutions

3×3 

Max pooling

5×5 

Convolutions

1×1 

Convolutions

Previous layer

1×1 

Convolutions

1×1 

Convolutions

1×1 

Convolutions

 
图 2    Inception模块结构图[14]

 

 

Weright layer

X

X

identity

Ƒ (X)

Ƒ (X) +X

ReLU

ReLU

Weright layer

+

 
图 3    残差结构单元[16]

 

残差单元有效地解决了在深度网络中的退化问题,

并且在不额外增加网络参数和计算量的基础上提升了
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模型速度和准确度.
Inception-V3 和 Resnet 作为近年卷积神经网络的

具有代表意义的经典模型, 在图像分类领域取得了优

异的成绩. 因此本文分别以 Inception-V3 和 Resnet 网
络为基础构建农作物病虫害识别模型.

3   数据集介绍

本文数据来自于 AI Challenger 比赛, 数据集包括

10 个物种, 27 种病害. 按照物种-病害-程度不同共分

为 61 类. 每张图包含一片农作物的叶子, 叶子占据图

片主要位置. 其中训练集验证集分布如图 4、图 5 所

示, 可以看出训练集与验证集分布相似但不同类别分

布差异较大. 由于第 44 类与 45 类在训练数据集中分

别只有 1张, 在验证集中分别有 1张和 0张, 数据严重

缺失. 因此在后续实验中剔除以下两类数据, 最终有

59种数据分类.
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图 4    训练集数据分布
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图 5    验证集数据分布
 

数据集包含图片和标注的 JSON文件, JSON文件

中包含每一张图片和对应的分类 ID, JSON 文件格式

如下所示:

{

"disease_class": 1,

　　　"image_id": "43234193db4aefa1245592ab36d6

c946.jpg"

}

每一个 ID 代表一种类型, 其对应说明详情如表 1

所示.

训练集包含 31 716 幅农作物病虫害图像 , 验证

集包括 4539 张农作物病虫害图片 . 每张图片包含

一片农作物叶片且叶片位于中心主要位置 , 叶片有

不同程度的病变. 部分图片展示如图 6所示, 从左到

右依次为苹果健康、苹果黑星病一般、苹果黑星病

严重.
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表 1     部分 ID及其对应说明
 

ID Name

0 Apple healthy(苹果健康)

1 Apple_Scab general(苹果黑星病一般)

2 Apple_Scab serious(苹果黑星病严重)

3 Apple Frogeye Spot(苹果灰斑病)

4 Cedar Apple Rust general(苹果雪松锈病一般)

5 Cedar Apple Rust serious(苹果雪松锈病严重)
 
 

 

 
图 6    部分病虫害图片

4   实验设计

4.1   数据增强

由于数据集本身分布不均, 为了增大样本量并且

提升模型泛化性能, 需要对数据集进行数据增强. 数据

增强指利用已有的数据进行比如翻转、平移或旋转基

于卷积神经网络的农作物病虫害图像识别模型等操作

来衍生出更多的数据, 这样不仅可以一定程度上缓解

数据不平衡问题同时也可以使模型有更好的泛化效果.
数据增强可以分为离线增强和在线增强. 离线增

强直接对数据集进行处理, 常用于数据集较小的时候.
而在线增强适用于大型数据集, 在模型训练过程中获

得 batch数据之后, 然后对这个 batch的数据进行增强,
如旋转、平移、翻折等相应的变化, 该方法相对于离

线增强操作更为简洁, 且可以使用 GPU 优化计算. 因
此本文在后续工作中将采用在线数据增强的方式. 在
线增强部分代码如下所示:

train_transforms=T.Compose([
T.Resize((config.img_weight,config.img_height),
T.RandomRotation(30),
T.RandomHorizontalFlip(),
T.RandomVerticalFlip(),
T.RandomAffine(45),
T.ToTensor(),
T.Normalize(mean=[0.485, 0.456, 0.406],
　　　　　　std=[0.229, 0.224, 0.225])])

在训练过程中获取 batch数据后进行在线增强, 具
体操作如下:  (1) 输入尺寸变化为默认值 224×224;
(2) 随机旋转 30 度; (3) 随机水平翻转; (4) 随机垂直翻

转; (5)放射变化; (6)转为 Tensor并归一化; (7)标准化.
4.2   优化损失函数

通常在图像分类的时候, 我们的损失函数一般为

交叉熵损失函数 (cross_entropy loss). 交叉熵指真实输

出 (概率) 与预测输出 (概率) 的距离, 因此交叉熵的值

越小, 证明两个概率分布越接近. 以二分类为例, 二分

类交叉熵损失函数公式如下:

L = −y logy′− (1−y) log(1−y′) =
{
− logy′, y = 1
− log(1− y′), y = 0

(1)

其中, y 表示真实样本的标签 (1 正 0 负), 正样本是指

属于该类别的样本, 负样本是指不属于该类别的样本.
而 y'是经过 Sigmoid 激活函数的预测输出 (数值在

0–1之间). 由此可见当 y 为正样本即 y 等于 1时, 输出

概率越大损失越小. 而当 y 为负样本即 y 等于 0 时, 输
出概率越小则损失越小.

然而由于在数据集中存在大量简单的负样本, 这
些样本在迭代过程中产生的损失占据了总损失的大部

分, 这可能会导致我们偏离正确的优化方向.
为了改善这种情况, He KM 等[16]提出的一种新的

损失函数思想, 并将其运用到目标检测中, 取得了优异

的效果, 焦点损失函数公式如下:

Lfl =

{
−(1− y′)γ logy′, y = 1
−y′

γ
log(1− y′), y = 0

(2)

(1− y′)γ

y′

首先在交叉熵的基础上加上一个因子 , 用
于减少容易分类的样本对于损失的贡献同时增大难以

分类的样本对于损失的贡献. 例如当 γ 等于 2 时, y 真

实值等于 1, 预测值 为 0.95 时, 此时 (1–0.95) 的 γ 次
方就会很小, 该样本的损失函数值就变得更小. 准确率

越高的类衰减的越厉害, 这就使得准确率低的困难样

本能够占据 loss 的大部分, 这样模型在训练时就可以

更加专注于难以分类的样本.

Lfl =

{
−α(1− y′)γ logy′ , y = 1
−(1−α)y′

γ
log(1− y′), y = 0

(3)

在此基础上, 引入平衡因子 α, 该因子可以用来平

衡正负样本本身的数量比例不均即类别不均衡. 根据

实验表明当 α 的值取 0.25, γ 的值取 2 时, 该组合效果

最好.
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基于焦点损失函数的思想, 将该解决思路用于本

文的病虫害识别多分类模型中, 用焦点损失函数代替

原有的传统交叉熵损失函数 (cross_entropy loss). 实验

证明对损失函数进行优化后的模型准确率得到了进一

步提升.
4.3   实验流程

基于上述数据集建立农作物病虫害分类模型, 训
练集包含 31 716 幅农作物病虫害图像, 验证集包括

4539张农作物病虫害图片. 选取 Inception-V3, resnet18,
resnet34, resnet50 等 4 类代表性深度学习网络结构进

行训练. 训练方式采用迁移学习的方式, 利用已在大型

数据集 ImageNet进行预训练后的模型, 冻结前几层的

权重, 根据该数据集修改全连接层的输出, 重新以本文

农作物病虫害数据集为基础进行训练, 最终得到基于

农作物病虫害图像的识别模型. 流程如图 7所示.
 

Imagenet 数据集 Imagenet 数据集

预训练网络 模型训练

输出分类结果

迁移权重

冻结前面所有层
训练最后一层

 
图 7    病虫害识别模型学习流程

 

4.4   实验设置

本文采用深度学习框架 Pytorch, 图片输入大小为

224×224, batch size设置为 128, epochs设置为 40, 由于

模型进行迁移学习只需要微调因此初始学习率设置为

0.001即可. 在后续过程中对学习率采用等间隔调节的

策略, 每十轮迭代后学习率调整为当前学习率为 0.1倍.
对于优化算法而言 ,  Adam 优化算法既考虑了

Momentum 优化算法动量累计梯度的思路, 又结合了

RMSProp优化算法在加速收敛速度的同时减小波幅的

优点, 因此本文在后续训练过程中选择 Adam优化器.
模型训练过程中的迭代详情如图 8所示.
(1)加载已在 Imagenet上进行好预训练的模型, 固

定前几层的权重并将全连接层的输出改为本文病虫害

数据集类别数 59.
(2)按照上文的参数设置初始化网络.
(3) 加载病虫害图像数据并进行数据增强后输入

卷积神经网络.
(4) 通过该模型得到的预测类别与输入图片的实

际类别进行对比, 计算损失.
(5) 误差反向传播对网络的每个权重求偏导计算

梯度乘以学习率进行更新.
(6)在验证集上进行识别得到该模型的正确率.

 

农作物病
虫害数据

集

卷积神经网络 损失函数
预测分类数据增强

真实标签

反向传播更新参数

批次
选取图片

 
图 8    训练迭代流程

 

4.5   实验结果分析

本次实验选择 Inception-V3, resnet18, resnet34,
resnet50等 4类代表性卷积网络神经结构, 分别进行迁

移学习并在此基础上对原有的损失函数进行优化, 建立

的病虫害识别模型准确率如图 9所示. 可以看出这 4类
模型收敛后准确率相差甚微, 且准确率均在 86%以上.
 

准
确
率

(%
)

Resnet50+focal loss

Resnet34+focal loss

Resnet18+focal loss

Inception-V3+focal loss

1 5 9 13 17 21 25 29 33 37

Epoch

90

85

80

75

70

65

60

 
图 9    不同模型 top1准确率曲线变化

 

分别将原始模型以及优化后的模型进行对比, 训
练过程准确率曲线如图 10 所示 ,  我们可以看出在

Inception-V3, resnet18, resnet34, resnet50等 4种经典网

络结构下, 优化后的模型在前期和后期都取得了更优

的结果, 收敛后 4类模型的准确率均得到了有效提升.
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(d) Resnet50 模型 top1 准确率曲线变化 

图 10    模型对比 top1准确率曲线变化
 

最终实验结果如表 2 所示, 可以看出不论是原始

模型还是优化后的模型对农作物病虫害图片识别的准

确率都在 85% 以上, 证明了卷积神经网络在病虫害识

别中可行性以及有效性. 且与传统图像处理以及机器

学习的方法相比, 基于卷积神经网络建立的识别模型

前期并不需要繁杂的图像预处理步骤, 数据增强也可

以通过训练过程中在线完成, 模型建立过程更加简洁.

通过对比实验结果可以发现在 Inception-V3, resnet18,

resnet34, resnet50等 4种经典网络结构下, 对损失函数

进行进一步优化后的农作物病虫害识别模型的准确率

都得到了有效的提升.
 

表 2     准确率对比
 

模型 损失 Top1准确率 (%)
Resnet18 0.513 85.195

Resnet18+Focal loss 0.011 86.825
Resnet34 0.561 85.261

Resnet34+Focal loss 0.010 86.759
Resnet50 0.493 85.085

Resnet50+Focal loss 0.012 86.583
Inception-V3 0.463 85.724

Inception_v3+Focal loss 0.014 86.539

5   总结与展望

本文通过迁移学习的方法, 将卷积神经网络算法

应用于农作物病虫害识别中, 基于不同的代表性网络

结构建立了农作物病虫害识别模型, 其准确率均达到

85% 以上, 证明了将卷积神经网络应用于病虫害识别

是可行并且有效的. 并且在对损失函数进行优化后的

新的模型的准确率可以提升到 86.5% 以上. 通过该农

作物病虫害模型我们可以快速识别不同病虫害, 并且

可以根据程度不同采取合适措施, 喷洒不同剂量的农

药, 实现农业现代化的同时减轻农药对环境的污染.

然而农作物病虫害种类远超本文数据集中所示的

种类, 想要应用于实际生产中我们仍然需要更大更全

面的数据集进行模型训练. 然而农作物病虫害数据收

集困难, 人工标注成本极其高昂. 因此如何获得更全面

的数据集且如何对获得的数据集进行准确标注是我们

未来研究的重点内容.
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