
 

 

卷积神经网络下的高分二号卫星影像道路提取①
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摘　要: 本文针对深度神经网络对高分二号遥感影像道路提取时细节信息丢失较多、道路周围环境考虑不充分等

情况, 在已有的研究成果上, 提出一种基于全卷积神经网络遥感影像道路提取的改进方案. 方案创新研究了全卷积

神经网络的算法原理, 将预调色后的高分二号影像按一定尺寸分幅输出, 将输出图像及标签对应输入于以全卷积神

经网络为基础的改进网络, 通过结合残差单元以及增加网络层数得到识别精度较高的道路提取图像. 实验表明, 该
方法在同一样本中对高分二号卫星影像道路提取的效果有所提升, 道路的完整性和准确性有所提高.
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Road Extraction of GF-2 Satellite Image Based on Convolutional Neural Network
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Abstract: More details may be lost and considerations of the surrounding environment of the road are inadequate when
extract the road from GF-2 remote sensing satellite which based on the deep neural network. Aiming at these problems
and based on the existing researches results, this study proposes an improvement proposal which using the full
convolutional neural network to extract road from remote sensing images. The scheme innovatively researches the
algorithm principle of the full convolutional neural network and outputs the pre-graded GF-2 images in a certain size.
Then, the output images and the corresponding labels are input into the improved full convolutional neural network. At
last, a road extraction image with higher recognition accuracy is obtained by combining residual unit and increasing the
number of network layers. Experiments show that the effect on road extraction of GF-2 satellite images is improved in the
same sample, the integrity and accuracy of the road are also improved.
Key words: deep neural network; residual unit; Full Convolutional Neural Network (FCNN)

 

随着我国遥感卫星的更新换代, 国内高分辨率遥

感卫星影像星下点分辨率已经达到亚米级别, 能够识

别更为精准的路况信息. 但是目前地理信息库中的道

路更新问题大多数仍然采用费时费力的人工更新方式,
而利用遥感影像数据实现道路识别的结果越来越精确,
有逐渐代替人工更新的趋势[1,2].

目前对遥感影像道路提取多采用传统方式, 如模

板匹配法[3–6], 特定模型法[7–10], 多源数据法[11,12] 等.这些

方法对低级别道路的提取效果很难达到生产的要求.
在各类遥感影像道路提取方法中, 基于深度学习领域

的高分辨率遥感卫星道路提取方法能够应对各种复杂

的遥感影像成像情况, 具有十分广阔的发展前景. 近年

来,基于深度学习的图像分割邻域不断涌现出优秀的算

法结构, Long等[13] 提出使用全卷积神经网络解决图像
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语义分割问题, U-Net[14] 网络用于解决小样本简单图像

的分割问题, Seg Net[15] 网络解决多次池化造成位置信

息丢失的问题, Deep Lab[16,17] 系列网络通过组合各网

络优化点有效提高语义分割精确度等, 为神经网络在

高分辨率遥感卫星道路提取方面的应用打下基础.

在遥感卫星影像道路的提取上, 国内外研究人员

对基于深度学习的图像语义分割算法已经有了深入研

究, Mnih和 Hinton[18] 提出了一种采用受限玻尔兹曼机

从高分辨率航拍图像中探测道路区域的方法. 为了获

得更好的结果, 采用预处理以减少输入数据的维度, 采

用后处理用于去除断开的斑点并填充在道路中的缺孔

中. Saito等[19] 采用卷积神经网络直接从原始遥感图像

中提取建筑物和道路. 这种方法比特定道路数据集中

的 Mnih 和 Hinton 方法[18] 获得了更好的结果. Cheng

等 [20] 使用两级编码-解码结构的卷积神经网络同时

完成道路检测和道路中心线提取任务, 他同时测试了

多种神经网络的提取效果, 取得了优秀的综合性能.

Zhang 等[21] 提出使用残差单元结合 U-Net 网络提取

道路影像, 得到了较为良好的遥感卫星影像道路提取

效果.
由于高分遥感影像标签数据集难以获取且手工制

作成本较高, 本文以部分高分二号卫星遥感影像瓦片

为样本, 借鉴残差网络加深网络层次的思想, 以在小样

本数据集上表现良好的 U-Net 网络为基础, 结合残差

单元改善高分遥感卫星道路提取效果.

1   算法基本原理

1.1   U-Net

U-Net网络由全卷积神经网络发展而来, 详细网络

特征见图 1. U-Net 网络分为上采样和下采样两部分,

是典型的编码-解码结构, 下采样通过卷积和池化操作

提取图像特征信息, 上采样则通过恢复细节特征和填

充空白信息得到边缘分割图. 它继承了全卷积神经网

络的简洁、通用的优点, 同时优化了上采样网络流程,

改变了跳跃连接的方式, 采用维度拼接的方式增加了

图像信息的“厚度”, 使得卷积核在同样的图层上有了

更多的选择, 优化边缘分割的效果.
1.2   残差单元

通过在神经网络中叠加卷积、池化等操作能够得

到更加深层的网络, 深层网络能够整合低、中、高不

同层次的输入特征, 通过更深的网络提取更为丰富的

特征, 这是由于将神经网络后面若干层作为恒等映射,
这一网络将等同于一个浅层网络. 但是随着层次的加

深, 神经网络会产生梯度消失、梯度爆炸、和网络退

化等问题, 严重影响网络训练和测试的效果. 通过输入

数据的初始化和神经网络正则化层能够实现几十层以

内的网络的收敛, 继续增加网络层数, 仍然存在梯度消

失或爆炸的问题, 即前若干层网络权值参数更新停滞

或过大导致后面的网络层不再起作用. He等[22] 通过对

传统神经网络深入研究之后发现, 传统神经网络架构

层次越深训练集上效果不一定越好, 随着网络层次的

加深, 训练变得越来越困难, 网络参数无法再得到优化,
训练效果反而不如浅层网络, 即产生了网络退化问题.
而使用残差网络能够有效改善这一问题.
 

输入 输出

卷积
跳跃连接
池化
上采样

 
图 1    U-Net神经网络架构

 

常规卷积单元和残差单元见图 2. 其中, 线性激活

采用 ReLU 函数, 加操作使用 Addition 函数. x 作为输

入, F(x)为输入 x 经过卷积操作之后的输出. 在残差网

络结构中 ,  通过捷径连接的方式将输入 x 与原输出

F(x) 相加作为新的输出 H(x) ,  即 H(x)=F(x)+x ,  当
F(x)=0 时, H(x)=x, 该卷积层输入等于输出, 形成恒等

映射, 则该卷积层只具有完整传递信息的作用, 增加网

络深度的同时, 误差不会增加. 由于 F(x)=H(x)–x, 网络

学习 F(x)相当于学习输入和输出的差值.
1.3   本文神经网络架构

Zhang 等[21] 提出了加入残差模块的方法, 其提出

的神经网络架构总共有 7 个残差模块, 分为 3 个下采

样、3个上采样和 1个桥连接. 该网络架构由于网络深

度不足, 残差单元对于图像细节补充作用难以显现, 而
残差结构增加了冗余信息的传递, 阻碍了对道路细节

的提取, 提取效果不理想. 通过增加深度, 使用随机失

活 (dropout), 调整网络结构, 本文提出一种改进的神经

网络架构, 见图 3.
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图 2    两种结构对比

 

图 3(a) 为本文残差单元的基本结构, 由两个 3×3
卷积层和一个从输入到输出的恒等映射组成, 卷积操

作之前加入批量归一化层 (BN) 和 ReLU 激活函数.
BN 层主要作用是把在网络传递中逐渐偏移的输入分

布强制拉回到均值为 0方差为 1的比较标准的正态分

布, 使得非线性变换函数的输入值落入对输入比较敏

感的区域, 以此避免梯度消失问题. 将激活函数放在卷

积操作之前, 并加入批量归一化层. 经 He等研究证明,
这一残差单元结构目前是最优的, 本文除输入端的残

差单元有所差异外, 其余部分均采用这一结构. 残差单

元与单元之间卷积核数量翻倍, 具体见表 1.
由图 3(b)可见, 本文神经网络算法中共有 11个残

差单元, 其中有 5个下采样层、5个上采样层和 1个桥

连接层. 其中, 上采样层中的上采样操作由上采样和一

个带有线性激活函数的卷积组成, 卷积参数在表 1 中

显示. 由于采用的残差单元增加, 在桥连接层中加入随

机失活, 防止网络的过拟合和梯度消失等问题. 上采样

使用 Upsampling 函数, 跳跃连接的方式为级联, 使用

Concatenate 函数, 将下采样和上采样过程中的特征信

息结合在一起, 与 U-Net的跳跃连接方式相同. 在神经

网络的输出端采用 1×1的卷积核将最终级联的图像融

合 ,  并采用 Sigmoid 激活函数将输出值限定在 0~1
之间.
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图 3    本文神经网络架构

 

本文神经网络架构中, 通过采用卷积步进为 2 的
方式代替池化层的作用, 将图像尺寸减半[22]. 同时该网

络卷积过程中使用了 Padding 操作保持卷积过程中的

图像尺寸不变, 取代了 U-Net 网络中的尺寸裁剪操作,
可以保持输入输出图像尺寸不变.
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表 1     本文卷积网络层次
 

单元模块 卷积层次 卷积核 卷积步长 图像输出尺寸

输入 – – – – 640×640×3

下采样

层次1
卷积1 3×3/64 1 640×640×64
卷积2 3×3/64 1 640×640×64

层次2
卷积3 3×3/128 2 320×320×128
卷积4 3×3/128 1 320×320×128

层次3
卷积5 3×3/256 2 160×160×256
卷积6 3×3/256 1 160×160×256

层次4
卷积7 3×3/512 2 80×80×512
卷积8 3×3/512 1 80×80×512

层次5
卷积9 3×3/1024 2 40×40×1024
卷积10 3×3/1024 1 40×40×1024

桥连接 层次6
卷积11 3×3/2048 1 20×20×2048
卷积12 3×3/2048 1 20×20×2048

上采样

层次7
卷积13 2×2/1024 1 40×40×1024
卷积14 3×3/1024 1 40×40×1024
卷积15 3×3/1024 1 40×40×1024

层次8
卷积16 2×2/512 1 80×80×512
卷积17 3×3/512 1 80×80×512
卷积16 3×3/512 1 80×80×512

层次9
卷积18 2×2/256 1 160×160×256
卷积19 3×3/256 1 160×160×256
卷积20 3×3/256 1 160×160×256

层次10
卷积21 2×2/128 1 320×320×128
卷积22 3×3/128 1 320×320×128
卷积23 3×3/128 1 320×320×128

层次11
卷积24 2×2/64 1 640×640×64
卷积25 3×3/64 1 640×640×64
卷积26 3×3/64 1 640×640×64

输出 卷积27 1×1/1 1 640×640×1
 
 

1.4   阈值滤波

由神经网络模型提取出来的图像像素值在 0~1之
间, 为提升图像提取效果, 滤除道路提取过程中的部分

噪声. 经过测试, 自定义二值化阈值 0.94, 当像素值小

于 0.94时设为道路像素, 当像素值大于 0.94时设为空

白像素.

2   遥感图像提取实验

2.1   技术路线

藉由本文提出的网络算法模型, 本文设计总的技

术路线见图 4.
神经网络通过训练样本训练网络权重参数实现对

测试数据的预测, 假设有一组样本 (xi, yi), xi 为待训练

图像, yi 为训练标签, 样本像素预测值为 ai, 样本个数

为 N, 则通过不断减少预测值 ai 与样本标签 yi 的误差

可以实现网络权重参数的训练, 本文采用二分类交叉

熵损失函数, 与 U-Net网络相同, 为:

L = − 1
N

N∑
i=1

(yi log(ai)+ (1− yi) log(1−ai)) (1)

本文选用 Adam 优化器来训练网络, 这是应用最

为广泛的优化器, 训练过程网络参数收敛速度快, 收敛

效果好. 优化器初始学习率设为 10–5. 批处理样本大小

设置为 2, 迭代期 (epoch)设置为 100.
 

遥感图像样本

遥感图像标签

待训练神经网络
模型

训练好的神经网络
模型

待检测遥感
图像数据

遥感图像标签

人工交互

阈值滤波

 
图 4    本文技术路线

 

2.2   实验样本和平台

本次实验采用重庆及上海地区部分高分 2号遥感

影像作为训练数据, 由于单幅影像数据量过大, 现有的

硬件设施无法满足处理条件, 故将重庆及上海影像分

幅输出, 尺寸定为 640×640像素, 采用人工交互的方式

制作对应标签, 共有图像 1017 张, 其中训练集图像

912 张, 验证集图像 75 张, 测试集图像 30 张, 训练集,
验证集和测试集之间无重复影像, 保证数据独立性. 图
像中包括山川、河流、隧道出入口、道路、大型桥

梁、建筑、植被、车辆等对象, 具有较强的代表性. 本
次实验采用Windows 10操作系统, 采用基于 Anaconda
软件的 Tensorflow-GPU, Python 3.6开发环境. GPU型

号为 NVIDIA Quadro P5000, 其专用内存为 16 GB.
2.3   道路提取评价指标

目前图像分割领域评价分割效果的指标并不统一,
本文除了采用基本的评价指标−准确率外, 采用交

并比 (Intersection over Union, IoU)来作为主要评价指

标. 准确率表示预测正确的像素占总像素的比例, 而交

并比表示预测图像与标签图像的像素交集占预测图像

与标签图像像素并集的百分比, 即预测图像与标签图

像两者的重叠部分的像素占重叠与非重叠部分像素总

和的百分比. 假设道路类像素值设为 a, 预测图像像素

值 oi 和标签图像像素值 yi, 则

IoU(a) =

∑
i
(oi == a∩ yi == a)∑

i
(oi == a∪ yi == a)

(2)
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∩ ∪其中,  (交集)表示逻辑和操作,  (并集)表示逻辑或操

作. 本文通过统计像素 i 的值求交并比.
2.4   实验结果及比较

本文先使用 987 张图片对 U-Net 网络模型和 Res-
Unet网络模型和本文模型进行训练和验证, 之后从样本

库中抽取不同于训练样本的 30张遥感影像图片作为预

测样本, 图像尺寸同样为 640×640 像素, 使用本文训练

好的网络模型对其进行道路提取并评估结果. 之后将分

别网络模型替换为 U-net 网络模型和 Res-Unet 网络模

型, 训练参数配置与本文保持一致, 使用训练好的模型

对预测样本进行道路提取, 经过后处理阈值滤波后得到

的道路提取效果见图 5. 道路提取效果评估指标见表 2.
 

(a) 原图 (b) 标签 (c) U-net (d) Res-Unet (e) 本文方法 

图 5    测试集道路提取效果图
 

表 2     道路提取效果评估指标
 

算法模型 准确率 交并比 测试时间(ms/步)
U-net 0.9441 0.9691 207

Res-Unet 0.9499 0.9710 236
本文算法 0.9502 0.9717 344

 
 

在图 5 中, 方框位置各种提取方法提取下的道路

图像存在显著差异. 以道路标签为标准, U-net (图 5(c))

提取的道路较 Res-Unet (图 5(d))和本文方法 (图 5(e))

出现许多多余的毛刺和非道路线段; Res-Unet 比之 U-

net 增加了图像噪声, 使得提取的道路曲线表现粗糙;

本文方法比之 U-net和 Res-Unet, 所提取道路的与标签

相似度更高, 减少了大量毛刺、非道路线段和噪声, 但

也存在道路线形中断的问题. 从表 2 的实验数据看出,

U-net的准确率和交并比均优于 Res-Unet及本文方法,

但由于网络参数的增加, 也牺牲了的图像处理速度.
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3   结论

本文通过对各种基于深度神经网络的遥感影像道

路提取方法进行分析和实验, 提出深层残差 U-net 网
络, 有效提取图像浅层信息的同时增强残差单元对图

像细节的补充效果, 提高了图像的提取精度. 但是本文

的方法也存在道路截断的问题, 存在改进的空间, 怎样

进一步增强道路线形特征是下一步研究的重点. 另外,
整景遥感影像分幅会造成所提取道路的不一致性. 造
成道路错位或缺失, 有待进一步的研究解决.
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