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摘　要: 近年来, 中国电影上映数量及观影人数均快速上涨, 市场逐步扩大, 各类票房预测算法也被广泛提出和研

究. 然而, 这些方法仅利用电影静态信息进行预测, 无法根据上映时期的各类实时动态信息对预测进行调整. 同时,
大部分现存方法仅能预测最终票房, 而无法预测每日票房及其他观影信息, 如上座率, 观影人数等. 为了在上映期间

能准确预测电影上映后各日的观影信息, 本文提出一种基于生成式对抗网络 (Generative Adversarial Networks,
GAN) 的预测算法. 该算法首先基于傅里叶变换将指定电影已上映各日票房的时域信号转化为频域信号并提取全

局信息. 再利用本文提出的动态编码获取其局部动态信息. 最后通过生成式对抗网络对编码后的输入进行深度频域

特征和时域特征提取以及未上映日期观影数据的预测和生成. 实验结果表明, 本文算法可较为精确的预测每日电影

观影数据, 同时相对于仅利用静态数据, 本文方法可提升预测准确度, 当两者结合使用时, 可达到最佳效果. 因此, 该
算法可为电影营销产业提供有效信息.
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Abstract: Recently, the number of Chinese films and audience as well as film market have been increased rapidly, while
various box office prediction approaches have been proposed and investigated. However, these approaches only utilized
stable information of films for prediction without using any dynamic information, making them unable to adjust
predictions in real-time. Meanwhile, current methods only predict total box office of films but ignore everyday’s revenue
and other audience information such as attendance rate, the number of audiences. In order to accurately predict each day’s
audience data during the screening period, this study proposes a prediction algorithm based on Generative Adversarial
Networks (GAN). For a film, this algorithm firstly converts the time-series audience data of available dates to frequency
domain using Fourier transform, allowing global feature to be extracted. Then, a novel dynamic encoding method is
proposed to obtain the dynamic of recent days. Finally, the deep spectral feature is extracted and future audience data is
predicted using GAN. The experimental results show that the proposed algorithm can accurately predict the daily
audience data of films. Compared to only using stable information, the proposed dynamic method can improve the
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prediction accuracy. When combined both stable and dynamic information, the best results are achieved. Therefore, the
algorithm can provide useful information for the film marketing industry.
Key words: film attendance prediction; box office prediction; Generative Adversarial Networks (GAN); Fourier
transform; dynamic encoding

 

1   引言

近年来, 中国电影市场迅速发展, 无论其银幕数量

还是票房收入均逐年上升. 2017年, 中国电影市场的票

房收入达到 559.1亿人民币, 正式成为仅次于北美的全

球第二大电影市场. 同时, 2017年中国电影银幕数量新

增银幕 9597 块, 总共达到 50 776 块, 稳居世界电影银

幕数量第一位.
在电影上映过程中, 观影数据可以体现观众对于

相关电影的评价, 以及这些观众向他人推荐该电影的

倾向. 因此, 实时观影数据与电影最终的票房及观众评

分均高度相关[1]. 在电影上映过程中, 合理的挖掘和分

析实时观影数据有助于电影营销方了解观众动向, 从
而有针对性的调整影片营销和发行的战略. 其中, 准确

的预知电影上映时期票房, 观影人数和其它观影数据

的走势将能为电影营销, 院线排片等提供有效的指导

和帮助, 提升电影单场平均上座率和场均收益. 近年来,
得益于机器学习技术的快速发展, 电影票房预测模型

被广泛提出和应用. Hossein 等[2] 利用 86 部电影上映

前四天的动态推特数据作为特征, 并利用多种机器学

习模型对电影票房进行预测. 文献 [3]对用户评论进行

分析, 提取其中的情绪信息作为特征, 并利用非线性回

归器, 如: 决策树, 人工神经网络, 支持向量机等对票房

收入进行评估. 文献 [4]利用特征交叉组合网络和稠密

跳接网络对电影上映前信息进行深度特征提取, 并预

测上映后的票房. 文献 [5,6]均利用机器学习算法对电

影周边信息进行分析, 并预测电影票房.
上述研究虽可通过社交数据 ,  演员信息 ,  电影

类型、上映日期等电影上映前的信息来预测电影观

影数据, 却忽略了电影上映时期实时变化的动态信息

(dynamic information), 因此目前仅应用于电影总票房

预测, 而非每日票房预测. 文献 [7] 虽然利用深度神经

网络 (DNN) 对电影每日票房进行预测, 但仍未使用实

时动态信息.
目前, 许多动态信息编码算法, 如 LSTM, 马尔科

夫链等被提出和应用在各个预测领域, 例如: 车辆轨迹

预测[8] 以及与本文目标类似的金融数据预测[9] 等, 并
取得了优异的效果.

在电影数据分析中, 动态信息可以有效表征和编

码由电影上映时期不可控因素 (如主要演员违法, 国家出

台新政策等)对各观影数据所带来的影响和变化. 在文

献 [10] 中, 作者基于高斯混合模型 (Gaussian Mixture
Model, GMM) 对电影上映首日的数据进行分析. 其研

究结果表明, 每日票房均对下一日票房具有显著影响,
利用该信息可有效提高预测精度. 因此, 相对于仅利用

电影上映前的静态信息, 同时分析上映前的静态信息

和上映时期的动态信息来对电影观影数据进行预测将

理论上取得更精确的结果. 为了有效利用电影上映时

期的动态信息, 本文提出一种基于傅里叶变换的动态

信息编码算法. 该算法将已上映日期的动态数据 (由于

已上映日数的差别, 原始数据的长度将不同)编码至一

对大小固定的频谱图中, 作为后续特征提取器和分类

器的输入.

生成式对抗网络[11] 是一类近年来被广泛应用[12]

的深度学习模型, 其思想是通过学习生成器的生成能

力和判别器的判别能力, 优化寻找二者的纳什均衡. 由

于生成式对抗训练算法 (generative adversarial training)

在近年来显示出的优异的性能, 生成式对抗网络被改进

并应用到多种生成和预测任务中, 如图像翻译 (image-

to-image translation)[13], 图像修复[14], 行为预测[15,16] 等.

虽然该类方法在计算机视觉各领域取得了成功, 然而

其在电影观影数据分析上的应用却未被系统的研究.

考虑到本文的目标为利用给定日期的电影观影数据预

测余下日期的电影观影数据, 其输入和输出均为矩阵

形式, 与图像翻译类似. 因此, 本文基于生成式对抗网

络 (GAN) 对电影观影数据进行预测. 该系统的总流程

如图 1所示.
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图 1    本文算法流程图
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2   相关工作

2.1   傅里叶降维算法

傅里叶变换 (Fourier Transform, FT)是一种线性积

分变换, 可将时间信号转换到频率域. 转换后的频谱信

号将时间信号分解为一个基波和多个谐波的和, 从而

可获得时间信号各个同频率范围内的信号强度, 其定

义如下:

H (w) =
∫ +∞
−∞

S (t)e− jwtdt = R (w)+ jI (w) (1)

其中, S(t)为初始时间信号, H(w)为转换后的频谱信号.
在实际应用中, 由于时间信号一般为离散且长度有限

的序列, 因此之前大部分时频转换算法采用离散傅里

叶变换 (Discrete Fourier Transform, DFT) 对时间信号

进行处理. 如图 2所示, 假定离散时间信号 S(t)长度为

n 帧 ,  则其进行离散傅里叶变换后的频谱信号可表

示为:

H (k) = DFT (S (t)) =
N−1∑

0

S (t)e
− j

2π
N

tk

= R (w)+ jI (w) =
N−1∑

0

S (t)
[
cos

2π
N

tk+ jsin
2π
N

tk
]
(2)

M (k)

P (k)

其中, N 为频率点采样个数. 通过控制参数 N, 文献 [17,18]
提出了一种时间信号降维算法. 当利用 DFT 处理长

度不同的时间信号时 , 其将频率点采样个数设置为

相同的值 N 从而使得转换后的信号具有相同个数的

谐波分量 . 其中 , 各谐波分量的幅值 和相位信

息  (k = 0, 1, 2, ···, N–1) 可通过式 (5) 和式 (6) 计
算获得.
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图 2    傅里叶降维算法[18]

M (k) =
√

R(k)2+ I(k)2 (3)

P (k) = arctan
I (k)
R (k)

(4)

因此, 不同长度的离散时间信号均可转换为两个

长度为 N 的一维信号 (N 个幅值和 N 个相位值). 相比

于降采样和重采样法会使得信号发生畸变, 直方图法

导致信号动态信息丢失, 该算法的优势在于: ① 可在大

幅缩减信号长度, 以利于基于 CNNs 的全局特征的提

取; ② 可将不同长度的信号转化为同样长度的; ③ 同
时保留信号幅值信息 (幅值) 和上下文动态信息 (相
位), 同时保持这些信息不发生畸变.
2.2   生成式对抗网络

生成式对抗网络 (Generative Adversarial Networks,
GAN)于 2014年由 Goodfellow等[11] 提出, 是一种非监

督学习方式. 该类网络一般由两个卷积神经网络组成:
生成网络和判别网络. 生成网络对原始输入进行特征

提取和重建以生成与训练集中目标尽可能类似的输出,
以欺骗判别网络. 与此同时, 训练集中的真实样本和生

成样本将用于训练判别网络, 使得该网络可以尽可能

地区分真实样本和生成样本. 两个网络在训练过程中

将进行多轮博弈, 对抗, 同时不断调整各自参数. 该过

程的最终目的是使得生成网络的性能达到极限, 使得

由其生成的样本可以最大限度地欺骗已经训练好的,
性能已达极限的判别网络, 让其难以区分真实样本和

生成样本.

3   预测模型

基于上述傅里叶降维算法和生成式对抗网络, 本

文提出一种电影实时观影数据预测算法. 针对指定电

影, 该算法根据已上映各日的电影票房, 上座率, 排片

量等公开信息预估之后各日的上座率, 票房等. 首先,

算法将基于傅里叶降维算法对电影已上映日各信息进

行预处理, 将其由多通道时域信号转化为固定大小的

多通道频谱信号. 然后, 基于生成式对抗网络对转换后

的信号进行动态深度特征提取, 并对后续日期的电影

数据进行预测. 本文算法框架如图 1所示.
3.1   数据预处理

在一般情况下, 卷积神经网络的输入层尺寸保持

固定, 因此训练和测试样本数据的尺寸也需通过预处

理使其保持一致. 由于电影数据的尺寸会根据已上映
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日数的改变而发生变化, 本节首先将各部电影不同日

期的数据进行转换, 以保证各个数据尺寸大小一致.
假设给定电影的数据包含 n 日信息, 每日信息维

度为 k 维, 则该数据等同于通道数为 k, 帧数为 n 的多

通道时间信号. 如图 2所示, 通过将上述傅里叶降维算

法的采样点数设置为 N (N< n), 则无论 n 值的大小为多

少, 电影时间信号都将被转换为两组大小为 k×N 的频

域信号, 其中一组包含各幅值的频率信息, 另一组包含

各相位的频率信息.
3.2   动态频谱数据编码

相比于传统手工特征, 卷积神经网络可以根据任

务目标对提取输入信号的最优特征, 从而在近年来许

多模式识别任务上都取得了更好的效果. 因此, 本文利

用卷积神经网络对转换后的频谱数据提取深度特征.

t ≤ n

m×
(N

2
+1
)

虽然上述转换后的频谱信号已经包含原始信号全

局的幅值和动态信息, 但却无法提供其中一小段日期

的动态信息. 考虑到在一般情况下, 每日的上座率和票

房均与前一日和后一日的相应数据有着紧密的联系.
因此, 在一般情况下, 已上映日中最后几日的观影数据

的动态信息将与待预测数据有着最紧密的联系. 为了

提取这几日的局部动态信息, 本文同时将多日的数据

频谱图进行编码作为卷积神经网络的输入以提取深度

动态频谱特征. 假设给定电影的数据包含 n 日信息,
d(1,t)为给定电影从上映第 1日至第 t 日多通道电影数

据 ( ), 为了获取动态特征, 连续 k 日的信息 d(1,n),
d(1,n–1), ···, d(1,n–k+1) 将基于公式被转换为 2k 个大

小为 频谱热图 (k 个幅值谱热图 Am(1,n),

Am (1,n–1), ···, Am (1,n–k+1), k 个相位谱热图 Ph(1,n),
Ph(1,n–1), ···, Ph(1,n–k+1)).

f (1,n) =G (Am (1,n) , · · · ,Am (1,n− k+1) ,
Ph (1,n) , · · · ,Ph (1,n− k+1)) (5)

f (1,n)其中,  为给定电影从上映第 1日至第 n 日的动态

深度频谱特征.
3.3   上座率和票房预测

在将高维的电影频谱数据进过特征提取转换为低

维的深度特征之后, 本文通过再次通过卷积神经网络

(G) 对得到的低维特征进行反卷积以此预测后续日期

的电影数据, 其过程可表示为公式:

d (n+1,30) =G ( f (1,n)) (6)

d (n+1,30)其中,  为预测得到的, 从第 n+1日至第 30日

f (1,n)观影数据,  为作为输入的已上映日期的观影数

据. 为了提取多层次信息, 本文利用 Unet 深度网络[19]

进行深度特征提取 (f)和数据预测 (G). Unet于 2015年
提出, 并在图像分割上取得了优异的效果. Unet结构简

单, 且可以提取多层次特征, 因此被成功用于图像动态

信息 (temporal modeling)预测[15]. 同时, 由于生成式判

别网络在预测任务中的良好效果, 本文利用类似结构

对电影观影数据进行预测. 其中, 生成网络为修改后的

Unet, 其需要优化的参数数量为 7.3 M. 同时, 由于 Residual
Network目前在多个公开的图像分类数据集上均取得优

异的分类效果, 因此本文选择的的判别网络为 Residual
Network 101[20]. 其参数量为 42.6 M. 该网络使用单个

12 G GPU完成训练时间大约为 5小时.

在训练时, Unet首先将输入的动态频谱数据进行编

码, 并生成预测数据. 接着, 该预测数据将输入 Residual

Network 进行分类, 若判别为假, 则 Unet 将继续训练,

直到其生成的数据被 Residual Network 判别为真. 此

时, 我们再利用生成数据和真实数据对 Residual Network

进行训练, 直到其能判别出生成数据为假. 根据该方式

训练多轮后, 直到 Residual Network无论如何训练都无

法判别生成数据为假时, 训练停止, 并利用此时的生成

网络进行数据预测.

本文所提出的算法具体步骤如图 3 所示. 假设原

始数据包含前 k 日的观影信息, 算法首先将编码后的

频谱数据输入生成网络进行特征提取和第 k+1日到第

30 日的观影数据生成. 接着, 将生成网络的输入 (编码

后的频谱数据) 和输出 (生成的观影数据) 基于公式

X 进行配对后得到的数据将为一个包含 X 层的二维矩

阵组 VF. 该步骤的目的是为判别网络提供限制条件,

使其能根据生成网络的输入来对预测数据进行判别,

从而避免训练好的生成网络错误收敛, 使其在不同输

入时的输出为一个相同的电影观影数据. 在训练过程

中, 包含生成数据的二维矩阵组的标签为 0. 同时, 本文

将真实的第 k+1 日到第 30 日观影数据与对应的编码

后的频谱数据基于公式 X 进行配对得到 VT, 并将其标

记为 1. 之后, 利用所有标记好的真实数据和生成数据

对判别网络进行训练. 在生成式判别网络的训练过程

中, 生成网络和判别网络会相互博弈, 调整各自的参数,

使两者性能都不断提升. 因此, 训练完成后的生成网络

将具有良好的预测性能.
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前 k 日的电影
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第 k 日至第 30 日的
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各谱热图叠加
而成的输入

训练好的 Unet 生成网络

 

图 3    预测算法框架

4   实验

4.1   数据库

为了验证所设计模型的预测效果, 本文收集了近

三年在国内上映的电影数据进行分析. 该电影集包含

2018年国内票房前 60, 2017年票房前 70和 2016年票

房前 70 的共 200 部电影. 对于每部电影, 其上映前

30 日内的 15 种信息被统计, 包括: 上映日期, 上映日

数, 排片占比 (%), 观影人次 (万), 人次占比 (%), 场均

人次 (个), 平均票价 (元), 排座总量 (万), 排座占比 (%),
上座率 (%), 用户退票率 (%) 和是否法定节假日. 其中

最后一项中的法定节假日定义为周末和国家公共假日,
其值为 0 (非法定节假日)或 1 (法定节假日). 一般情况

下, 由于节假日观影人数较工作日有着显著上升, 因此

该信息对电影观影数据有着巨大影响. 在本文实验中,
200 部电影信息被分为 3 个不重复的子集. 其中训练

集 (training set) 包含 100 部, 用于训练网络; 验证集

(development set) 包含 40 部, 用于调整网络的超参数

(hyper-parameters); 剩余 60部组成测试集 (test set), 用
于展示模型效果. 为了方便广大学者, 该数据集已经公

开, 可通过链接进行下载 (https://drive.google.com/
drive/folders/1NhZtK601 JSbTzX5kR060qkiKOd58gq5
?usp=sharing).
4.2   实验设定

xi yi

本文利用 3种常用于时间信号的度量方式来计算

预测值与真实值的相似度: 均方误差 (Mean Square
Error, MSE), 皮尔逊相关系数 (Pearson Correlation
Coefficient, PCC)以及相对误差. 均方根误差用于度量

预测值 与真实值 之间差异程度, 其定义如式 (7)所示:

MS E =
1
n

n∑
i=1

(xi− yi)2 (7)

在本文实验中, i 代表第 i 日, i 的值固定为 30. 与
此同时, 皮尔逊相关系数定义为:

ρX,Y =
cov(X,Y)
σXσY

(8)

cov

(X,Y) σX σY

其中, X 为预测的时间信号, Y 为真实的时间信号, 
为两者的协方差,  和 分别为两者的标准差.

而相对误差定义为:

Ei =
|xi− yi|

yi
(9)

本文利用修改后的 Unet 提取深度频谱特征和电

影观影数据预测. 在训练中, 该网络利用随机梯度下降

(Stochastic Gradient Descent, SGD)法对参数进行优化,
其中学习速率为 0.005, 学习速率衰减为 0.000 01, 冲
量 (momentum) 为 0.5. 与此同时, 本文采用 Residual
Net作为分类器, 其同样利用随机梯度下降法对网络参

数进行优化, 其中学习速率为 0.001, 学习速率衰减为

0.000 01, 冲量为 0.9.
4.3   实验结果

实验结果如表 1 所示, 表中所示为各日预测结果

的平均值. 当仅给定前 5日数据时, 4个指标的后 25日
的预测结果平均相对误差均较大, 分别达到 26.8%,
23.0%, 17.0% 和 19.6%. 而当获取前 15 日数据或更多

日期的数据后, 本文算法对未上映日期的观影数据预

测能力将较为精确且趋于稳定, 其预测误差均接近甚

至小于 10%. 图 4 为基于动态算法的电影“侏罗纪世

界”的预测结果示例.
为了验证本文算法对于给定日期不同情况下的适

用性, 表 2 比较了 5 种不同情况下本文算法的预测效

果, 分别为: (1)给定各部电影前 5日观影数据, 预测各

电影之后 25日的观影数据; (2)给定各部电影前 10日
观影数据, 预测各电影之后 20日的观影数据; (3)给定
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各部电影前 15 日观影数据, 预测各电影之后 15 日的

观影数据; (4)给定各部电影前 20日观影数据, 预测各

电影之后 10日的观影数据; (5)给定各部电影前 25日
观影数据, 预测各电影之后 5日的观影数据.

为了比较本文动态算法与传统静态算法的优劣, 表 2
展示了由本文方法预测得到的观影数据结果和仅用静态

数据预测得到第 k 日后的总票房或总观影人数预测结

果. 其中, 用于预测静态数据包括: 导演获奖次数, 男女

主角的人气 (国内演员定义为百度贴吧粉丝数, 国外演

员定义为 Twitter粉丝数), 男女主角的获奖次数等. 最后

利用支持向量机 (Support Vector machine Regression,
SVR) 对这些数据进行学习和预测. 其具体算法可参考

文献 [21]. 根据结果可知, 相比于利用静态数据进行预

测, 本文所提出的动态算法预测效果显著提升. 相对于使

用静态数据, 在各个预测实验中, 使用动态算法使得预测

误差均下降超过 45%. 其中,  在预测上映 15 日至第

30日的总票房和总观影人数时, 利用动态算法所得到的

结果误差分别下降高达 51.6%和 57.7%.
 

表 1     日观影数据预测平均结果
 

已上映日数 预测日数
票房 观影人数 场均人数 上座率

相对误差(%) CORR 相对误差(%) CORR 相对误差(%) CORR 相对误差(%) CORR
5 25 26.8 0.35 23.0 0.39 17.2 0.27 19.6 0.36
10 20 13.2 0.49 15.3 0.45 14.9 0.43 18.3 0.51
15 15 9.1 0.61 11.7 0.58 14.2 0.45 14.7 0.48
20 10 7.5 0.65 9.8 0.55 14.8 0.45 14.9 0.52
25 5 7.9 0.59 11.3 0.52 12.1 0.52 14.3 0.55
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图 4    侏罗纪世界观影数据预测结果示例
 

5   结束语

针对当前电影观影数据预测方法未利用上映时动

态信息的缺点, 本文提出一种基于生成式对抗网络的

电影观影数据预测算法. 该算法首先提取各电影已上

映日期的 15种数据构成基本特征向量, 然后利用傅里

叶变换对这些特征向量进行动态编码. 最后利用生成

式对抗网络对编码后的频谱图进行分析, 从而预测和

生成未上映日期的电影观影数据. 实验结果表明, 本文
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提出的预测算法相对于基于静态数据的预测算法精度

显著提升. 由于训练数据数量所限, 本文暂时未使用更

加复杂的深层次网络结构, 因此预测效果仍有提升空

间. 未来的工作将着重于采集更多相关数据, 并设计更

加适合用于观影数据预测的深度网络.
 

表 2     预测算法 MSE 对比
 

方法(已上映日数) 票房(万) 观影人数(万)
SVR(5) 17 633.25 878.12

本文算法(5) 9032.73 576.48
SVR(10) 7125.22 271.91

本文算法(15) 4300.45 180.16
SVR(15) 2557.98 73.15

本文算法(20) 1237.78 30.92
SVR(20) 438.09 38.74

本文算法(25) 263.51 20.08
SVR(25) 88.70 19.36

本文算法(30) 65.12 11.59
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