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摘　要: 高维数据的聚类特性通常难以直接观测. 将其构建为复杂网络, 节点间的拓扑结构可以反映样本之间的关

系. 对网络中的节点进行社区发现, 可实现对数据更直观的聚类. 提出一种基于网络社区发现的低随机性标签传播

聚类算法. 首先, 用半径和最近邻方法将数据集构建为稀疏的全连通网络. 之后, 根据节点相似度进行节点标签预处

理, 使得相似的节点具有相同的标签. 用节点的影响力值改进标签传播过程, 降低标签选择的随机性. 最后, 基于内

聚度进行社区的优化合并, 提高社区的质量. 在真实数据集和人工数据集上的实验结果表明, 该算法对各种类型的

数据都具有较好的适应性.
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Abstract: The clustering characteristics of high-dimensional data are usually difficult to observe directly. Constructing it
into a complex network, the topological structure of the network nodes can reflect the relationship between samples.
Community detection of nodes in the network can achieve more intuitive clustering of data. A low randomness label
propagation clustering algorithm based on network community detection is proposed. First, the data set is constructed as a
sparse fully connected network using the radius and nearest neighbor methods. Then, according to the similarity of the
nodes, the node labels are preprocessed to make the similar nodes have the same labels. The influence value of the nodes
is used to improve the label propagation process and reduce the randomness of label selection. Finally, based on the
cohesion, the community is optimized and merged to improve the quality of the community. The experimental results on
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real data sets and artificial data sets show that the algorithm has better adaptability to all kinds of data.
Key words: clustering; complex network; community detection; label propagation

 

大数据时代, 各个领域时刻都在产生大量的数据,
这些数据通常都是无标签的, 要确定每一个样本的标

签通常是困难的. 机器学习算法中的无监督学习可以

对无标签的数据进行学习, 以期能够揭示数据之间的

联系或存在的内在规律. 聚类算法是无监督学习的代

表, 可通过数据的相似属性将数据进行分组, 帮助人们

增进对数据的理解, 如利用聚类技术发现具有类似功

能的基因组, 检测疾病的时空分布模式等.
传统的聚类算法可大致划分为基于划分的方法,

基于层次的方法, 基于密度的方法, 基于谱图划分的方

法和其他方法[1]. K-means是分割聚类的最早也是最出

名的研究, 其对初始的质心选择有较强的依赖性, 且倾

向于寻找圆形集簇. K-means 只考虑了连通性, Kuwil
等[2] 提出一种重心聚类算法 (Gravity Center Clustering,
GCC), 同时兼顾连通性和内聚性, 且无需提供聚类的簇

数. 基于密度的方法中, DBSCAN (Density-Based Spatial
Clustering of Application with Noise)[3] 可以对任意形状

的数据聚类, 但确定其半径和包含的样本数量是一个

难点, 且在簇间混合度较大时对样本标签误判的概率

较高. 郭艳婕等[4] 提出一种改进的 GS-DBSCAN算法,
通过计算数据的分布特性, 可自适应确定半径和半径

内包含的样本数。层次聚类算法包括分裂法和凝聚法,
其中, CURE (Clustering Using REpresentative) 算法[5]

能够处理形状和尺寸差别较大的簇, 对噪音点不敏感,
但对特殊形状的类簇识别能力较差. 基于图分割方法

的谱聚类 (Spectral Clustering)算法[6] 也可以对任意形

状的样本进行聚类, 且通常能够收敛于全局最优解, 但
其计算的时间复杂度较高, 需要预先知道簇的数量, 构
建合适的相似度矩阵是一个难点. 胡卓娅等[7] 通过构

造本征间隙序列, 可确定聚类的簇数. 最新的研究中, Xie
等[8] 提出一种互为最近邻的层次聚类算法 (Reciprocal-
nearest-neighbors Supported Clustering, RSC), 其假设互

为最近邻居的两个样本一定会划分在同一个簇中.
对于高维数据, 要通过低维空间上的可视化观察

其聚类特性是困难的, 这对传统聚类方法提出了挑战.
近年来, 基于复杂网络的机器学习方法得到了研究者

的关注[9]. 将向量化的数据转换为以网络表示的数据,

其过程是无损的. 以网络表示的数据相比以向量表示

的数据拥有更多的信息, 如样本之间的关系结构或者

拓扑信息. 通过观测网络的拓扑结构, 更易于发现样本

的聚类特性.
以 Iris 数据集为例, 从每个类别中抽取其中的前

10 个样本, 通过网络构建, 得到的结果如图 1 所示. 其
中, 类别标签为 Iris-virginica 的节点中, 样本 21 和 26
的特征与类别 Iris-versicolor非常接近, 经网络构建后,
其与类别 Iris-versicolor 中样本的联系较为紧密. 其余

节点都能与同类别的节点保持稠密的连边关系.
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图 1    Iris数据集部分样本的拓扑图

 

通过图 1 中的拓扑结构, 可以看到样本较为清晰

的划分为 3个簇, 同一簇中节点间的连边密度较大, 而
簇之间的连边较为稀疏.

对向量表示的数据进行网络化后, 一种有效的聚

类方法是进行社区发现[10]. 通常意义上, 社区内部的节

点之间连边稠密, 而社区之间的连边稀疏.
Raghavan等[11] 于 2007年将一种半监督学习算法

标签传播算法 (Label Propagation Algorithm, LPA)[12]

用于社区发现, 取得了良好的效果. LPA算法具有接近

线性的时间复杂度, 这对规模越来越大的社交网络研

究具有重要的意义. 然而, LPA算法为每个节点初始化

一个标签, 容易造成标签传播的随机性, 并增加了传播

过程的迭代次数. 将数据集进行网络化, 节点间的连边

较为稀疏, 用 LPA 发现的社区数量一般远大于真实的

类簇数量, 聚类准确度较差.
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鉴于 LPA具有接近的线性时间复杂度, 将 LPA算

法应用于数据聚类是一种有意义的尝试. 通过将向量

表示的数据集构建为网络 (数据集中的一个样本对应

网络中的一个节点), 再用改进的 LPA算法进行社区发

现, 将网络中的节点划分到不同社区, 即实现了数据集

中样本的聚类. 本文提出一种低随机性的改进 LPA 算

法 (Low Randomness Label Propagation Algorithm,
LRLPA), 用于对网络化后的数据进行聚类. LRLPA算

法主要针对 LPA 的两个不足进行改进. (1) 对于 LPA
随机性较大的问题, 采用标签预处理和融入节点影响

力的标签传播过程, 可有效降低其随机性. (2) LPA 算

法在稀疏网络上可能会产生较多的社区, 本文提出一

种社区内聚度的社区质量衡量指标, 对内聚度低的社

区进行优化合并, 可使得划分的社区质量更高, 且社区

数量更接近真实的情况. 同时, LRLPA 算法还保留了

LPA的高效性.

1   相关工作

1.1   社区发现算法

社区发现的相关算法中, 早期, 研究者主要基于图

论及矩阵论, 提出用图分割和谱分析方法进行社区划

分, 如 KL算法[13] 和谱划分算法[14,15]. 基于机器学习中

聚类算法思想的延伸, Lin 等[16] 提出一种整数规划方

法用于检测网络中的分层社区结构, SCAN 算法[17] 是

基于密度聚类的经典社区发现算法. 基于模块度[18] 优

化的社区发现算法中, BGLL[19] 在稀疏网络上有接近

线性的时间复杂度, 克服了此类算法时间复杂度较大

的缺点. 基于信息论的方法中, Infomap算法[20] 利用网

络上信息传播的规律来识别社区, 与 Infomap 算法类

似, CDID 算法[21] 通过模拟网络中的信息交换来发现

社区.
1.2   LPA 算法

LPA算法[11] 的基本思想: 统计节点的邻居节点的

社区归属情况, 某个标签对应的节点数量最多, 则选择

该标签作为当前节点的标签. 其算法步骤如下.
步骤 1. 为各节点选择一个唯一的标签, 通常将各

节点标签初始化为节点的编号.
步骤 2. 将所有节点随机洗牌后, 逐一更新节点标

签. 根据当前节点的邻居节点标签情况, 选择对应节

点数量最多的标签作为目标标签, 用以更新当前节点

的标签. 如果满足条件的标签有多个, 则随机选择一个

标签.
步骤 3. 重复步骤 2, 直到每一个节点的标签都不

再发生变化为止.
步骤 4. 将具有相同标签的节点划分为同一个社

区, 算法终止.
1.3   LeaderRank 算法

LRi

LeaderRank[22,23] 是基于 PageRank[24] 提出的用于

网络中节点排序的算法. 与 PageRank 相比, 其增加了

背景节点 (ground node) g. 在有向网络中, 将 g 与所有

其他节点双向连接, 而在无向网络中就是将 g 与所有

节点建立连边. 计算每个节点的 LR 值, 该值越大, 表示

该节点越重要. 社交网络中,  值可视为节点 vi 在网

络中的影响力[25].
算法初始设定 LRg(0)=0, LRi(0)=1, 即节点背景节

点 g 的初始 LR 值为 0, 网络中的其他节点初始的重要

性相同, 都为 1 单位 LR 值. 在 t 时刻, 节点 vi 的 LR 值

根据式 (1)计算:

LRi(t) =
∑
v j∈Γi

δ ji

kout
j

LR j(t−1) (1)

其中, Γi 表示节点 vi 的邻居节点集合, kj
out 表示节点

vj 的出度, LRj(t–1)表示 vj 在 t–1时刻的 LR 值. 在有向

图中, vj 是指向 vi 的节点, 在无向图中, vj 是 vi 的邻居

节点, 所以 δij=1.
重复式 (1) 的计算直至 LR 值不再发生变化或变

化程度小于阈值, 再根据式 (2)修正所有节点的 LR 值.

LRi = LRi(tc)+
LRg(tc)

N
(2)

其中, tc 是式 (1) 收敛的迭代次数, LRg(tc) 表示节点

g 迭代至收敛状态时的 LR 值.

2   算法定义与实现

2.1   网络构建

∈

一个包含 n 个样本的数据集表示为 X={x1, x2, ···,
xn}, xi 表示第 i 个样本, 其具有 r 个属性, 即 xi=(xi1, xi2, ···,
xir). 将 X 中的样本构建为无权无向的全连接网络, 其
对应的网络用 G=(V, E) 表示, V={v1, v2, ···, vn}是网络

中节点的集合, E={e1, e2, ···, em}表示网络中边的集合,
em={(vi, vj)|vi≠vj˄vi, vj V}. 经过网络构建, 原数据集

X 中的样本 xi 对应网络 G 中的节点 vi.
网络构建的目标是将空间中具有较近距离的样本

之间建立连边关系, 且构建出的网络是一个连通图, 节
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ε点之间的连边尽量稀疏. 本文采用 kNN 和 -radius 组
合方法进行网络构建. 组合方法可以确保所有样本点

都出现在网络中, 且高密度区域的样本点具有较多的

连边关系.
ε

ε

-radius 方法对样本 xi 寻找半径为 eps 的范围内

的其他样本 NBi={xj|dist(xi, xj)<eps}, 如果|NBi|≥k, 则构

建网络中的节点 vi 与 NBi 中所有样本对应节点的连

边 .  若 |NB i |<k ,  则根据 kNN 方法进行边的构建 . -
radius 方法使得欧氏空间中高密度区域的节点在网络

中具有稠密的连边关系, 连边越多, 该节点在网络中就

越重要, 利于后续的社区发现.
kNN 方法对样本 xi 寻找欧氏空间中距离最近的

k 个样本 NNi={xj|与 xi 最近的 k 个节点}, 并在对应的

网络中构建节点 v i 与 NN i 中样本对应节点的连边 .
kNN 方法保证空间中处于边缘的点 (噪音点) 也能够

与网络中其它节点建立连边关系, 使得数据集 X 中的

所有样本都能出现在网络中.
2.2   标签预处理

LPA算法步骤 1中, 初始标签分布散乱, 标签传播

的随机性较大, 容易导致标签误传播, 并增加算法的迭

代次数. 一种可行的方法是对标签进行预处理, 使得相

似度较高的节点具有相同的标签, 提升后续标签传播

的稳定性, 缩减迭代次数.
用节点的共同邻居数衡量节点的相似度是一种常

用的方法, 其定义如式 (3):

CNi, j =
∣∣∣Γi∩Γ j

∣∣∣ (3)

其中, v j∈Γ i, 即只计算当前节点 v i 和邻居节点的相

似度.
∀定义 1. 标签初始化规则. 对于 vj∈Γi, 计算 CNi,j,

将 CNi,j 值最大的节点对应的标签作为 vi 的标签. 式
(4) 求与 vi 公共邻居数最大的节点编号 k. 当与 vi 具有

最大公共邻居数的节点不止一个时, 随机选择一个节

点标签作为 vi 的标签, vi 的标签记为 lbi. 标签初始化规

则定义为式 (5):
k = argmax

j∈Γi

CNi, j (4)

lbi =

{
lbk, |k| = 1
lbrand(k), |k| > 1 (5)

其中, rand(k)表示从集合 k 中随机选择一个.
2.3   融合节点影响力的标签传播

标签传播阶段, LPA 算法选择标签的方法是统计

邻居节点的标签, 一个标签对应一组节点, 选择对应节

点数最多的标签作为当前节点的标签. 有多个标签满

足条件的, 就随机选择一个标签. 在节点连边较为稀疏

的情况下, 尤其是当节点处于两个社区的连接路径上

时, 以上方法容易造成标签误传播. 引入节点影响力, 在
需要随机选择的情况下, 依据标签对应的节点 LR 值之

和进行辅助选择, 进一步消除标签传播的随机性.
定义 2. 融合节点影响力的标签传播规则. 节点

vi 的邻居节点中可能存在多个标签, 统计每个标签对

应的节点数量, 某个标签对应的节点数量最多, 则选择

该标签作为 vi 的标签. 式 (6) 统计节点 vi 邻居节点的

标签归属情况, 并选出最大者:

maxk = argmax
k

∑
j∈Γk

i

δi j (6)

当|maxk|=1时, lbi=lbmaxk. 当|maxk|>1时, 进一步计

算每个标签对应节点的影响力 (LR) 之和, 选择节点

LR 值之和最大的标签作为目标标签. 式 (7) 计算标签

对应的节点影响力之和, 并选择 LR 值之和最大者 l 作
为节点 vi 的标签:

l = argmax
k∈maxk

∑
j∈Γk

i

LR j (7)

其中, Γi
k 表示节点 vi 的邻居节点中标签为 k 的节点集

合. 因为此处讨论的节点 vj 是 vi 的邻居节点, 所以 δij=1.
2.4   社区优化合并

将向量表示的数据集进行网络化, 一般情况下要

求构建的网络在确保全连通的前提下尽量稀疏, 网络

中节点度通常不满足幂律分布. 用社区发现算法进行

节点聚类, 在未指定社区数量的情况下, 得到的社区数

通常会大于真实的簇的数量, 所以需要进行优化合并.

∈
定义 3. 内度与外度. 假设 C={c1, c2,···, cl}是 G 的

一次社区划分结果, cl 称为一个社区. 节点 vi cl 的内度

表示 vi 与社区 cl 内部节点的连边数量, 记为 di
in(cl). 外

度表示 vi 与社区 cl 外部节点的连边数量, 记为 di
out(cl).

定义 4. 社区内聚度. 社区内聚度定义为社区 c 中

的节点的内度之和与外度之和的比值, 比值越大, 表示

内聚度越高, 社区质量越好. 当比值小于设定的阈值时,
该社区需要与相邻社区合并. 社区内聚度表示为 cohc:

cohc =

∑
i∈c

din
i (c)∑

i∈c
dout

i (c)
(8)
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γ定义 5. 社区优化合并规则. 当 cohc< , 社区 c 需

要与相邻社区进行合并, 选择 c 中最多外度所归属社

区作为目标合并社区, 如式 (9):

t = argmax
l

∑
i∈c
|dout

i ∈ cl|,c , cl (9)

当|t|=1时, lbi∈c=t; 当|t|>1时, lbi∈c=rand(t).
2.5   算法伪代码

根据以上定义, 本文算法分为 4个步骤: 首先对数

据集进行网络化; 之后, 利用节点相似度对节点标签进

行预处理, 以提高后续标签传播的稳定性; 在标签传播

阶段, 用节点影响力辅助标签选择, 进一步降低标签传

播的随机性; 最后, 通过对社区的内聚度进行判断, 对
内聚度较小的社区进行合并优化, 以提高社区的质量.

算法 1. CreatGraph

输入: X,y, maxk, eps
输出: G

1　X=MinMaxScaler(X)
2　dist=kNN(X, maxk)
3　Foreach xi∈X do
4　　　NBi={xj|dist(xi, xj)<eps}
5　　　if |NBi|≥k then
6　　　　G.addEdge(xi, NBi)
7　　　else
8　　　　NNi={xj|与 xi 最近的 k 个节点}
9　　　　G.addEdge(xi, NNi)
10　　　end
11 end
12 return G

算法 1 用于将数据集转换为对应的网络, 其主要

步骤如下:
1) 首先对数据进行最大最小值归一化, 即将各列

特征值缩放到 [0,1]之间, 以消除列之间特征值量纲不

同引起的问题, 归一化的公式为:

xnorm =
x− xmin

xmax− xmin
(10)

2) 利用 kNN 算法求样本之间的距离, 并使用 k-
d 树进行求解. 对于高维数据, 用 k-d 树可将时间复杂

度降低为 O(NlogN)(第 2行);
3)求与样本 xi 的距离在半径 eps 范围内的样本点

(第 4行);
4) 如果在半径距离内的样本数大于等于 k, 在图

G 中添加节点 vi 与 NBi 中所有样本对应的节点的边;
否则计算 NNi, 并建立 vi 与 NNi 中节点的连边. 其中

addEdge 函数用于在节点对之间建立边, 因为构建的是

无向图, 两个节点之间最多只建立一条边 (第 5–10行);
5)最后返回构建完成的网络 G (第 12行).

算法 2. InitLabel

输入: G=(V, E), γ
输出: LB

1　LB={lbi=i|vi∈V}
2　Foreach vi ∈V do

k=argmax
j∈Γi

CNi, j3　　　

4　　　if |k|==1 then
5　　　　lbi=lbk

6　　　else
7　　　　lbi=lbrand(k)

8　　　end
9　　　update(LB, lbi)
10 end
11 return LB

算法 2根据相邻节点间的共同邻居数对节点进行

标签初始化, 主要步骤如下:
1)初始化节点标签为其对应的编号 (第 1行);
2) 计算节点 vi 与邻居节点的共同邻居数, k 中保

留与 vi 具有最多共同邻居数的节点标签 (第 3行);
3)根据定义 1对标签进行预处理 (第 4–8行);
4)用新的标签更新标签集合 LB, 此处采用异步更

新 (第 9行).

算法 3. InfluLPA

输入: G, LB
输出: C

1　LR=LeaderRank(G)
2　finished=false
3　LBO=LB
4　While not finished do
5　　　LBN=Φ
6　　　Foreach vi ∈V do

maxk=argmax
k

∑
j∈Γki

δi j7　　　　

8　　　　if |maxk|=1 then
9　　　　　lbi=lbmaxk

10　　　else

l=argmax
k∈maxk

∑
j∈Γki

LR j11　　　　

12　　　　lbi=lbl

13　　　end
∪14　　　LBN=LBN lbi

15　　end
16　　if LBN==LBO then
17　　　finished=true
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18　　else
19　　　LBO = LBN
20　　end
21 end
22 C=part(LBO)
23 return C

算法 3的主要步骤如下:
1) 用 LeaderRank 算法计算节点的 LR 值, 用于后

续的标签选择 (第 1行);
2)根据定义 2进行一趟标签传播 (第 6–15行);
3)一趟标签传播后, 如果所有标签未发生变化, 迭

代结束; 否则进行下一趟的标签传播 (第 16–20行);
4) part 函数根据节点的标签将节点划分为不同的

社区 (第 22行).

算法 4. CombComm

γ输入: C, 
输出: C’

1　C’=C
2　Foreach c ∈ C do

cohc=

∑
i∈c

din
i (c)∑

i∈c
dout

i (c)
3　　

γ4　　if cohc<  then
t=argmax

l

∑
i∈c
|dout

i ∈cl |,c,cl5　　　

6　　　if |t|==1 then
7　　　　lbi∈c=t
8　　　else
9　　　　lbi∈c=rand(t)
10　　　end

∪11　　　ct=ct c
12　　　C'=updata(C', c, ct)
13　　end
14 end
15 return C'

算法 4 根据社区内聚度进行社区优化合并, 其主

要步骤如下:
1)复制原始社区 C 到 C' (第 1行);
2)根据定义 4计算当前社区的内聚度 (第 3行);

γ3)当内聚度小于阈值 , 根据定义 5计算合并的目

标社区 t, 将 c 中节点的标签更改为 t (第 5–10行);
4) 对 C'中的社区进行更新, 删除社区 c, 用更新后

的社区 ct 更新 C' (第 11–12行).
2.6   时间复杂度分析

算法 1 中进行数据归一化的时间复杂度为 O(N);
利用基于 k-d 树的 kNN 算法求 N 个节点的最近邻节

点和距离的时间复杂度为 O(NlogN); 第 3–11行构建图

的时间复杂度为 O(N). 算法 1 的总体时间复杂度为

O(NlogN).

算法 2 中初始化节点标签的时间复杂度为 O(N);

设节点的平均度为 k, 计算无向图中相邻节点的共同邻

居数的时间复杂度为 O(k), 每个节点需要与 k/2个邻居

节点求交集, 则求 N 个节点与邻居节点相似度的时

间复杂度为 O(Nk2/2). 之后, 当前节点从邻居节点中选

择一个标签的时间为 O(k), 为 N 个节点选择标签的时

间复杂度为 O(k N ) .  算法 2 的总体时间复杂度为

O(Nk2/2+Nk+k), 又因为 k=2M/N, 则总时间复杂度可简

单表达为 O(kM).

算法 3 中 ,  计算节点的 LR 值的时间复杂度为

O(M+N), 第 2–21 行的主体是 LPA 算法, 其时间复杂

度为 O(TM+N), T 为迭代次数. 第 11 行需要计算节点

的 LR 值之和, 最坏情况下, 一次计算的时间复杂度为

O(k), 一般需要执行该计算的次数小于 0.1×N, 本文研

究中的 k 值一般小于 10, 即最坏情况下该步骤的时间

复杂度为 O(N); 最后, 将节点划分到社区所需的计算

量为 O(N). 所以, 算法 3总的时间复杂度为 O(TM+N).

算法 4 中, 计算一个节点的内度和外度所需时间

为 O(k), 计算所有社区的内聚度需要计算所有节点的

内度和外度, 其时间复杂度为 O(kN); 对于不满足内聚

度的社区, 需要查询节点外度的归属社区, 所需查询的

节点数小于 N, 则该步骤所需的计算机小于 O(kN); 第

12行更新社区的计算量为 O(N). 算法 4的总体时间复

杂度为 O(kN), 即 O(M).
综上, 以上 4个步骤的总体时间复杂度为 O(NlogN+

kM+TM+N+M), 实验结果表明, 迭代次数 T 一般小于

10, 节点度 k 也一般小于 10, 则时间复杂度可简化为

O(M+NlogN).

3   实验及结果分析

为验证算法的有效性, 本文选取 Sklearn工具包中

的 K-means, DBSCAN和 Spectral Clustering (SC) 3个
算法作为对比算法, 各算法在不同数据集上的参数设

定以取得最大 NMI 值为准则进行设置. 实验数据为

15次运行结果的平均值。

实验环境: Intel(R) Core(TM) i7-8650U CPU, 16 GB
内存, Windows 10操作系统, 算法采用 Python 3.7实现.
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3.1   实验数据集

本文用 Sklearn工具包中的 make_blobs函数生成

4个人工数据集, 用 make_circles函数生成一个数据集,
并选择 UCI 上的 Iris, Wine, Letter-recognition(LR),
WDBC 和 Glass 等 5 个数据集进行实验. 真实数据集

的样本数量、特征数和簇数如表 1 所示, make_blobs
的参数值设定如表 2所示, make_circles的参数设定为

n_samples=160, noise=0.1, factor=0.5. 为方便后续描述,
将 make_circles生成的数据集命名为 N5.
 

表 1     真实数据集
 

数据集 样本数 特征数 簇数

Iris 150 4 3
Wine 178 13 3
WDBC 569 30 2
Glass 214 9 6
LR 20 000 16 26

 
 
 

表 2     make_blobs参数值
 

数据集 样本数 特征数 中心点 簇标准差

N1 100 2 2 1,3
N2 100 2 3 1,3,2
N3 160 2 4 1,3,2,2
N4 200 2 5 1,3,2,2,1

 
 

3.2   评价指标

对于已知样本标签的数据集, 可采用标准化互信

息 (NMI) 和调整兰德系数 (ARI) 两个指标对聚类算法

准确性进行评价.
NMI 定义为:

NMI(A,B) =

−2
CA∑
i=1

CB∑
j=1

Mi j log
(

Mi jN
Mi·M· j

)
CA∑
i=1

Mi· log
( Mi·

N

)
+

CB∑
j=1

M· j log
(

M· j
N

) (11)

其中, A 是样本真实标签, B 是算法聚类后的样本标签,
N 是样本数. CA 是真实簇数量, CB 是经算法聚类的簇

数量. M 是混淆矩阵, Mi·是矩阵 M 中第 i 行元素之和,
表示 A 中第 i 个簇的样本数. 相应的, M·j 表示 B 中第

j 个簇的样本数, 即矩阵 M 中第 j 列元素之和. Mij 表

示 A 中第 i 个簇的样本属于 B 中第 j 个簇的样本数.
NMI 的值域为 [0,1], 值越大则表示算法的聚类效果越

好, 当 NMI(A, B)=1时, 表示 A 和 B 的结构完全相同.
ARI 定义为:

ARI = ∑
i j

(
ni j
2

)
−

∑
i

(
ni·
2

)∑
j

(
n· j
2

)
/(

n
2

)
1
2

∑
i

(
ni·
2

)
+

∑
j

(
n· j
2

)−
∑

i

(
ni·
2

)∑
j

(
n· j
2

)
/(

n
2

)
(12)

(
n
2

)
其中, n 是混淆矩阵, nij 表示混淆矩阵中第 i 行第 j 列

元素, ni·是混淆矩阵中第 i 行元素之和, n·j 是混淆矩阵

中第 j 列元素之和,  表示从 n 个节点中取 2 个节

点的组合数. ARI 的取值范围为 [–1,1], 值越大, 说明社

区划分结果与真实社区越吻合.

3.3   聚类精度实验

在 Iris等 5个真实网络上的实验结果如图 2所示,

图 2(a) 是算法得到的 NMI 值, 图 2(b) 是算法得到的

ARI 值. 对于 NMI 指标, 本文算法在 Iris, WDBC, Glass

和 LR等 4个数据集上获得最优值. 在Wine数据集上,

Spectral Clustering 算法取得最优值, 本文算法得到的

结果优于 K-means和 DBSCAN. 在 ARI 指标上得到的

实验结果与在 NMI 上得到的结果类似.
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(b) 真实网络上的 ARI
 

图 2    不同算法在真实网络上的精度实验

 

在人工数据集上 ,  本文算法也取得了较好的结

果. 图 3(a) 中, 在 N1 数据集上, 本文算法和 Spectral
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Clustering都能够完全正确的对数据进行划分, 得到的

NMI 和 ARI 值都是 1. 在 N2 数据集上, 本文算法得到

的结果与 K-means 和 Spectral 较为接近. 在 N3 和 N4
数据集上, 本文算法得到的结果明显优于对比算法. 图 3(b)
中的 ARI 实验结果与 NMI 的结果类似.
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图 3    不同算法在人工网络上的精度实验

 

在前 4个数据集中, 都存在标准差为 3的簇, 使得

数据集中存在较多的噪音点, DBSCAN 算法依赖于于

样本密度, 对噪音点的识别能力较弱, 所以在 4个数据

集上的准确性都比较差. 本文算法在网络构建过程同

时考虑了密度和 k 个最近邻样本, 保证了距离簇中心

较远的样本也能与该簇中节点保持较多的连边, 有利

于后续的社区发现. N5 数据集是两个同心圆, 两个圆

之间有部分节点重叠, Spectral Clustering 算法无法区

分簇之间的界限, 划分出的结果与真实情况差别较大,
K-means 算法对这种特殊类型的图形无法识别, 得到

的 NMI 和 ARI 都为 0, 而 LRLPA 和 DBSCAN 基于密

度, 能够在密度较小的区间进行划分, 所以两者得到的

结果比较接近.
3.4   算法稳定性实验

LRLPA 和 LPA 两种算法在人工数据集上的实验

结果如图 4 所示. 无论是在 NMI 还是 ARI 指标上, 本
文提出的 LRLPA 都比原始 LPA 具有更高的精确度,
且具有更小范围的误差. 对数据集 X 进行网络化后, 一

般会比较稀疏, LPA识别出的社区数较多, 使得准确度

指标不高. 而 LRLPA最后一步根据内聚度进行优化合

并, 使得社区数与真实簇数相同或接近, 提高了算法的

精确度. 同时, 标签预处理与融入节点影响力的标签传

播对降低算法随机性有较为明显的效果, 在 4 个数据

集上的波动范围都小于 2%.
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图 4    LRLPA和 LPA的精度即稳定性实验

 

4   结论与展望

本文提出了一种基于网络社区发现的低随机性标

签传播聚类算法 LRLPA. 在 5 个真实数据集和 5 个人

工数据集上进行了实验, 与其他算法相比, LRLPA 算

法在大部分数据集上都具有最大的 NMI 和 ARI 值. 与 LPA
的对比中, 本文算法的准确率和稳定性都高于 LPA.

下一步研究中, 一个改进的方向是通过动态网络

构建, 将 LRLPA 算法应用于增量式聚类. 另一个值得

注意的方向是改进标签传播方式, 将标签选择过程并

行化, 提高算法效率, 以适应大规模数据集的应用.
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