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摘　要: 针对词向量文本分类模型记忆能力弱, 缺少全局词特征信息等问题, 提出基于宽度和词向量特征的文本分

类模型 (WideText): 首先对文本进行清洗、分词、词元编码和定义词典等, 计算全局词元的词频-逆文档频度 (TF-
IDF) 指标并将每条文本向量化, 将输入文本中的词通过编码映射到词嵌入矩阵中, 词向量特征经嵌入和平均叠加

后, 和基于 TF-IDF 的文本向量特征进行拼接, 传入到输出层后计算属于每个分类的概率. 该模型在低维词向量的

基础上结合了文本向量特征的表达能力 ,  具有良好的泛化和记忆能力 .  实验结果表明 ,  在引入宽度特征后 ,
WideText分类性能不仅较词向量文本分类模型有明显提升, 且略优于前馈神经网络分类器.
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Text Classification Model Based on Width and Word Vector Feature
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Abstract: To resolve the issues of weak memory ability and no global word feature information in the word-vector-based
text classification model, we propose a text classification model (WideText) based on the width and word vector features.
Firstly, text cleaning, word segmentation, unit encoding and dictionary definitions are carried out. Secondly, the Term
Frequency-Inverse Document Frequency (TF-IDF) index of the global word units is calculated and each text is vectorized.
Furthermore, the words in the input text are mapped to the word embedding matrix through encoding. After the word

vector features are embedded and averagely superimposed, they are spliced with the text vector features based on TF-IDF
and transmitted to the output layer. Finally, the probability of the features belonging to each category is calculated. The
proposed model combines the expressive ability of text vector features on the basis of low-dimensional word vectors and

has excellent generalization and memory abilities. The experimental results show that after the introduction of the width

feature, the WideText classification performance is significantly improved in comparison with that in the word-vector-
based text classification model and also slightly better than that in the feedforward neural network classifiers.
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1   引言

随着社交网络的发展, 各种应用软件层出不穷, 在
吸引大量用户的同时, 产生了大量的文本信息, 如何从

大量文本中抽取有价值的信息和知识是研究者持续关

注的问题. 文本分类作为一种信息获取的方法, 在自然

语言处理中发挥着重要的作用, 如, 信息检索、文档分

类和排序等. 上世纪 50年代就有学者对文本分类进行

研究, 早期的文本分类主要依靠人工规则, 后来转向基
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于统计的方法, 又逐渐发展到通过深度学习、知识图

谱等方式.
文本是知识的载体, 本身就蕴含了大量的语义、

词性和时态等隐含信息, 随着通信技术的发展, 文本的

处理规模也越来越大. 在此背景下, 词向量技术应运而

生, 它通过大量语料的训练, 将词映射到低维度的向量

中, 通过求余弦的方式, 可以判断词之间的近似关系.
词向量模型学习了词的上下文关系, 具有良好的泛化

能力, 可以揭示海量数据里所承载的复杂而丰富的信

息, 因此得到广泛应用. 在近些年, 词向量被应用到文

本分类模型中, 其训练的准确性可以和深度学习分类

器看齐.
通用搜索引擎面临的问题是如何获取记忆和泛化

能力, 一方面用户希望通过检索词可以准确知道包含

检索词的文档, 另一方面, 用户也希望获取和检索词相

关的文档. 文本分类器也具有类似性, 人们希望通过输

入文本可以准确得到分类, 并且通过一些相似的文本

也可以得到分类结果. 因此, 提升一个分类器的效果,
可以从泛化和记忆两个方面考虑. 基于词向量的文本

分类模型具有良好的特征泛化能力, 但由于文本词分

布的稀疏性, 一些重要特征由于缺乏样本而得不到充

分学习. 另一方面, 词向量模型将样本中的词变换到一

个低维向量上, 其后会不断累加特征信息, 因而在一定

程度上会丢失部分特征信息. 本文在词向量文本分类

器的基础上, 提出了基于宽度和词向量特征的文本分

类模型, 该模型同时具有词向量模型的泛化能力以及

线性模型的记忆能力. 

2   相关工作

从自然语言产生开始, 它的信息表达和传递方式

逐渐发展成具有一种上下文相关的特性. 因此, 要让计

算机处理自然语言, 一个主要的问题就是围绕自然语

言上下文相关特性建立数学模型. 统计语言模型正是

在此背景下产生, 它是当今自然语言处理任务的基础,
20 世纪 70 年代由 Jelinek 提出的 N-gram 模型是最常

用的统计语言模型之一, 并在自然语言处理系统中得

到广泛应用 [1]. Salton 提出的向量空间模型 (Vector
Space Model, VSM)[2], 把文本看作是一组特征的随机

排列, 被称为词袋 (Bag of Words, BoW)模型.
Hinton 等在 1986 年首次提出分布式表示 (distri-

buted representation)[3], 用分布式表示来标识词, 通常被

称为词向量. 从上世纪 90 年代开始, 基于统计和机器

学习的文本分类方法逐渐盛行.
Bengio 等在 2003 年提出神经网络语言模型 [4],

并认为如果用传统的稀疏表示法, 如, 常见的 One-hot
编码[5], 在解决某些任务时会造成维度灾难. 因此, 如果

在深度学习的任务中使用高维向量, 其复杂度是非常

高的, 通常在使用词向量时一般是基于低维的词向量.
Schwenk 等在 2007 年将神经网络语言模型运用

到大词汇量连续语音识别中[6], 为了解决自然语言稀疏

问题, 通过连续向量来对语言模型概率进行估计, 该模

型比传统的 N-gram语言模型具有更低的字错误率.
Mikolov等在 2013年介绍了Word2Vec工具[7], 从

大量文本语料中以无监督的方式学习语义知识, 其底

层采用了跳元 (Skip-Gram) 和连续词袋 (CBoW) 算法

的神经网络模型, Skip-Gram是利用给定的目标词来预

测其上下文, CBoW是根据上下文去预测目标词. 该工

具通过将词映射到一个低维向量上, 意义接近的词被

映射到相近的位置, 给文本数据的表示提供了一种新

的思路, 它被大量地用在自然语言处理 (NLP)中.
Kim 等在 2014 年将卷积神经网络 (CNN) 运用到

文本分类模型[8], 该模型将预训练好的词向量矩阵作为

卷积神经网络的输入, 通过一组不同大小的卷积核进

行从前向后的卷积运算, 进而提取出局部相关性特征,
再根据标注数据训练出分类模型.

Liu 等在 2016 年将递归神经网络 (RNN) 运用到

文本分类模型[9], 由于 RNN 在训练中存在梯度消失的

问题, 因此, 该模型引入了擅长学习长距离依赖信息的

长短期记忆网络 (LSTM)[10] 以解决该问题.
Cheng等在 2016年提出宽深度 (Wide & Deep)模

型[11], 并认为可以通过加强记忆和泛化能力来提升推

荐系统的效果, 记忆可以被定义为在推荐系统中将历

史数据重现, 而泛化是基于数据相关性的传递性, 探索

过去从未或很少出现的特征. 宽深度模型在深度神经

网络的基础上利用线性交叉特征有效记忆稀疏特征之

间的关联, 结合了深度神经网络的泛化能力和线性模

型的记忆能力, 该模型被应用到 Google Play商业移动

应用商店中, 实验效果表明应用下载量有明显增加.
由 Joulin 等在 2016 年提出了 FastText 文本分类

模型[12,13], 结合了词袋、N-gram袋以及子词 (subword)
信息, 具有性能高、分类准的优点. 词袋中词序是固定

不变的, 为了获取词序信息, FastText 支持 N-gram 扩
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展, 同时使用哈希算法对大量的 N-gram 进行映射, 以
降低算法复杂度. 利用 Word2Vec 生成的词分布表示,
忽略了词形变化, 如时态、词根、词缀和人称等, 因此,
FastText模型对此进行改进, 将单词进行更细粒度的拆

分, 引入子词信息, 以 panda 为例, 设定子词长度为 3,
其子词分别为<pa,pan,and,nda,da>, 以及其本身<panda>,
可以看出其中的 and和单词<and>不同, 模型通过子词

获取了更加细微的特征. FastText 模型架构如图 1 所

示, 它分为输入层、隐藏层和输出层, w1, …, wN 为文

本的 N-gram和子词输入信息, 传入隐含层进行向量叠

加, 再进入输出层, 输出层使用 Softmax计算属于各分

类的概率, 当分类数很大的时候, 为了提高计算效率,
采用基于哈夫曼编码树的分层 Softmax, 提高了计算效

率. Word2Vec 和 FastText 都是利用词向量特征, 不同

在于 Word2Vec 预测的训练目标是下一个关联词, 而
FastText的训练目标是分类.
 

Label

Hidden

W1 W2 W
N−1 W

N
…

 
图 1    FastText分类模型框架

 

FastText 的子词机制可以学习英文单词中词根和

词缀粒度的形态学特征, 一般情况下, 词缀的出现次数

要多于词根, 而词根可以带来更多的语义信息, 因此,
Choi 等[14] 利用改进的逆文档频率算法对 FastText 子
词机制进行了优化, 将词根和词缀区别对待, 加大了对

词根的学习权重.
2018年由 Peters等[15] 提出 ELMO, 是基于语言模

型的动态词向量, 根据上下文的语义去调整相应词向

量, 能有效处理一词多义问题. 不同于传统的词向量,
每一个词对应唯一的词向量, ELMO 对于不同上下文

的同一个词有不同的表示. 

3   WideText文本分类模型 

3.1   词向量特征

在生成词向量之前, 首先要对文本进行表征, 一般

使用 N-gram来表示文本, 常用的如 uni-gram、bi-gram
和 tri-gram. N-gram 是一种基于统计语言模型的算法,

该模型基于这样一种假设, 一个句子的第 n 个词的出

现只与前面 n−1个词相关, 而与其它词无关, 整句的概

率就是各个词出现概率的乘积 .  假设一个句子 s 由

n 个词组成, s=(w1, w2, …, wn), 那么整句的概率 p(s)=
p(w1w2…wn)=p(w1)p(w2|w1)p(w3|w1w2)…p(wn|w1…wn−1).

语言模型的预测目标是出现下一个词的概率, 在
本文模型中, 预测目标是整句属于某个类别的概率. 根
据 N-gram词袋模型, 输入文本可表示为 x=(w1,…,wlen),
通过查询词嵌入矩阵, 映射为词向量, 并进入隐含层,
其第 n 个神经元输出结果计算式 (1)如下:

ln = f
(∑len

s=1
Wembedding(s,n)xs+bn

)
(1)

∀n ∈ (1, · · · ,h)其中,  , h 为隐含层神经元个数, xs 为输入

层 N-gram词向量, len 为其长度, f 为隐含层激活函数,
Wembedding 为词嵌入矩阵权值, bn 为偏差, ln 为隐含层输

出, 它会进入输出层进行下一步计算. 

3.2   宽度特征

经对文本的词频统计发现, 集中在头部的高频词

通常是常用词, 这些词样本相对充足, 通过词向量可以

很好的拟合, 由于低频词缺乏样本, 词向量得不到充分

训练, 因此, 模型对一些重要特征的表达能力较弱. 另
外, 在词向量文本分类模型中, 隐含层会对多个词向量

按列进行累加, 这个变换进一步抑制了稀疏特征的表

达, 而且会抵消部分特征.
在本文的模型中, 采用基于词袋的 TF-IDF向量作

为文本抽取特征, 通过线性模型加强了模型对稀疏特

征的记忆能力, 进而提升模型整体效果. TF-IDF 是一

种用于信息检索与文本挖掘的常用加权算法, 由词频

(Term Frequency, TF)和逆文档频率 (Inverse Document
Frequency, IDF) 两部分组成, 用以评估一个字词对于

一个样本集或语料库的重要程度, 如果某个字词在一

文档中出现的频率 TF 高, 并且在其他文档中很少出

现, 则认为该字词具有很好的类别区分能力, 适合用来

分类. 在本文中, 设定文本输入特征有 d 个, 输入向量

x=(x1, x2, …, xd), 则:
y = wTx+b (2)

其中, 输出 y=(c1,c2,…, ck)是在 k 个分类上的概率,w 为

权值矩阵, b 为偏差. 

3.3   WideText 模型

WideText 模型结合了词向量和宽度模型的优点,
词向量模型主要用来学习文本中潜在信息, 能够很好
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的刻画词与词之间的关联关系, 有利于提高模型的泛

化能力. 宽度模型通过包含字词重要程度的文本向量,
从全量样本中获取重要的字词特征, 通过对历史特征

的记忆, 弥补了词向量模型记忆能力的不足, 提高了模

型的分类能力.
如图 2 所示, WideText 模型由输入层、隐含层和

输出层 3部分组成. 输入层由 Embedding和Wide层组

成, Embedding 层将每个样本中的词映射到一个向量

上, Wide 层是一个由文本 ID-IDF 值组成一组特征向

量; 隐含层类同神经网络模型中的隐含层, 其权值矩阵

主要用来学习文本中的隐含信息, 在进入输出层之前,
该模型将对隐含层向量和Wide层向量进行拼接; 输出

层接受到模型上一层传来的拼接向量, 最后计算出落

在每个分类上的概率, 作为模型的输出结果. 如果是一

个二分类问题, 那么从中间层到输出层将是一个线性

模型, 如果是多分类问题, 从中间层到输出层将是一个

多分类器模型.
 

Label

Hidden

Embedding

Wide

W1 W2 W
N−1 W

N
… W1 W2 W

N−1 W
N

…

 
图 2    WideText分类模型框架

 

WideText 模型输出层采用 Softmax 激活函数, 预
测结果为 P(Y=i), 如式 (3)至式 (6)所示:

P(Y = i) =
eyi∑k

r=1
eyr

(3)

Vi =
∑d

m=1
Wwide(m, i)xm (4)

Ti =
∑h

n=1
Wtext(n, i)ln (5)

yi = Vi+Ti+bi (6)

∀i ∈ (1, · · · ,k)其中,  , k 为分类数, xm 为线性特征, d 为其

特征数量, ln 为隐含层输出, Wwide 和 Wtext 分别为宽度

和词向量特征权值矩阵, bi 为偏差.
在WideText中, 进行一次文本分类计算的时间复

杂度如式 (7)所示:

S +S ×H+ (H+L)×N +N (7)

其中, S 为输入文本长度, H 为词向量维度, L 为宽度特

征维度, N 为分类数. 首先进入输入层的是一个固定长

(H+L)×N

L×N

度的词编码序列, 用来表示一段语句, 通过查表的方式

从词嵌入矩阵中得到序列中每个编码对应的词向量,
这部分计算复杂度为 S, 通常可以忽略. 接下来, 词向量

矩阵会进入到隐含层, 这步操作主要是将词向量矩阵

按列进行平均叠加, 因此复杂度为 S×H, 之后, 隐含层

输出拼接宽度特征进入输出层, 复杂度为 ,
最后输出层计算属于每个分类的概率, 其复杂度为 N.
由此, 可以得出WideText计算复杂度比 FastText多出

的部分为 , 两者的时间复杂度处于同一量级, 在常

规的分类任务中, 对模型的性能影响不大.
利用WideText模型进行分类时, 主要步骤如下:
(1) 样本清洗. 去除样本中噪声, 如对分类过程无

意义的词、停用词及标点, 有拼写错误的词进行修正.
(2) 词元编码. 遍历样本统计 N-gram 词频, 按照

N-gram词频从高到低的顺序进行排序, 从 0开始编码,
从 0开始向后依次加 1进行编码, 作为语料字典; 再次

遍历样本, 按照字典编码将 N-gram 转化为字典编码;
同时将样本的标签转化为类别编码, 类别编码独立于

词元编码.
(3) 样本编码. 设定样本最大长度 maxlen, 预留

0 为填充码, 1 为样本起始码, 2 为未登录词 (OoV),
3 为 N-gram 起始码. 在样本长度小于 maxlen 时, 用
0 进行补齐, 样本长度大于 maxlen 时, 截取头部样本,
使所有样本具有固定长度; 在生成样本编码前, 根据

N-gram 起始码对 N-gram 编码向后进行平移; 设定样

本 N-gram 特征数 nf, 当 N-gram 编码大于 nf 时, 视为

OoV, 并将 N-gram编码设置为 2.
(4) 打乱样本. 由于原始样本是按照相同分类标签

集中存放, 为了避免后续训练出现过拟合现象, 需要对

样本进行随机化打乱, 并且训练集中的分类标签需要

和文本按照同样的顺序打乱.
(5) 生成宽度特征. 先根据样本词频由高到低的顺

序生成字典, 再根据设定的宽度特征数对样本中词计

算 TF-IDF 值, 其中, 训练集和测试集需要由同一套算

法来计算, 以保证特征的一致性.
(6) 训练模型. 将编码后的样本以及 TF-IDF 文本

向量分别输入到词向量和宽度特征输入层, 开始训练

模型, 在每一轮训练完成时, 利用验证集对模型进行评

估, 当迭代次数达到设定值, 完成模型训练.
(7) 模型预测. 将输入文本进行编码, 同时生成宽

度特征, 将这些信息输入到模型, 从模型的返回结果中
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得到预测结果. 

4   实验 

4.1   实验环境

实验环境为 Intel Core i5-8250U 处理器、主频

1.6 GHz、内存 8 GB、硬盘 237 GB的 PC机, 操作系统

为Win10, 编程语言为 Python3.5, 算法框架采用 Keras. 

4.2   实验数据集及评价指标

数据集采用公开的单标签分类数据集 20 News-

groups, 该数据集收集了 20 000左右的新闻组文档, 均

匀分在 20个不同主题的新闻组集合, 是用于信息检索、

文本分类和文本挖掘研究的国际标准数据集之一. 本

实验采用的数据集一共有 18 821 条样本, 其中, 11 293

条样本作为训练集和验证集, 数量分别为 9034 条和

2259 条; 7528 条样本作为测试集, 分属电子、计算机

硬件、棒球、曲棍球等 20个不同新闻类别.

本实验采用准确率 (Accuracy)、精确率 (Precision)、

召回率 (Recall) 以及 F 值 (F-measure)4 个指标对实验

结果进行评价, 其公式分别如式 (8) 至式 (11) 所示. 准

确率表示在预测的样本中被正确预测的样本数量; 精

确率表示预测结果为正的样本中有多少实际正例; 召

回率表示原样本中的正例有多少被预测为正; F 值综

合了精确率和召回率的结果.

Aaccuracy =
T P+T N

T P+FP+T N +FN
(8)

Pprecision =
T P

T P+FP
(9)

Rrecall =
T P

T P+FN
(10)

F =
2×Pprecision×Rrecall

Pprecision+Rrecall
(11)

其中, TP (True Positive)表示被预测为正实际上是正例

的数量, TN (True Positive)表示被预测为负实际上是负

例的数量, FP (False Positive) 表示被预测为正实际上

是负例的数量, FN (False Negtive) 表示被预测为负实

际上是正例的数量.

由于本实验中数据集有 20 个分类, 因此, 将多分

类模型评价转化为多个二分类模型评价,在评价过程

中, 分别计算在模型在测试集各个分类上的精确率、

召回率和 F 值指标, 再计算各个指标的无加权平均值,

作为多分类模型评价结果. 如, 测试集中一个分类为

“棒球”, 在计算该分类的评价指标时, 将其余的多个分

类看作非“棒球”类, 通过模型结果分别计算“棒球”类的

精确率、召回率和 F 值, 再分别计算其它分类的指标,

最后计算相应指标的平均值作为模型评价结果. 

4.3   WideText 实验及参数设置

本实验的主要参数如表 1所示.
 

表 1     WideText模型参数
 

参数名称 参数值

词表数量 20 000
输入文本长度 400
每批样本数 32
词向量维度 50
迭代次数 15

Wide特征数 10 000
N-gram数 1
分类数 20
学习率 0.001

 
 

按照表 1 参数搭建 WideText, 利用训练集和验证

集对模型进行训练, 得出分类模型, 再通过测试集对分

类结果进行评价, 主要从准确率、精确率、召回率和

F 值 4个指标进行评价.
如表 2所示, 测试集分属 20个类型, 每个类别用编号

表示, 分别计算出各个分类的精确率、召回率和 F 值, 再
按相应指标计算均值. 通过模型评价得出, 准确率、精确

率、召回率和 F 值分别为 82.1%、82.0%、81.2%和 81.3%. 

4.4   实验模型与基本模型的实验对比

为进一步验证WideText模型的有效性, 分别选取

FastText、NN (Neural Network)、TextCNN和 TextRNN
分类模型进行实验对比, NN为单个隐含层前馈神经网

络, TextCNN为卷积神经网络文本分类模型, TextRNN
为递归神经网络文本分类模型. 在WideText和 NN中,
Wide 特征均采用基于 TF-IDF 的词向量来表示. 数据

集依然使用 20 Newsgroups, 结果评价采用准确率、精

确率、召回率和 F 值.
在对照实验中, 将数据集分别输入到 FastText、

NN、TextCNN、TextRNN 和 WideText 中进行训练,
通过评价发现, WideText在实验组中效果最优. 实验结

果如表 3 所示, WideText 模型的准确率、精确率、召

回率和 F 值分别为 82.1%、82.0%、81.2% 和 81.3%,
和 FastText相比在准确率、精确率、召回率和 F 值上

分别提高了 3.14%、3.02%、3.18%、3.17%; 和 NN相
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比, 在准确率、精确率、召回率和 F 值上分别提高了

0.98%、0.49%、0.74%、0.49%.
 

表 2     算法评价结果
 

类别编号 精确率(%) 召回率(%) F值(%)
0 96.8 87.5 91.9
1 78.1 91.5 84.3
2 78.3 78.7 78.5
3 92.2 89.9 91.0
4 71.9 71.7 71.8
5 88.4 94.5 91.4
6 97.4 95.2 96.3
7 72.8 74.3 73.6
8 67.3 77.9 72.2
9 75.6 73.0 74.3
10 78.3 57.1 66.0
11 80.3 83.8 82.1
12 87.2 90.1 88.6
13 88.4 86.6 87.5
14 84.5 89.9 87.1
15 79.0 68.8 73.5
16 82.1 79.6 80.8
17 71.9 89.3 79.7
18 74.1 51.4 60.7
19 95.1 92.7 93.9

平均值 82.0 81.2 81.3
 

表 3     算法性能对比
 

模型 准确率 精确率 召回率 F值
TextRNN 0.717 0.727 0.709 0.709
FastText 0.796 0.796 0.787 0.788
TextCNN 0.805 0.804 0.800 0.800

NN 0.813 0.816 0.806 0.809
WideText 0.821 0.820 0.812 0.813

 
  

4.5   实验结论

通过实验发现, 引入Wide特征后, WideText的性

能较优, 证明了引入 Wide 特征是有效的. 和 FastText
相比, 采用Wide特征的 NN性能有所提升, 说明Wide
特征是一种不同于词向量的特征, 它包含了全局词重

要性程度的信息, 并以向量形式来表征输入文本, 有利

于提高模型对某些重要特征的记忆能力. WideText 结
合了词向量和宽度特征, 在某些特征重现后, 通过模型

可以准确识别, 因此, 同 FastText 相比, 模型在引入宽

度特征后其特征记忆能力得到增强, 分类性能也得到

提升. 

5   结论

随着大数据技术的不断发展, 需要处理的文本日

趋增多, 如何对文本进行准确有效分类一直是研究的

热点. 本文认为文本分类性能的优化在某些方面类似

于推荐系统算法优化, 通过加强模型泛化和记忆能力

同样可以提升文本分类性能. FastText利用了低维词向

量具有的语义表达能力和泛化能力, 取得了不错的分

类效果, 但它记忆能力较弱、缺少全局特征信息, 针对

这些问题, 本文提出WideText, 在词向量特征基础上增

加了 Wide 特征, 并通过 TF-IDF 得到全局特征重要性

信息, 该模型的输出结果综合了两个不同层面的特征

的分类结果. 通过实验发现WideText分类性能有所上

升, 且略好于单隐含层神经网络. Wide 特征提取简单,
并且对模型整体性能影响不大, 引入该特征不失为提

升词向量文本分类性能的有效方法. 本文实验的数据

集规模不大, 在海量文本分类模型中引入Wide特征表

现如何, 是一个值得探索的方向. 另外, 深度学习被越

来越多的应用到文本分类任务中, 其高维特征是否可

以结合线性文本特征, 进而提升深度学习整体分类效

果, 也是一个研究的方向.
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