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摘　要: 针对视频理解中的时序难点以及传统方法计算量大的困难, 提出了一种带有时空模块的方法用于动作识

别. 该方法采用残差网络作为框架, 加入时空模块提取图像以及时序信息, 并且加入 RGB差值信息增强数据, 采用

NetVLAD方法聚合所有的特征信息, 最后实现行为动作的分类. 实验结果表明, 基于时空模块的多模态方法具有较

好的识别精度.
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Abstract: In view of the time-series difficulty in video understanding and a large amount of calculation in traditional
methods, we propose a method with spatio-temporal module for action recognition. With a residual network as the
framework, this method adds spatio-temporal module to extract images and time series, adds RGB difference to enhance
data, and finally uses the NetVLAD method to aggregate all feature information. In this way, actions are classified. The
experimental results show that the multimodal method based on spatio-temporal module has better recognition accuracy.
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1   引言

由于互联网的快速发展, 传播媒介的日渐丰富, 网
络视频的数量以指数级的速度大量增长. 如何理解视

频内容成为一个亟需解决的问题. 动作识别作为计算

机视觉中的一个热门领域受到了广泛的关注, 在监控

分析、人机交互、体育视频解读等领域内有着广阔的

应用前景.
在动作识别中, 有两个关键的有效信息: 空间信息

和运动信息. 一个识别系统的性能在很大程度上取决

于它能否从中提取和利用相关信息. 然而, 由于许多复

杂的因素, 例如比例变化、视角变化和相机运动等, 提
取这些信息是非常困难的. 因此, 设计有效的特征表示

和模型方法来处理这些挑战, 同时保留动作的有效分

类信息就变的至关重要. 随着深度学习在图像、文本

等领域内取得了成功后, 该方法在动作识别领域内也

得到了广泛的应用, 由早期的手工特征的方法, 转变为

基于深度学习的方法. 卷积神经网络有着强大的建模

能力, 近年来, 机器设备计算能力的提升和大型数据集

的出现, 使得基于深度学习的方法成为视频分析动作

识别的参考标准.
动作识别作为动作预测领域和人体姿态分析的基

础, 其主要目标就是对视频中的人物所做的行为动作

进行理解分类, 那么如何有效利用视频中的各部分有

效信息进行识别是首要问题. 视频识别和图像识别中

最大的区分点就是时序信息的使用和建模. 早期采用

时空描述符用于特征的提取和分类, Wang等[1] 提出采
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用 Fisher 向量对密集运动轨迹 DT 进行编码表示. 基
于此, Wang 等[2] 提出改进后的 IDT 算法, 改进特征正

则化方式和特征编码方式, 在动作识别上取得了显著

的成果. 深度学习的出现使得能够更好地进行特征的

提取和学习. 2D卷积建模用于视频理解主要是对单帧

视频进行特征的提取, 不能够很好地对时序信息进行

建模. Simonyan 等[3] 提出了将基于外观的信息与运动

相关的信息分离出来, 使用两个并行的卷积网络处理

RGB 和光流输入, 基于空间流和光流图的双流卷积网

络方法用于动作识别, 识别率高. Wang 等[4]基于双流

网络提出时间片段网络, 将整段视频分割成连续的视

频片段, 将每段视频分别输入到网络中, 它将稀疏时间

采样策略和基于视频的监督相结合, 使用整个视频有

效的学习. 3D卷积[5] 能够对时空信息进行更好的捕捉,
但是所需的计算成本太大. Ji 等[6] 首先提出了扩展时

间信息后的 3D卷积网络用于动作识别, 使用三维核从

空间和时间维度中提取特征. Tran 等[7]使用三维卷积

和三维池化进一步改进 3D 卷积网络并命名为 C3D.
近年来对于识别的实时性要求不断提高, 网络架构转

向采用轻量级的模块来替代传统的光流方法来减少计

算量. Lee 等[8] 提出了包含运动模块的运动特征网络

MFNet, 该运动块可以在端到端训练的统一网络中的

相邻帧之间编码时空信息. Jiang 等[9] 将 2D 网络作为

主干架构, 提出一个简单高效的 STM模块用于编码空

间和运动信息. Feichtenhofer 等[10] 提出了快慢结合的

模型, 使用了一个慢速高分辨率 CNN(Slow通道)来分

析视频中的静态内容 ,  同时使用一个快速低分辨率

CNN(Fast 通道) 来分析视频中的动态内容, 对同一个

视频片段应用两个平行的卷积神经网络, 取得了显著

的效果. Zhao 等[11] 将 RGB 和光流嵌入到一个具有新

层的二合一流网络中, 在运动条件层从流图像中提取

运动信息, 在运动调制层利用这些信息生成用于调制

低层 RGB 特征的变换参数, 进行端到端的训练, 利用

运动条件对 RGB特征进行调制可以提高检测精度.
本文采用时空模块提取图像以及时序信息, 使用

平移部分通道的方法来实现时空信息的融合, 减少计

算量, 同时加入 RGB 差值信息增强数据, 最后采用

NetVLAD聚合所有的特征信息实现行为动作的分类. 

2   基于深度学习的多模态时空动作识别 

2.1   移位时空模块

该模块的主要功能是对不同时间点提取的视频帧

特征图进行信息交换, 从而实现时序特征的提取. 地址

的移位用于图像识别取得了较好的效果. 根据文献 [12]
中的模型, 不同于卷积操作, 移位操作本身不需要参数

或浮点运算, 相反移位操作包含一系列的记忆性操作,
可以通过移位操作融合 1×1卷积来提取聚合特征信息,
从而减少计算量. 以普通一维卷积举例来说, 预测值表

示为对不同输入进行加权求和的结果值, 如式 (1) 所
示. 换一个角度如果将输入值看成是当前时间点和相

邻时间点的输入, 也就是输入值看成移位后的−1, 0,
1 三个时间点的输入值后, 如式 (2) 所示, 再进行乘性

相加, 如式 (3) 所示. 由此移位卷积可以概括为移位和

乘性相加两个过程的结果.

Yi = ω1Xi−1+ω2Xi+ω3Xi+1 (1)

X−1
i = Xi−1,X0

i = Xi,X+1
i = Xi+1 (2)

Y = ω1X−1+ω2X0+ω3X+1 (3)

将 T 帧图片 C 通道的输入进行排列后的张量, 如
图 1所示.
 

通道 C

补 0

移出
补 0

移出

时
间
T

时
间
T

(a) 移位前原始特征图 (b) 双向移位后的特征图 
图 1    移位模块的特征示意图

 

每行的各图片通道都表示的是不同时间点获取的

图片帧特征值. 对于不同时间点下的同一通道的特征

值沿着时间维度进行平移, 部分通道值向下平移一格,
部分通道值向上平移一格, 移位后空缺的部分补 0, 多
出的特征图通道值移出, 从而实现双向平移, 相邻帧的

特征信息在移动后与当前帧混合. 但并不是平移越多,
交换的信息也越多. 如果移位的比例太小, 时间建模的

能力可能不足以处理复杂的时间关系; 如果移位的比

例太大, 空间特征学习能力可能会降低过多. 为了进行

有效的时空信息融合, 避免移动过多的通道而导致空

间建模能力下降, 只移动部分通道, 从而达到平衡空间

特征学习和时间特征学习的模型能力.

本文将该移位模块加入到残差网络的每个分支残

差块中, 在卷积操作前进行移位操作, 不增加 3D 计算
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量的情况下实现时空信息的融合, 对于每个插入的移

位时空模块, 时间感受野被放大 2倍, 由此进行复杂的

时间建模. 

2.2   多模态

除了充分利用时空信息之外, 本文还加入叠加的

RGB差值进行多模态的输入, 实现信息增强的效果. 常
用的提取光流图来表征运动信息的方法计算量大, 在
光流图计算过程中的关键步骤是将像素值沿时间方向

求偏导, 所以本文将其简化成 RGB 差值来作为输入,
来表示外观变化和显著运动的区域, 从中训练学习运

动信息, 从而大大节省了光流提取的时间. 得出的预估

分数与时空特征得出的分数进行相加平均用于识别结果. 

2.3   NetVLAD 方法

VLAD方法[13] 在图像检索领域中作为局部聚合描

述符向量, 对提取的图像特征进行后处理编码用于图

像的表示, 近年来开始应用到端到端的卷积神经网络

中用来表示图像特征. 本文采用 NetVLAD 方法[14] 来

作为池化层加入到卷积层的最后, 作为池化层来聚合

特征信息.
i ∈ {1 · · ·N}

xi ∈ RD

K ck RD

xi xi−
ck

对于一张特征图 x, 需要从空间位置 获

取 D 维的特征向量 来表示该特征图. 首先给定

个聚类中心 将特征空间 划分成 K 个单元. 每一

个特征向量 都对应着一个单元 ,  并用残差向量

表示特征向量和聚类中心的差值, 由此得到的差分向

量表示为:

V( j,k) =
N∑

i=1

e−α∥xi−ck∥2∑
k′

e
−α∥xi−ck′ ∥

2 (xi( j)− ck( j)) (4)

xi( j) ck( j) xi ck

α

v ∈ RKD

其中,  和 表示特征向量 和聚类中心 的第 j 个
分量,  是可训练的超参数. 输出矩阵 V 中的第 K 列表

示的是第 K 个单元中聚合的特征向量, 接着将矩阵按列

进行归一化, 以及 L2-归一化后化为一维向量 表

征特征图. 最后将输出值送入到全连接层用于分类. 

3   实验分析 

3.1   实验环境与实验数据

实验硬件配置为 GTX 1080 Ti, 编程语言为 Python,
基于 PyTorch框架. 数据集是 UCF101[15] 和 HMDB51[16].
UCF101数据集包含 101个动作类别, 共 13 320个视频

片段. HMDB51 数据集是一个包含电影、网络视频等

多个来源的真实动作视频的集合, 共 51个类别, 6766个
视频片段. 数据集都提供了相应的训练集和测试集的

划分. 调整视频帧为 224×224作为网络的输入.
训练参数为: 50 个 epoch, 初始学习率为 0. 01, 权

值衰减率为 1e–4, 批处理大小为 16, dropout值为 0. 5.
本文使用从 Kinetics数据集[17] 预先训练的权重进行微

调,并冻结批处理规范化层. 对于残差移位模块, 根据文

献 [18] 中的研究结果, 当部分移位信道 1/4 (双向移位

每个方向 1/8)时, 性能达到峰值.
时空模块的部分采用的是 ResNet50框架, 将时空

模块加入到残差网络的分支残差块中, 获得更好的空

间特征学习能力. 

3.2   实验结果分析

从表 1 可以看出, 本文中加入时空模块以及多模

态的方法确实能够对识别精度有一定程度的提升, 对
比 C3D、ArtNet方法, 在预训练数据集相同, 浮点运算

的数量级相同的条件下, 对两个数据集的识别精度分

别达到了不同程度的提升. 对比 TSN 方法, 识别精度

得到了很大的提升, 在两个数据集上分别提升了 8.8和
19.4 个百分点, 也能够看出使用大型动作数据集进行

预训练得出的参数优化能够使实验结果精度得到更大

的提升. 在计算资源充足的条件下, 预训练能够对识别

的精度起到较大的提升影响. 同时对比 I3D方法, 本文

方法在基于 2D模型下的浮点计算量, 能够达到与之相

匹敌的识别精度, 实现了计算量和识别精度两方面的

平衡.
 

表 1     实验结果
 

方法 预训练数据集基础架构 FLOPs (GB) UCF101 HMDB51

TSN[19] ImageNet+
Kinetics

Inception
V2

16 86. 4 53. 7

C3D[7] Kinetics ResNet-18 20 89. 8 62. 1
ArtNet[20] Kinetics ResNet-18 24 94. 3 70. 9

I3D[21] ImageNet+
Kinetics

3D
ResNet-50

153 95. 6 74. 8

本文 Kinetics ResNet-50 33 95. 2 73. 1
 
  

4   结论与展望

本文提出了一种带时空模块的多模态方法. 该方

法将时空模块引入到 2D卷积网络中, 实现时空信息的

提取融合, 不增加浮点运算, 同时加入 RGB 差值进行

信息增强, 并采用 NetVLAD方法聚合所有的特征信息,
最后实现行为动作的分类, 在数据集UCF101和HMDB51
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上达到了比较理想的识别精度, 且与 3D方法的计算量

相比较, 较好地实现了计算量和识别精度的平衡.
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