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摘　要: 关系抽取是构建知识图谱的一项核心技术. 由于中文具有复杂的语法和句式, 同时现有的神经网络模型提取

特征有限以及语义表征能力较差, 从而影响中文实体关系抽取的性能. 文章提出了一种融合多特征的 BERT 预训练

模型的实体关系抽取算法. 首先对语料进行预处理, 提取关键词、实体对信息和实体类型特征并进行融合, 以此来强

化 BERT模型的语义学习能力, 极大限度地减少了语义信息特征的丢失, 最后通过 Softmax分类器进行关系分类. 实
验结果表明, 文章模型优于现有的神经网络模型. 在人工标注的中文数据集上本文模型取得了 97.50%的 F1值.
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Abstract: Relation extraction is a core technology to construct a knowledge graph. The complexity of Chinese grammar
and sentence structure as well as the limited feature extraction and poor semantic representation of the existing neural
network model restrict the relation extraction of Chinese entities. A relation extraction algorithm based on a BERT
pretraining model is proposed in this study. It preprocesses the corpus by extracting keywords, entity pairs and entity type
and integrating them to strengthen the semantic learning ability of the BERT model, greatly reducing the loss of semantic
features. Results are obtained by a Softmax classifier, which show that this model is better than the existing neural
network model. In particular, the model reaches a F1-score of 97.50% on the Chinese data set.
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随着互联网的快速发展以及网络的广泛应用, 产
生的信息呈爆炸式地增长, 让人们无法在海量数据中

快速有效地找到准确的知识. 如何从海量信息中准确

高效地找到用户所需要的信息成为目前的研究热点,
因此 , 信息抽取技术受到学术界与工业界的广泛关

注. 信息抽取技术作为自然语言处理的研究重点与热

点. 它的研究热点主要包括实体抽取、关系抽取和事

件抽取. 其中的关系抽取则是作为其核心任务. 关系

抽取主要解决的问题是从非结构化的文本语句中自

动抽取实体间的语义关系, 并形成统一格式的结构化

信息. 具体而言, 就是预先给定语句和候选实体, 关系

抽取模型则需要依靠自身的特征提取能力来预测实

体之间存在可能的语义关系. 关系抽取处理海量数据

有很强的优势 , 因此其在机器翻译、知识图谱的构

建、问答系统以及智能搜索等应用中具有很大的研

究价值. 
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1   相关工作

实体关系抽取是自然语言处理的重要课题之一.
随着知识图谱的发展, 实体关系抽取已经逐渐深入到

其中, 并发挥相当重要的作用. 就目前而言, 实体关系

抽取算法主要分为 3 类: 一是基于模板特征匹配的关

系抽取算法; 二是基于特征的关系抽取算法; 三是基于

神经网络的关系抽取算法. 基于模式的关系抽取是通

过预先设定规则和语法或语义模式, 将其与文本进行

匹配, 从而实现关系实例的抽取. 该算法在小规模数据

集上容易实现同时构建较简单, 并且能够达到较高的

准确率, 但是它所耗费的人工成本相当高, 可移植性相

当差, 而且这种算法很难定义文本中所有的关系模板,
因此也进而导致相对较低的召回率.

基于特征的关系抽取, 它主要依赖于上下文的各

种词汇、句法以及语义信息等. 具体而言, 给出相应的

训练样本, 然后通过词汇、句法和语义分析等对训练

语料进行特征提取, 再将提取的特征结果输入到分类

器当中进行关系分类, 从而完成关系抽取. 该算法的实

质是将关系抽取看成是一个多分类问题, 通过构建一

个分类器类进行实体关系抽取. 该算法同样是严重依

赖人工选择的特征, 如果这些特征能够为关系抽取提

供有用的信息, 那么算法性能就会有很大的提升; 但是

若这些特征无法给出相应的有用信息, 它们就会严重

影响关系抽取的性能, 尤其当训练样本的增多时, 这些

特征反而会带来严重的噪声影响, 从而使得关系抽取

的性能变得极其之差

传统的关系抽取算法需要消耗大量的人力去设计

特征, 对于大规模的抽取任务而言, 人工设计的特征作

用并不大, 最重要的是语句中的一些隐性特征很难进

行定义, 因而传统算法难以胜任大规模的关系抽取任

务. 而基于神经网络的关系抽取算法, 它不再依赖于手

工设计的特征, 而是能够自动学习出有效的特征. 这种

方法可以在不使用自然语言处理工具的情况下, 在多

种自然语言处理任务能够取得更优良的性能. 近几年

来, 神经网络模型已经成为了关系抽取任务中的重要

方法.
Socher 等[1] 采用递归神经网络模型, 使用矩阵向

量表征分析树的各个节点, 从而提取句子中重要的语

义信息, 但是同时因为借助了自然语言处理工具, 容易

引起错误传播问题. 为了更加准确地捕捉句子的语义,
Zhang和Wang[2] 在 2015年采用双向循环网络 (BRNN)

F1

来对句子进行建模, 学习其中的语义信息. 双向的 RNN
可以从前向和后向获取句子的信息, 但是由于 RNN存

在梯度消失和梯度爆炸问题, 胡新辰等[3] 采用双向长

短期记忆网络 (BiLSTM)来实现对句子特征的提取, 同
时又借助传统的词汇与句子特征来进行关系抽取. 罗
计根等[4] 提出一种融合梯度提升树的 BiLSTM 模型,
在中医领域上实现了关系抽取, 并取得相当不错的效

果. 近期注意力机制[5] 在各大领域上有了比较成功的

应用. Zhou 等[6] 在 2016 年就在双向长短期记忆网络

(BiLSTM)的基础上加入注意力机制, 并且在关系抽取

任务上取得了更优良的性能. 周文烨等[7] 则是融合了

多层注意力机制与双向长短期记忆网络进行语义关系

抽取, 取得一定的效果. 李卫疆等[8] 在 ATT-BiLSTM
模型基础上引入多种外部特征来进行关系分类. 朱姗姗

和唐慧丰[9] 则是把 ATT-BiLSTM 模型应用到军事领

域上, 同时结合词性特征, 在军事类实体关系上取得较

好的 值.
卷积神经网络在关系抽取上也有长足的应用. Zeng[10]

采用卷积神经网络模型, 再结合词向量以及位置特征,
此算法无需提取复杂的特征就取得超越传统方法的性

能. 随后, Zeng等[11] 又基于实体位置信息, 提出了分段

池化的思想, 根据实体位置将池化的向量分为 3段, 然
后各取这 3 段的最大值进行拼接. dos Santos 等[12] 提

出分段排序结构来取代 Softmax 分类层器, 它有效地

提高了不同实体类型的区分度, 并且取得了相当好的

效果. Mou等[13] 和刘伟等[14] 则利用树形结构的神经网

络进行关系抽并且取得很好的效果. Lin 等[15] 改进卷

积神经网络模型, 在此基础上加入了注意力机制, 解决了

实体相对应的句子噪音问题, 该模型可以使用有效的

句子学习, 因而使得关系抽取性能进一步提高. Bing等[16]

通过深度卷积神经网络模型提取句子的低级和高级

特征, 在 NYT数据集上取得较高的 F1值. Liu等[17] 利

用循环神经网络对依存句法树进行建模, 然后又利用

卷积网络对语句的最短依存路径进行建模, 统一将两

者的语法分析结果添加到深度学习框架中. 张晓斌等[18]

则是利用卷积网络和循环网络两者各自的优点, 弥补

相应的不足, 在此基础上提出了一种结合 CNN和 LSTM
的实体关系抽取算法, 该算法取得了一定的效果. 李孟

颖等[19] 利用 CNN-BiLSTM 联合模型在微生物生长环

境领域上进行关系抽取, 并取得了相当不错的效果.
Li等[20] 提出一种预训练 CNN模型来探索语义关系抽
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取并实现了较高的性能.
综上所述, 前两者方法严重依赖人工特征, 而构建

这些特征耗时耗力; 对于现有的神经网络模型而言, 根
据 Tang等[21] 的研究表明, 相较于 Transformer, 神经网

络的综合特征提取能力有限以及语义表征能力较差,
因而导致整个网络模型无法获取丰富的语义信息特征,
因此在实体关系抽取上已经很难再有所突破性进展.
而近期的 BERT (Bidirectional Encoder Representations
from Transformers)[22] 模型在 NLP领域取得重大突破,
凭借其独特的网络结构在多个研究方向得到成功应用,
同时在关系抽取上也存在相应的应用. Wu 等 [23] 和

Giorgio等[24] 利用 BERT模型实现过英文关系抽取, 并
取得相当不错的效果, 甚至优于当前的深度学习网络

模型. 因此本文就引入 BERT 模型来进行中文实体关

系抽取. 本文的主要贡献如下:
(1)在中文实体关系抽取任务上, 大多数算法主要集

中在循环神经网络模型和卷积神经网络模型等. 而本

文所采用的模型不同于之前的神经网络模型, 本文则

是使用了 BERT预训练模型来实现中文关系抽取任务;
(2) 在进行中文实体关系抽取时添加了多种外部

特征: 关键词、实体类型和实体对信息. 这些特征能够

在词汇和句法上体现出整个语句一定的语义信息, 从
而利用这种优势进一步来加强 BERT模型的语义特征

提取能力, 因此可以进一步提高中文实体关系抽取性能. 

2   融合多特征 BERT模型的关系抽取

本文是基于 BERT预训练模型来实现中文关系抽

取任务的. 其整个训练过程如图 1所示, 主要工作如下:
① 语料预处理, 构造语料特征 (本文采用的外部

特征有关键词、实体类型和实体对信息);
② 建立相关的网络模型 (本文采用的是 BERT 模

型), 其输入是①中所处理的数据, 并获取其相关的分

布式词向量特征;
③ 将得到的各种外部特征向量进行拼接融合, 通

过全连接层得到最终的向量表征;
④ 采用 Softmax 分类器, 对最后的实验结果进行

关系分类.
本文的模型最大优势就在于不需要提前进行额外

的字向量或是词向量训练 ,  只要把语句直接输入到

BERT预训练模型中即可, 该模型会自动将训练出带有

较丰富语义的特征向量, 然后直接利用该特征向量进

行关系抽取.

输入层

马 云 创 立 淘 宝

人物 公司

替换 替换

实体类型

关系分类

模型训练

分类层

输出层

数据
预处理

马云创立淘宝

特
征
1

特
征
2

BERT 模型

Softmax 分类器

 
图 1    基于 BERT模型的中文实体关系抽取流程

  

2.1   外部特征的提取融合 

2.1.1    数据预处理

数据预处理的主要目的是获取高质量的训练数据,
其过程主要包括两个方面: 数据的整理标注以及外部

特征的提取融合. 数据的整理标注主要是处理成模型

训练所需要的语料格式, 而外部特征的提取融合则是

整个数据预处理的重点所在, 下面依次对外部特征的

提取和融合进行细致分析. 

2.1.2    外部特征的提取

在中文实体关系抽取当中, 不同于英文实体关系

抽取, 中文实体关系抽取具有不同的语法结构, 尤其是

在特定的领域中, 中文更是具有独特的语法结构, 因此

为进一步改善中文实体关系抽取的性能, 本文将选取

关键词、实体类型和实体对信息作为外部特征.
(1)关键词

ki

在进行关系抽取这个分类任务时, 引入关键词对

提高抽取性能具有一定辅助作用. 提取出来的关键词

大都是有很高的区分度, 甚至可以增强语义信息, 因此

关键词特征与抽取的关系相关性越高, 那么对关系抽

取的性能提高就越大. 关键词作为一个显式特征, 它可

以从另一个方面能够弥补 BERT模型训练得到的特征

的不足之处. 例如, “天安门是北京市的一处旅游景点”,
通过提取关键词可以得到“旅游景点”, 由此可以预测

出关系可能是“地理位置关系”. 因此提取一些类别关

键词更有利于关系抽取. 对于任一个语句 X 而言, 提取

其中的关键词后输入到 BERT 模型中进行向量表征.
如果 表示为第 i 个关键词的特征向量, 那么所有关键
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K = [k1, · · · ,kn]词的特征向量则为 .
(2)实体类型

实体类型是作为一种浅层的语义特征, 它主要为

实体标注一些特定的语义角色. 实体类型通常在于浅

层语义的理解, 而对于语句的深层语义特征不进行分

析. 在实际应用过程中, 浅层语义特征往往也显得非常

重要, 甚至能学习到更多的语义信息. 对于关系两边的

实体类型, 经常是实体对的约束条件. 例如, 指定一个

关系“出生地”, 则可以知道主体的实体类型属于“人
物”, 而客体的实体类型是“地点”. 在此模型中, 本文把

语料中的候选实体替换为相应的实体类型, 然后再将

整个语句输入到 BERT 模型中进行学习, 从而提取语

义特征.
(3)实体对信息

T = [t1, t2]

对于限定关系抽取而言, 实体对是作为一种约束

信息. 例如给定“马云”和“淘宝”, 通过模型训练后, 可以

大概率将“出生地”或是“所在城市”等一些与之相关性

不高的关系排除掉. 因此它在一定程度上是可以得到

相应的语义信息, 从而能够帮助判断实体关系类型. 将
实体对信息输入到模型训练中, 可以得到其特征向量:

, 其中 t 表示实体向量. 

2.1.3    特征融合

在实现对外部特征的提取后, 需要将所提取的特

征进一步地拼接融合, 使得外部特征能够显示地表达

出来, 从而利用其所表现出来的语义特征来强化模型

训练, 使模型输出特征向量能够尽可能地表达出更多

的语义信息, 进而提升中文实体关系抽取效果. 具体特

征融合过程如图 2所示.
X = [x1, x2, · · · , xv]对于任意语句 , 在数据处理阶段

时将其中的候选实体用相应的实体类型进行替换后,
得到一个新的语句表示:

X′ =
[
x′1, x

′
2
, · · · , x′v

]
(1)

X′

X′

在 当中, 其可以理解为把实体类型添加到语句

当中, 通过替换实则是将不同实体之间的关系转为两

种实体类型之间的关系, 同时实体类型本身就带有一

定的语义信息, 这两者的共同作用降低了噪声的干扰.
随后将 输入至模型训练, 提取语句的语义特征, 经过

训练后其语句的向量表征形式如下公式:

E′1 = BERT
({

X′
})

(2)

其次通过自然语言处理工具对整个语句 X 的关键

gi

词进行提取. 关键词是对语句内容的一个整体性概括,
关键词排序越靠前的对语句的影响力就越大. 关键词

最主要的作用就是提取语句中语义较丰富的特征词,
进而降低无关的信息对关系抽取的影响, 因此把提取

出来的关键词按序进行排列. 关键词排序靠前的优先

作为外部特征的输入. 同时为了尽可能地丰富句子的

语义, 本文选取排序前 20% 的关键词, 而后续的关键

词已经很难体现句子的语义信息, 甚至可能会带来额

外的噪声影响, 从而使得关系抽取性能变差. 在此用

表示提取的第 i 个关键词, 经过训练后的关键词的向

量表征形式如下:

K = BERT (g1,g2, · · · ) (3)
 

马 云 创 立 淘 宝

人 物 创 立 公 司

替换为
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关
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词
2

实
体
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实
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语句向量
(包含实体
类型特征)

 
图 2    特征融合

 

对于实体对信息而言, 实体对是作为一种对关系

的约束信息, 同时能够间接反映出实体所在的位置信

息, 对提高关系抽取性能很有帮助. 而对于关系抽取而

言, 能够利用各种信息加强对语义的理解都是可以作

为一种有效的外部特征进行输入. 在数据的处理过程

中, 实体对分为头实体和尾实体, 在此分别用 s 和 o 来

表示, 那么训练后的实体特征向量表示为如下:

T = BERT (s,o) (4)

三者训练过后得到了相应的特征向量, 紧接着就

是将三者的特征融合在一起. 特征融合主要有两种方

式: 特征拼接和加权求和. 两种融合方式具体如图 3
所示.
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图 3    特征融合方式对比

 

从图 3 可以看出, 两种特征融合方式都是可行的,
但两种方式各有所长. 对于加权求和的特征融合方式,
其优点在将三者向量的一些关键信息融入到一起, 降
低了向量的维度, 便于计算, 但是其缺点是在加权的过

程中容易造成某些关键的语义信息的缺失. 而对于特

征拼接而言, 它把所有的向量都拼接在同一个向量中,
虽然使得向量维度提高了, 但它保留了最原始的语义

信息特征, 尤其对于关系抽取任务而言, 它更加注重对

整个语句的理解程度, 因此从理论上来说, 尽可能地保

留更多的语义信息是有助于提高关系抽取的性能. 因
此本文就采用特征拼接的融合方式, 而非所有特征加

权求和, 所以外部特征融合的向量表示如下:

H = E′1⊕K ⊕T (5)

图 2 中的右边展示的是无任何外部特征的加入,
其训练出来的语句向量表示为如下:

E1 = BERT (X) (6)

E′1

E1

从上述可以看出特征向量 H 主要包括两种类型的

向量: 语句向量 和外部特征向量, 前者又含有实体类

型特征, 后者则是包含关键词和实体对信息的特征向

量 K、T. 整体而言, 本文将所选外部特征融合到一个

向量表征中. 而图中右边表示的是把原始语料输入到

模型之中进行训练, 得到只是一个单纯的语句向量 .
因此两者对比分析可以得到, 本文输出向量融合了外

部特征向量, 弥补了自动学习特征的不足, 因而能够表

征出更多的语义信息. 

2.2   基于 BERT 模型的词向量表征

在处理自然语言过程中, 词向量是一种相当重要

的表征形式. 目前而言, 先进的词向量是一种分布式的

表征形式, 它是通过用一个低维的实数向量来表征一

个词语. 这样的词向量包含丰富的句法和语义信息特

征. 词向量是通过对大量的无标注文档训练而得到的.

在本文中, 采用 BERT模型来训练词向量, 不同于以往

的静态词向量, 前者能够在不同的语境下表征不同的

语义, 因此这样的词向量更加体现出强大的语义表征

能力. 其训练过程主要分两步进行的: 一是对输入语句

的预处理, 二是通过基于双向 Transformer的网络结构

进行训练.
本文词向量的具体训练工作如下:

X = [x1, x2, · · · , xv]

E = RV×dm

dm

给定一个句子 , 则可以表示为一

个向量矩阵 , 其中 V 是句子中词语的个数,
是词向量维度.
该句子 X 经过数据预处理, 将所得到的特征联合拼

接得到语句 X', X 就作为 BERT 模型的输入进行预训

练, 其中句向量和外部特征向量的表征过程如图 4所示.
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向量
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向量
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Transformer 编码器

Transformer 编码器

......

BERT 模型

X

数据预处理

X′

 
图 4    向量表征

 

从图 4 来看, BERT 模型的整体框架是由 12 层

Transformer 搭建而成, 但是在具体的训练过程需要按

照实际的需求来确定 Transformer层数, 以此来达到最

佳的训练效果. 从理论上分析, 数据量较大时, Transformer
层数可以选取较大的值, 因此在训练过程中可以获取

更加深层次的语义信息; 数据量较小时, Transformer层
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数可以选取较小的值, 因为数据量小, 即使设置选取较

大的值也很难获取其中深层次的语义信息, 反而容易

导致“过学习”的状态, 使得训练无法收敛, 从而导致关

系抽取的性能下降. 从本文所选取的数据以及后期的

实验结果来看, Transformer 层数应该设置 2 或 3 是最

为合适的.
在经过 BERT 模型的预训练后 ,  得到句子向量

E'、关键词向量 K 以及实体对向量 T, 随后通过激活函

数, 其具体表示如下:

E′1 =W1 tanh
(
E′
)
+b1 (7)

K′ =W2 tanh(K)+b2 (8)

T ′ =W3 tanh(T )+b3 (9)

紧接着通过全连接层将所有的向量拼接在一起,
其表示如下:

H′ = contact
(
E′1,K

′,T ′
)

(10)

最后经由激活函数激活得到最终的输出向量:
H =W4 tanh

(
H′
)
+b4 (11)

其中, W 是权重矩阵, b 是偏置向量. 实验过程中融合

了多种外部特征, 使得训练出来的语句表征向量含有

实体类型特征、关键词特征以及实体对信息特征, 而
这些外部特征能够更加便于整个模型理解句子的语义,
从而更有利于解决关系抽取问题. 

2.3   关系分类

在得到 BERT预训练模型输出的组合特征向量后,
将其输入到全连接层, 获得一个含有丰富语义的向量 H,
随后开始进行关系分类. 本文采取的是 Softmax 分类

器. 该分类器的主要作用是对最后的结果进行归一化

处理, 从而可以得到一组概率值, 通过判断概率的大小

来进行关系分类. 向量 H 通过 Softmax 分类器第 i 种
关系的条件概率如下:

P(r|X) =
exp(hi)∑
j

exp(h j)
(12)

在训练过程中目标函数采用的是交叉熵损失函数.
交叉熵是用来衡量多种分布之间的相似性, 因此也可

以判断网络结构实际的输出与期望的输出的接近程度.
其目标函数 loss 计算如下:

loss = −1
n

∑
M

[
y lny′+ (1− y) ln

(
1− y′

)]
(13)

y,y′其中,  分别表示为真实值和预测值, M 为样本, n 为

样本数量. 模型优化过程中采用随机梯度下降法, 模型

参数的更新则采用反向传播的方法进行调整, 计算过

程如下:

θ⇐ θ+λ∂J(θ)
∂θ

(14)

λ其中,  表示学习速率. 

3   实验

本文主要采用人工标注的中文数据集进行了相应

的实验, 实验过程主要分为以下两组:
(1)在 BERT模型上依次添加外部特征, 验证外部

特征是否能够有效地强化 BERT模型的学习能力;
(2) 对比基于 ATT-BiLSTM 和 CNN 模型的经典

方法, 验证 BERT模型是否能够达到预期效果. 

3.1   数据集与衡量指标

本文采用的数据集是来源浙大知识引擎实验室人

工标注的中文数据集. 该数据集主要分为训练集和测

试集, 其中训练数据集总共包含 4000 条语句实例, 测
试集总共包含 1000条语句实例. 该数据集的关系类型

主要限定于以下 10 种, 具体如表 1 所示, 部分语料样

本如图 5所示.
 

表 1     候选实体关系类型
 

编号 关系名称 编号 关系名称

1 国籍 6 所在城市

2 祖籍 7 所属专辑

3 导演 8 连载网站

4 出生地 9 出品公司

5 主持人 10 毕业院校

 

 
图 5    部分语料展示

 

对于实验结果评测, 本文采用官方数据集中的macro-
averaged F1进行评价模型性能. macro-averaged F1的
计算具体过程如下所示:

Pi =
正确分类的关系总数

抽取第i类的所有关系总数
(15)

Ri =
正确分类的关系总数

标准结果第i类的所有关系总数
(16)

F1i =
2PiRi

Pi+Ri
(17)
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因此得到 macro-averaged F1值的公式如下所示:

macro− averaged F1 =
1
N

N∑
n=1

F1n (18)
 

3.2   实验参数设置

实验超参数设置主要是为了使模型达到最佳性能.
实验过程中为防止模型出现过拟合现象, 训练过程中

引入了 dropout 策略. 此外, 模型采用 Adam 优化器进

行优化. 本文实验在参数设置过程中发现 Learn_rate
与 Num_hidden_layers 这两个参数对实验影响是最大

的. 为取得实验最佳效果, 多次对这两个参数进行微调,
最终确定以下结果. 具体超参数设置如表 2所示.
 

表 2     超参数设置
 

实验参数 参数值

Learn_rate 1e–4
Decay_rate 0.5
Batch_size 64
Dropout 0.3

Num_hidden_layers 2
 
  

3.3   实验效果与分析

本文为验证所选特征的有效性以及对比经典神经

网络模型方法 ,  主要做了以下两组实验 ,  其中 KW、

EI、ET 分别代表关键词、实体对信息和实体类型. 衡
量指标采用 macro-average F1进行评价 (以下的 F1均
表示为 macro-average F1值).

(1)实验一. 验证特征的有效性

本文模型为提取更多的语义特征, 引入了关键词

(KW)、实体对信息 (EI) 和实体类型 (ET) 三种特征.
本文在中文数据集上做了相应的实验来验证这 3种特

征的有效性. 实验结果如图 6和表 3所示.
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图 6    关键词个数的影响

 

图 6 展示了关键词个数对模型性能的影响. 从图

中可以看出, 关键词个数是对模型性能有影响的. 起初,
关键词个数递增, F1 也随之上升, 但是到达一定程度

后, 伴随着关键词个数的增加, F1 反而逐渐下降. 在整

个实验过程中, 当关键词个数为 2至 4个, 实验效果表

现最佳. 从这可以看出, 选取适量的关键词, 尤其是能

够体现出句子语义信息的关键词, 对模型性能是有提

升的; 但是当选取的关键词增多时, 由于其中开始出现

一些不相关的词汇, 而它们将会给关系抽取任务带来

额外的噪声影响, 从而使得模型性能下降.
 

表 3     特征对 BERT模型的影响 (%)
 

特征 F1
None 87.05
+KW 87.87

+KW、EI 93.22
+ KW、EI、ET 97.50

 
 

本文选取无任何外部特征加入的 BERT模型作为

基准模型. 然后在该模型基础上依次加入外部特征. 从
上述表 3 数据结果可以明显地看出, 所选取的这三种

外部特征是能够帮助关系分类的. 其中, 加入关键词后,
F1提升了 0.82%; 再加入实体对信息, 由于实体对信息

对所属关系具有一定的约束性, 同时其能够间接体现

出实体的位置特征, 因而使得模型性能提高了 5.35%;
最后加入实体类型, 其是属于浅层语法信息, 能够提取

较为丰富的语义信息, 因此模型性能得到了 4.28% 的

提升. 从上述分析可以得到, 所选的外部特征能够强化

BERT模型的学习能力. 实体对信息和实体类型特征对

性能提升效果明显, 而关键词相较次之.
(2) 实验二. 与其他模型的对比实验

为了对比不同方法在关系抽取任务上的实验效果,
而 ATT-BiLSTM 和 CNN 模型常用于在关系抽取中,
词向量特征 (WV)与位置特征 (PF)是作为神经网络模

型的固定特征. 因此本文主要利用了这两种经典的神

经网络模型和本文模型在同一数据上进行测试比较.
测试结果如表 4和图 7所示.
 

表 4     不同模型的实验对比 (%)
 

模型+特征 F1
ATT-BiLSTM 74.65

CNN 85.35
BERT 87.05

ATT-BiLSTM+WV、PF 84.83
CNN+WV、PF 92.13

本文 97.50
 
 

通过表 4可分析:
(1) ATT-BiLSTM 模型是一种最经典的关系抽取
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模型, 其优势主要在于其双向结构, 能够获取上下文信

息, 获取整个语句的全局序列信息, 因此在处理长距离

依赖问题具有其他神经网络无可比拟的优势, 同时结

合注意力机制, 又融合词向量与位置特征, 在该数据集

上取得 84.83% 的 F1 值. 然而该模型对于局部特征的

重点语义信息很难捕捉到, 且提取特征能力相对较差

(相较于 BERT 的 Transformer 结构), 因此在中文关系

抽取上该模型性能并不占优.
(2) CNN 模型相较于 ATT-BiLSTM 模型, 它更善

于提取句子的局部语义特征, 同时结合词向量与位置

特征在本文中文数据集上达到了 92.13% 的 F1 值, 实
验结果表明, 相对于 ATT-BiLSTM 模型而言, CNN 模

型在关系抽取任务效果更好. 但是 CNN过于注重局部

信息而忽视了整体全局特征信息的重要性, 因此 CNN
模型在全局特征的应用和表征是有所欠缺的.

(3) BERT预训练模型不同于 BiLSTM和 CNN神

经网络, BERT模型采用一种全新的 Transformer结构,
它是基于注意力机制构建的网络, 该网络把关注的重

点放在每个句子中任意两个词之间的关联程度, 这样

的处理既可以获取整个全局信息, 同时又重点考虑了

局部特征, 可以说该模型在很大程度上综合这两种神

经网络模型的优势. 为了对比这 3种模型的性能, 在不

加任何外部特征的情况下对比其实验效果. 正如表 4
所示, BERT 模型取得 87.05% 的 F1 值, 远高于 ATT-
BiLSTM模型和 CNN模型. 因此也证实了 BERT模型

在特征提取能力强于这两者经典神经网络模型.
对于关系抽取而言, 该问题的解决在很大程度上

在于模型对整个文本的理解程度. 因此为了使得模型

更好地学习到数据的语义特征, 本文在 BERT 模型的

基础上融合了多种外部特征, 减少了一些关键信息特

征的丢失, 从而让模型更利于关系抽取. 从实验结果来

看, 加入外部特征是有效可行的, 这也表明了融合外部

特征是可以进一步加强 BERT 模型的语义学习能力.
与其他模型相比较, 本文提出的模型具有相当明显的

优势.
图 7展示的是上述模型在前 20轮训练的 F1更新

状况. 从图中可以看出, 在训练初期时, 两种神经网络

就处于一个比较低的水平, 只有在多次迭代训练后, 性
能才不断往上升; 而对于 BERT模型, 一开始就保持相

当高的水平, 并且能够稳定保持, 同时也能看到本文模

型的 F1 值始终处于 BiLSTM 和 CNN 神经网络模型

之上, 这也就意味着 BERT 模型的性能稳定性优于

ATT-BiLSTM模型和 CNN模型.
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图 7    F1的更新情况

  

4   结束语

本文主要探讨了 BERT预训练模型在中文实体关

系抽取的应用. BERT模型通过它特有的结构能够更好

地学习到有效的语义特征, 并在此基础上融合了关键

词、实体信息以及实体类型三大外部特征, 弥补了自

动提取特征的不足, 又最大限度地降低了关键信息的

损失, 因此使模型学习到更多额外的语义特征, 从而提

升了关系抽取的性能. 本文对数据稀疏和不均衡问题

没有做过多的研究和分析, 因此下一步需研究数据稀

疏和不均衡问题对该模型的影响.
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