
 

 

基于 LSTM 网络的 Web 软件系统实时剩余寿命
预测①
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摘　要: Web软件系统剩余使用寿命的预测精度是影响Web软件系统抗衰决策的重要方面, 为此, 提出了一种基于

长短期记忆网络的Web软件系统实时剩余寿命预测方法. 首先搭建加速寿命测试实验平台, 收集反映Web软件系

统老化趋势的性能指标, 然后根据该指标数据的时序特性, 建立了一种基于长短时记忆网络 (LSTM) 的 Web 软件

系统实时剩余寿命预测模型, 并对该模型进行了训练. 实验结果表明, 该预测模型能够有效对Web软件系统的剩余

寿命进行实时预测, 具有更好的准确性和适用性. 将所提模型应用于 Web 软件系统寿命预测中, 能够有效完成预

测, 该方法为优化系统抗衰决策提供了技术支撑.
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Real-Time Residual Life Prediction of Web-Based Software System Based on LSTM
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Abstract: The prediction accuracy of the Remaining Useful Life (RUL) is of vital importance to rejuvenation decision of
Web-based software systems, so we propose a real-time prediction method for the remaining useful life of Web-based
software systems based on the Long Short-Term Memory (LSTM) network. Firstly, an accelerated life test platform is
built to collect the performance indicators of the aging of Web-based software systems. Then, according to the time-series
characteristics of indicator data, an LSTM-based real-time prediction model for the remaining useful life of Web-based
software systems is constructed and trained. The experimental results show that the model can effectively predict the
remaining useful life of Web-based software systems in real time with higher accuracy and stronger applicability. This
method provides technical support for optimizing system’s rejuvenation decision.
Key words: Web-based software system; rejuvenation decision; Remaining Useful Life (RUL); Long Short-Term
Memory (LSTM)

 
 

长时间运行的软件系统, 会出现软件错误不断累

积、占用资源不断增加、性能持续下降, 最终导致软

件失效或崩溃的软件老化现象[1]. 对于发生老化的软件

系统, 在适当时刻主动进行抗衰操作可以避免软件发

生失效[2]. 因此, 如果能够实时准确预测软件系统的剩

余寿命, 通过预测软件剩余使用寿命来推导软件最优
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抗衰时刻, 将会减少抗衰决策判断误差.
软件剩余使用寿命 (Remaining Useful Life, RUL)

指软件以当前的运行条件, 能够实现其正常功能的剩

余时间[3]. RUL 常见的预测方法可分为基于模型与数

据驱动的方法. 基于模型的方法是指通过构建设备退

化的数学或物理模型来进行预测. 马波等人提出了一

种基于状态监测信息和滚动轴承退化物理模型的寿命

预测方法[4].基于模型的方法取得了不错的效果, 但它

依赖与特定的模型, 不利于推广[5].
数据驱动中的深度学习方法由于具有强大的数据

驱动能力, 并且无需知道确切的物理模型和领域知识,
以及在非线性映射特征提取方面的优异性能, 成为了

剩余寿命预测领域中热门方法[6]. 闫楚良等人[7] 和王佳

炜等人[8] 用 BP 神经网络分别对材料疲劳寿命和电磁

继电器进行了预测. Felix 等人提出用循环神经网络

(Recurement Netural Network, RNN) 对航空发动机领

域剩余寿命进行了预测[9]. RNN 网络在结构设计中引

入了时序的概念, 在学习具有内在依赖性的时序数据

时能够产生对过去数据的记忆状态, 能够从原始数据

获取更多的数据规律性特征. LSTM (Long Short-Term
Memory)作为一种改进后的 RNN网络, 成为剩余寿命

预测的热点技术. 在航天发动机、锂电池、滚动轴承

等剩余寿命预测领域都取得了成功[10–12].
基于上述分析, 本文提出了一种基于 LSTM的Web

软件系统实时剩余寿命预测模型, 该模型充分考虑了

Web 软件系统资源消耗的时间特性, 将当前系统的剩

余寿命动态地与Web资源损耗情况相关联. 

1   模型原理 

1.1   长短期记忆网络

LSTM 是一种改进之后的循环神经网络, 可以解

决 RNN感知能力下降的问题[13]. 与 RNN相比, LSTM
在其基础上增加了一个细胞状态 (cell state), 内部有

4 个网络层. 一个典型的 LSTM 通过 3 个门来控制细

胞状态, 这 3个门分别为遗忘门、输入门和输出门. 如
图 1 所示. 门控循环单元 (Gate Recurrent Unit, GRU)
是 LSTM 网络的一种变体, 它组合了遗忘门和输入门

到一个单独的“更新门”中, 合并了细胞状态和隐藏状

态, 没有输出门, 增加了重置门, 如图 2所示.
LSTM 三个门基于 Sigmoid 函数来增加或删除细

胞状态中的信息, 其中遗忘门和控制门用来控制上一

ct−1 c̃t

ct

{x1, x2, · · · , xt, · · · , xT } xt ∈ Rd xt ∈ Rd

时刻细胞状态 和当前输入新生成 里有多少信息可

以加到当前的细胞状态中 去, 通过遗忘门和输入门的

输出, 更新细胞状态. 式 (1) 为给定一个老化序列数据

, 其中 , 其中 , d 为老

化指标信息特征个数, T 为时间步, 当输入网络时各门

的计算结果.

ft = S igmoid(Wh f ht−1+Wx f xt +b f )
it = S igmoid(Whiht−1+Wxixt +bi)
ot = S igmoid(Whoht−1+Wxoxt +bo)
c̃t = tanh(Whc ·ht−1+Wxc · xt +bc)
ct = ft ⊙ ct−1+ it ⊙ c̃t

ht = ot ⊙ tanh(ct)

(1)

c̃t

Wxc ∈ Rm×m bc ∈Rm×d

⊙

式中, ft, it, ot ∈Rm 分别表示遗忘门、输入门、输出门

的计算结果;  , ct, ht∈Rm 分别表示为新生成的细胞状

态、当前细胞状态、隐含层的输出结果. m 为隐含层

LSTM单元的数量. Whf, Whi, Who, Whc 和 Wxf, Wxi, Wxo,
是权重参数; bf, bi, bo,  为偏差参数.

Sigmoid(), tanh()为激活函数,  表示 hadamard乘积.
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图 1    LSTM单元结构图

 

×

σ

更新门重置门

×
l-

σ
tanh

×

+

~
rt

zt

ht

xt

ht

ht

ht−1

 
图 2    GRU单元结构图 
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1.2   基于 LSTM 网络的 Web 系统寿命预测模型构建

过程

基于 LSTM 剩余寿命预测模型由输入层、两层

LSTM 层、池化层、全连接层、输出层构成. 如图 3
所示.
 

...

...

输入层

池化层

全连接层

反标准化得到剩余寿命预测值

...
输出层

原始的使用内存资源数据

...

数据处理、标准化、数据分割

X1 X2 Xs
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H1

H1

H2

H1 H2

H2
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LSTM1
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第 1 层
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LSTMs
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Hs−1′
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′

C2
′

′′
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图 3    模型结构图

 

(1)收集样本并进行标准化处理

ri = n− i

每秒收集一次 Web 软件系统运行过程内存使用

量数据, 假设第 n 秒发上了 OOM (Out Of Memory) 故
障, 则一共收集了 n 秒的系统运行数据. OOM 指的是

当系统因为没有足够的内存为对象分配空间, 就会报

出这种故障. 将系统在第 i 秒的内存使用量表示为 mi,
则系统在 i 秒的剩余寿命可表示为 , 假设系统

运行了 k 秒以后才进入系统老化状态, 则每次运行可

得到如下采样数据:

(M,R) =
{
{(mi,n− k)}, i = 1,2,3, · · · ,k
{(mi,ri)}, i = k+1,k+2,k+3, · · · ,n (2)

(M,R) = {(mi,ri), i = 1,2,3, · · · ,n}
(M′,R′) = {(m′i ,r′i ), i = 1,2,

3, · · · ,n} m′i ri
′

得到的样本表示为 .
标准化处理后的样本表示为

, 其中 和 的定义如式 (3)所示:
mi
′ = (mi−min{mt}

1≤t≤n
)/(max{mt}

1≤t≤n
−min{mt}

1≤t≤n
)

ri
′ = (ri−min{rt}

1≤t≤n
)/(max{rt}

1≤t≤n
−min{rt}

1≤t≤n
) (3)

(2)按照时间步长得到模型的输入

M′ w n−w

w X Y

将集合 按照时间步长 分割为 个长度为

的时间序列, 用 表示, 对应的实际寿命用 表示, 如

式 (4)所示:{
(X,Y) = {(Xi,Yi), i = 1,2,3, · · · ,n−w}
Xi = {m′i ,m′i+1, · · · ,m′i+w},Yi = r′i+w

(4)

(3)确定 LSTM的网络结构并初始化网络

确定网络的时间步长、隐含层单元数、每层网络

节点的舍弃率以及相应的激活函数、误差的计算方式

和权重更新迭代方式. 给定初始权值矩阵, 设置最大迭

代次数和最小误差值, 训练网络以更新各项网络参数.
(4)前向计算

X = {X1,X2, · · · ,Xi, · · · ,Xn−w}将 输入 LSTM 网络, 根
据式 (1) 计算对应的遗忘门、输入门以及输出门的值,
经过 LSTM层得到的网络输出表示为式 (5):{

Ŷ = {Ŷ1,Ŷ2, · · · , Ŷi, · · · , Ŷn−w}
Ŷi = LS T M f {Xi,Ci−1,Hi−w}

(5)

(5)池化层和全连接层

Ht
′

ĥt ∈ Rm ĥt

Ŷt ∈ R Ŷ

池化层将经过 LSTM 层处理输出的 平均池化,
得到 , 再经过全连接层将 进行特征融合, 得到

,  再经过反标准化处理, 得到最终预测剩余寿命

的预测值.
(6)定义损失函数

Ŷi Yi

w

损失函数的计算公式如式 (6) 所示, 式中, n 为测

试样本总数,  为剩余寿命的预测值,  为剩余寿命的

真实值,  为时间步长的值.

loss =
1

n−w

n−w∑
i=1

(Ŷi−Yi)2 (6)

(7)反向误差传播

采用批量梯度下降算法对指标数据进行批次划分,
采用优化算法 (RMSprop、AdaDelta、Adamax、Adam)
对当前的损失函数进行优化, 实时调整网络的偏置和

权值, 使网络误差不断减少. 当最小误差和迭代次数满

足要求时停止训练模型. 将测试样本数据输入模型得

到预测结果.
(8) 评价指标

为评估基于 LSTM 网络的 Web 寿命预测模型的

性能, 用平均绝对误差 (Mean Absolute Error, MAE) 和
均方根误差 (Root Mean Squared Error, RMSE) 作为评

价指标. 其公式如下:

d = Ŷ −Y (7)

MAE =
1
n

∑
di∈d
|di| (8)
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RMS E =

√
1
n

∑
di∈d

di
2 (9)

除了 RMSE 和 MAE 之外, 本文引入另外两个相对

评价指标: 指数评价函数 (Scoring Function, SF)和相对

准确率 (Accuracy). 预测寿命相对剩余寿命偏小和偏

大, 分别设置不同的影响因子, 分别记做 a1 和 a2, 且
a1>a2, 这是因为比起 Web 失效后采取抗衰操作, 在失

效之前执行抗衰操作带来较小的损失. 本文中影响因

子设为 a1=150, a2=50.

H(di) =
{

e−di/a1 di ≤ 0
edi/a2 di > 0

(10)

S F =

∑
di∈d

H(di)

n
(11)

I(di) =
{

1, −a1 ≤ d ≤ a2
0, otherwise (12)

Accuracy =

∑
di∈d

I(di)

n
×100% (13)

 

2   实验与结果分析

由于软件老化是一个错误不断累计的过程, Web
软件系统开始出现老化后并不会立刻失效, 需要耗费

很长时间才会发现故障. 受 Matias 等人提出的系统化

方法的启发[14], 本文仿照工业领域应用的加速理论, 在
Web软件系统中采用加速内存泄露的方法收集可以反

映软件老化情况的指标数据, 基于收集到的时序数据,
构建基于 LSTM 的 Web 软件系统实时剩余寿命预测

模型. 

2.1   数据收集

为收集因内存泄露导致的软件老化的指标数据,
搭建了一个符合多层 TPC-W 基准测试规范的电子商

务网站购书系统. 该软件系统由一个 Web 服务器, 一
个数据库服务器和一组模拟的客户端组成. 三者之间

的关系如图 4 所示, Web 服务器 Tomcat 关于 JVM 的

内存配置参数如表 1所示.
设定服务端的内存泄漏强度和客户端并发数, 运

行该系统直到发生 OOM 故障为一次实验 .  当发生

OOM 故障时, 记当前时刻为 T, 该时刻系统剩余寿命

r=0. 实验过程中每 1 s 收集一次 JVM 的内存使用量,

采集到的样本个数分别为 10  929, 8202. 如图 5 所示,
表示 Web 系统在不同内存泄露强度 (leakage) 和客户

端并发数 (concurrency) 下的内存变化趋势图. 表 2 为

数据对应的实验参数.
 

...

客户端 服务端

数据库
服务器

Web 服务器
模拟浏览器 1

模拟浏览器 2

模拟浏览器 3

模拟浏览器 n

互联网

 
图 4    三者间的工作原理

 
 

表 1     Tomcat关于 JVM堆内存配置信息
 

配置 说明

-Xms256M 最小堆内存256 MB

-Xmx256M 最大堆内存256 MB

-Xms60M 年轻代60 MB
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图 5    JVM内存使用情况变化趋势图
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表 2     实验运行参数
 

数据 Leakage Concurrency
Data1 256 200
Data2 476 150

 
  

2.2   实验环境 

2.3   基于 LSTM 的剩余寿命预测模型

实验环境参数如表 3. 本文使用 Keras框架搭建并训

练 LSTM 网络预测模型, 所使用到的网络主要由循环

层 (recurrent) 中的 LSTM 层和全连接层 (dense) 组成.
用 Data1 作为训练集, 其余 3 组作为测试集. 分别比较

不同优化算法、隐含层单元数下的模型性能. 最后在

相同参数情况下, 与 RNN、GRU模型结构进行对比.
(1)寻找合适的隐含层单元数量

用 Data2 做测试集, 用 Adam 算法进行优化, MAE
作为评价指标, 尝试不同隐含层单元数量寻找最佳的

网络结构. 结果如表 4所示, 可以看出隐含层单元数量

为 120时, MAE 的值最小.
 

表 3     实验环境参数
 

项目 参数

CPU i5-3230M(2.27 GHz)
内存 4 GB

操作系统 Microsoft Windows 7
深度学习框架 Keras
编程语言 Python 2.6

 
 
 

表 4     不同隐含层单元数量的 MAE
 

隐含层单元数量 Data1 Data2
100 88.53 96.69
110 80.37 99.37
120 79.20 85.15
130 91.72 110.85

 
 

(2)优化算法

在隐含层单元数为 80情况下, 用 Data2做测试集,
采用不同的优化算法训练模型, 用 MAE 作为评价指标.
对比不同算法在训练集和测试集上 MAE 的大小. 结果

如表 5 所示, 可以看出 Adam 的算法的性能优于其它

算法.
 

表 5     不同优化算法的 MAE 对比
 

优化算法 Data1 Data2
RMSprop 88.94 94.77
AdaDelta 86.80 91.84
Adamax 90.61 92.45
Adam 75.31 82.33

(3)与单层 LSTM网络进行对比

为了验证基于 LSTM 网络的 Web 软件系统剩余

寿命预测模型的优势, 用 Adam 优化算法、隐含层单

元数量为 120 的参数下, 将双层 LSTM 网络的结构与

单层的 LSTM网络结构做了对比. 从图 6可以看出, 双
层 LSTM 网络结构的拟合效果更好, 用 MAE 和 SF 作

为评价指标, 对比两种网络的性能. 如表 6 所示, 可以

看出双层的 LSTM 网络结构相较于单层的 LSTM 网

络结构性能有所提升.
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(a) 双层 LSTM

(b) 单层 LSTM 
图 6    寿命预测结果对比图

 

 

表 6     网络性能对比
 

网络结构 MAE SF
双层LSTM 60.10 2.59
LSTM 66.97 2.98

 
  

2.4   结果分析

第 2.3节实验验证了基于神经网络RNN以及LSTM的

Web 软件系统剩余寿命预测模型的适用性. 而从表 6
可看出, 改进后的基于 LSTM 寿命预测模型对于 Web
软件系统抗衰决策具有良好指导意义. 为了进一步验
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证改进后的基于 LSTM寿命预测模型的预测能力, 表 7
列出了各网络模型在不同指标下的评价指标对比, 表中

PT (Prediciton Time)表示单位样本预测所需要的时间,
单位为 ms, 从表中可以看出, PT 值较小, 满足实时预

测要求. 从表中可以看出, 改进后 LSTM寿命预测模型

在 3组实验里的 MAE、RMSE、SF 都是最低, Accuracy
最高, 说明该寿命预测相较与 BP网络和常规循环神经

网络而言, 预测精度最高.
 

表 7     各网络预测精度对比
 

模型 MAE RMSE PT SF Accuracy (%)
双层LSTM 60.10 90.79 0.20 2.59 78.59
LSTM 66.97 108.92 0.18 2.98 77.02
GRU 79.96 127.01 0.18 2.98 77.07
RNN 83.68 123.55 0.12 3.47 72.31
BP 84.30 120.71 0.12 7.1 70.27

 
  

3   结论

本文通过搭建引入内存泄露的软件老化实验平台

收集能够反映软件老化的指标数据, 根据获取到的性

能指标数据构建并训练了基于 LSTM 的 Web 软件系

统实时剩余寿命预测模型. 通过实验表明该预测模型

与 Web 软件系统的寿命趋势一致, 拟合度很高, 能够

准确地预测软件的剩余寿命, 为及时采取老化软件的

抗衰决策提供保证. 与常规循环神经网络和 BP网络相

比, 满足实时性要求, 预测精度高. 说明 LSTM 网络能

够完成Web软件系统实时剩余寿命预测的要求.
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