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袁　炜,  胡　飞

(天津大学 数学学院, 天津 300350)
通讯作者: 胡　飞, E-mail: hfzdzy@126.com

摘　要: 当前, 应用广泛的一阶深度学习优化器包括学习率非自适应优化器和学习率自适应优化器, 前者以

SGDM为代表, 后者以 Adam为代表, 这两类方法都使用指数滑动平均法来估计总体的梯度. 然而使用指数滑动平

均法来估计总体梯度是有偏差且具有滞后性的, 本文提出基于差分修正的 SGDM 算法——RSGDM 算法. 我们的

贡献主要有 3点: 1) 分析 SGDM算法里指数滑动平均法带来的偏差和滞后性. 2) 使用差分估计项来修正 SGDM算

法里的偏差和滞后性, 提出 RSGDM算法. 3) 在 CIFAR-10和 CIFAR-100数据集上实验证明了在收敛精度上我们

的 RSGDM算法比 SGDM算法更优.
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Abstract: Currently, the widely used first-order deep learning optimizers include non-adaptive learning rate optimizers
such as SGDM and adaptive learning rate optimizers like Adam, both of which estimate the overall gradient through
exponential moving average. However, such a method is biased and hysteretic. In this study, we propose a rectified
SGDM algorithm based on difference, i.e. RSGDM. Our contributions are as follows: 1) We analyze the bias and
hysteresis triggered by exponential moving average in the SGDM algorithm. 2) We use the difference estimation term to
correct the bias and hysteresis in the SGDM algorithm, and propose the RSGDM algorithm. 3) The experiments on
CIFAR-10 and CIFAR-100 datasets proves that our RSGDM algorithm is higher than the SGDM algorithm in
convergence accuracy.
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当前, 深度神经网络模型在视觉[1]、文本[2] 和语音[3]

等任务上都有着非常好的表现. 但是随着神经网络层

数的加深, 模型的训练变得越来越困难. 因此, 研究人

员开始关注优化方法. 随机梯度下降法 (SGD) 是求解

优化问题的一种简单有效的方法, SGD 被广泛应用于

实际问题[4]. 该方法根据小批量 (mini-batch) 样本的可

微损失函数的负梯度方向对模型参数进行更新, SGD

具有训练速度快、精度高的优点. 但由于其参数是每

次按照一个小批量样本更新的, 因此如果每个小批量

样本的特性差异较大, 更新方向可能会发生较大的变

化, 这导致了它不能快速收敛到最优解的问题. 因此,
SGD有很多变种, 一般可以分为两类. 第一类是学习率

非自适应性方法, 使用梯度的一阶矩估计——SGDM[5],
结合每个小批量样本的梯度求滑动平均值来更新参数,
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极大地解决了 SGD算法收敛速度慢的问题, 这个方法

目前应用非常广泛, 本文就针对这个方法进行改进. 第
二类是学习率自适应性方法, 利用梯度的二阶矩估计

实现学习率的自适应调整, 包括 AdaGrad[6], RMSProp[7],
AdaDelta[8], Adam[9]. 其中 Adam 是深度学习中最常见

的优化算法, 虽然 Adam 在训练集上的收敛速度相对

较快, 但在训练集上的收敛精度往往不如非自适应性

优化方法 SGDM, 且泛化能力不如 SGDM. AmsGrad[10]

是对 Adam的一个重要改进, 但是最近的研究表明, 它
并没有改变自适应优化方法的缺点, 实际效果也没有

太大改善. RAdam[11] 是 Adam 的一个新变体, 可以自

适应的纠正自适应学习率的变化.
目前很多研究都集中在第二类学习率自适应性方法

上, 却忽略了最基本的问题. 无论自适应还是非自适应

方法都用了指数滑动平均法, 这些方法都试图用指数

滑动平均得到近似样本总体的梯度, 然而这种方法是

有偏且具有滞后性的. 针对这一问题我们提出了 RSGDM
算法, 我们的方法计算梯度的差分, 即计算当前迭代梯

度与上一次迭代梯度的差, 相当于梯度的变化量, 我们

在每次迭代时使用指数滑动平均估计当前梯度的变化

量, 然后用这一项与当前梯度的估计值进行加权求和,
这样的做法可以降低偏差且缓解滞后性. 

1   RSGDM算法

算法 1. RSGDM算法: 所有向量计算都是对应元素计算

α β f (θ)输入: 学习率 , 指数衰减率 , 随机目标函数

θ0 m0=0,z0=0,∆g1=0

t=0

随机初始化参数向量 , 初始化参数向量 , 初始化时

间步长

θtWhile  不收敛 do
t←t+1

计算 t 时间步长上随机目标函数的梯度:
gt←∇θ ft(θt−1)

计算差分:
∆gt=gt−gt−1

更新梯度和差分的一阶矩估计:
mt←β∗mt−1+(1−β)∗gt
zt←β∗zt−1+(1−β)∗∆gt

用差分的一阶矩估计修正对梯度的估计:
nt←mt+β∗zt

更新参数:
θt←θt−1−α∗nt

end While
θt输出: 结果参数

f (θ)

θ

θ E[ f (θ)] f1(θ),

算法 1展示了 RSGDM算法的整体流程. 设 为

关于 可微的目标函数, 我们希望最小化这个目标函数

关于参数 的期望值, 即最小化 . 我们使用

f2(θ), · · · , fT (θ) 1,2, · · · ,T

gt = ∇θ ft(θ)

t ft θ

∆gt = gt −gt−1 t t−1

gt

gt ∆gt

来表示时间步长 对应的随机目

标函数. 这个随机性来自于每个小批量的随机采样 (mini-
batch) 或者函数固有的噪声. 梯度为 , 即在

时间步长 时, 目标函数 关于参数 的偏导向量. 使用

表示时间步长 和时间步长 对应的梯

度差, 即本文提到的差分. 不同于 SGDM算法只对 做

指数滑动平均, RSGDM 算法对 和 都做指数滑动

平均, 并用后者的滑动平均值修正前者, 下面列出 SGDM
算法和 RSGDM算法的更新公式.

1) SGDM算法:

mt = β∗mt−1+ (1−β)∗gt (1)

θt = θt−1−α∗mt

2) RSGDM算法:

mt = β∗mt−1+ (1−β)∗gt

zt = β∗ zt−1+ (1−β)∗∆gt (2)

nt = mt +β∗ zt (3)

θt = θt−1−α∗nt

mt

gt

可以看出, RSGDM算法比 SGDM算法多出式 (2)
和式 (3), 本文第 2节将证明 SGDM中的式 (1)  对总

体 的估计是有偏的, 我们就是使用式 (2) 和式 (3) 来
进行偏差修正的. RSGDM 算法相比于 SGDM 算法没

有增加多余的超参, 不会增加我们训练模型调参的负担. 

2   偏差及滞后性分析

首先我们分析用指数滑动平均估计总体梯度的偏

差, 首先由 SGDM算法中的式 (1)可以得到:

mt = (1−β)∗
t∑

i=1

βt−i ∗gi (4)

对式 (4)两边取期望可得:

E(mt) =(1−β)∗E

 t∑
i

βt−i ∗gi

 = (1−β)∗
[
βt−1 ∗E(g1)

+ βt−2 ∗E(g2)+ · · ·+β∗E(gt−1)+E(gt)
]

=
(
1−βt

)
∗E(gt)+ (1−β)∗ ξ (5)

E(mt) , E(gt)可以发现 , 其中:

ξ =

t∑
i=1

βt−i [E(gi)−E(gt)
]
= βt−1 ∗ [g1−E(gt)

]
+βt−2 ∗ [g2−E(gt)

]
+ · · ·+β∗ [gt−1−E(gt)

]
(6)

1−βt当迭代次数较多时,  可以忽略不计, 最大的
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gt E(gt) =

C ξ = 0 mt gt

mt gt

ξ

mt

mt

mt

偏差就来自于式 (6). 如果 是一个平稳序列, 即
(C 是常数) 时, 有 , 此时 是 的一个无偏估计.

但实际情况下, 显然这是不可能的, 所以 是 的有偏

估计, 且偏差主要来自于 . 并且这个偏差会导致滞后性,
比如梯度如果一直处在增大的状态, 由于前面历史时刻

梯度值较小也会导致估计值 偏小一些, 或者梯度如

果一直增大, 但从某个时刻开始减小, 由于历史梯度的

影响梯度的估计值 可能还没有反应过来, 这就是本

文所说的滞后性带来的影响. 针对这种情况我们提出

了 RSGDM 算法, 使用梯度的差分 (变化量) 估计来修

正梯度的估计值 . 直观上可以这样理解, 如果梯度越

来越大且差分的估计也是大于 0的, 那么这个修正项起

到加速收敛的作用, 如果梯度越来越大, 在某一时刻要

开始减小, 那这个修正项就会起到修正梯度下降方向

的作用. 下面我们从公式上解释 RSGDM算法的优势:
首先由式 (2), 我们可以得到:

zt = (1−β)∗
t∑

i=2

βt−i ∗∆gi (7)

对 RSGDM算法中的式 (3)两边取期望, 我们可以

得到:

E(nt)=
(
1−βt

)
∗E(gt)+(1−β)∗ξ+β(1−β)∗

 t∑
i=2

βt−i ∗∆gi


(8)

nt gt

ς = ξ+β

 t∑
i=2

βt−i ∗∆gi

 ς

ς

是修正后的对 的估计, 我们可以对比式 (5) 和

式 ( 8 ) ,  我们设 ,  不难发现 是

RSGDM算法的主要偏差来源, 我们展开 , 得到:

ς =

t−2∑
i=1

βt−i ∗ [gi+1−E(gt)] = βt−1 ∗ [g2−E(gt)]

+βt−2 ∗ [g3−E(gt)]+ · · ·+β2 ∗ [gt−1−E(gt)] (9)
ξ

ς ξ g1,

g2, · · · ,gt−1 ς g2,g3, · · · ,gt−1

t β βt−1 ∗ [g1−E(gt)]

ς = β∗ ξ
ς g1 β |ς| ≤ |ξ|

我们对比式 (6)SGDM 算法的偏差项 和式 (9)
RSGDM 算法的偏差项 ,  可以看出 受历史梯度

 影响, 而  受历史梯度  影响. 由
于  很大且  小于 0,   接近于 0可以忽略,

那么可以得到 . 可以看出 RSGDM 算法偏差项

少了历史梯度 的影响, 且由于 小于 0, 所以 .
综上, 我们可以得出 RSGDM算法对比 SGDM算法有

更小的偏差, 且受历史梯度影响要小 (缓解了滞后性). 

3   实验

本节我们通过实验证明我们的 RSGDM 算法比

β= 0.9

α= 0.01

SGDM 算法更有优势. 我们选择图像分类任务来验证

算法的优越性, 实验使用了 CIFAR-10 和 CIFAR-100
数据集[12]. CIFAR-10 数据集和 CIFAR-100 数据集均

由 32×32 分辨率的 RGB 图像组成, 其中训练集均是

50 000 张图片, 测试集 10 000 张图片. 我们在 CIFAR-
10 数据集上进行 10 种类别的分类, 在 CIFAR-100 数

据集上进行 100种类别的分类. 我们分别使用 ResNet18
模型和 ResNet50[13] 模型在 CIFAR-10 和 CIFAR-100
数据集上进行图像分类任务, 每个任务使用 SGDM 算

法和我们的 RSGDM 算法进行比较, 评价的指标为分

类的准确率. 我们使用的深度学习框架是 PyTorch, 训
练的硬件环境为单卡 NVIDIA RTX 2080Ti GPU. 实验

中的批量大小 (batch-size) 设置为 128, SGDM 算法和

RSGDM算法的两个超参数设置一样, 其中动量 ,
初始学习率 , 训练时我们使用了权重衰减的方

法来防止过拟合, 衰减参数设置为 5e–4, 学习率每 50
轮 (epoch)减少一半.

表 1 和表 2 分别给出了 ResNet18 和 ResNet50 使

用不同的优化器在 CIFAR-10和 CIFAR-100数据集上

图像分类的准确率. 我们可以看到在 CIFAR-10数据集

上, SGDM 和 RSGDM 训练精度都达到了 100%, 测试

精度我们的 RSGDM比 SGDM高了 0.14%. 在 CIFAR-
100数据集上, SGDM和 RSGDM训练精度都是 99.98%,
在测试精度上 RSGDM比 SGDM高了 0.57%.
 

表 1     ResNet18在 CIFAR-10上分类准确率 (%)
 

算法 训练集 测试集

SGDM算法 100 94.48
RSGDM算法 100 94.62

 
 

 

表 2     ResNet50在 CIFAR-100上分类准确率 (%)
 

算法 训练集 测试集

SGDM算法 99.98 76.70
RSGDM算法 99.98 77.27

 
 

图 1–图 4 给出了 ResNet18 在 CIFAR-10 上使用

SGDM 算法和 RSGDM 算法的实验结果, 包括训练准

确率、训练损失、测试准确率、测试损失. 由于我们

实验设置每 50 个 epoch 学习率减半, 很明显可以看出

4张图在 epoch50、100、150均有一些波动. 总体上看

在训练准确率和训练损失上, 两种方法无论收敛速度

和收敛精度都大体相同, 在收敛精度上训练后期我们

的 RSGDM算法更具优势.
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图 1    ResNet18在 CIFAR-10上的训练准确率
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图 2    ResNet18在 CIFAR-10上的训练损失
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图 3    ResNet18在 CIFAR-10上的测试准确率

 

图 5–图 8给出了 ResNet50在 CIFAR-100上使用

RSGDM算法和 SGDM算法的实验结果. 可以得出与

CIFAR-10 类似的结果, 在训练准确率和训练损失上

二者的几乎相同, 但是在收敛精度上, RSGDM 算法

的表现在这个数据集上要领先 SGDM算法很多, 可以

看测试准确率那张图, 从 100 个 epoch 之后, 我们的

RSGDM 方法始终准确率高于 SGDM, 并且最终准确

率比 SGDM高了 0.57%. 这进一步说明我们的方法是

有效的.
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图 4    ResNet18在 CIFAR-10上的测试损失
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图 5    ResNet50在 CIFAR-100上的训练准确率
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图 6    ResNet50在 CIFAR-100上的训练损失 

4   结论

随着深度学习模型的不断复杂化, 训练一个精度

高的模型越来越不容易, 一个好的优化器具有非常重

要的作用. 本文分析了传统方法 SGDM 算法使用指数
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滑动平均估计总体梯度带来的偏差与滞后性, 并理论

上证明了这个偏差与滞后性存在. 我们提出了基于差

分修正的 RSGDM 算法, 该算法对梯度的差分进行估

计并使用这个估计项修正指数滑动平均对梯度的估计,
我们从理论上说明了算法的可行性, 并且在 CIFAR-10
和 CIFAR-100 两个数据集上进行图像分类任务的实

验, 实验结果也进一步说明了我们的 RSGDM 算法的

优势. 值得一提的是, 我们的 RSGDM算法没有引入更

多的需要调试的参数, 在不加重深度学习研究员调试

超参负担的情况下, 提升了收敛精度. 本文开头介绍了

当前这个领域的其他方法, 包括现在最常用的学习率

自适应性算法 Adam 等, 未来我们会使用现在的改进

思路去提出新的学习率自适应性算法, 提出更加准确

高效的算法.
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图 7    ResNet50在 CIFAR-100上的测试准确率
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图 8    ResNet50在 CIFAR-100上的测试损失
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