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摘　要: 智能客服利用人工智能技术准确回答用户的咨询问题, 良好的句子相似度算法可以提高智能客服中问答的

准确度.本文针对金融证券领域客服, 提出了基于多特征融合的句子相似度算法模型, 提高了客服的智能性. 通过矩

阵拼接的方式, 融合用户提问语句和知识库语句的词形特征和语义特征, 其中词形特征考虑 N-gram相似度、编辑

距离、Jaccard相似度三种词形信息, 并针对语义特征提取, 提出了基于多头注意力机制 (multi-head attention)的神

经网络模型 LBMA. 利用上述融合的特征, 运用机器学习分类器判断两个语句是否相似, 并将分类器分类结果作为

多特征融合模型的计算结果. 在尽量不改变语义信息的前提下, 通过数据增强 (Data Augmentation, DA)技术扩充数

据集, 提升了模型泛化能力. 实验结果表明, 与已有方法相比, 该模型在智能客服数据集上能够有效提升相似度计算

的准确性, 准确率达到 94.69%.
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Abstract: Intelligent customer service accurately answers users’ inquiries with artificial intelligence technology, and a
good sentence similarity algorithm can improve the accuracy of questions and answers. In this study, we focus on the
customer service in financial securities and propose a multi-feature fusion-based sentence similarity algorithm model,
which improves the intelligence of customer service. Matrix splicing is adopted to fuse the morphological and semantic
features of user question sentences and knowledge base sentences. The morphological features include N-gram similarity,
edit distance, and Jaccard similarity. To extract semantic features, we propose a multi-head attention based neural network
model named LBMA. With these fused features, a machine learning classifier is used to determine whether two sentences
are similar, and the classification result of the classifier is regarded as the calculation result of the multi-feature fusion
model. On the premise of not changing the semantic information as much as possible, the data set is expanded through
data augmentation to improve the generalization of the model. Experimental results show that the proposed model can
calculate the similarity of customer service data sets at an accuracy of 94.69%, higher than that of existing methods.
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1   引言

随着电子商务的快速兴起, 智能客服成为金融领

域的一大研究热点. 智能客服的核心是快速、准确地

回答用户的咨询问题. 传统的智能客服模型主要是计

算用户提问语句和知识库语句的相似度, 通过匹配的

方式检索出答案. 尽管用户提问语句和知识库语句包

含相似的关键词, 但语义逻辑却可能截然不同[1], 如表 1
所示. 其中, Q 表示用户提问语句, T 表示语义相同的

语句一, F表示语义不同的语句二. 因此, 智能客服模型

中语句相似度的计算需要综合考虑关键词信息和语义

逻辑信息.
 

表 1     语句例子
 

标签 句子内容

Q 今天买进的股票可以卖出取钱吗?

T 同一股票可以当天买入当天卖吗?

F 今天把买进的股票卖了能取钱吗?
 
 

句子相似度是实现智能客服的关键技术, 是文本

相似度识别的子集[2]. 基于深度学习的方法是进行文本

相似度计算的重要方法, 它从不同角度提取文本中的

信息, 可以更大限度利用上下文信息, 从而提高输入表

征的信息量, 克服文本语义表示上的鸿沟问题, 使计算

结果更加准确. 基于深度学习的方法利用 Word2Vec[3]

等词向量方法将词语转化为词向量后, 输入到神经网

络模型中, 得出句子的语义特征表示, 再将语义特征表

示送入全连接层或使用距离公式进行语义相似度计算.
Hu等将卷积神经网络 (Convolutional Neural Network,
CNN)[4] 用于问题文本相似度计算中, 分别对两个句子

用 CNN 进行编码, 然后将编码后的文本向量进行拼

接, 送入全连接网络[5]. Yin 等使用两个独立的带有注

意力最大值池化的字符级和单词级 CNN 模型进行相

似度计算[6]. CNN 在卷积层使用滤波器抽取文本特征,
只能获取滤波器窗口内单词间的依赖关系, 无法获取

句子中所有单词间的依赖信息, 无法获取整体结构信

息. 与 CNN 不同, 循环神经网络 (Recurrent Neural
Network, RNN)不仅考虑前一时刻的输入, 而且赋予网

络对前面内容的记忆功能. Mueller在词向量的基础上

提出了使用长短时记忆 (Long-Short Term Memory,
LSTM)[7] 神经网络提取句子的语义特征, 并结合余弦

距离计算获得的句子向量的相似程度[8]. 由于单向长短

时记忆神经网络只能捕获前一时刻的信息, Neculoiu
提出利用双向长短时记忆神经网络 (Bidirectional Long-

short Term Memory, Bi-LSTM)[9] 同时获取上下文的信

息, 加强句子特征的提取[10]. Bowman等人使用时间递

归神经网络在数据集 SICK (Sentence Involving Composi-
tional Knowledge)进行语义推理[11]. 纪明宇等人将门控

循环网络 (Gated Neural Network, GRU)应用在智能客

服数据的相似度计算上取得了不错的效果[12].
循环神经网络如 LSTM、GRU 编码句子时, 句子

间的依赖程度会随着距离增加而减弱. 为弥补循环神

经网络这一缺点, Hu 引入了注意力机制[13], 其核心思

想是通过给文本词向量和其他隐藏表示向量分配不同

的权重系数来突出对结果影响较大的特征. 杨飞以单

词和句子为研究对象, 提出 Siamese-LSTM 模型融入

注意力机制可以在高维的结构空间中学习文本的丰富

语义特征表示[14]. Lin等提出自注意力机制能编码远距

离的依赖关系[15]. Vaswani等提出的基于自注意力的翻

译模型 (Transformer)中采用的多头注意力 (multi-head
attention)能集成不同子空间的信息提高编码依赖关系

的能力 [ 16 ] .  胡艳霞等基于多头注意力机制和 Tree-
LSTM 的句子相似度计算, 实现句子对间相关语义结

构特征的充分利用[17].
本文面向金融证券领域智能客服, 在文献 [8]所研

究的 Siamese 网络的基础上, 引入多头注意力机制提

取不同语义空间中字词间的依赖关系, 提出多特征融

合的句子相似度模型, 更好地捕捉两个句子语义中的

上下文信息, 进而更好地计算用户提问语句和知识库

语句之间的相似度. 本文主要贡献有以下两点:
1) 提出一种面向智能客服的句子相似度模型, 该

模型融合语义特征和词形特征, 其中词形特征基于传

统统计特征方法实现, 极大保留了关键词和词频相似

度特征; 语义特征基于深度学习方法实现, 能够抽取文

本全局结构信息和深层语义信息, 并且加入多头注意

力机制集成不同子空间的信息以理解字词之间的依赖

关系, 更好地计算金融证券领域中用户提问语句与知

识库语句之间的相似度. 相比于传统单一神经网络模

型和基于注意力机制的神经网络模型, 本文提出的多

特征融合模型可以取得更好的相似度计算效果.
2) 利用网络爬虫技术抓取数据, 得到金融证券领

域的用户询问数据集, 并在该数据集基础上运用数据

增强技术[18] 进行不同倍数的数据增强, 利用数据增强

后的数据集进一步验证了本文提出的多特征融合模型

的有效性和泛化能力. 
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2   多特征融合模型

本文面向金融证券领域, 提出多特征融合模型用

于计算智能客服中用户提问语句和语料库语句相似度.
该模型综合考虑语句的词形特征和语义特征, 利用关

键词信息和词频信息得到语句的词形特征, 利用语义

信息得到语句的语义特征. 模型具体结构如图 1所示.
 

预处理层

词形特征
(N-gram 编辑距离 Jaccard)

特征提取模块

词形特征矩阵 语义特征矩阵

机器学习分类器

用户提问语句和知识
库语句相似度判断结果

多特征融合

语义特征

用户提问语句 语料库语句

输出层

特征融合层

分类层

(LBMA)

 
图 1    多特征融合模型图

 

首先在预处理层, 对用户提问语句 S1 与语料库语

句 S2 进行去无用字符、去停用词、中文纠错、中文

分词等预处理操作, 然后通过特征提取模块分别获得

词形特征矩阵和语义特征矩阵, 并在特征融合层将词

形特征矩阵和语义特征矩阵按列拼接, 之后输入到分

类层进行相似度判断. 最终将机器学习分类器分类结

果作为两个语句间多特征融合相似度判断结果. 多特

征融合模型充分利用关键词和词频方面信息提取两个

语句的词形特征, 以及深度学习方法提取两个语句的

语义特征. 

2.1   获取语句词形特征模块

该模块由 N-g r am 算法 [ 1 9 ]、编辑距离 [ 2 0 ] 和

Jaccard[21] 相似度 3 种传统统计特征方法构成, 用于获

取预处理层输出语句的词形特征矩阵. 首先采用 N-
gram算法, 该算法是基于统计语言模型的经典算法, 但
其只考察了语句对中词出现的信息, 没有完全考虑词

之外的其他信息, 例如语句间的编辑距离、相同词的

数量等. 因此, 本文在 N-gram算法基础上, 引入语句编

辑距离差异和 Jaccard相似度作为影响因素. 获取词形

特征模块分以下 4个步骤进行:
1) 利用 N-gram 算法得到语句 S1 和语句 S2 在词

序列方面的相似度特征, 具体计算如下式所示:

S imS (S 1,S 2,n) =
1

ANC(n)

∑min(len1(n),len2(n))

i=1

S imN(i−gram1, i−gram2) (1)

S imS (S 1,S 2,n)

ANC(n) =
len1(n)+ len2(n)

2

其中 ,    表示  S 1 和 S 2 基于不同阶 N-

gram 的句子相似度值, len1(n) 和 len2(n) 分别是 S1 和

S2 的 n 元 N-gram 的个数, 

意义在于计算两个长度不同句子的相似度时引入一定

的惩罚措施. SimN 指计算两个句子的对应 N-gram 集

合之间的相似度, 通过将文本里面的内容按照字节进

行大小为 N 的滑动窗口操作, 形成长度为 N 的字节片

段序列, 然后通过计算公共子串[22] 的比例来衡量相似

度, 这里 N 取 3.
2) 通过动态规划求 S1 转换到 S2 的操作数 (插

入、删除和替换)得到语句 S1 和语句 S2 在编辑距离方

面的相似度特征. 操作数越少则编辑距离越小, 相似性

越高.
3) 通过 Jaccard 算法统计得到语句 S1 和语句 S2

在所含相同词汇数量方面的相似度特征. 通常, 两个句

子中共同出现的词语较多, 即反应了两个句子间相同

成分占的比例越大, 则相似性越高, 具体计算如下式

所示:

Jaccard =
|S 1∩S 2|
|S 1∪S 2|

=
|S 1∩S 2|

|S 1|+ |S 2| − |S 1∩S 2|
(2)

4) 将获得的 N-gram 相似度矩阵、编辑距离相似

度矩阵和 Jaccard 相似度矩阵按列拼接获得三特征融

合的词形特征矩阵. 

2.2   获取语句语义特征模块

该模块通过深度学习方法获取预处理层输出语句

的语义特征矩阵. 我们提出基于多头注意力机制的神

经网络模型 LBMA (LSTM Based on Mult i-head
Attention), 主要包括词向量嵌入层、网络编码层、注

意力交互层、语义特征融合层 .  如图 2 所示 ,  语句

S1 和语句 S2 经过词嵌入层将句子中的词映射为对应

的词向量, 这里我们将位置信息映射为与词向量相同

维度的向量, 位置编码的目的是区分句子中词的位置
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信息, 计算公式如式 (3) 和式 (4) 所示, 并将词向量和

位置编码合并输入网络编码层.
图 3 为 LBMA 模型中网络编码层、注意力交互

层和语义特征融合层的详细结构图. 包含位置编码的

词向量经过 LSTM 网络和 Bi-LSTM 网络进行全局语

义特征编码表示, 将 LSTM 网络输出经过点乘的方法

送入 CNN网络层充分提取句子间的相似特征信息, 同
时运用多头注意力机制获取 LSTM网络输出不同子空

间的字词依赖特征, 其中多头注意力计算过程如式 (5)–
式 (7)所示, 并将经过多头注意力机制重新语义编码的

向量全局平均池化后经过余弦相似度和曼哈顿相似度

两个特征提取方法获取深层语义特征, 将 Bi-LSTM

网络输出经过乘法、减法和最大值 3个特征提取方法

获取差异特征, 最终将以上特征通过矩阵拼接的方式

进行语义特征融合.
 

语句 S1
语句 S2

词嵌入1 词嵌入2位置信息 位置信息

多头注意力机制

LSTM 和 Bi-LSTM 网络编码

特征拼接获得语义特征矩阵

输入

词嵌入层

网络编码层

注意力交互层

语义特征融合层

 
图 2    LBMA模型框架

 

LSTM-

Output2

LSTM-

Output1

Bi-LSTM-

Output1

Bi-LSTM-

Output2

Multiply
subtract
max

Dot

Concat CNN

Dense Dense

Multi-head

attention

Multi-head

attention

Globalaverage

pooling1D

Globalaverage

pooling1D

Mandist Consdist

Bi-LSTM

LSTM

Hidden1 Hidden2

Bi-LSTM

LSTM

Embedding2

Hidden1 Hidden2

Concat

Embedding1

网络编码层

注意力交互层

语义特征融合层

 

图 3    LBMA中网络编码层、注意力交互层和语义特征融合层的详细结构图

 

PE(pos,2i) = sin

 pos

1000
i−i%2

dmodel

 (3)

PE(pos,2i+1) = cos

 pos

1000
i−i%2

dmodel

 (4)

其中, pos 表示词语在句子中的位置, i 表示词向量的位

置, %表示取余操作, dmodel 表示词向量维度.

Attention(Q,K,V) = so f tmax
(

QKT
√

dk

)
V (5)

headi = Attention
(
QWQ

i ,KWK
i ,VWV

i

)
(6)

MultiHead(Q,K,V) =Concat(head1 · · ·headh)Wo (7)

WQ
i ,W

K
i ,W

V
i ∈ Rdmodel×dk Wo ∈ Rdmodel×dk i =

1, · · · ,h
QWQ

i ,KWK
i ,VWV

i

Wo

其 中 ,   ,   ,  

 , Q、K、V 均为上文中经过网络编码层得到的

输入向量矩阵,   分别表示对 Q、K、V

进行线性变换, h 表示注意力的个数, 每个注意力捕捉

文本中一个子空间的信息, 将 h 个注意力头进行拼接,
通过矩阵 得到多头注意力值. 
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3   实验 

3.1   数据集

本文所采用的基础数据集为 2019“海康杯”第八届

浙江省大学生服务外包创新应用大赛公共数据集. 此
外, 我们通过 Python 网络爬虫技术模拟浏览器行为的

方式, 从百度知道动态抓取数据, 对该基础数据集进行

扩充, 得到金融证券领域用户询问数据集. 通过人工标

注的方法, 将已有数据中每对相似语句标注为标签 1,
作为正样本数据集, 即两个句子同义; 将已有数据中每

对不相似语句标注为标签 0, 作为负样本数据集, 即两

个句子异义. 共获取金融证券领域相关数据 117 588条,
其中数据正负样本比为 52 877: 64 711, 并将数据集中

的 60% 作为训练集, 40% 作为测试集. 为验证模型泛

化能力, 在尽量不改变语义的前提下, 本文利用适合中

文语料的 4 种数据增强方法[18] 扩充数据集. 4 种方法

为同义词替换 (Synonym Replacement, SR)、随机插入

(Random Insertion, RI)、随机交换 (Random Swap,
RS)和随机删除 (Random Deletion, RD), 其中, SR是从

句子中随机选取 n 个不属于停用词表中的字词, 并随

机选择其同义词替换它们; RI 是随机找出句中某个不

属于停用词表的词, 并求出其随机的同义词, 将该同义

词插入句子的随机位置, 重复 n 次; RS 是随机的选择

句子两个字词并交换它们的位置, 重复 n 次; RD 是以

每一条语料中改动的词所占的比例 p 随机删除句子中

的一个字词, 重复 n 次, 其中, p 和 n 均是人为设置的值.
该数据增强技术生成类似于原始数据并引入一定程度

噪声的增强数据, 该方法有助于防止过拟合, 其中同义

词替换和随机插入操作会引入新的词汇, 允许模型泛

化到那些在测试集中但不在训练集中的字词. 

3.2   评价指标

实验根据召回率 (Recall, R) 实际识别出的正确结

果与数据库中总的正确结果的百分比, 如式 (8); 准确

率 (Accuracy, A)返回结果中所有预测正确结果占总样

本数的百分比, 如式 (9); F1 分数 (F1-score) 值为召回

率 (R)和精确率 (P)的调和平均值, 如式 (11). 3个评价

指标的计算结果来评价算法计算相似度的性能.

R =
T P

T P+FN
(8)

A =
T P+T N

T P+FP+T N +FN
(9)

P =
T P

T P+FP
(10)

F1 =
2

1
P
+

1
R

=
2∗P∗R

P+R
(11)

其中, TP 为真正类 (True Positive) 即一个实例是正类

且被预测为正类; FN 为假负类 (False Negative)即一个

实例是正类但被预测为负类; FP 为假正类即一个实例

为负类但被预测为正类; TN 为真负类 (True Negative)
即一个实例是负类且被预测为负类. 

3.3   超参数

在本文的实验中, 词向量采用 Word2Vec 词嵌入

向量表示方法, 其中每个词向量维度为 300维, 词典大

小为 2.08 MB, Batch size 设置为 512, 激活函数采用

Sigmoid, 学习率设为 0.001, 代价函数选择二元交叉熵

(binary_crossentropy), 为了缓解训练中可能出现的过

拟合问题, 随机失活率 (dropout rate) 设置为 0.5, 采用

Adam 优化方法, 模型迭代次数 (epoch) 最大设为 20,
使用 Earlystopping, 多头注意力机制中注意力个数设

置为 8. 

3.4   实验及结果分析

为验证本文提出的词形特征模块有效性和语义特

征模块有效性, 设置实验 1 和实验 2; 为验证提出的多

特征融合模型有效性, 设置实验 3; 为验证数据增强方

法有效性, 设置实验 4, 具体实验结果如下.
实验 1. 基于词形特征的语句相似度计算

为验证三词形特征融合方法的有效性, 我们分别

用 N-gram、编辑距离和 Jaccard 相似度 3 种基线方法

和三词形特征融合方法对测试集进行相似度计算, 根
据召回率、准确率和 F1值进行评价. 当三词形特征融

合时, 我们经过多次对比实验后选择基于 RBF 核的支

持向量机分类器[23] 进行分类判断, 设置阈值为 0.8, 将
测试结果中大于阈值的数据归为 1即判断两个语句同

义, 小于阈值的数据归为 0即判断两个语句异义, 并将

分类器分类结果作为两个语句间的词形相似度判断结

果. 各评价指标结果如表 2所示.
 

表 2     词形特征计算相似度的各评价指标结果 (%)
 

词形特征方法 召回率 准确率 F1值
N-gram 84.42 85.99 84.41
编辑距离 72.32 80.07 76.52
Jaccard 78.70 83.37 80.96

三词形特征融合 85.58 86.80 85.35
 
 

从表 2可知, 三词形特征融合能提升效果, 使召回

率、准确率为、F1值都提升到 85%以上.
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实验 2. 基于语义特征的语句相似度计算

为验证基于多头注意力机制的神经网络模型 LBMA
的有效性和比较不同深度学习模型的效果, 我们加入

了 Siamese-LSTM、Siamese-LSTM-Att 和 Siamese-
LSTM-Self Att三个基线模型进行对比, 实验采用五折

交叉验证的方式选取评价指标的平均值作为各评价指

标结果, 如表 3所示, 模型准确率对比曲线如图 4所示.
 

表 3     神经网络模型计算相似度的各评价指标结果 (%)
 

模型 召回率 准确率 F1值
Siamese-LSTM 78.48 84.19 81.69

Siamese-LSTM-Att 81.50 88.77 86.71
Siamese-LSTM-Self Att 88.75 91.01 89.87

LBMA 95.10 94.43 93.92
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图 4    不同模型准确率的变化曲线
 

从表 3可知, Siamese-LSTM模型准确率为 84.19%,
而加入注意力机制的 Siamese-LSTM-Att 模型相比

Siamese-LSTM模型准确率提升了 4.58%, 可以看出局

部注意力对于模型表现提升是有效的. 加入自注意力

机制的 Siamese-LSTM-Self Att相比 Siamese-LSTM模

型提升了 6.82%, 表明自注意力机制更能捕捉句子中

的语义特征. 此外, LBMA相比 Siamese-LSTM模型提

升了 10.24%, 可以看出基于多头注意力的神经网络模

型 LBMA提取语义特征能力更强.
从图 4 可知, 我们的模型在第 2 个 epoch 时就达

到了 90%的准确率, 并在第 8个 epoch开始缓慢提升,
模型接近收敛点, 证明我们的基于多头注意力机制的

神经网络模型收敛速度明显快于其他的模型.
实验 3. 多特征融合模型相似度计算

为验证多特征融合模型的有效性, 进行多特征融

合模型相似度计算实验, 该实验结果与三词形特征融

合模型和语义特征模型 LBMA 结果相比较, 各评价指

标结果如表 4所示.
 

表 4     不同模型计算相似度的各评价指标结果 (%)
 

模型 召回率 准确率 F1值
三词形特征融合模型 85.58 86.80 85.35
语义特征模型LBMA 95.10 94.43 93.92
多特征融合模型 95.28 94.69 94.16

 
 

从表 4 可知, 多特征融合模型计算结果高于三词

形特征融合模型和语义特征模型 LBMA 计算结果, 因
此多特征融合方法对于金融证券领域句子相似度计算

是有效的.
实验 4. 数据增强有效性验证

为验证数据增强方法有效性, 进行数据增强实验,
并将该实验结果与原数据集实验结果相比较. 数据增

强方法如下, 本文借助外部 Synonyms知识库引入新的

中文词汇, 实现 4 种数据增强方法中同义词替换和随

机插入操作, 然后设置对于每一条语料增强的数据量

n 和每一条语料中改动的词所占的比例 p, 并在原始数

据的基础上对于每一条语料分别通过 4种数据增强方

法获得 4n 条增强数据, 并将 4n 条数据打乱顺序后选

出前 n 条并保留原始数据为最终数据. 具体地, 我们两

次运用数据增强技术, 其中比例 p 都设置为 0. 1, n 分

别设置为 1和 4, 即每条数据分别增强 1条和 4条并保

留原数据, 分别扩充至 235 176 条 (2 倍) 和 587 940 条

(5 倍), 与原数据集进行对比实验, 多特征融合模型中

的机器学习分类器经过多次对比实验后选择基于 RBF
核的支持向量机, 数据增强后各评价指标结果如表 5.
 

表 5     多特征融合模型数据增强后各评价指标结果 (%)
 

增强倍数 召回率 准确率 F1值
/ 95.28 94.69 94.16
2 99.13 99.26 99.26
5 99.24 99.37 99.37

 
 

从表 5可知, 多特征融合模型在数据增强后召回率、

准确率和 F1值均有所提升, 说明数据增强方法对于该

数据集是有效的, 可以提升模型泛化能力, 进一步说明

模型对于增强的那一部分数据的特征提取效果更好. 

4   总结

本文为提高金融证券领域客服的智能性, 提出融

合词形特征和语义特征的句子相似度计算模型, 其中

词形特征考虑了 N-gram 相似度、编辑距离、Jaccard
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相似度三种词形信息, 并提出基于多头注意力机制的

神经网络模型 LBMA 提取句子间的语义特征. 实验结

果表明, 与单一神经网络模型和基于注意力的神经网

络模型相比, LBMA的性能有所提升, 且多特征融合模

型在客服数据中也获得了较好的效果. 为验证数据增

强方法对于多特征融合模型的有效性, 我们在尽量不

改变语义信息的前提下使用数据增强方法扩充数据集

进行对比实验, 进一步提升了多特征融合模型的句子

相似度计算效果.
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