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摘　要: 提出一种基于强化学习的生成对抗网络 (Reinforcement learning-based Generative Adversarial Networks, Re-
GAN)能耗预测方法. 该算法将强化学习与生成对抗网络相结合, 将 GAN (Generative Adversarial Nets) 中的生成器

以及判别器分别构建为强化学习中 Agent (生成器) 以及奖赏函数. 在训练过程中, 将当前的真实能耗序列作为

Agent的输入状态, 构建一组固定长度的生成序列, 结合判别器及蒙特卡洛搜索方法进一步构建当前序列的奖赏函

数, 并以此作为真实样本序列后续第一个能耗值的奖赏. 在此基础之上, 构建关于奖赏的目标函数, 并求解最优参

数. 最后使用所提算法对唐宁街综合大楼公开的建筑能耗数据进行预测试验, 实验结果表明, 所提算法比多层感知

机、门控循环神经网络和卷积神经网络具有更高的预测精度.
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Abstract: This study proposes an energy consumption prediction method based on Reinforcement learning and
Generative Adversarial Networks (Re-GANs). The algorithm constructs the generator and discriminator in Generative
 Adversarial Nets (GANs) into the Agent and reward function in reinforcement learning respectively. In the training
process, the current real energy consumption sequence is taken as the input state of the Agent (generator), and a set of
generation sequences with a fixed length is constructed. Combined with the discriminator and Monte-Carlo search
method, the reward function of the current sequence is further constructed as a reward for the first subsequent energy
consumption value of the real sample sequence. On this basis, the objective function of reward is constructed, and the
optimal parameters are solved. Finally, the proposed algorithm is used to predict the public building energy consumption
data of the Downing Street complex. The experimental results show that the proposed algorithm has higher prediction
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accuracy than the multi-layer perception machine, gated loop neural network, and convolution neural network.
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可持续发展和低碳经济逐渐成为这一代人最重要

的挑战之一[1]. 斯帕思 (Jamm Gustare Spath) 认为: “可
持续发展就是转向更清洁、更有效的技术——尽可能

接近“零排放”或“密封式”, 工艺方法——尽可能减少能

源和其他自然资源的消耗”[2]. 因此, 如何减少能源消耗

及碳排放量是实现可持续发展和低碳经济需要考虑的

现实问题. 据统计, 在世界能源消耗和二氧化碳排放方

面, 建筑占比较高. 例如, 2018 年美国和欧洲的建筑业

分别占能源消耗的 39% 和 40%, 二氧化碳排放量占比

则分别为 38%和 36%[3]. 建筑作为主要的能源消耗者,
其中电能是主要的消耗部分. 美国能源部 (DOE) 2018
年 1 月报告的最新月度电力数据表明, 商业和住宅建

筑的电力消耗占美国所有发电量的 77.5%[4]. 所以降低

建筑电力能源消耗和减少建筑碳排放至关重要. 建筑

负荷曲线是指建筑物电力负荷随时间的变化曲线. 建
筑负荷曲线预测有很多作用, 如建筑节能策略诊断 (识
别不必要的浪费)、改善供应管理以及需求响应规划

和定价[5]. 因此建筑负荷曲线预测对于合理减少能源消

耗发挥着重要的作用.
由于建筑负荷曲线预测可以产生有用的信息并且

应用范围很广, 早在 20 世纪 60 年代就已经开始了能

源预测性能方法的研究[6]. 2015年 Fonseca等人提出了

一个综合模型来描述社区和城区的时空建筑能耗模式.
该模型使用空间 (使用地理信息系统、地理信息系统

的建筑位置)和时间 (h)维度分析计算了住宅、商业和

工业部门的电力和温度需求[7], 然而, 在模拟时, 用户可

能未提供准确详细的输入数据, 导致最终的预测性能

偏差. 另一方面, 数据驱动的建筑能耗预测模型不需要

有关模拟建筑的详细数据, 而是从真实数据中学习并

进行预测, 因此, 近年来数据驱动的能源消耗预测得到

了大量的研究关注[8], 2017 年方涛涛等人对于传统神

经网络预测精度低的问题, 提出一种 BP-Adaboost 的
预测算法, 该方法将多个神经网络组成为一个强预测

器, 其有效提高了能耗预测精度[9]. 2020年邹峰等人提

出一种 DGQL 的预测算法, 其通过将生成对抗网络与

Q 学习相结合以提升能耗预测精度[10]. 现实中短期能

耗预测任务中往往已知部分前序时刻数据, 要求预测

后序能耗序列值, 面对如何利用已知能耗序列提升预

测精度的问题, 利用 LSTM 网络的解决方案效果较好.
不过由于其后序能耗值与前序能耗值有相当大的关系,
模型通常在前序能耗值的基础上预测后序能耗值, 如
果前序能耗值误差较大, 后序能耗值在此基础上预测

也会有较大误差, 因此该模型往往会由于一个预测值

的误差导致后序预测值整体的误差. 总之, 在建筑能耗

预测研究领域, 研究者们提出各种不同的方法去预测

建筑能耗以提升建筑能耗精度或者降低预测模型的使

用复杂度.
本文在 GAN (Generative Adversarial Networks)的基

础上提出了基于强化学习的生成对抗网络 (Reinforcement
learning-based Generative Adversarial Networks, Re-
GAN) 算法, 并用于建筑节能预测问题, 以进行高精度

能耗序列预测. Re-GAN算法在 GAN的基础上进行改

进, 用强化学习优化 GAN, 即把 GAN的过程描述为一

个 MDP 过程. 具体方法为: 将 GAN 中的生成器作为

强化学习中的 Agent, 将 GAN中的判别器输出作为强

化学习中的奖赏函数. 训练时, 该算法用真实能耗序列

训练网络; 预测时, 该算法可以选择通过向模型输入已

知真实值作为预测值, 以提升待预测序列中之后时刻

能耗预测值的准确度. 模型通常将在前序能耗值的基

础上预测后序能耗值, 所以如果前序能耗值误差较大,
后序能耗值在此基础上预测也会有较大误差, 但由于

该算法中生成器的目标是生成整体误差更小的能耗序

列, 因此面对单个预测值误差对后序预测值的误差影

响, 该方法可较大限度地避免误差累计. 实验表明, 相
较于多层感知机 (MLP)、门控循环神经网络 (GRU)、
卷积神经网络 (CNN) 等模型, 本文所提出模型可以较

为准确的捕捉到能耗曲线的起伏变化、有效的消除显

著误差的影响, 是一种有效的建筑能耗预测方法. 

1   主要模型原理 

1.1   生成对抗网络

自 2014 年 Goodfellow 提出生成对抗网络 GAN
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以来[11], 许多研究学者加入其中, 并将其主要应用于音

乐、诗歌生成等方面. 同时, 又在其基础上提出条件生成

对抗网络 (CGAN)[12]、深度卷积神经网络 (DCGAN)[13]、
Wasserstein生成对抗网络 (WGAN)[14]、序列生成对抗

网络 (SeqGAN)[15] 等. GAN起源于二人零和博弈: 在利

益之和不变的情况下, 两个智能体互相提升自己能力

以期待获得更高的利益, 当两个智能体都发现改变自

己策略不能获得更多利益时, 博弈结束, 最终的结果是

两个智能体的能力均有提升, 达到纳什均衡[16].
GAN 的目的是在提供真实数据的情况下训练生

成器和判别器, 使生成器生成更贴近真实数据分布的

生成数据. GAN 模型如图 1 所示, 其包含两个智能体:
生成器 Generator (生成器 G) 和判别器 Discriminator
(判别器 D).
 

z

Xreal

Generator Xg

Discriminator 真/假

 
图 1    生成对抗网络

 

生成器 G 负责将其随机产生的多维向量 z 转化为

与 Xreal 相同数据格式的 Xg 数据集. Xreal 数据集需要事

先提供, 如: 统一格式的图片、统一格式的诗歌、统一格

式的音乐等, 统一格式指的是输入电脑的数据尺寸大

小, 例如将图片作为 Xreal 数据集, 则可统一格式为 RGB
模式下的 64×64像素.

判别器 D 负责判别数据真假与否. 真实数据集 Xreal

和生成器生成的 Xg 数据集共同作为判别器 D 的输入.
假设 x 为 Xreal 或 Xg 数据集的一条数据, 判别器 D 在不

知 x 所属数据集的情况下对其打分. 打分高低依赖于

判别器 D 判别出的 x 与真实数据相似程度. 即 x 与 Xreal

数据集越接近, 分数越高; 否则分数较低.
生成器 G 的目标是使生成数据被判别器 D 判别

为真; 而判别器 D 的目标是对输入数据能够进行准确

分类, 即属于 Xreal 数据集的数据被判高分、属于 Xg 数

据集的数据被判低分. 

1.2   强化学习

强化学习 (Reinforcement Learning, RL) 通过与场

景交互, 在动作空间中选取合适的动作去应对以获取

最大的奖赏.
强化学习模型如图 2所示, Agent在一定程度上能

够感知环境 Environment的部分状态, 感知到的状态称

之为 State, 此时 Agent 需要产生可以影响环境的动作

Action, 产生动作 Action 之后 Agent 会收到由环境给

与的反馈 Reward. 由于 Agent 产生了可以影响环境的

动作, 因此环境产生变化, Agent会获得新的环境状态,
此时又可在新状态的基础上产生新的动作以此循环与

环境进行交互, 直到达到设定的结束条件即可结束交互.
由于在交互初期已设定好一个或多个与环境状态

有关的目标, 此目标不断训练 Agent 使 Agent 可获取

整个交互的最大奖赏. 因此, 训练后的 Agent不应只考

虑当前单个动作的奖赏 Reward, 还应考虑整体交互的

奖赏和, 使得整体奖赏值最大. 即 Agent选取动作不仅

看重当前奖赏值 Reward, 更应看重长期整体的奖赏值.
 

Agent

Action

Reward

State

Environment

 
图 2    强化学习

  

2   基于强化学习的生成对抗网络能耗预测模型

将 GAN 网络应用于建筑能耗预测的传统模式基

本为: 将大量统一格式的能耗序列作为 Xreal 数据集,
GAN 中生成器 G 将自身随机产生的多维向量转化成

和 Xreal 数据集一样长度的序列, 生成器生成的能耗序

列组成 Xg 数据集. 作为 GAN中的判别器, 其只能接收

完整的序列数据进行判别并给出得分, 判别器接受完

整的序列数据进行判别, 若分数接近于 1 则更偏向于

认为是来自真实数据集 Xreal, 若分数接近于 0 则更偏

向于认为是来自生成器 G. 在不断训练后, 使得生成序

列分布接近真实能耗序列分布.

x1:k =

{t1, t2, · · · , tk}
{tk+1, tk+2, · · · , tn}

由于 GAN 的预测输出格式是固定的完整能耗序

列, 若在生成过程中已知能耗序列中部分数据

(k 为已知能耗数据的数量), 要求预测之后

时刻能耗数据 tk+1 或者 (n 为能耗序列

的标准长度), 这种情况只是通过 GAN 应用到建筑能

耗预测的传统模式是无法做到的, 因为模型规定的生

成器 G 是没有输入, 生成器只是根据自己随机生成的

向量去转化为统一格式且分布和真实数据相似的生成

序列. 所以, 面对当前序列中已有的部分时刻能耗资源,
如何将其利用使预测值精度更高是该研究的出发点.
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Re-GAN方法通过将强化学习与 GAN相结合, 用
真实能耗序列训练网络, 且可以通过向模型输入待预

测序列中已知的部分前序值以提升待预测序列中之后

时刻预测值的准确度. 在此之前, GAN结合强化学习的

方法主要运用于文本生成、音乐生成等, 如 SeqGAN[15]. 

2.1   能耗预测模型

面对建筑能耗预测问题, 划分一个时间长度并将

其时间内的能耗值数量作为建筑能耗序列的标准长度.
若已知部分真实能耗序列要求预测未来能耗值, 提出

了 Re-GAN算法, 该方法建模如下:

xreal = {T1,T2, · · · ,Tn}
(1)若将 n 作为序列的标准长度, 则真实能耗序列表

示为:  , Xreal 表示真实能耗数据集;
xg = {t1, t2, · · · , tn}(2)则由生成器生成的序列表示为:  ;

Xg 表示生成能耗数据集;

x1:k = {t1, t2, · · · , tk} , k ∈ [1,n]

x1:n = {t1, t2, · · · , tn} x1:n = xg

(3) 在生成器生成能耗值的过程中, 若 k 代表已知

能耗序列的长度 ,  则已知的生成能耗序列表示为 :
, 则完整的生成能耗序列表

示为:  , 易知 .

x1:k+1 = {t1, t2, · · · , tk+1}

x1:n = {t1, t2, · · · , tn}

如图 3 所示, 在强化学习中 Agent 作为智能体决

策时, 环境是当前已知的能耗序列 x1:k; 接收到的状态

是当前已知能耗序列 x1:k, 做出的下一个动作是下一时

刻的能耗预测值即 tk+1(将 [tmin, tmax] 按照等间隔划分

且间隔数自定, tk+1 在其中取值); 由此可推出 Agent做
出选择动作 tk+1 以后, 环境变为 ,
返回给 Agent 的状态是 x1:k+1, 之后 Agent 再选择动作

tk+2, 环境又被变为 x1:k+2; 直到选择最后一个动作 tn 时,
环境变为 , Agent结束与环境的交互,
获得完整生成序列 x1:n. 此时此完整序列 xg=x1:n 作为生

成器的输出. 由于生成器需要 Reward作为选择每个动

作的奖赏以优化网络, 因此设定 GAN中判别器的输出

作为 Reward.
 

Agent
Reward

State={

..., t
k
}x1:k={t1, t2, 

Action= t
k+1

t1, t2, 
..., t

k
} 

 
图 3    强化学习的网络结构

 

如图 4所示, 将 GAN中的生成器作为强化学习中

的 Agent, 将 GAN 中判别器的输出作为强化学习中的

奖赏. 由于判别器 D 只接受和真实序列格式一样的序

列, 则 Agent 只有将序列生成完毕、获得完整的生成

序列 xg 时, 判别器 D 才会接收 xg 返回给 Agent 相应

的 Reward.
 

Reward

真/假

xg

Reward function/D

xreal

Agent/G

 
图 4    Re-GAN算法的网络结构

  

2.2   判别模型

D (x) ∈ [0,1]

由于 GAN 模型的目标函数可以表示为式 (1), 原
文章已证明其收敛[11]. 公式左边加项为判别器判别真

实数据集数据的分值, 越接近于 1 代表判别器更认为

来自于真实数据集; 公式右边加项为判别器判别生成

器生成数据的分值与 1 的差距 ( ) .  训练

过程分为两个步骤交替循环, 在保持生成器 G 不变的

情况下, 优化判别器使目标函数值更大; 接下来在保证

判别器 D 不变的情况下, 优化生成器使目标函数值更小.

min
G

max
D

V (D,G)=Ex∼Xreal [ln D (x)]+Ex∼Xg [ln (1−D (x))]

(1)

由此得出判别器 D 的损失函数如式 (2), 当判别器

对来自真实数据集的数据判别分数越高、生成数据集

的数据判别分数越低时, 表明判别器判别能力越好, 同
时损失函数的值也越小. 判别器的具体流程如图 5所示.

dloss = 0.5×Ex∼Xreal [1−D (x)]+0.5×Ex∼Xg [D (x)] (2)
 

D

Xreal

Xg

真/假

 
图 5    Re-GAN的判别器

  

2.3   生成模型

根据式 (2) 可得出生成器的损失函数如式 (3) 所
示, 判别器对生成的能耗数据判别分数越高, 生成器的

损失函数值越小, 同时表明生成器的生成的数据更加

接近真实数据.

gloss = −Ex∼Xg [D (x)] (3)

但由于生成器 G 的训练依赖于判别器 D 提供的

评判分数 , 如何利用强化学习训练生成器生成完整

能耗序列以及如何利用判别器评判分数优化生成器,
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这一系列问题正是强化学习与 GAN结合的难点.

Ex∼Xg [D (x)]

由于 GAN 中优化生成器的方法是使损失函数更

小, 即使 的值更大, 且在强化学习中要求使

Agent即生成器获得的整体奖赏更大, 因此对于生成序

列, 将 D(x)作为整体奖赏. 整体奖赏 D(x)更大时, Agent
的奖赏 R 更大, 同时使生成器 gloss 的损失函数更小.

argmin
θ

gloss argmin
θ

Rθ

R̄θ

argmax
θ

R̄θ R̄θ τ =

x1:n

由此, 若定义 Gθ 是网络参数为 θ 的生成器 G, 则
求 的过程被转化为求 的过程, 由

于 Rθ 具有随机性 (生成器和判别器均有随机性), 所以

通过 整体奖赏的期望值来判定 Gθ 的生成能力的优

良, 即转化训练目标为 ,  如式 (4) 所示, 

表示生成序列的一种可能性或者说生成器生成的

一个完整序列, 每种 τ 出现的可能性依赖于 θ, Gθ 的期

望奖赏计算方法是将生成器所有可能出现的 τ 的奖赏

与每种 τ 出现的概率相乘并求和. 实际训练过程中是

让生成器参数不变的情况下生成 M 个 τ, 然后求所有

τ 的奖赏均值.

R̄θ =
∑
τ

R (τ) P (τ|θ) ≈ 1
M

M∑
m=1

R
(
τm
)

(4)

θ∗ = argmax
θ

R̄θ

θ∗ = θ+η∇R̄θ

∇R̄θ

由于对生成器采用策略梯度的方法, 将更新后的

参数表示为 θ*, 因此 , η 表示为更新参数

θ*的步长或学习率. 则在梯度下降过程中,  ,

其中, 学习率 η 为超参数, 在训练时需提前设置, 而网

络参数 θ 的取值依赖于 的求解.

R (τ)此外 ,  由于 的取值与 θ 无关 ,  因此在式 (4)
的基础上求概率梯度, 得式 (5). 其中, 求解梯度的数值

需转化为对数形式, 并将其中所有可能出现的 τ 的奖

赏与每种 τ 出现的概率相乘并求和的过程转化为采样

M 次 τ 求均值的过程. 其中首先求解梯度的数值转化

为对数形式 ,  然后最后一步将其中所有可能出现的

τ 的奖赏与每种 τ 出现的概率相乘并求和的过程转化

为采样 M 次 τ 求均值的过程.

∇R̄θ =
∑
τ

R (τ)∇P (τ|θ)

=
∑
τ

R (τ) P (τ|θ)∇P (τ|θ)
P (τ|θ)

=
∑
τ

P (τ|θ)R (τ)∇ ln P (τ|θ)

≈ 1
M

M∑
m=1

R (τ)∇ ln P (τ|θ) (5)

P (tk+1|x1:k, θ)

P (tk+2|x1:k+1, θ) P (tn|x1:n−1, θ)

P (τ|θ) =
n∏

i=k+1

P (ti|x1:i−1, θ)

P (τ|θ) =
n∏

i=1

P (ti|x1:i−1, θ)

如图 6所示, 在已知序列 x1:k 的情况下生成器一步

步生成每个序列点, 其中每一行生成器生成一个序列

点. 如图中第一行表示, 在已知序列 x1:k 作为 State的基

础上产生动作 tk+1, 其选择概率是 . 此时下

一个状态是确定的为 x1:k+1, 相应下一个动作概率为

, 直至最后一个动作概率为 ,

因此 . 实际应用时获得的是已

知序列 x1:k, 而训练网络则是从 0 开始生成序列, 因此

, 此时可得式 (6)和式 (7).

∇ ln P (τ|θ)=∇ ln
n∏

i=1

P (ti|x1:i−1, θ)

=

n∑
i=1

∇ ln P (ti|x1:i−1, θ) (6)

∇R̄θ ≈
1
M

M∑
m=1

R (τ)
n∑

i=1

∇ ln P (ti|x1:i−1, θ) (7)
 

Action

Action

Action

… …

{t1, t2, 
..., tk} 

{t1, t2, 
..., tk+1} 

{t1, t2, 
..., tn−1} 

State

State

State

tk+1

tk+2

tn

G

G

G

G

 
图 6    Re-GAN的生成器

 

R (ti|x1:i−1)

如果用整体序列的奖赏 R(τ)代表该序列中每一个

动作的好坏稍有不妥, 故采用蒙特卡洛搜索[17] 的方法,
表示在 x1:i−1 状态下产生 ti 所达到的下一个

状态的好坏程度.
R (ti|x1:i−1) = R (x1:i)

R (x1:i)=
1
J

J∑
j=1

R
(
τ j|x1:i

)由于下一个状态必是 x1:i, 因此 ,

此时定义 , 即在 x1:i 状态下采样

出 J 个完整序列并求其奖赏均值. 将 R(x1:i) 代入公式

可得式 (8), 并根据式 (9)更新网络参数 θ.

∇R̄θ ≈
1
M

M∑
m=1

n∑
i=1

R (x1:i)∇ ln P (ti|x1:i−1, θ) (8)

θ∗ = θ+η∇R̄θ (9)
 

2.4   Re-GAN 模型算法

Re-GAN 算法需要预训练判别器 D, 之后训练过

程分为两个步骤以交替循环训练, 第一步在保持生成

器 G 不变的情况下, 优化判别器使目标函数值更大; 接
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下来在保证判别器 D 不变的情况下, 优化生成器使目

标函数值更小. 由于生成器较判别器不易收敛, 所以设

置训练一次判别器后再训练 g_steps次生成器. 下面给

出详细的 Re-GAN算法流程, 如算法 1所示.

算法 1. 基于强化学习的生成对抗网络算法

1. 预训练判别器 D;
2. 初始化 Gθ、Dβ 的权值;
3. 令 θ'=θ;
4. For(i=1; i<= epochs; i++){
5. 　#训练判别器 D
6. 　　将 xreal 中的采样序列和生成器 G 的生成序列混合;
7. 　　训练判别器 D 以最小化 dloss;
8. 　#训练生成器 G
9. 　　For(j=1; j<=g_steps; j++){
10. 　　　利用 Gθ 生成序列 x1:n;
11. 　　　For(k=1; k<= n; k++){
12. 　　　　利用 Gθ 计算 R(x1:k)
13. 　　　}

∇R̄θ14. 　　　采用梯度下降方法利用 优化 Gθ;
15. 　　　θ'=θ;
16. 　　}
17. }
 

2.5   模型分析

算法 1 给出模型的训练过程, 主要包括了初始化

和循环训练判别器、生成器过程. 其中生成器由循环

神经网络实现、判别器由全连接神经网络实现. 初始

化生成器和判别器的超参数后进行模型训练. 模型训

练是一个逐步地优化过程, 在此模型中每次训练分为

两步, 先训练判别器, 之后训练生成器.
通常生成器较判别器不易收敛, 所以设置训练一

次判别器后再训练 g_steps次生成器. 训练判别器时注

意需要将生成器 G 的参数设置为不可跟踪, 这样生成

器的生成数据分布固定, 且真实数据的分布必然固定,
以此才可训练判别器优化判别能力, 否则极有可能在

优化判别器的同时使生成器的生成能力降低[18].
∇R̄θ

θ∗ = θ+η∇R̄θ

训练生成器的过程也是求 的过程 ,  以通过

来更新生成器 Gθ, 由于其中的 R(x1:i)对于

求梯度来说是一个系数且较难计算 (每个 R(x1:i) 的时

间复杂度为 J), 所以对于序列 x1:n, 先将 R(x1:i)求出, 再
用式 (8)求梯度以优化生成器网络. 

3   实验结果与分析 

3.1   数据预处理

本文实验环境为 Python 3.6, tensorflow-gpu 1.12,

NVIDIA GFORCE GTX980, Windows 10操作系统. 实
验所用的数据集来自建筑数据基因组项目[19], 在共享

的 507 栋建筑性能相关数据集中, 每栋建筑数据包括

整栋建筑每小时的电表数据和各种特征元数据, 如总

建筑面积、主要用途类型、天气信息和行业. 本文选

取其中一栋建筑唐宁街综合大楼的数据进行实验

(https://platform.carbonculture.net/assets/10-downing-street/).
唐宁街综合大楼是一栋四层的一级和二级砖砌的

格鲁吉亚排屋, 其中唐宁街 10号分享其可持续发展数

据, 以便每个人都能帮助确定新的储蓄并提出改进建

议. 选取其 2012 年 1 月 1 日至 2018 年 12 月 31 日共

6 年的数据作为本文实验中的真实数据集 ,  将其中

2012年至 2017年的数据作为训练集、2018年的数据

作为测试集 (能耗数据按小时采集, 每天 24次).
图 7 展示的是 2017 年 1 月共 31 天的能耗数据、

图 8展示的是 2017年 1月 8日至 1月 14日共 7天的

能耗数据, 横坐标是时间单位, 纵坐标是全楼用电, 用
WBE (the Whole-Building Electricity)表示, 其中可以明

显看出工作日与能耗之间的大致关系.
 

250

200

150

100

50

0

0 7 14 21

Days

28 35

W
B

E 
(k

W
h/

h)

 
图 7    2 017.1.1–2 017.1.31能耗实际值
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图 8    2 017.1.8–2 017.1.14能耗实际值

 

按照所选取训练集, 将其转化为按天为单位的能

耗曲线, 其行表示为该栋建筑的每一天, 列为该栋建筑

一天中 24小时的能耗值. 首先使用 LoadShape模型和

相关的 Python 库, 通过删除总异常值和填充小间隙来

清理每个仪表数据集.
本文关注基于时间序列的能耗数据变化, 且为了

固定模型学习中的预测范围, 故通过每年的峰值负荷
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Tk
′

标准化建筑的日负荷曲线, 并将真实能耗数据值进行

归一化处理, 处理后数据范围是 [0,1]. 用 表示单个

真实能耗数据, Tmax 代表年能耗数据 (删除总异常值

后) 的最大值, Tmin 代表年能耗数据 (删除总异常值

后)的最小值. 那么归一化后的数据 Tk 可表示为式 (10):

Tk =
Tk
′−Tmin

Tmax−Tmin
(10)

 

3.2   对比方法和评价指标

本文将 Re-GAN 与 MLP、GRU 和 CNN 进行比

对. 且不同方法对应的训练数据集均为预处理之后的

训练集, 以体现实验的公平性.
选取平均绝对百分比误差 MAPE 和均方根误差

RMSE 作为评价指标, 其表达式为式 (11)和式 (12):

MAPE =
1
n

n∑
k=1

∣∣∣∣∣Tk − tk
Tk

∣∣∣∣∣×100% (11)

RMSE =

√√
1
n

n∑
k=1

(Tk − tk)2 (12)

其中, n 表示预测能耗序列的长度, Tk 和 tk 分别表示每

个序列点的真实能耗值和预测能耗值. MAPE 范围是

[0, +∞), MAPE 为 0 表示为完美模型, MAPE 越大表示

预测效果越差. 同时 MAPE 公式要求真实数据不能存

在等于 0 的情况, 从图 7 可以看出能耗值不存在等于

0的情况且能耗数据极小值不为 0, 因此此评价标准可

用. 此外, 将数据去归一化处理后用 RMSE 评估, 这时

RMSE 评价标准可直观的表示预测的平均误差数值, 比
如 RMSE=5, 可以认为预测序列相比真实序列平均差

5. MAPE 和 RMSE 都是数值越小表示能耗预测结果越

准确. 

3.3   实验及结果分析

本文对唐宁街综合大楼的数据集进行训练 ,  将
2012 年–2017 年的数据作为训练集, 2018 年的数据作

为测试集. 为了研究本文 Re-GAN算法的预测效果, 设
置MLP、GRU、CNN几种算法作为对比.

表 1 为 4 种算法在相同训练集上的预测误差. 通
过表 1 可知 ,  4 种算法在相同训练集上预测结果的

RMSE 值比较接近, 说明它们对训练集数据具有相似的

数据拟合效果. 而后通过检验在测试集上的预测效果

比较各个算法的泛化能力.
表 2 为 4 种算法在相同测试集上的预测误差. 通

过表 2 可知, 各个模型在测试集上的预测准确度有较

大的差别, 实验选取 5个星期的能耗数据进行预测, 发
现 MLP、GRU、CNN、Re-GAN 方法最终预测结果

的 RMSE 均值分别为 5.50、4.42、4.34、2.67. Re-GAN
方法较其他预测方法在 MAPE 上分别降低了 5.91%、

4.11%、3.9%; 相比于其他方法在 RMSE 上分别降低

了 51.45%、39.59%、38.48%. 综合分析, Re-GAN 方

法在 MAPE 和 RMSE 指标上都有明显的下降, 且具有

较好的泛化性能, 表明在预测过程中整体预测精度和

模型性能都有较大的提升.
 

表 1     不同方法下预测的误差对比 (训练集)
 

评价标准 MLP GRU CNN Re-GAN
MAPE (%) 0.18 0.16 0.18 0.15

RMSE 0.09 0.08 0.09 0.08
 

表 2     不同方法下预测的误差对比 (测试集)
 

日期 评价标准 MLP GRU CNN Re-GAN

1.08–1.14
MAPE (%) 13.84 11.37 10.58 6.51

RMSE 5.46 4.24 3.98 2.45

2.05–2.11
MAPE (%) 11.16 9.92 9.71 5.98

RMSE 5.19 4.30 4.21 2.59

2.19–2.25
MAPE (%) 10.53 9.71 10.13 6.11

RMSE 5.28 4.52 4.66 2.82

3.05–3.11
MAPE (%) 13.76 10.51 9.78 5.74

RMSE 6.24 4.61 4.33 2.57

3.19–3.25
MAPE (%) 11.52 10.29 10.53 6.91

RMSE 5.33 4.43 4.50 2.92

平均值
MAPE (%) 12.16 10.36 10.15 6.25

RMSE 5.50 4.42 4.34 2.67
 
 

分析得出, 采用 GRU 方法预测能耗数据在训练

集上虽然有很高的训练精度 , 但是在面对未学习过

的数据集 (测试集) 时表现的效果不是很理想 , 泛化

能力较差 . 一部分原因是循环神经网络一个序列位

置的输出受之前预测值的影响 , 误差极有可能累计

或者很有可能发生相位偏移 , 从而导致预测准确度

不高. 采用 CNN 方法预测的平均绝对百分比误差和

均方根误差相较于 GRU 均有所降低, 但预测效果仍

有待提高.
Re-GAN 算法从整体时间序列角度出发, 以强化

学习中的奖赏为目标, 试图获得更高的总奖赏值. 值得

注意的是即使出现准确度较低的一个点, 下一个预测

值也不会受太大的影响, 因为此时模型选取的下一个

预测能耗值是为获取更高的奖赏总和, 即模型受之前单

个预测值误差的影响较小. 因此在面对峰值时 Re-GAN
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算法预测效果更好.
表 3为 Re-GAN算法在相同测试集上不同输入量

的误差对比. 通过表 3可知, 用 Re-GAN方法输入不同

数量的输入值其预测精度也会有所不同.
 

表 3     Re-GAN方法不同输入量误差对比 (测试集)
 

日期 评价标准
测试集

8个 12个 16个

1.08–1.14
MAPE (%) 6.24 5.62 5.12

RMSE 2.34 2.14 1.95

2.05–2.11
MAPE (%) 6.04 5.90 5.30

RMSE 2.59 2.52 2.27

2.19–2.25
MAPE (%) 5.94 5.68 4.94

RMSE 2.73 2.61 2.29

3.05–3.11
MAPE (%) 4.96 5.56 5.44

RMSE 2.26 2.46 2.37

3.19–3.25
MAPE (%) 6.30 5.72 4.86

RMSE 2.68 2.46 2.11

平均值
MAPE (%) 5.90 5.70 5.13

RMSE 2.52 2.44 2.20
 
 

Re-GAN 算法增加了利用已知真实能耗数据提升

预测精度的功能. 在不同已知输入序列条件下, MAPE
值也有不同, 如表 3 所示, “8 个”代表在 Re-GAN 方法

下输入前 8 个小时已知值, 同理, “12 个”“16 个”代表

在 Re-GAN方法下输入前 12个小时、前 16个小时的

已知值. 因此在 Re-GAN 方法下输入 0 小时已知值、

输入 8 个小时已知值、输入 12 个小时已知值和输入

16个小时已知值的 MAPE 均值分别为 6.25%、5.90%、

5.70%、5.13%. 可以得知: 本文算法下已知输入序列越

多, MAPE 误差均值越小.
总体来看, 与 MLP、GRU、CNN 相比, Re-GAN

在 MAPE 和 RMSE 评价指标上均具有明显的下降, 同
时输入已知序列更能降低预测的误差. 表明在预测过

程中 Re-GAN 方法具有更高的预测性能和稳定性, 是
一种可行的建筑能耗预测方法.

为了更清晰直观的表示各算法的预测效果, 图 9
展示了 2018年 3月 12日用不同方法预测能耗的对比

图, 此时 Re-GAN无输入数据.
根据图 9可知 Re-GAN算法预测的能耗序列更接

近于真实能耗序列值, 预测效果较好, GRU 算法在峰

值处能耗值稍有延迟, MLP预测效果较差, 虽然可以预

测出能耗曲线的起伏变化, 但其预测值稍低且峰值处

不明显. CNN效果仅次于 Re-GAN, 在能耗曲线上有偏

离但起伏状态能准确地捕捉到. 因此, 相较于其他模型,

Re-GAN 模型可以较为准确的捕捉到能耗曲线的起伏

变化, 有效的消除显著误差的影响, 是一种有效的建筑

能耗预测方法.
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图 9    不同方法下预测值与真实值的对比 (2 018.3.21)

  

4   结束语

本文提出了一种将强化学习与 GAN 结合的 Re-
GAN 算法能耗预测模型, 该模型将 GAN 中的生成器

作为强化学习中的智能体 Agent、将 GAN 中的判别

器作为强化学习中的奖赏函数, 其中 Agent 每一序列

点的预测目标都是使序列整体的误差更小. 根据模型

的特点可通过输入已知能耗数据提升预测准确度. 本
文将 Re-GAN 算法和 MLP、GRU、CNN 这 3 种方法

进行对比, 提出的预测模型能够获得更小的预测误差,
且随着已知能耗数据的增加预测误差更小.

本文的预测对象主要是长度较短的能耗序列, 然
而 ,  对于较长的能耗序列 ,  算法存在以下两个问题:
(1) 收敛速度慢; (2) 对计算机内存要求较高. 下一步,
将考虑对这些问题进行解决, 同时不断完善能耗预测
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模型. 当前, 利用强化学习优化 GAN 并用于能耗预测

是一个值得研究的方向, 进一步优化使其具有更强的

通用性应该会获得更有价值的结果.
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