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摘　要: 下一个兴趣点推荐是基于位置的社交网络 (Location-Based Social Network, LBSN)的重要服务之一, 其不

仅可以帮助用户寻找其感兴趣的目的地, 还能帮助商家提高潜在的收入. 目前已有算法提出采用用户行为序列信息

以及兴趣点信息进行推荐, 但其没有很好地利用兴趣点辅助信息, 因此无法缓解冷启动与数据稀疏问题. 本文提出

了一种基于图嵌入与 GRU (Gated Recurrent Unit)的兴趣点推荐模型 GE-GRU (Graph Embedding-Gated Recurrent
Unit). GE-GRU 首先通过图嵌入的方法, 将兴趣点本身与其辅助信息相融合, 得到信息丰富的深层次兴趣点向量,
再将其输入到神经网络中, 利用 GRU对用户近期兴趣偏好进行建模得到用户 Embedding表示, 最后根据兴趣点排

序列表进行下一个兴趣点推荐. 本文在一个真实的数据集 Foursquare中超过 48万条签到记录上进行了实验, 采用

Accuracy@k 指标进行评估, 实验结果表明, GE-GRU 相比于 GRU、LSTM (Long Short-Term Memory) 在
Accuracy@10上分别有 3%和 7%的提升.
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Abstract: The next Point-Of-Interest (POI) recommendation is one of the most important services of the Location-Based
Social Network (LBSN). It can not only help users find the destination which they are interested in, but also improve the
potential income of business providers. Existing algorithms have employed user behavior sequences and the POI
information for recommendation, but none of them fully utilize POI side information, thereby failing to ease the problems

of cold start and sparse data. In light of the above analysis, this study proposed a POI recommendation system, Graph

Embedding-Gated Recurrent Unit (GE-GRU). Firstly, GE-GRU relies on Graph Embedding (GE) to integrate the POI
itself with its side information to get the POI embedding that contains deep information. Then, the POI embedding is input
into the GRU-based neural network to model recent user preferences to acquire user embedding. Finally, according to the

POI rank list, the next POI can be recommended. Experiments are conducted on a real dataset, Foursquare, which contains

more than 480 000 check-ins, and Accuracy@k is adopted for evaluation. The results show that, compared with GRU and
Long Short-Term Memory (LSTM), GE-GRU has 3% and 7% improvement on Accuracy@10, respectively.
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随着移动设备, 全球定位系统 (Global Position
System, GPS)和Web 2.0技术的迅速发展, 基于位置的

社交网络 (Location-Based Social Network, LBSN)逐渐

在人们的日常生活中普及. 与传统的社交网络相比,
LBSN不仅包括了人与人之间的联系, 还可以共享人们

之间的位置信息, 使得线上社交和线下社交相结合, 用
户可以随时分享自己或浏览他人的足迹. 目前主流的

社交应用 (如 Twitter、Foursquare、Gowalla 等) 都满

足 LBSN 的主要特性 .  这样的应用每天都在产生

TB 级别的时空数据, 其通常以 GPS 数据或签到数据

(check-ins)的形式记录. 这些信息既是个人行为习惯与

偏好的体现[1],也在一定程度上反映了一座城市里人们

的生活方式和移动模式. 基于以上数据, 多种类型的推

荐被提出[2], 其中兴趣点推荐为其重要研究方向之一.
如图 1 所示, 兴趣点推荐模型的方法主要分为传

统推荐方法和深度学习推荐方法. 其中传统推荐方法

可分为以下 5 种: (1) 协同过滤, 其基本思想为相似的

用户有相似的兴趣, 通过相似度计算进行推荐. Ference等[3]

综合考虑用户偏好, 社交因素以及地理位置, 在协同过

滤的基础上提出了 UPS-CF 算法, 将本地居民和外地

居民分开推荐. (2) 概率模型, 其认为用户-POI 签到矩

阵分布符合特定的概率分布模型. Cheng 等[4] 基于对

用户签到数据的观测, 发现其有家、公司等多个分布

中心, 基于此提出了一个多中心高斯分布模型来进行

推荐. (3) 矩阵分解, 其将用户签到矩阵分解为用户矩

阵 U 和兴趣点矩阵 V, 从 U 和 V 中可以分别得到所有

用户和兴趣点的潜在表示向量, 通过两种表示向量内

积计算推荐评分. Cheng 等[5] 提出的基于矩阵分解和

马尔科夫链的 FPMC-LR模型, 依据矩阵分解学习所有

用户的整体偏好, 通过兴趣点转移矩阵的马尔科夫链

来挖掘出人们在时间维度的移动模式. (4) 基于链接的

模型, 此类模型考虑用户与用户, 兴趣点与兴趣点, 用
户与兴趣点之间的联系, 据此构建对应图进行推荐.
Ying 等 [6] 通过构建一个 HITS (Hyperlink Induced
Topic Search) 为基础的模型, 将兴趣点推荐问题转化

用户-兴趣点的相关度问题. (5) 混合模型, 即综合考虑

各个模型的优缺点, 一般采用两个模型进行联合推荐.
Ye 等[7] 的 USG 模型中, 一方面通过协同过滤处理用

户偏好以及朋友关系, 另一方面又采用幂律分布概率

模型对地理因素进行建模, 最后将推荐的结果线性相

加进行混合推荐. 张岐山等[8] 提出的 SoGeoCat模型将

协同过滤和矩阵分解算法相结合, 根据用户相似性与

潜在兴趣点进行建模, 克服了单一模型的不足, 缓解了

数据稀疏的问题.
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图 1    兴趣点推荐方法分类

 

深度学习的兴趣点推荐方法主要有以下 4 种: (1)
基于 RNN (Recurrent Neural Networks) 的方法. 由于近

来 RNN在自然语言处理领域表现优秀, 研究人员就尝

试着将其应用在任务相似的兴趣点推荐领域. Liu 等[9]

提出了 ST-RNN (Spatial-Temporal RNN) 时空循环神

经网络模型, 此模型在普通的 RNN基础上增加了时间

转移矩阵和距离转移矩阵, 通过此方法, ST-RNN 能

够捕捉时间因素和距离因素对人们移动轨迹的影响.
(2) 基于 LSTM (Long Short-Term Memory) 的方法.
LSTM 在其网络结构中引入了输入门, 遗忘门和输出

门的概念, 解决了 RNN在处理较长序列时产生的梯度

消失问题. Zhao 等[10] 提出的 SLSTM 模型, 采用了堆

叠 LSTM 和 Embedding 嵌入层来进行兴趣点推荐. 王
立等[11] 提出的 POI-LSTM推荐框架, 将用户信息、好

友关系、POI信息和评论信息进行 Embedding化以后

输入到 LSTM神经网络中捕捉用户的兴趣变化趋势来

进行推荐. Huang等[12] 提出的 AT-LSTM模型, 将时空

信息融入模型中, 同时引入了注意力机制, 实现了高效

的兴趣点推荐. Zhao 等[13] 提出的 STGN 模型, 基于

LSTM 与时空数据, 对 LSTM 每个 cell 的内部结构

进行了修改优化, 使得推荐效果大幅度提高. (3) 基于

GRU (Gated Recurrent Unit) 的模型. 相比于 LSTM,
GRU 因使用同一门控来控制需要遗忘和记忆的信息

而大大减少了网络结构所需要的参数, 使得其计算代

价变低了. (4) 基于图嵌入 (Graph Embedding, GE) 的模

型. GE 通过对类似于用户-兴趣点这样的二分图进行

学习, 得到低维的特征表示用作后续步骤的推荐. Xie
等[14] 通过对兴趣点-兴趣点图, 兴趣点-区域图, 兴趣点-
时间图, 兴趣点-文字图进行学习, 分别研究了序列因

素、地理因素、时间因素和语义因素对用户移动轨迹
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的影响, 通过计算用户移动轨迹之间的相似性来进行

兴趣点推荐.
虽然上述的传统方法和深度学习方法在兴趣点推

荐领域中取得了不错的成绩, 但是他们没有对兴趣点

本身附带的辅助信息进行很好的使用和融合, 如兴趣

点的种类, 兴趣点的品牌等. 本文提出了一种基于图嵌

入的 GRU 兴趣点推荐方法 GE-GRU. 该模型首先利

用 GE 方法对 POI 本身及其辅助信息进行融合, 得到

了信息丰富的深层兴趣点 Embedding 表示信息, 再将

此 Embedding信息输入到 GRU网络中进行训练, 最后

利用用户 Embedding和通过 GE模型学习到的兴趣点

Embedding进行推荐. 相比于现有的模型, GE-GRU一

方面吸收了 GE 可以通过从图中学习出低维特征表示

的优点, 另一方面运用了 GRU网络擅长捕捉序列依赖

信息的特点, 两者相结合, 使得其在兴趣点推荐上表现

良好.
本文的贡献点如下:
(1) 在数据预处理阶段, 为了缓解数据稀疏问题,

采用了扩充用户移动序列的数据增强方法.
(2) 对兴趣点及其辅助信息进行了融合处理, 使得

兴趣点表征信息更加丰富.
(3) 将 GE 图嵌入模型与 GRU 门控循环单元模型

相结合, 吸取了二者的优点, 提高了兴趣点推荐效果.
后文组织如下 : 第 1 节介绍兴趣点推荐的问题

定义以及 GE 和 GRU 的简介; 第 2 节介绍 GE-GRU
兴趣点推荐模型的具体实现细节 ; 第 3 节介绍数据

集、数据预处理以及实验结果及分析; 第 4节总结概括

全文. 

1   相关背景

本节主要介绍模型的问题定义, 和模型架构相关

的基于图嵌入的模型和 GRU网络结构. 

1.1   问题定义
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用 P 表示用户集合, 用 Q 表示兴趣点集合. 每个

兴趣点 都有其相应的地理坐标 ,  辅助信息

. 对于用户 , 其历史兴趣点访问序列为

= , 其中,  表示用户 在时间点 访

问了兴趣点 .  所有用户的兴趣点访问序列为 =
. 给定一个用户历史访问记录, 模型

的任务是预测在下一个特定的时间点 该用户最有可能

去的兴趣点. 

1.2   图嵌入简介

图广泛存在于真实世界的多种场景中, 图即节点

和边的集合, 如社交网络中人与人之间的联系, 兴趣点

与兴趣点之间的关联.
图嵌入技术[15] 是一种将图数据, 通常为高维稠密

矩阵映射为低微稠密向量的过程, 其习得的向量不仅

能够保留图模型的结构信息和潜在的特征, 还能够很

好地解决图数据难以高效输入机器学习算法的问题.
图嵌入将属性图转换为向量或者向量集, 学习得到的

嵌入数据捕捉了图的拓扑结构、顶点到顶点的关系以

及关于图、子图和顶点的其他相关信息.
图嵌入技术的基础是 Word2Vec 算法[16], 其思想

为: 利用海量的文本序列, 根据上下文单词预测目标单

词共同出现的概率, 构造出一个最优化的神经网络, 此
网络中的特定参数矩阵即单词的向量. Skip-gram 为

Word2Vec 的模型之一, 如图 2 所示, 其网络有输入

层、隐层和输出层. 网络的输入即每个单词的独热编

码 (one-hot), 独热编码是一个长度与单词字典相同的

向量, 除了其在字典的对应位置为 1以外, 其他都为 0,
隐层没有激活函数, 其输出为单词的嵌入表示, 输出层

为与预测单词邻域单词的 Softmax 分类器. 由图 2 可

以看出, Word2Vec本质上是一种将单词从高维冗长的

独热编码形式降维到含义丰富的低维表示向量.
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图 2    Skip-gram模型

 

图嵌入的方法主要分为 3 类[15]: 1) 基于因子分解

的方法; 2) 基于随机游走的方法; 3) 基于深度学习的方
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法. DeepWalk[17] 是典型的基于随机游走的方法, 其受

Word2Vec 启发, 首先选取某特定的点作为起点, 接着

随机游走一定的步数, 得到序列, 将此序列视为句子输

入到 Word2Vec 模型中进行训练, 得到图中每个点的

表示向量, 该向量反映的是该点在途中的局部结构, 两
个点在图中的共有近邻点越多, 其对应的两个向量之

间的相似度就越高. 

1.3   GRU 简介

GRU是循环神经网络的一种, 其网络结构与 LSTM
类似, 都是为了解决长期记忆和反向传播中的梯度等

问题而提出的, 而前者与后者不同之处在于, GRU 在

使用了更少的门控单元的情况下能够达到与 LSTM网

络十分相当的效果, 因此 GRU 相比之下更加容易训

练, 很大程度上提高了训练效率.
GRU 的每个 cell 结构如图 3 所示, 包括重置门

(reset gate), 更新门 (update gate)和隐藏层. 重置门用来

控制当前 cell 需要保留多少上个 cell 传递的记忆, 更
新门在功能上实现了 LSTM 中遗忘门和输入门的功

能, 其控制了需要从上个 cell 的隐藏层中遗忘多少信

息, 和需要从当前 cell的隐藏层中加入多少信息, 两者

结合得到最后输出的隐藏层信息. GRU 的前向传播公

式如下:
zt = σ (Wz · [ht−1, xt]+bz) (1)
rt = σ (Wr · [ht−1, xt]+br) (2)

h̃t = tanh
(
W · [rt ×ht−1, xt]+bh̃

)
(3)

ht = (1− zt)×ht−1+ zt × h̃t (4)

yt = σ
(
Wo ·ht +by

)
(5)

σ其中,  表示 Sigmoid函数, W 表示 GRU网络结构中的

各权重矩阵, h 表示隐藏层信息, b 表示偏置项, tanh表
示输出的激活函数.
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图 3    GRU模块结构 

2   模型介绍

现有的兴趣点推荐模型存在着数据稀疏与冷启动

问题, 针对此问题, 本文提出了融合兴趣点与其辅助信

息的思路. 兴趣点辅助信息指的是兴趣点名称, 兴趣

点品牌以及兴趣点种类这些和兴趣点本身密切相关的

信息. 现有的基于深度学习的兴趣点推荐模型只考虑

对兴趣点本身进行学习, 而忽略了兴趣点辅助信息中

所蕴含的信息. 通常, 有着相似辅助信息的兴趣点在

Embedding 空间中也会有着相似的 Embedding 表示.
基于这样的前提, 本文提出了采用 GE 方法学习出融

合辅助信息的兴趣点 Embedding 表示, 再将融合了

Embedding 表示的用户序列信息输入到 GRU 神经网

络中得到用户 Embedding 表示, 此用户 Embedding 和

兴趣点 Embedding 进行内积运算, 得到该用户下一个

可能去的兴趣点列表排序, 据此进行推荐.
本节将从兴趣点基础 Embedding 生成模型、改

良 Embedding 生成模型, GE-GRU 模型网络结构 3 方

面进行介绍. 

2.1   基础 Embedding 生成模型

基于 GE的 Embedding生成模型主要采用了随机

游走与 Word2Vec 的思想, 本小节将分 4 个步骤介绍

该模型.
(1) 提取用户访问序列. 如图 4 所示, 对同一个用

户来说, 如果其连续访问两个兴趣点的时间不超过 ΔT,
则这两次连续访问在同一个用户访问序列中.
 

U1 A B C

U2 B F E D C

U3 C DA E F

 
图 4    提取用户序列

 

(2) 兴趣点–兴趣点有向图构造. 如图 5所示, 根据

步骤 (1) 已经提取完成的用户访问序列, 建立兴趣点–
兴趣点有向图 G.

vi v j

(3) 随机游走. 本步骤采用了 DeepWalk[13] 的思想,
如图 6所示, 根据步骤 (2) 已经建立好的有向图进行随

机游走: 从一个节点出发, 按照一定的概率随机移动到

其邻居节点, 并将该节点作为新的当前节点, 执行数次

这样的步骤, 得到一条游走路径, 其中每次从当前节点

移动到其邻居节点 的概率如式 (6)所示.
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P
(
v j|vi
)
=


Mi j∑
jϵNi

Mi j

, v jϵNi

0 , other

(6)

Mi j vi

v j Ni vi

vi vk

vkϵNi

其中, M 为有向图 G 的邻接矩阵,  为从节点 指向

节点 的边的权重,  为节点 的所有外连结邻居集合,
即如果有向图 G 中存在一条从 指向节点 的边, 那么

.
 

A

E

B

C

D

F

 
图 5    构建有向图

 

A E D C

B C D E F

A B C D F

 
图 6    随机游走

 

(4) 生成兴趣点 Embedding. 此处采用了Word2Vec
中 skip-gram 模型的思想, 将步骤 (3) 得到的游走序列

看作文本数据输入到模型中, 其目的是最大化同一序

列中两个节点之间共现的概率, 因此训练得出的这两

个节点在 Embedding空间中很接近. 如图 7所示, 通常

可以采用 output matrix 作为所有节点的 Embedding
集合.
 

. . .

Input

layer

Hidden

representation
Sampled

classifier

Input

matrix

Output

matrix

Softmax

 
图 7    生成兴趣点 Embedding 

2.2   改良 Embedding 生成模型

本小节主要介绍针对 2.1 节步骤 (4) 生成兴趣点

Embedding的改良工作, 主要分为以下两点:
(1) 兴趣点与其辅助信息融合. 在 2.1 节步骤 (4)

中, 模型只利用了兴趣点本身的信息输入到网络中, 并
没有利用到类似于兴趣点种类这样的辅助信息, 如此

学习得出的兴趣点 Embedding 蕴含的信息比较单一,
不能够很好地缓解冷启动问题. 加入兴趣点辅助信息

后 ,  神经网络能够挖掘出深层次的兴趣点信息 ,  让
Embedding含义变得更加丰富.

W0
q

Wk
q

此处采用 来表示兴趣点 q 本身的 Embedding

矩阵, 用 表示兴趣点 q 第 k 个辅助信息的 Embedding

矩阵. 此处融合采用平均池化的方式, 如式 (7)所示.

Eq =
1

n+1

n∑
k=0

Wk
q (7)

Eq q为融合后的兴趣点 的 Embedding, 通过这样的

方式, 在 Embedding空间中, 辅助信息相似的兴趣点之

间的距离就会比较相近, 缓解了兴趣点推荐中的冷启

动问题.
(2) 在上述 (1) 中, 式 (2)的融合方式是基于这样一

个前提: 所有的辅助信息对于兴趣点 Embedding 的重

要程度都是一致的. 这显然不符合实际, 例如某用户要

前往健身房运动, 此时健身房的兴趣点种类 (运动) 要
比健身房的品牌更加趋近于用户访问该兴趣点的原因.
因此, 不同的辅助信息对于兴趣点的重要程度是不一

致的, 针对此, 本文提出了基于注意力机制的兴趣点辅

助信息融合方法.
ak

q q

k a0
q

用 A 来表示权重矩阵,  表示其第 个兴趣点的第

个辅助信息的权重, 其中 表示该兴趣点本身所占的

权重. 根据不同辅助信息所占权重不同的基于注意力

机制的融合方法如式 (8)所示.

Eq =

n∑
k=0

eak
qWk

q

n∑
k=0

Wk
q

(8)

 

2.3   GE-GRU 模型网络结构

如图 8 所示 ,  GE-GRU 模型网络的整体架构分

为 GE 和 GRU 所示, 首先通过 GE 训练出兴趣点的

Embedding 表示, 再将此 Embedding 表示当作基于

GRU的网络中的 Embedding层的初始化参数, 这一步
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桥接了模型的两个部分, 使得蕴含深层次信息的兴趣

点 Embedding能够顺利输入到 GRU 网络中进行训练,
从而使得后续的神经网络能够拥有良好的输入, 提高

了训练的质量.
 

Graph

embedding 

. . .
User

sequence

. . .Embedding

. . .Softmax

GRU 

Initialization

 
图 8    GE-GRU整体模型

 

具体的 GE 结构如图 9 所示 ,  SI0,  SI1,… ,SIn
表示兴趣点本身及其 n 个辅助信息, 第 1 步对兴趣点

及其辅助信息进行简单 Embedding 表示, 第 2 步将各

Embedding表示采用注意力机制, 按式 (2)的方式结合

成新的兴趣点 Embedding. 模型的最后一层是 sampled
Softmax, Softmax 函数的一种变体. 训练完成后, 采用

模型输出层的 output matrix作为所有兴趣点 Embedding
的矩阵集合.
 

Embedding

Side information

Hidden

representation 

Sampled

. . .

. . .

. . .

a0 a1 a
n. . .

Output

matrix

SI0 SI1 SIn

Softmax

 
图 9    GE模块框架

  

2.4   损失函数

可将模型最终的任务看作一个多分类任务, 即若

该任务中共有 N 个兴趣点, 每次推荐都是在进行一次

N 分类, 挑选出评分排名最靠前的 k 个兴趣点进行推荐,
而多分类的损失函数通常使用交叉熵损失函数来表示.

交叉熵能够衡量同一个随机变量中的两个不同概

率分布的差异程度, 在机器学习中就表示为真实的概

率分布和预测的概率分布之间的差异, 交叉熵的值越

小, 其模型预测效果就越好. 在多分类问题中, 交叉熵

通常与 Softmax函数一起出现, Softmax函数将模型输

出的结果进行处理, 使其所有分类的预测值和为 1, 再
通过交叉熵来计算损失. 最终损失函数如式 (9)所示.

L (p,q) = −
n∑

i=0

pi ln (qi) (9)

q p其中,  为模型预测的概率分布, 而 为真实的概率分

布, 模型的目的就是不断缩小预测的概率分布与真实

的概率分布之间的差异, 差异越小, 实验效果就越好. 

2.5   训练方法

Qu
{

qu
t1 ,q

u
t2 , · · · ,q

u
ti

}
Qinput ={

qu
t1 ,q

u
t2 , · · · ,q

u
ti−1

}
qu

ti

经过数据预处理之后, 整个数据集按时间顺序被分

为了训练集和测试集. 在本文实验的训练过程中, 用户的

单条序列为 = , 则模型输入为

, 标签为 用于验证模型的输出误差.

GE-GRU 每次单独处理一条分割好的序列, 采用

mini-batch梯度下降的方法对模型进行训练. batch_size
即每次训练的样本数量, 当 batch_size 太小比如 1 时,
每一个训练数据都要进行权值更新, 这样就舍弃了向

量化处理带来的加速; 当 batch_size太大如全部样本都

算为一个 batch, 全部数据训练完才进行一次权值更新,
在数据量大时, 单次迭代时间太长. 综合考虑, 本实验

将 batch_size定为 512, 采用 Adam优化器对损失函数

进行优化.
Adam 优化器结合了 AdaGrad 和 RMSProp 两种

优化器的优点, 其实现简单, 计算高效, 对内存需求少;
参数更新不受梯度伸缩变换的影响, 并且非常适用于

大规模的数据以及参数的场景, 十分符合本文的需求. 

3   实验 

3.1   数据集介绍

本文使用的 Foursquare数据集[18] 是一个典型的基

于位置的社交网络数据集, 时间跨度从 2010年 4月至

2011年 9月, 地理范围集中在美国加利福尼亚州. 具体

数据如表 1所示.
 

表 1     Foursquare数据集参数
 

参数 数值

用户数 4163
兴趣点数 121 142
Check-ins数 483 813

 
  

3.2   数据预处理

本文采用了 Cheng等[5] 的方法对用户访问序列做

了分割处理, 即将同一用户访问序列中, 如果连续两次
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访问之间的时间间隔不超过 6 h, 则将其编入同一序列

之中, 若超过 6 h, 则编入不同序列中. 同时, 为了防止

不活跃用户与不活跃兴趣点对数据集的影响, 本文还

过滤掉了总 check-ins 数少于 5 条的用户和兴趣点, 以
及对用户序列分割后少于 5条访问序列的用户.

Qu
{

qu
t1 ,q

u
t2 , · · · ,q

u
ti

}{
qu

t1 ,q
u
t2

} {
qu

t1 ,q
u
t2 ,q

u
t3

}
· · · {qu

t1 ,

qu
t2 , · · · ,q

u
ti−1
}

Dtrain Dtest

为了缓解数据稀疏的问题, 本文采用了 Tan 等[19]

的方法 ,  具体为 :  给定原始序列 = ,

那么其所有前缀序列如 ,  ,  , 

都视作该用户的一条新访问序列. 先按时

间顺序将每个用户所有访问序列排序, 将前 70% 的序

列作为训练集 , 后 30%的序列作为测试集 .
如表 2所示, 在数据增强前, 数据集提取出的有效

用户移动序列数为 13 830条, 数据增强后, 序列总数扩

充到了 119 142 条. 深度学习的特性是样本数量越多,
其效果越明显. 在数据增强前, 总样本数量仅有 13 830
条, 用于训练的样本数量仅有 9681 条, 样本太少的情

况下, 神经网络几乎无法学习出隐藏于序列中的知识,
所以实验效果很差.
 

表 2     样本数量对比
 

条件 样本数量

数据增强前 13 830
数据增强后 119 142

 
  

3.3   Baseline 方法介绍

(1) FPMC-LR[5]: 基于矩阵分解和马尔科夫链的兴

趣点推荐模型, 依据矩阵分解学习所有用户的整体偏

好, 通过兴趣点转移矩阵的马尔科夫链来挖掘出人们

在时间维度的移动模式.
(2) LSTM[20]: 长短期记忆网络, 通过遗忘门来选择

性遗忘上个 cell传入的信息, 通过输入门来选择需要记

忆多少当前 cell中新的信息, 通过输出门输出隐层信息.
(3) GRU[21]: 门控循环单元, 整体结构与 LSTM 类

似, 不同之处在于其将遗忘门和输入门合二为一成更新门. 

3.4   评价指标

本文采用了兴趣点推荐中常用的 Accuracy@k 指

标来评价实验结果, 具体定义如下:

m m ≤ k

hit = 1 hit = 0

在某一次推荐中, 计算所有兴趣点的排序分数, 按
照从高到底编入一个列表, 其中真实标签兴趣点所在

的排序位置为 , 如果 , 则称该次推荐命中, 记为

, 否则 . 最终结果如式 (10)所示.

Accuracy@k =
hit@k
|Dtest|

(10)
 

3.5   实验结果分析

本文采用 Accuracy@1, Accuracy@5, Accuracy@10,
Accuracy@15, Accuracy@20 五种评价标准. 实验结果

如表 3所示.

Accuracy@10

Accuracy Accuracy@20

相较于传统推荐方法 FPMC-LR 与深度学习推荐

方法 LSTM、GRU, GE-GRU 在 Foursquare 数据集上

效果最优, 在 这一指标上, GE-GRU 的效

果为 0.467, 优于 GRU 3%, 优于 LSTM 7%. 在其他

指标上, 仅在 上, GE-GRU 效果

稍逊于 FPMC-LR, 且相差不多. 在 k 越来越大时, 其同

时推荐的兴趣点个数也增加了, 推荐成本也增加了. 这
说明在将序列数据输入到 GRU网络之前, 通过 GE学

习得出的兴趣点 Embedding, 在很好地融合了其辅助

信息后, 挖掘出了兴趣点深层次的信息, 使得兴趣点

Embedding 蕴含的内容更加丰富, 从而让用户访问序

列表示更加准确.
 

表 3     对比实验
 

方法 Accuracy@1 Accuracy@5 Accuracy@10 Accuracy@15 Accuracy@20
FPMC-LR 0.112 0.296 0.394 0.519 0.575
GRU 0.139 0.360 0.452 0.482 0.510
LSTM 0.142 0.353 0.434 0.484 0.511
GE-GRU 0.142 0.368 0.467 0.521 0.556

 
 
 

4   结论

本文在基于位置的社交网络背景下, 采用了数据

增强方法, 丰富了用户访问序列数量, 通过图嵌入技术

对兴趣点及其辅助信息在注意力机制下融合, 得到的

兴趣点 Embedding 挖掘出了深层次的信息, 将此 Em-
bedding 输入到 GRU 中能够捕捉到用户近期偏好. 实

验结果表明, 本文的 GE-GRU 方法能够有效地提升兴

趣点推荐的准确率, 并且能够缓解数据稀疏与冷启动

的问题.
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