
 

 

基于空间特征聚合的车道线检测算法①
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摘　要: 车道线检测是无人驾驶任务中最重要的模块之一. 由于车道线具有独特的结构, 且容易受到各种各样复杂

环境 (比如光线、遮挡、模糊等) 的影响, 因此车道线检测也是一项很具有挑战性的任务. 传统的卷积神经网络

(CNN) 难以直接学习到精细的车道线空间特征, 本文使用空间特征聚合模块对 CNN 提取的特征在空间维度进行

融合增强, 为级联的车道线预测器提供了丰富的空间特征信息. 实验证明, 空间特征聚合模块通过聚合水平和垂直

方向的特征图获取精细的全局信息, 在多种复杂环境下都能提升车道线检测算法的性能, 且不会影响检测的速度.
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Abstract: Lane detection is one of the most important modules in self-driving tasks. Lane detection is a challenging task
as the structure of the lane line is special, and the detection is easily affected by various environments (such as lighting

transformation, obstruction, and the blur of the lane line). Considering the traditional Convolutional Neural Network

(CNN) is unable to learn fine spatial features of the lane line directly, in this study, the spatial feature aggregation module

is employed to enhance the features extracted by CNN in spatial dimensions, providing rich spatial features for the

cascade lane predictor. The experiments show that the module learns fine global information by aggregating feature maps

in horizontal and vertical directions and thus improves the performance of the lane detection algorithm in different

environments without reducing the detection speed.
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近年来, 随着人工智能技术的蓬勃发展, 自动驾驶

成为最受欢迎的研究方向之一, 很多研究学者在此方

向做出了突出的贡献. 车道线检测作为无人驾驶中是

最重要的模块之一, 它可以为无人驾驶系统提供准确

的位置信息, 使得车辆在行驶过程中不会偏移规定的

车道标记线, 保证人车的安全. 目前, 在简单场景中车

道线检测算法的性能是能够接受的. 但是, 在自然环境

下存在许多不利条件 ,  例如其他车辆对车道线的遮

挡、恶劣的天气条件、长时间被碾压导致的车道线模

糊等等, 使得车道线检测成为具有挑战性的工作.

目前的车道线检测算法主要划分为两种: 基于传

统特征提取的方法[1,2] 和基于深度学习的方法[3]. 传统

的检测算法利用车道线本身的结构信息, 借助人为设

计的低级特征 (颜色特征[4]、线分割特征[5]、霍夫变换
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特征[6] 等)识别车道线. 这种方法可以提取出简单环境

下的车道线, 但是面对复杂的场景鲁棒性较差. 而深度

学习方法通过多层卷积学习图像的高级特征, 然后对

特征进行分类完成检测任务. 这种方法由于需要大量

的数据集进行学习, 对各种道路环境兼容性较好.
通常情况下, 基于 CNN的方法都是把车道线检测

作为语义分割[7] 的任务进行逐像素的分类. 但是由于

车道线的长且窄的特性, 车道线的像素数量远小于背

景的像素数量, 这种类别不平衡会导致分类的准确率

大打折扣. 同时, 普通的语义分割方法并没有考虑到车

道线的空间相关性, 在提取特征阶段无法学习车道线

的精细特征, 导致检测的准确性进一步降低. 此外, 车
道线容易受到各种环境 (如光线变化, 遮挡, 路面损坏

等)的影响导致图像中车道线的缺失, 由于普通的卷积

神经网络只能提取到局部信息, 无法处理这种中断的

情况, 影响实际的检测效果.
为了解决以上问题, 大量的车道线检测算法被提

出, 其中一个比较经典的网络结构 SCNN[8], 它将传统

的卷积层接层的连接形式的转为特征图中片连片 (按
行或者列切片)卷积的形式, 使得图中像素相邻行和列

之间能够传递信息. 这特别适用于检测长距离连续形

状的目标或大型目标, 有着极强的空间关系但是外观

线索较差的目标. 但是其信息顺序传递的方式十分耗

时, 并且行列之间长距离的信息传递可能会丢失特征

图中的原有信息.
基于 SCNN 网络, 本文提出了特征聚合的模块来

学习特征图中的空间相关性并且能够更直接有效地传

递像素之间的信息. 该方法依然是将特征图按照行或

者列切片, 被切片的特征图经过一维行卷积 (或者列卷

积) 与非线性激活, 之后特征图向某个方向 (行切片向

上或者向下, 列切片向左或者向右)平移固定步长得到

一个新的特征图, 最后两个特征图做基于下标方式的

相加. 每一次迭代的时候都是将特征图从 4个方向 (向
上、向下、向左、向右)偏移聚合, 经过多次迭代实现

水平以及垂直方向上的特征聚合, 使得特征图中每个

像素都能获取整个特征图的空间信息. 

1   相关工作 

1.1   车道线检测

深度学习的方法有较强的兼容性, 通过端到端的

方法能够有效学习车道线的特征. Huval 等人[9] 首次

将 CNN方法应用于车道线检测. Lee等人[10] 提出了一

种利用车道消失点同时检测车道和路标的多任务 CNN.

Pizzati 等人[11] 级联实例分割网络和分类网络, 以检测

带有类型的车道. Philion[12] 采用 ResNet50[13] 自动回归

车道线的曲线表示, 而不是对车道进行分割, 从而可以

检测道路上任意数量的车道. De Brabandere等人[14] 提

出了一种通用的实例分割网络, 通过聚类快速后处理

的特征达到检测车道线的效果. 该网络通过判别损失

函数学习到一个从图像空间到特征空间的映射, 该映

射满足同一实例的像素在特征空间中距离较近, 否则

距离较远的条件. Neven 等人[15] 提出了一种复杂的网

络, 包括车道分割子网络、像文献 [14] 那样的像素嵌

入子网络和透视变换网络. 采用迭代聚类所预测出的

车道掩码和特征得到车道实例. 最后, 对所学的透视变

换中的每个车道实例拟合一个三阶多项式, 但是没有

充分利用特征图的空间信息, 对于一些复杂的车道线

检测效果欠佳.

Pan等人[8] 设计了一种称为空间 CNN (SCNN)的

特殊层来分割道路车道线. SCNN是一种特殊的 3D操

作, 有助于信息沿着行/列传递, 并将感受野扩大到整个

图像. 这对于车道识别是有用的, 因为有些车道可能会

充斥在整个图像中, 但是 SCNN 是在同一层相邻的片

之间进行信息传递, 这种顺序的信息传递方法使其计

算花费较大, 并且可能随着传播距离的延长, 导致信息

的丢失.

Hou 等人[16] 提出了一种新的模块自注意力蒸馏

(SAD), 让 ENet 编码器[17] 学习两个相邻 ENet 编码器

之间的自我注意, 并分割出固定的车道线数量. 由于只

在训练的时候使用 SAD, 因此推理时间较少, 但是对于

特征图的空间信息利用不足.

为了降低计算量, 加快检测速度, Yoo等人[18] 将车

道线检测问题转换为逐行的分类任务, 并以一种端到

端的方法执行预测. Qin 等人[19] 提出的基于先验结构

的深度车道线检测方法, 速度十分快, 其将车道线的检

测问题视为逐行的分类问题, 并提出了结构损失去利

用车道线的结构模型. 但是由于没有有效利用高级特

征的全局信息, 对于特殊环境 (遮挡、低光照等) 下的

车道线检测效果并不是很理想.
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由于车道线细长的结构特性, 关于图像的上下文

空间信息的使用是很必要的, 并且许多网络也尝试利

用空间信息来提升网络性能. 在文献 [20]中, 长短期记

忆网络被应用于处理车道线结构的长线性检测. Bell

等人[21] 探索循环神经元网络 (RNN)的运用. 循环神经

元网络能够有效收集上下文信息. 

1.2   本文工作

首先, 本文基于 SCNN模块, 提出了空间特征聚合

模块. SCNN模块将特征图按行或者列切成特征片, 每

个特征片依次进行信息的传递, 因而比较耗时. 本文的

空间特征聚合模块以并行的方式传递信息, 首先将特

征图做卷积操作, 然后向指定方向平移指定距离形成

新的特征图, 再将新的特征图与原始特征图相加得到

最终结果, 实现了信息传递的并行性, 因此相对于 SCNN

计算代价更低. SCNN 模块只沿 4 个方向迭代各一次,

信息传递的步长固定, 且其在某一个方向长距离信息

传递的过程中, 原有特征图的信息容易丢失. 本文的空

间特征聚合模块在 4 个方向各迭代 K 次, 每一次信息

传递的步长都可变, 每个方向的运行过程中都会保留

原有特征图的信息. 其次, 在级联的预测器部分采用文

献 [19]的思路, 减少逐像素分割的计算量. 能够在提升

检测效果的同时满足检测的实时性. 

2   算法设计与实现

本章介绍完整的网络结构图以及空间特征聚合

模块. 

2.1   网络架构

整体的网络架构如图  1 所示 .  网络架构主要由

3 个模块组成, 分别是: 特征提取器、空间特征聚合模

块、预测器.
 

特征提取器 FC Reshape
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图 1    网络架构图
 

(1)特征提取器

本文使用 VGG[22] 或者 ResNet[13] 的全连接层之前

的网络作为特征提取器, 原始的 VGG 和 ResNet 经过

多层卷积后得到的特征图的尺寸为原图的 1/32, 由于

车道线占图像像素较少, 为避免下采样造成语义信息

的丢失, 本文参考了语义分割方法的操作, 将最后的全

连接层去掉, 并将最后两层的池化层修改为空洞卷积

(保证不改变感受野的同时不改变特征图的尺寸), 因

此, 经过特征提取器后的特征图尺寸为原来的 1/8. 最

后将特征图的通道数变为 128.

(2)空间特征聚合模块

经过骨架网络可以提取到图像的语义信息, 但是

由于 CNN本身的局限性, 所提取到的特征仅为局部特

征. 对于特征图上的每个点来说, 既没有考虑到感受野

之外的像素信息, 也没有考虑到感受野内的点与点之

N ×C×1×W

间的相关性. 这种简单的特征为后续的预测器分类带

来了极大的挑战. 如图 2 所示, 为了解决局部的问题,

SCNN 网络先将特征图进行切片 ,  然后再按照下、

上、右、左的顺序进行卷积以获取各行各列像素间的

空间信息. 以 SCNN_D 为例, 首先将特征图 X 在 H 维

度进行切片, 得到 H 个 的特征向量, 表示

H 行的特征. 每一行的特征计算方式如式 (1):

Xi =

 Xi, if i = 0

relu
(

f
(
X′i−1

))
+Xi, otherwise

(1)

Xi i X′i

1×w relu

i−1

i+1

其中,  表示第 行特征向量原有值,  表示第 i 行特征

向量更新之后的结果, f 是表示卷积运算, 卷积核为

,  为激活函数. 第 0 行的特征向量输入值就是

输出值, 之后只有第 i 行特征向量收到来自第 行特

征向量的信息时, 其才会将信息传递给第 行. 传递
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i 1×w

relu i+1

i+1

i+2

方式为先对第 行的特征向量使用一个 的卷积核做

卷积运算 ,  然后将卷积后的结果经过非线性激活层

进行信息过滤, 再与第 行的原有特征向量相加,
作为第 行特征向量的结果, 该结果同时也作为第

行特征向量计算的输入, 依次计算, 得到整个特征

图的输出. 而 SCNN_U, SCNN_L, SCNN_R 的过程也

和 SCNN_D 类似, 其中 SCNN_U 和 SCNN_D 恰好方

向相反, SCNN_L, SCNN_R则在维度 W 进行切片.
 

C

W

W

H

输入

C

W

H

输出SCNN_D SCNN_U

.
.

SCNN_R

.
.

SCNN_L

··
·

··
·

 
图 2    SCNN模块

 

Dk Uk Rk Lk

但是 SCNN 在长距离的传播过程中会丢失信息,
且由于 SCNN 网络速度较慢, 本文使用空间特征聚合

模块增强特征, 这种特征聚合的方式对特征图进行多

次迭代, 更加充分的利用了特征之间的空间信息. 在每

一次迭代的时候也是按照从上到下、从下到上、从右

到左、从左到右 4 个方向进行信息的搜集, 经过 K 次

迭代之后, 特征图中的每一个点都能获得其他点的信

息. 如图 1 所示, 我们分别用 ,  ,  ,  代表上述的

4 个过程, 其中 k 表示迭代次数, 则第 k 次特征聚合模

块的迭代过程可用式 (2)表示.

Xk+1 = Lk
(
Rk
(
Uk
(
Dk
(
Xk
))))
,k = 1,2, · · · ,K (2)

K =
⌊
log2L

⌋
Uk

其中 ,   表示迭代总次数 ,  L 为输入特征图

X 的高或宽. 接下来, 我们将以 为例详细的介绍自下

而上的过程.

N ×C×1×W

1×w

sk

relu

sk =L/
(
2K−k
)

ρ relu

Uk+1
c,i, j Uk

sk

如图 3所示, 首先将特征图 X 在 H 维度进行切片,
得到 H 个 的特征向量, 表示 H 行的特征.
对于每一个特征向量使用一个 的卷积核 G 提取与

其相隔 行的特征信息, 然后将卷积后的结果经过非线

性激活层 进行信息过滤, 再与该特征向量相加, 作
为与输入特征向量相同行的结果. 其中 表

示步长. 此过程可用式 (3) 和式 (4) 表示, 其中 G 是一

个一维的卷积核组, U 是输入特征图, m 的最大值是输

入特征图的通道数 (其值等于特征图的输出通道数, 都
为 C), i 和 j 分别表示特征图的行和列值, T 是中间结

果,  是一个非线性函数 (使用的是 ), 式 (4) 中的

表示经过第 k 次 迭代更新之后的结果. 通过第

k 次自下而上的信息提取, 每一行的特征向量都可以收

集到相隔 行的特征信息.

T k
c,i, j =


∑
m,n

Gm,c,n ·Uk
m,i+sk , j+n−1, 0 ≤ i+ sk < H

0, otherwise
(3)

Uk+1
c,i, j = Uk

c,i, j+ρ
(
T k

c,i, j

)
(4)

Dk Lk Rk Uk Dk

Uk Lk Rk

同样的,  ,  ,  的过程也和 类似, 其中 和

恰好方向相反,  ,  则在维度 W 进行切片, 再聚合

其他列的特征.
k = 1 s1 = 1 X1

:,h,:

X0
:,h+1,: k = 2 s2 = 2 X2

:,0,: X0
:,0,:

X0
:,1,: X1

:,2,: X0
:,2,: X0

:,3,: X2
:,0,:

X0
:,0,: X0

:,1,: X0
:,2,: X0

:,3,:
⌊
log2H

⌋
根据以上的分析, 当 时 , 此时 接收来

自 的信息 ,  当 时 ,  此时 (有 和

) 接收来自 (有 和 ) 的信息, 此时 就

有 ,   ,   和 的信息了 ,  所以经过

次迭代之后, 每一行都将接收来自相同列其他所有行

的信息. 自左向右传播类似, 所以经过这样 K 次迭代之

后, 每个位置都将获得特征图的全局信息.
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图 3    Uk 工作流程 (s 表示第 k 次迭代的步长)
 

(3)预测器

由于进行多次特征融合会消耗减缓网络的推断速

度, 为了满足车道线检测的实时性条件. 因而在预测部

分采用了不同于 SCNN 中逐像素分类的方法, 而是使
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用文献 [19]中所述的分类部分来针对经由空间特征聚

合处理之后的特征图作预测. 该预测器也由两个部分

组成: 分类分支, 分割分支.

w+1

C×h× (w+1)

分类分支作为网络的主分支负责对每个预定义行

中车道线的归属做判断. 首先, 根据数据集的先验知识

(车道线大致位置), 挑选出 h 行. 然后将每一行等分为

个单元格, 以单元格为单位进行预测. 输入图像经

过空间特征聚合模块处理之后展开成一维向量, 该向

量经过全连接层后即得到 的特征图, 表示

每行网格存在某条车道线的概率. 最后使用该特征图

在每个预定义行上选择正确的车道线位置.
分割任务作为辅助分支, 先将经过空间特征聚合

模块处理之后的特征图通道数变为车道线的数量, 之
后直接上采样与原图尺寸一致的特征图作为分割结果;
同时将通道数变换之后的特征图展开成一维向量, 经
过全连接层处理得到长度为 4的向量作为车道线存在

与否的结果. 该分支只在训练的时候辅助训练, 测试的

时候不参与信息传播. 所以即使使用了辅助任务, 在推

理的时候也不影响网络的检测速度. 

2.2   损失函数

分类任务中的损失函数与[19] 中的一致, 先使用分

类器选出每条车道线在每行中的位置, 然后使用交叉

熵损失作为分类损失函数, 如下所示:
Pi, j,: = fi j (X) , s.t. i ∈ [1,C] , j ∈ [1,h] (5)

Lcls =

C∑
i=1

h∑
j=1

LCE
(
Pi, j,:,Ti, j,:

)
(6)

C×h×w fi j

Pi, j,: w+1

Ti, j,:

其中, X 是输入特征图, 其维度为 .  是第 i 条
车道线关于第 j 行位置的分类器,  是一个 维的

向量, 前 w 个元素表示第 i 条车道线在第 j 行中 w 个

网格中的概率, 最后一个元素表示在第 j 行是否有第

i 条车道线,  表示正确位置的 one-hot标签.

Lseg Lexist

分割损失函数与 SCNN中的一致采用的是分割的

二元交叉熵损失 和存在分类交叉熵损失 , 并进

行类别平衡, 车道线的分割损失乘以 0.4.
总的损失函数为:

Ltotal = Lcls+αLseg+βLexist (7)

α β实验中超参数 和 分别设置为 1和 0.1. 

3   实验分析

实验中使用的是两个车道线的基准数据集:

CULane 数据集[8] 和 Tusimple 数据集[23]. 在接下

来的实验设置中, 优化器选择 SGD[24], 动量设置为 0.9,

权重衰减率设置为 1e–4, Tusimple 与 CULane 学习率

分别为 2.5e–2和 1.6e–2, 训练周期分别为 50和 10, 批

处理大小分别为 4和 2. 

3.1   Tusimple 数据集测试

Tusimple 数据集的数据采集场景较为单一, 数据

都是在稳定光照的高速公路上采集的, 分辨率为 1280×
720; 数据集总共 6408张图片, 其中训练集 3268张, 验
证集 358 张, 测试集 2782 张. 本文中输入图片大小设

置为 368×640.
Tusimple数据集使用的评价指标是车道线的精度,

定义如下:

accurary =

∑
clipCclip∑
clipS clip

(8)

S clip Cclip其中,  是每个片段中标签点的数量,  是预测正

确的点的数量.

对于 Tusimple数据集, 对比了 5种方法, 这 5种方

法主要包括: ResNet18、ResNet34、Res18-SAD[16]、

LaneNet[15]、SCNN. 本文使用 ResNet18 作为骨干网

络, 结果显示如表 1.
 

表 1     Tusimple数据集上各种方法结果对比
 

模型 ResNet18 ResNet34 Res18-SAD LaneNet SCNN 本文

准确度 (%) 92.69 92.84 96.02 96.38 96.53 96.46
耗时 (ms) 25.3 50.5 25.3 19.0 133.5 15.8

 
 

1×w

w×1

实验结果表明, 相较于 SCNN 本文的方法检测精

度降低略微降低, 但是速度有较大的提升. 速度提升的

原因主要有两点, 其一是 SCNN 是在原始特征图上进

行逐行逐列的顺序操作, 每一次只传递某一行或者某

一列的信息, 其他行和列必须等待接收到传递过来的

信息之后才能将它的信息传递出去, 这种方法比较耗

时; 而本文提出的方法是首先对原始特征图使用

或 的共享卷积核执行卷积操作, 然后将卷积后的

结果沿某个方向平移指定步长形成新的特征图, 最后

将新的特征图与原始特征图做下标方式的求和运算,
这种信息的传递是并行的, 不需要逐行逐列的迭代运

算, 因此花费时间少, 速度快, 同时在某个方向做卷积

操作的时候 SCNN 不共享卷积核, 而文中所使用的空

间特征聚合模块共享卷积核参数量降低. 其二采用了
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预定义行的分类方法有效节省了对逐元素分割方法的

时间, 逐元素分割需要对整个特征图的每一个元素进

行分类, 但是预定义行只需要针对某一些指定行做分

类, 因而节省时间. 

3.2   CULane 数据集测试

CULane数据集较为复杂, 其数据采集自 9个不同

的场景: 正常、拥挤、曲线、强光、夜晚、没有线、

阴暗、箭头、交叉路口, 都是在城市和高速公路上采

集的图片, 分辨率为 1640×590, 总共 133 235 张图片,
其中训练集 88 880 张, 验证集 9675 张, 测试集 34 680
张. 本文中输入图片大小设置为 288×800.

CULane 数据集, 其中每一条车道线视为宽 30 像

素的线, 然后如果预测值和真实值的交并比大于 0.5则

认为其是真阳性, 采用 F1-measure作为评价指标, 定义

如下:

F1 =
2×Precision×Recall

Precision+Recall
(9)

Precision=
T P

T P+FP
Recall =

T P
T P+FN

其中,  并且 , FP 是

假阳性, FN 是假阴性, TP 是真阳性.

对于 CULane 数据集 ,  几个受欢迎的方法包括

ResNet50、ResNet101、SCNN、RES18-SAD[16]、Res18-

Ultra[19]; 本文所使用的方法采用 ResNet18作为特征提

取的骨干网络, 结果展示在表 2. 相对于其它方法, 本文

提出的方法在各个场景下的检测性能均有提升, 证明

了空间特征聚合模块的有效性.
 

表 2     CULane数据集几种方法结果对比

(对于交叉路口, 只显示 FP)
 

模型 ResNet50 ResNet101 SCNN Res18-SAD Res18-Ultra 本文

正常 87.4 90.2 90.6 89.8 87.7 91.2
拥挤 64.1 68.2 69.7 68.1 66.0 71.9
夜晚 60.6 65.9 66.1 64.2 62.1 67.8
没有线 38.1 41.7 43.4 42.5 40.2 44.6
阴暗 60.7 64.6 66.9 67.5 62.8 69.6
箭头 79.0 84.0 84.1 83.9 81.0 86.9
强光 54.1 59.8 58.5 59.8 58.4 64.3
曲线 59.8 65.5 64.4 65.5 57.9 67.6

交叉路口 2505 2183 1990 1995 1743 1481
合计 66.7 70.8 71.6 70.5 68.4 73.8

 
  

3.3   消融实验

为了探索超参数对检测性能的影响, 本小结针对

CULane数据集进行了一系列的消融实验.

考虑到速度的影响, 本文选择了两个轻量级的骨

架网络进行对比. 结果如表 3所示, 可以看出, 使用 ResNet

的特征提取器要明显优于 VGG16.

在空间特征聚合模块中, 对于每个特征片进行聚

合使用了 1维的卷积操作, 因此卷积核的尺寸可调, 改

变卷积核的尺寸实验, 结果在表 4 中. 因此, 在所有的

实验中, 我们设置固定的核尺寸为 9.
 

表 3     特征提取器替换的影响
 

骨干网络 VGG16 ResNet18
F1-measure 71.9 73.8

 

表 4     核尺寸对模块的影响
 

核尺寸 1 3 5 7 9 11
F1-measure 72.4 72.6 73.3 73.5 73.8 73.8

 
 

在空间特征聚合模块中, 针对迭代次数进行了实

验探索. 理论上, 随着迭代次数的增加, 每个像素位置

可以聚合更多来自其他位置的信息, 从而获得更好的

性能. 因此, 我们对不同的迭代次数进行了比较, 如表 5

所示, 随着迭代次数的增加, 性能会越来越好. 然而, 更

多的迭代会导致更多的计算时间成本. 为了平衡计算

时间和性能, 我们在其他实验中选择迭代次数为 4.
 

表 5     迭代次数的影响
 

迭代次数 1 2 3 4 5
F1-measure 72.2 72.5 72.8 73.8 73.9

 
 

为了验证我们的模块的有效性, 统计了与 SCNN

在不同核尺寸下空间信息聚合模块运行的时间 ,  如

表 6 所示, 可以看到在相同的核尺寸下我们模块的运

行时间较 SCNN 几乎快 6 倍. 主要原因是 SCNN 传递

信息是一种连续的方式, 只有当某一特征片接收到来

自其他特征片的信息它才会将信息传递给下一个特征

片, 但是我们的空间特征聚合模块信息的传递是并行

的, 信息的聚合也是整个特征图基于下标求和的方式

完成.
 

表 6     与 SCNN不同核尺寸特征聚合模块耗时比较
 

方法 核尺寸 模块耗时 (ms)

SCNN
7 23.6
9 29.0

本文
7 4.4
9 5.0

 
 

图 4 是在 CULane 数据集上实验之后的可视化的

检测结果.
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图 4    CULane数据上的检测结果 

4   结论与展望

本文基于 SCNN, 设计了一个空间特征聚合模块.
本文利用空间特征聚合模块, 以较小的计算时间融合

特征图每个点的全局信息, 在预测器部分, 加入了辅助

分支提升系统性能. 实验证明了该网络结构对信息聚

合的有效性与检测的实时性.
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