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摘　要: 如何准确高效地预测销量是企业一直以来关注的重要问题. 传统的时间序列预测方法虽然在研究和实践中

占主导地位, 但是存在一定的局限性. 随着大数据的发展, 电商企业能获取前所未有的数据量和数据特征, 仅利用过

去的行为和趋势很难准确地对销量进行预测. 本文提出一种基于随机森林、GBDT、XGBoost算法的成本厌恶偏

向性组合预测模型, 并利用每个商品的成本数据实现对样本的精细化赋权, 进而输出预测结果. 结果表明, 组合预测

模型能更精确预测销量, 对电商企业降低商品管理成本有重要意义.

关键词: 销售预测; 机器学习; 组合模型; 特征构建; 样本赋权

引用格式:  韩亚娟,高欣.基于机器学习组合模型的电商商品销量预测.计算机系统应用,2022,31(1):315–321. http://www.c-s-a.org.cn/1003-
3254/8345.html

E-commerce Commodity Sales Forecast Based on Machine Learning Combination Model
HAN Ya-Juan, GAO Xin
(School of Management, Shanghai University, Shanghai 200444, China)

Abstract: How to accurately and efficiently forecast sales data is an important issue for enterprises. Although the
traditional time series prediction method is dominant in research and practice, it has some limitations. With the
development of big data, e-commerce enterprises can obtain unprecedented data volume and data characteristics, and it is
difficult to accurately predict sales only by using past behaviors and trends. This study proposes a risk aversion-biased
combination forecasting model based on the random forest, GBDT, and XGBoost algorithm and used the cost data of each
commodity to realize the accurate sample weighting and to output the forecasting results. The experimental results show
that the combination forecasting model can predict sales more accurately, which is of great significance for e-commerce
enterprises to reduce the cost of commodity management.
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销量预测是企业供应链的各个层次中必不可少的

环节[1]. 近年来, 电子商务以及电商物流在互联网时代

背景下蓬勃发展, 使交付周期缩短、客户期望增加. 电
商企业为了赢得持续竞争优势, 在有限资源下, 销量预

测变得更加重要[2]. 与此同时, 电商企业也能从消费者

行为中获得大量数据, 数据成为企业未来发展的核心

竞争力, 海量的数据对于企业来说是其独特的优势和

资源[3]. 如何有效地利用数据、精确地对销量进行预

测, 成为了电商企业关注的焦点. 随着大数据和机器学

习的快速发展, 合适的算法技术, 将为企业建立预测方

案提供关键的技术支持.
许多学者专家在销量预测方面做了系统的研究.

在传统的销量预测方法中, 大多采用了如线性模型、

指数平滑等统计方法. 如陈日进[4] 在销售预测中比较

了指数平滑与时间序列分解法, 指出指数平滑法受季

节性、周期性制约. Papacharalampous 等人 [5] 评估了
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各种统计方法在时间序列的可预测性, 并在性能上做

了比较, 体现出这些方法在需求基本稳定市场中的良

好表现. 但是这种情况并不适用于现在的预测, 因为需

求还依赖于除时间外的其他因素, 而这些因素并不能

有效地用过去的需求量来表示. 例如, Uber或滴滴出行

等按需乘车服务不能仅依靠时间序列来估计其需求,
它们必须考虑其他因素 ,  如天气条件 (湿度、温度

等)、一天中的时间段或一周中的某一天[6]. 而传统的

统计预测方法通过外推历史趋势和季节波动来预测未

来, 所以它们通常很难利用对需求产生重大影响的特

征进行预测[1].
因此, 包括机器学习和深度神经网络在内的人工

智能的新方法因其增强预测性能和建模非线性模式的

能力而受到关注[7]. 由于深度神经网络在机器视觉、自

然语言处理等方面的良好表现, 人们开始将其运用于

销量预测. 如 WaveNet[8]、长短期记忆人工神经网络

(long short-term memory, LSTM)[9] 等. 虽然与传统的预

测方法相比, 深度神经网络有更好的预测表现, 但是其

预测结果的可解释行较差. 所以预测的结果所能带给

企业的实际价值是有限的. 与之相对的是, 一些学者在

研究中展现了随机森林 (random forest, RF) 杰出的可

解释性水平、良好的精度和适当的计算时间[10,11]. 随机

森林也被视为预测性分析约定俗成的工具, 因为它让

管理者了解模型背后的原因, 并了解其如何影响最终

的结果. 此外, 运用迭代与梯度提升思想的梯度提升树

(gradient boosting decision tree, GBDT) 算法在生产与

服务性需求预测中表现出比一般模型更好的性能与稳

定性[12]. 在基于梯度提升的基础上, 极限梯度提升 (extreme
gradient boosting, XGBoost)算法在工业实践中有着优

秀的准确性, 在销售预测的研究中验证了其良好的精

度[13].
在输出预测模型的过程中, 学术研究人员和商业

实践者经常遇到一个重要问题: 是选择合适的建模方

法进行预测, 还是将这些不同的方法组合成一个单一

的预测模型? Lean等人对候选模型的选择策略与组合

策略做了研究, 结果发现组合模型的预测效果一般优

于个体预测模型, 且非线性组合的预测精度会优于线

性组合模型[14]. 因此, 为进一步优化预测的结果, 本文

将着眼于电商商品的特点, 分析影响电商商品的特征

因素, 从而构建新的特征集, 使用 RF、GBDT、XGBoost
算法建立组合预测模型, 对电商商品销量进行预测. 

1   相关理论 

1.1   RF
RF 是一种基于决策树的回归模型学习算法[15].每

棵树使用随机选择的特征子集来生长, 然后计算在每

个树的最后一个节点处获得的预测的平均值, 弥补了

单个决策树所表现出的偏差低但方差非常大的不足,
是一种强大而且不复杂的算法. 

1.2   GBDT

n D = {(xi,yi)} (|D| =
n, xi ∈ R,yi ∈ R)

GBDT是一种由迭代思想而来的决策树算法[16], 通
过集成基学习器, 即 CART回归树形成强学习器来预测

结果. 对于一个包含 个样本的数据集

, 算法具体步骤如下:
(1) 初始化学习器:

f0 (x) = argmin
n∑
i

L (yi,C) (1)

C L(·)其中, 初始常数 一般设置为样本真实值均值,  为所

选择的损失函数.
m = 1,2, · · · ,M(2) 迭代模型, 其中迭代次数 :

i = 1,2, · · · ,n
rim

1)对于每一个样本 , 计算负梯度, 即残

差 :

rim = −
[
∂L (yi, f (xi))
∂ f (xi)

]
f (x)= fm−1(x)

(2)

(xi,rim) m

R jm, j = 1,2, · · · , J. J

2) 将得到的残差更新为样本真实值 ,  并将数据

作为第 棵树的训练数据, 其对应的叶子节点为

为回归树的叶子节点数.
j = 1,2, · · · , J3)对叶子区域 计算最优的拟合值:

Y jm = argmin
Y

∑
xi∈R jm

L
(
yi, fm−1

(
xi)+Y) (3)

4)更新强学习器:

fm (x) = fm−1 (x)+
J∑

j=1

Y jmI, x ∈ R jm (4)

x ∈ R jm其中, I 为指示函数, 当 时值为 1, 否则为 0.
(3) 得到最终的强学习器预测值为:

f̂ (x) = fM (x) (5)
 

1.3   XGBoost
XGBoost是由陈天奇等人提出的集成提升树学习

模型[17]. 它高效地实现了 GBDT, 并进行了算法和工程

上的许多改进, 已经在大量的数据挖掘竞赛中被广泛
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n D = {(xi,yi)} (|D| = n, xi ∈ R,yi ∈ R)

地认可, 具有高效、灵活且鲁棒性强等优点. 对于一个

包含 个样本的数据集 ,
算法具体步骤如下:

(1) 定义目标函数, 由损失函数与正则项两部分组成:

L (φ) =
n∑
i

(̂
yi,yi

)
+

K∑
k

Ω ( fk) (6)

正则项部分如式 (7)所示:

Ω ( fk) = γT +
1
2
λω2 (7)

fk k

ω

γ λ

其中, K 表示共有 K 棵树,  表示第 棵树模型, T 表示

每棵树的叶子结点数量,  表示每棵树的叶子结点的权

重值,  和 为系数, 需要在训练中进行调参.

t

(2) 模型策略, 与 GBDT 相同, 目标函数的求解也

是基于迭代思想, 对于第 次迭代:

L(t) =

n∑
i

l
(
yi, ŷ

(t−1)
i + ft (xi)

)
+Ω ( fk) (8)

利用泰勒公式对式 (8)进行展开, 得到:

L(t) =

n∑
i

l
(
gi f t (xi)+

1
2

hi f 2
t (xi)

)
+Ω ( fk) (9)

gi = ∂̂y(t−1) l(yi, ŷ(t−1)) hi = ∂
2
ŷ(t−1) l(yi, ŷ(t−1))其中,  ,  .

 

2   基于组合算法的电商商品销售预测模型 

2.1   预测模型框架

本文旨在建立一个销售预测模型来预测一段时期

的电商销量. 为此, 将用组合机器学习模型对电商商品

的数据进行建模和预测. 总体的研究框架如图 1 所示,
主要包括两个部分: 数据集处理和组合预测模型构建.

第 1部分: 数据集处理. 对原始数据进行缺失值和

异常值的数据预处理以及重新对样本组织与特征构建

的过程.
第 2部分: 组合预测模型构建. 对处理过的数据集

分别用 RF、GBDT、XGBoost 模型训练后, 组合基础

模型的预测结果, 并在此基础上利用各个商品的补少

补多成本对组合预测的结果赋权 ,  得到最后的预测

输出. 

2.2   数据集处理

数据集处理的目的是挖掘有效的特征. 预测结果

的上限由数据和特征所决定, 而模型和算法只能不断

逼近这个上限. 当算法难以突破瓶颈时, 优秀的组合特

征通常可以达到良好的预测效果. 在本节中, 将对数据

集进行预处理, 并构建新的模型特征集.
 

原始数据

数据集处理

预处理

训练集

RF GBDT

组合预测模型

预测结果赋权

预测输出

XGBoost

组合模型构建

特征工程

 
图 1    预测流程图

  

2.2.1    数据来源及预测特点介绍

阿里巴巴旗下电商拥有海量的买家和卖家交易场

景下的数据. 本文研究的数据集来源于天池平台, 由全

国仓数据、区域仓数据和商品成本数据组成. 数据集

的基本信息如下:
(1) 全国仓数据: 包含了从 2014.10.10–2015.12.27

共 442 天 963 种商品的 210 549 条销售数据. 其中, 商
品的分类特征有 4 个, 如类目 ID、品牌 ID 等, 商品的

用户行为特征有 25 个, 如浏览人数、加购物车人数、

成交人数等, 以及日期、商品 ID、仓库 CODE 特征,
一共 32维特征.

(2) 区域仓数据: 和全国仓没有本质区别, 涵盖了

从 2014.10.10–2015.12.27的相同 963种商品的 864 772
条区域仓的销售数据.

a

b

(3) 商品成本数据: 记录每个商品在全国和区域仓

的缺货和库存管理成本, 即商品的补少成本 和补多成

本 , 用于计算总成本.
电商零售的所有工作都是让正确的产品在正确的

时间正确的地点满足正确的消费者. 而在多年的电商

平台实践中得知, 商品销量受众多主客观因素影响. 总
的来说, 电商销量预测问题有以下的特点:

(1) 快速变化的用户需求. 消费者需求会随着地
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点、时间、特殊事件、个人偏好等各种各样因素而改

变, 有时一个热点就会导致商品销量的激增或暴跌. 这
就产生了高度非平稳的销量时间序列.

(2) 集中库存. 为了针对消费者需求的快速变化,
品牌电商平台会建设或租赁大型仓库对各类商品集中

库存以提供对不确定性的缓冲, 这使电商销量预测一

般具有固定的时间周期.
(3) 成千上万的产品. 不同消费者的消费偏好是不

同的, 为了尽可能满足所有用户需求, 大型电商平台会

在各种垂直品类间部署不同类型的大量商品, 就产生

了成千上万的时间序列. 

2.2.2    数据预处理

此数据集经过了脱敏处理 ,  和商品的实际销售

量、成交金额等有一些差距, 但是对整体的数据特性

没有影响. 但由于数据来源于真实场景, 原始数据的完

整性、稳定性等有所缺失, 会对模型性能造成一定的

影响, 为此, 需要对数据进行预处理以匹配模型的需求.
(1) 缺失值处理

有些商品信息在数据收集的过程中, 由于商品的

预售或团购等活动, 存在一段时间内只有商品的用户

行为特征而没有销量信息的情况. 此外, 后台日志记录

的缺失也造成部分商品没有用户行为特征的现象. 鉴
于不同类型商品的销售周期、用户行为偏好都各不相

同, 本文统一对缺失值进行补“0”处理, 既保证了数据

的完整性, 也符合电商商品的实际情况.
(2) 异常值处理

图 2展示了所有商品销量按天进行统计的结果.
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图 2    销量直方图

 

(1) 本数据集的商品销量在该时间序列内较为平

稳, 没有表现出明显的季节性和周期性波动. 可以理解

为本数据集所选取的商品具有全面性, 销量在时间维

度上的变化互相抵消并呈现总体上升的趋势.
(2) 商品销量具有若干突出的局部峰值, 这种表现

在 2015.11.11尤为明显. 结合店商品台的活动可知, 峰
值出现的日期均为平台促销活动“618”“双 11”“双 12”
当天. 因此本文将这几日的数据识别为异常值并予以

删除. 

2.2.3    样本组织与特征工程

目前, 商品销量预测周期多以周销量为最小预测

单元[18,19], 考虑到电商商品的需求量大、物流过程复杂

等特点, 本文以两周作为一个预测单元重新对原始数

据进行样本组织, 并在此基础上构建新特征集和标签.
时间滑窗法能消除数据噪音并扩展训练集[20]. 如

图 3所示, 样本重组织是利用了时间滑窗的方法, 以两

周为一个滑窗单元, 在原始时间序列上按时间逆序进

行滑动窗口操作.
 

训练集

测试集

特征区间 10 标签区间 10

特征区间 2 标签区间 2

特征区间 1 标签区间 1

窗口 11 窗口 2 窗口 1 
图 3    时间滑窗法

 

由于数据的预测价值会随着离最终预测时间距离

的增大而衰减[19], 本文将全国仓和区域仓数据合并, 进
行了 11次前向滑窗, 加和每个窗口后两周内各个商品

的非聚划算支付件数, 即总销量作为标签, 使用窗口 1,
2内数据作为测试集, 其余为训练集.

商家信誉、商品性价比与商品历史数据在较大程

度影响了商品的销量[21,22]. 结合以上因素, 本文特征集

的构建方法如下: 统计窗口前 N=1, 2, 3, 5, 7, 9, 11,
14 天内 25 维用户行为数据的总和与平均值为用户行

为特征; 以商品分类特征做聚合, 统计各类特征的销量

平均值、总和、标准差为商品分类特征; 统计窗口内

的部分转化率为商品比率特征. 在利用时间滑窗法数

据集处理并进行样本组织和特征构建后. 共产生 11个
时间窗口, 424维特征, 46 938条数据. 新特征集结果如

表 1所示. 

2.3   构建组合销售预测模型

考虑到实际销量的影响因素较多, 本文在原始数

据的基础上扩展特征集, 从而使新数据集获得了更多

可以被算法学习的信息. 如果采用单一模型预测, 可能

面临精度下降或是过拟合的风险. Dietterich指出, 模型
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结合可能会从统计、计算和表示 3个方面带来好处[23].
因此, 本文利用不同算法的结构差异构建组合销售预

测模型, 在提升精度的同时减少单个模型过拟合的风

险. 具体的步骤如下.
 

表 1     商品特征表
 

特征因素 特征名称 说明

用户行为

特征
sum_()_Nmean_()_N

窗口前N天内25维用户行为数据加和窗口前N天内25维用户行为

数据平均

商品类目

特征

supplier_id_qty_alipay_ njhs_(sum/avg/std)cate_id_qty_alipay_
njhs_(sum/avg/std)cate_level_id_qty_alipay_

njhs_sum(sum/avg/std)brand_id_qty_alipay_ njhs_(sum/avg/std)

以商品对应供应商ID聚合后销量的统计特征以商品对应类目

ID聚合后销量的统计特征以商品对应叶子类目ID聚合后销量的

统计特征以商品对应品牌ID聚合后销量的统计特征

商品比率

特征

deal_rate 成交人次/流量UV

success_dealdiscount_ratealipay_njhs_rateqty_njhs_rateamt_njhs_rate
成交笔数/拍下笔数成交金额/拍下金额非聚划算支付人次/流量

UV非聚划算支付件数/成交件数非聚划算支付金额/成交金额
 
 

步骤 1. 基础模型训练. 将重新构建样本与特征后

的训练集, 分别用随机森林、GBDT、XGBoost模型训

练, 输入测试集特征集进行预测, 得到每个基础模型的

预测值, 如式 (10)所示.

Ŷ (m) =
[̂
y(m)

1 , ŷ
(m)
2 . . . , ŷ

(m)
n

]T
(m = 1,2,3) (10)

步骤 2. 组合预测. 对于电商平台来说, 商品销量预

测结果与实际销量差异直接决定了使用补少还是补多

成本计算成本, 而不同商品的补少补多成本不同. 因此,
本文将补少补多成本加入销量预测模型建模.

ai bi

基于每个商品的补多补少成本, 本文提出一种成

本厌恶偏向性组合预测方法, 具体如下: 对于每一个商

品, 若该商品的补少成本 小于补多成本 , 说明预测

结果比真实值大时会承担更多的成本风险, 则将 3 个

模型中的最小预测值做作为组合预测结果, 使模型有

预测少的偏向性; 反之, 则将 3个模型中最大值作为预

测结果, 使模型有预测多的偏向性, 如式 (11)所示.

ŷi =

 min
(̂
y(1)

i , ŷ
(2)
i , ŷ

(3)
i

)
,ai < bi

max
(̂
y(1)

i , ŷ
(2)
i , ŷ

(3)
i

)
,ai ≥ bi

(11)

步骤 3. 预测赋权. 在组合预测的基础上, 为了进一

步提升预测结果对成本厌恶偏向性, 本文对每个样本

进行赋权.如图 4 所示, 由于 Sigmoid 函数有着良好的

单调递增等性质, 常被用作神经网络的激活函数.
本文以式 (12)的 Sigmoid函数为基础构建赋权函

数. 在定义域大于 0 时, 该函数取值范围为 (0.5, 1). 由
第 2.2.2 节的分析可知, 商品整体销量较为平稳, 故赋

予样本的权重值不应过大, 在式 (12) 基础上加 0.5 构

建赋权函数, 如式 (13) 所示. 显然, 补少补多成本间较

大与较小的比值始终大于 1, 由此计算出的权重值域为

(S (1)+0.5,1.5) (1.23,1.5), 即约 , 满足权重值的稳定性

要求.

S (x) =
1

1+ e−x
(12)

ωi = 0.5+ 1

1+e
−
max

( ai
bi
,1
)
·max

 bi
ai
,1
 (13)

 

−10
0

0.2

0.4

0.6

0.8

1.0

−5 0 5 10 
图 4    Sigmoid 函数

 

步骤 4 .  在计算出每个样本的权重值后 ,  对式

(11) 中成本厌恶偏向性组合预测结果进行赋值, 最终

的预测结果如式 (14)所示.

ŷ
′
i =

{
ŷi/ωi, ai < bi
ŷi ·ωi, ai ≥ bi

(14)
 

3   结果分析 

3.1   评价指标

误差度量通过将预测值与实际值进行比较来度量

模型的质量. 一般地, 对于预测问题, 有均方误差、平

均绝对误差等指标.
ai由于原始数据中给出了每个商品的补多成本 , 补
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bi少成本 , 因此本文选用预测的总成本作为评价指标,
与传统指标无本质差别 ,  且使结果更直观具有实际

价值.

C =
∑

i

[ai · · ·max
(
yi− ŷi,0

)
+bi ·max(̂yi− yi,0)]

 

3.2   结果分析

为了评价组合模型的预测能力, 本文使用了 RF、
GBDT、XGBoost 三个基础模型, 加入特征工程的模

型, 以及组合预测模型对实验数据进行预测, 使用总成

本作为评价指标, 结果如表 2所示.
 

表 2     各模型下的预测总成本
 

模型 总成本 (万元)
RF 177.35

GBDT 191.53
XGBoost 200.25

特征工程+RF
特征工程+GBDT

特征工程+XGBoost
特征工程+组合模型

特征工程+组合模型+预测赋权

170.78
174.56
180.34
149.04
127.43

 
 

由表 2可知:
(1) 特征工程能提升预测准确性.加入特征工程后

的模型与基础模型相比 ,  总成本都有所下降 .  说明

2.2 节中的特征构建流程从原始数据中增加了有效特

征, 并帮助提升了模型准确性.
(2) 组合预测模型有较好的预测准确性. 加入特征

工程后的组合模型预测为 127.43 万元, 相比于加入特

征工程后的基础模型约下降了 42–52 万元. 其中, 式
(13) 的预测赋权贡献了约 22 万元的成本下降 ,  式
(11) 的组合方法贡献了 20–30 万元的成本下降. 这展

现了组合模型相较于基础模型的优越性和预测赋权方

法的有效性. 

4   结语

为了更准确预测电商商品的销量, 本文提出了基

于机器学习的组合预测模型. 通过数据的预处理重新

组织样本, 从用户行为、商品分类和商品比率 3 个方

面构建了 424 维新特征集, 并有效地使用了商品成本

数据, 在本文提出的成本厌恶偏向性组合模型的基础

上对预测结果赋权, 得到最终的预测结果. 该方法在实

现了对平台数据的精细化运用的基础上, 降低了总体

仓储成本, 对电商平台提前了解商品销量情况, 合理制

定库存水平有着重要的意义.
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