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摘　要: 时间序列预测目前在众多领域有着广泛应用. 如果可以准确估计事件或指标的未来发展, 它可以帮助人们

做出重要的决定. 然而对不同时间序列建立模型并准确预测已成为最具挑战的应用之一. 因此, 本文提出了一种新

颖的混合多步预测模型, 称为 SSA-ConvBiAE. 首先, 通过奇异谱分析 (SSA)将原始数据分解为不同的趋势分量. 其
次, 设计了新的基于卷积长短期记忆 (ConvLSTM)和双向门控循环单元 (BiGRU)的自动编码器网络结构. 最后, 将
不同的分量分别输入到对应的自动编码器中进行训练和预测并求和预测结果. 为了评价模型的预测性能, 在真实的

供水数据集和公开的时间序列数据集上进行了实验, 实验结果表明, 模型的预测结果优于基线方法. 本文已在网站

https://github.com/VIMLab-hfut/SSA-ConvBiAE上发布了源代码.
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Abstract: Time series prediction currently has a wide range of applications in many fields. It can help people make
important decisions if they can accurately estimate the future development of events or indicators. However, modeling and
accurately predicting time series with different features has become one of the most challenging applications. Therefore, a
novel hybrid multi-step prediction model is proposed, called SSA-ConvBiAE. Firstly, the original data is decomposed into
different trend components by singular spectrum analysis (SSA). Secondly, we design a new autoencoder network
structure based on convolutional long short-term memory (ConvLSTM) and bidirectional gated recurrent unit (BiGRU).
Finally, the different components are inputted to the corresponding autoencoders for training and prediction, and the
prediction results are fused. To evaluate the predictive performance of our model, we conduct experiments on two real
water supply datasets and two publicly available time series datasets. Experimental results show that the proposed model
achieves better performance than baseline methods. The source code has been published on https://github.com/VIMLab-
hfut/SSA-ConvBiAE.
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时间序列预测在许多工业和商业应用中发挥着重

要作用, 例如金融市场、网络流量、天气预报和供水

行业等. 在这些场景中, 人们可以利用大量关于过去行

为的时间序列数据来预测将来的值[1–3]. 时间序列预测

的主要挑战是提高预测能力以满足日益增长的多步预

测需求. 目前, 时间序列预测在实际应用中关系到经济

社会生活的各个方面. 因此, 在这项工作中, 本文将研

究时间序列的多步预测性能.
传统的线性回归方法主要包括自回归, 移动平均,

自回归综合移动平均模型 (ARIMA)等. 而非线性机器

学习模型主要包括人工神经网络、支持向量回归和梯

度提升决策树等[4–6], 它们在时间序列预测方面也取得

了良好的效果. 目前, 深度学习技术可以更加高效的提

取数据的特征. 经典深度学习框架有深度神经网络, 卷
积神经网络, 循环神经网络 (RNN)[7] 等. RNN 是一种

在时间上进行递归的神经网络, 但它存在梯度消失和

梯度爆炸的问题. 长短期记忆网络 (LSTM)[8] 使用 3个
门控机制来解决梯度爆炸和梯度消失问题, 它在长序

列预测中表现得更好. 门控循环单元 (GRU) [9] 作为

LSTM 的变体, GRU 与 LSTM 具有相似的性能, 它简

化了 LSTM的门控结构, 降低了网络的训练时间. 然而

这些方法在对序列数据中的长期和复杂关系进行建模

时仍然具有局限性. 为了提高预测精度很多信号处理

方法被用于时间序列预测, 在这些模型中, 信号处理方

法将时间序列进行分解和去噪处理[10,11]. 在时间序列数

据中, 不同的数据分量可能具有不同的特征, 现有的常

见混合模型无法充分利用不同分量的特征.
为了解决上述问题, 本文提出了一种新型的混合

多步预测模型. 通过采用奇异谱分析对数据进行预处

理, 再结合本文设计的自动编码器网络结构对预处理

后的数据进行预测, 可以实现对复杂数据建模的能力.
主要贡献如下:

1) 提出了一种端到端的时间序列预测混合模型,
该模型可以用于时间序列数据的多步预测. 该混合模

型的预测精度优于单一模型.
2) 采用 SSA 将原始时间序列数据分解为不同的

趋势分量, SSA 可以从原始数据中提取数据的不同趋

势信息. 同时设计了新的基于 ConvLSTM 和 BiGRU
自动编码器结构 ,  该模型能够进行短期和长期特征

学习.
3) 使用真实世界的 2个供水数据集和 3个公开的

时间序列数据集评价所提出的模型. 实验结果表明, 与
所有基线方法相比, 该模型在多步预测评价指标下几

乎都获得了最好的预测性能, 证明了模型在时间序列

预测方面的优越性.
本文的其余部分安排如下: 第 1 节介绍了相关的

工作. 第 2节阐述了所提出模型的设计与实现. 第 3节
评价了模型的预测性能, 并对实验结果进行了详细讨

论. 第 4节对本文进行总结. 

1   相关工作

目前, 为了更好地提高时间序列预测的准确性, 很
多信号处理的方法被用于时间序列预测. 例如, Zhang
等人[12] 采用小波变换 (WT)获取交通流的时变和周期

性特征, 建立了季节性 ARIMA进行预测. Ahani等人[13]

提出了一种多步预测系统, 集成了经验模式分解 (EEMD),
最小二乘支持向量回归 (LSSVR)和长短期记忆神经网

络 (LSTM). Chang 等人[14] 提出了一种基于小波变换

和 Adam 优化的 LSTM 神经网络混合模型, 用于时间

序列数据预测. 此外, 很多方法采用了数据分解技术来

提取数据不同的趋势信息进行预测. 例如, Tang等人[15]

通过 WT 和 SSA 对金融时间序列进行分解重构去噪,
将平滑序列引入 LSTM得到预测值. Li等人[16] 利用变

分模式分解 (VMD) 将非平稳月降水时间序列分解为

几个相对稳定的固有模式函数 (IMFs), 然后为每个

IMF 建立一个极限学习机预测模型, 最后将预测值累

加得到预测结果. Liu 等人[17] 采用 SSA 将原始数据进

行分解, 同时使用 CNNGRU 和 SVR 分别预测不同的

分量数据. Zhu 等人[18] 通过 VMD 来捕捉时间序列的

趋势和可变性信息, 通过引入双向门控循环单元实现

对天然橡胶期货的短期预测. 在这些信号处理方法中,
WT可以提取时频信息, EEMD和 VMD可以提取趋势

信息. 然而, SSA 具有严格的数学理论和少量的参数,
并且可以有效地提取信号的趋势信息, 因此被选为信

号处理的方法.
由于深度学习算法在数据特征提取方面的强大功

能, 目前也有大量的工作在时间序列预测领域取得了

令人瞩目的成绩. 例如, Sagheer 等人[19] 提出了一种深

度长短期记忆 (DLSTM) 模型用来捕捉时间序列数据

中的非线性动态和长期依赖关系. Zhang 等人[20] 提出

了一种基于双向长短期记忆 (Bi-LSTM)网络模型用于

时间序列数据的预测. Hu等人[21] 采用了一种将卷积神
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经网络与双向长短期记忆网络相结合的模型, 用于预

测城市的用水需求. Essien 等人[22] 提出了一种用于多

步预测的端到端模型, 该模型包含一个深度 ConvLSTM
编码器-解码器架构, 应用于智能工厂时间序列数据的

预测. Salinas等人[23] 提出了 DeepAR, 这是一种产生精

确概率预测的方法, 基于对大量相关时间序列训练自

动回归的递归网络模型. 因此, 深度学习方法在时间序

列预测方面具有广泛的应用. 同时, 它们使用由多个非

线性变换组成的架构来映射数据中的高级抽象.
根据以上文献, 信号处理方法和深度学习方法在

时间序列预测方面有着广泛的使用. 然而, 由于不同数

据具有不同的特征, 单一的深度学习方法在对数据中

的长期和复杂关系进行建模时具有一定的局限性. 基
于此背景, 在本研究中, 提出了一种新的混合模型. 使
用奇异谱分析对数据进行预处理, 再结合本文设计的

自动编码器网络用于对预处理后的数据进行预测, 该
模型可用于供水数据的预测, 同时模型也可以应用于

其他时间序列数据的预测任务. 

2   方法 

2.1   问题描述

xt ∈ {x1, x2, · · · ,
xN−1, xN} N

X xt−w+1, · · · , xt−1, xt Ŷ

yt+1,yt+2, · · · ,yt+k

X Ŷ

在本研究中, 多步 (即序列到序列) 预测是一个重

要的时间序列预测问题, 本文将时间序列预测制定为

有监督的机器学习任务. 多步时间序列预测的目标是

使用大量关于过去行为的时间序列数据来预测将来

的值, 给定一个一维的单变量时间序列, 
,  为原始序列的长度. 对于多步提前预测, 监

督机器学习模型的输入 是 , 输出 是

. 本文使用固定长度的滑动时间窗口

方法构建 、 , 得:

Ŷ = (yt+1,yt+2 · · · ,yt + k) = f (xt−w+1, · · · , xt−1, xt) (1)
w k其中,  是滑动窗口时间序列的长度,  是需要预测的时

间序列的长度. 

2.2   总览

在本节中, 将描述如何使用 SSA-ConvBiAE 模型

实现时间序列数据的预测任务. SSA-ConvBiAE 模型

的总体流程如图 1 所示. 首先, 对原始数据进行处理,
主要是对数据的缺失值进行填充和归一化操作, 处理

后的数据被划分为训练集和测试集; 通过数据分解步

骤, 将训练集和测试集进行分解和重构, 来获取不同趋

势的分量数据; 然后, 将获取到的训练集不同的分量数

据分别输入到自动编码器网络用于模型的训练, 经过

迭代保存训练好的模型. 最后, 将测试集分量输入到对

应训练好的模型中用于预测, 将不同分量的预测结果

相加得到最终的预测结果.
 

数据处理

原始数据

训练集测试集

数据分解

输入特征

模型训练

迭代完成

训练结束

N

Y

预测分量

求和预测值

预测结果

加载模型

 
图 1    总体预测模型的管线图

  

2.3   提出的模型

本文提出的 SSA-ConvBiAE 模型的整个过程如

图 2所示, 详细说明如下.
 

ConvBiAE

ConvBiAE

预测 1

预测 n

Fully

Connected

ConvLSTM

Activation

Dropout

BiGRU

Activation

Dropout

(c)

Grouping

SVD

Embedding

输入
数据

SSA

分量 1

分量 n

Flatten

RepeatVector

Diagonal
averaging

…… … 预测
结果

(b)

(a)

 
图 2    SSA-ConvBiAE模型结构图

  

2.3.1    数据分解

为了提高模型预测的准确性, 采用 SSA 信号处理

方法将原始的时间序列数据进行预处理, SSA 是用

于时间序列分析有效的非参数算法, SSA 可以有效地

实现信号的分解和重构. 此外, SSA具有严格的数学理

论和较少的参数, 并且可以很好地识别时间序列的周

期、准周期和趋势信息 .  本文选择这种非参数方法

将原始的时间序列分解并从原始数据中提取不同的趋

势分量. 具体如图 2(a) 所示, SSA 经过 4 个步骤分别

是 :  嵌入 (embedding)、奇异值分解 (SVD)、分组

(grouping) 和对角平均化 (diagonal averaging), 可以将

原始的时间序列数据进行分解和重构, 并获取数据不
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同的趋势信息, 用于模型的训练和预测. SSA的详细步

骤描述如下:
L (2 ⩽ L ⩽ N)

X = (x1, x2, · · · , xN)

Z = (Z1,Z2, · · · ,ZK) Zi = (xi, xi+1, · · · , xi+L−1)T ∈ RL

K = N −L+1 Z = (Z1,Z2, · · · ,ZK) =

(zi j)
L,K
i, j=1

1) 嵌入. 首先选择适当的窗口长度  ,
将一维的原始时间序列 转化成多维

的序列 ,  ,
其中,  , 可得轨迹矩阵

, 表示为:

Z =


x1 x2 · · · xK
x2 x3 · · · xK+1
...

...
. . .

...
xL xL+1 · · · xN

 (2)

Z可以看出矩阵 为汉克尔矩阵, 即沿对角线元素

相等.
Z2) 奇异值分解. 通过 SVD, 轨迹矩阵 可表示为:

Z = Z1+Z2+ · · ·+Zd (3)

Zi =
√
λiUiVT

i Ui Vi√
λi (i = 1,2, · · · ,d) Z

其中,  ,  和 分别表示轨迹矩阵的左右

特征向量,  为矩阵 的奇异值.
{1,2, · · · ,d}

I1, I2, · · · , Im m Z

3) 分组. 该过程将区间 划分为多个离散

子集 , 其中 是组数, 则矩阵 可表示为:

Z = ZI1 +ZI2 + · · ·+ZIm (4)

N Z L×K

L∗ =min(L,K) K∗ =max(L,K) N = L+K −1 L < K

z∗i j = zi j z∗i j = z ji (rs1,rs2, · · · ,rsN)

4) 对角平均化. 该过程旨在将分组序列的每个矩

阵转换为长度为 的新序列 ,  设 为 的矩阵 ,
,  ,  , 且当

时,   , 否则,  , 重构序列 可

通过如下计算获得:

rsn =



1
n

n∑
m=1

z∗m,n−m+1,1 ⩽ n ⩽ L∗

1
L∗

L∗∑
m=1

z∗m,n−m+1,L
∗ ⩽ n ⩽ K∗

1
N −n + 1

N−K∗+1∑
m=n−K∗+1

z∗m,n−m+1,K
∗ ⩽ n ⩽ N

(5)

 

2.3.2    自动编码器

自动编码器可以解决序列到序列建模的问题, 其
中输入和输出均为序列. 本文设计了基于 ConvLSTM
和 BiGRU 的自动编码器结构, 具体如图 2(b) 所示, 提
出的网络模型结构主要分为编码器和解码器.

1)  编码器有一层 ConvLSTM, 一层激活函数

tanh 和一层 Dropout 函数堆叠在一起作为编码层 .
ConvLSTM[24] 作为 LSTM的一种变体, 虽然 LSTM可

以有利地捕获长输入序列的长期依赖, 但它的各个门

控结构之间采用的是由全连接的方式构建的, 因此模

型在训练时需要更多的参数. 而 ConvLSTM 用卷积算

子替换了全连接层算子, 使得它在输入到隐藏状态以

及与各个门控结构之间的转换都具有卷积操作. Conv-
LSTM继承了卷积算子中稀疏连接和参数共享的优点,
可以减少全连接结构的冗余. 此外, ConvLSTM不仅能

够提取时间特征, 通过卷积操作还可以有效对空间信

息进行特征提取. 同时, ConvLSTM通过门控机制克服

了梯度消失的问题, 也保留了 LSTM 可以捕获长时间

记忆的优点. 因此, 本文选择 ConvLSTM 作为编码器.
它的计算公式如下:

it = σ(Wxi ∗ xt +Whi ∗ht−1+Wci ◦Ct−1+bi) (6)

ft = σ(Wx f ∗ xt +Wh f ∗ht−1+Wc f ◦Ct−1+b f ) (7)

Ct = ft ◦Ct−1+ it ◦ tanh(Wxc ∗ xt +Whc ∗ht−1+bc) (8)

ot = σ(Wxo ∗ xt +Who ∗ht−1+Wco ◦Ct +bo) (9)

ht = ot ◦ tanh(Ct) (10)

σ ∗

it ft Ct−1 Ct ot

xt ht−1

ht

W b

其中,  、tanh、 和°分别表示 Sigmoid、tanh 操作、

卷积运算和 Hadamard积;  ,   ,  ,  和 分别代表各

种门控机制;  表示输入数据,  表示前一个 ConvLSTM
单元输出的循环状态 ,   表示当前时刻的循环状态;
和 分别代表门控机制的权重向量和偏差向量.
2) 解码器由一层 BiGRU、一层激活函数 tanh 和

一层 Dropout 函数堆叠在一起作为解码层. BiGRU 模

型一种双向循环神经网络, 它可以利用正向和反向信

息. 双向门控循环单元将两个传输方向相反的隐藏层

连接到同一个输出层. 因此, 输出层具有输入序列中每

个点的过去和未来状态的完整信息, 从而做出更准确

的预测. BiGRU 是在 GRU 基础上进行正向和反向训

练并将结果进行线性融合, 这样不但可以提取过去的

特征, 也可以提取未来的特征, 同时数据复用, 而且每

个时刻输出值是由两个方向的 GRU共同决定. BiGRU
的思想是将常规 GRU 神经元分为前向状态和后向状

态. GRU的计算公式如下所示:

zt = σ(Wz[ht−1, xt]+bz) (11)

rt = σ(Wr[ht−1, xt]+br) (12)

h̃t = tanh(Wh[rt ∗ht−1, xt]+bh) (13)

ht = (1− zt)∗ht−1+ zt ∗ h̃t (14)

σ

∗ xt zt

其中,  表示激活函数 Sigmoid, tanh是候选状态的激活

函数,  是点积操作,  表示输入向量, 更新门 可以确

计 算 机 系 统 应 用 http://www.c-s-a.org.cn 2022 年 第 31 卷 第 7 期

58 专论•综述 Special Issue

http://www.c-s-a.org.cn


rt

ht−1

ht h̃t

W b

定保留多少先前存储的信息, 重置门 可以将多少先前

存储的信息与新输入集成在一起.  表示上一时刻隐

藏层的状态,  表示当前时刻隐藏层状态.  表示候选

状态.  是与输入相关的权重矩阵,  表示偏差向量.
为了使编码层的输出可以作为解码层的输入, 在

编码层之后通过使用一个重复向量层 (repeat vector).
该层的主要功能是重复来自编码层的最终输出向量,
以便解码层能够重建原始输入序列. 最后, 在解码层之

后通过一个全连接层, 用来输出数据的预测值. 

2.3.3    预测分量

多个分量的预测过程 ,  具体如图 2(c) 所示 ,  将
SSA获取到的 n 个分量数据分别作为每个自动编码器

模型的输入数据进行模型的训练, 保存训练好的模型.
将不同的测试集分量分别输入到对应的训练好的自动

编码器模型中进行预测, 最后将不同分量的预测值进

行求和, 得到最终的预测结果.
SSA-ConvBiAE 模型是一个健壮的, 可扩展的端

到端时间序列多步预测模型. 奇异谱分析可以从原始

数据中提取数据不同的趋势信息, 同时本文设计的自

动编码器网络结构能够进行短期和长期特征学习, 该
混合模型可以用于时间序列的多步预测. 

2.4   损失函数

为了更好地反映出模型的预测值跟真实值的差距,
在 SSA-ConvBiAE 模型中采用的损失函数是均方误

差. 同时, 使用了基于随机梯度的优化算法 Adam, 每次

迭代时更新模型参数. 损失函数的计算方法如下:

Loss =
1
n

n∑
i=1

(ŷi− yi)2 (15)

ŷi i yi i

n

其中,  表示第 时刻的预测值,  表示第 时刻的真实值,
表示数据样本总数. 

3   实验分析 

3.1   实验环境

本文的实验环境是基于 Windows 操作系统, 使用

Python 语言对代码进行实现. 深度学习框架主要采用

了 TensorFlow, 模型算法的实现是使用 Keras, 它是基

于 TensorFlow 的深度学习库 .  硬件环境的配置是

Intel(R) Core(TM)i7-7700K CPU @4.20 GHz、32.0 GB
内存和 NVIDIA GeForce RTX 2080 8 GB GPU. 

3.2   数据描述

本文提出的模型在 5 个数据集进行了实验, 其中

包括 2个真实的供水数据集和 3个公开的时间序列数

据集. TH-reservoir 和 XH-waterworks 是由黄山旅游集

团水电开发有限公司提供的黄山风景区供水数据集.
Milan-air[25], Delhi-meantemp[26] 和 Global-power[27] 是
从 Kaggle 网站获得的公开的时间序列数据集. 5 个数

据集的详细描述如下所示:
1) TH-reservoir: 该数据集是黄山风景区某水库的

水位值, 数据集包含了黄山风景区某水库 2017年 1月
1日到 2019年 12月 31日每天的水位值.

2) XH-waterworks: 该数据集是黄山风景区某水厂

的供水量, 数据集包含了黄山风景区某水厂 2017 年

1月 1日到 2019年 12月 31日每天的供水量.
3) Milan-air: 该数据集是米兰空气中 PM2.5 浓度数

据 ,  数据集包含 2020 年 7 月 24 日到 2020 年 9 月

20日每小时 PM2.5 浓度的平均值.
4) Delhi-meantemp: 该数据集是印度德里市的天气

温度数据, 数据集包含 2013 年 1 月 1 日至 2017 年

1月 1日每天温度的平均值.
5) Global-power: 该数据集是一个家庭在 4年内的

有功功率电力消耗数据, 数据是每分钟收集一次, 经过

累加计算得出每天的消耗量 ,  数据集包含 2006 年

12月 16日至 2010年 11月 26日每天消耗量的值.
上述黄山风景区供水数据集包含少量的缺失数据,

因此使用线性插值的方法进行填充 .  在实验中 ,  将
80% 的数据用作训练集, 其余 20% 用作测试集. 为了

评价模型的多步预测性能. 在本文中, 使用了输入步长

大小为 18的滑动窗口机制, 进行多步预测. 另外, 将输

入数据进行归一化处理, 其公式如下所示:

xnor =
x− xmin

xmax− xmin
(16)

xnor x

xmax xmin

其中,  表示归一化后的数据,  表示输入的样本数据

中某一个值,  ,  分别表示样本数据中的最大值

和最小值. 

3.3   基线方法

为了验证所提出模型的预测性能 ,  本文进行了

5个实验. 在每个实验中, 将 SSA-ConvBiAE模型的预

测性能与以下基线方法进行比较:
1) SVR[5]: 支持向量回归, 它使用历史数据来训练

模型并对数据进行预测.
2) XGBoost[6]: 它是一个端到端的梯度提升决策树

模型, 是一种高效且广泛使用的机器学习方法.
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3) GRU[9]: 门控循环单元, GRU通过简化门控结构

使得网络更易计算, 降低了模型的训练时间.
4) DLSTM[19]: 通过堆叠多个 LSTM 块, 构建一个

深度 LSTM神经网络.
5) Bi-LSTM[20]: 主要使用前向和后向 LSTM 来捕

捉过去和未来隐含的信息, 然后将两部分结合起来形

成最终的预测输出.
6) SSA-ConvLSTM: 消融实验 .  奇异谱分析和

ConvLSTM的混合模型, 详细描述请参见第 2.3节.
7) SSA-BiGRU: 消融实验. 奇异谱分析和 BiGRU

的混合模型, 详细描述请参见第 2.3节.
本实验采用 3种评价指标对模型的预测结果进行

评价, 具体如下:
平均绝对误差 (MAE):

MAE =
1
n

n∑
i=1

|ŷi− yi| (17)

均方根误差 (RMSE):

RMSE =

√√
1
n

n∑
i=1

(ŷi− yi)2 (18)

平均绝对百分比误差 (MAPE):

MAPE =
100%

n

n∑
i=1

∣∣∣∣∣ (ŷi− yi)
yi

∣∣∣∣∣ (19)

ŷi i yi i

n

其中,  表示第 时刻的预测值,  表示第 时刻的真实值,
表示数据样本总数. 使用 MAE, RMSE 和 MAPE 度量

预测误差: 该值越小, 表明预测效果越好. 

3.4   实验结果

在本节中 , 为了研究所提出模型的多步预测性

能 , 对涉及到的所有模型进行 1-step 到 4-step 的预

测 . 表 1, 表 2 和表 3 给出了 2 个真实的供水数据和

3 个公开时间序列数据在几种不同模型上的预测误

差评价结果.
 

表 1     SSA-ConvBiAE模型和基线方法对 TH-reservoir和 XH-waterworks数据集的预测结果
 

方法 Metric
TH-reservoir XH-waterworks

1-step 2-step 3-step 4-step 1-step 2-step 3-step 4-step

SVR
MAE
RMSE
MAPE

0.214 8
0.333 1
4.030 7

0.301 4
0.411 9
5.551 1

0.364 8
0.489 7
6.722 7

0.406 2
0.538 7
7.522 1

15.770 8
20.175 5
22.168 6

16.434 0
20.901 3
22.845 8

16.621 3
21.395 5
23.052 0

16.904 8
21.766 1
23.507 4

XGBoost
MAE
RMSE
MAPE

0.210 7
0.331 0
3.879 3

0.290 1
0.418 5
5.296 4

0.349 2
0.494 7
6.408 3

0.386 8
0.542 1
7.138 6

16.500 8
21.707 4
22.562 4

16.885 4
21.898 5
22.846 3

16.915 8
21.806 3
22.788 5

17.221 4
21.842 4
23.413 9

GRU
MAE
RMSE
MAPE

0.230 4
0.343 1
4.235 4

0.305 3
0.415 8
5.563 0

0.351 5
0.468 8
6.375 4

0.378 0
0.490 7
6.839 7

14.056 1
18.972 1
20.004 5

15.924 7
20.761 4
21.887 1

16.532 9
21.667 7
22.955 4

17.490 5
22.487 4
24.000 4

DLSTM
MAE
RMSE
MAPE

0.208 6
0.332 4
3.826 6

0.292 7
0.405 1
5.309 5

0.354 5
0.474 6
6.404 0

0.394 1
0.507 6
7.085 4

15.688 8
20.135 8
20.084 7

16.552 1
21.254 7
21.835 7

17.144 4
22.032 9
22.709 6

17.961 9
22.818 4
23.818 6

Bi-LSTM
MAE
RMSE
MAPE

0.219 3
0.342 2
4.010 0

0.298 8
0.413 9
5.409 1

0.356 9
0.477 8
6.461 2

0.380 6
0.497 2
6.889 1

14.470 4
19.269 9
19.830 7

16.156 0
20.946 3
21.805 3

16.615 8
21.679 3
22.746 8

17.801 6
22.727 9
23.850 0

SSA-
ConvLSTM

MAE
RMSE
MAPE

0.075 3
0.102 5
1.381 7

0.122 3
0.160 1
2.211 3

0.193 2
0.252 9
3.472 8

0.250 6
0.333 7
4.568 7

4.082 9
5.062 1
5.274 0

4.977 6
6.126 7
6.158 9

8.456 1
10.606 5
11.163 2

12.260 0
15.778 3
16.918 0

SSA-BiGRU
MAE
RMSE
MAPE

0.088 3
0.115 7
1.601 3

0.152 6
0.194 0
2.739 1

0.199 8
0.263 2
3.587 6

0.253 3
0.339 4
4.613 5

3.929 6
4.489 5
5.466 3

4.838 1
5.897 2
6.222 1

7.599 7
9.616 2
10.307 5

11.456 4
14.793 9
15.479 8

SSA-
ConvBiAE

MAE
RMSE
MAPE

0.075 0
0.095 1
1.372 1

0.095 3
0.123 1
1.729 5

0.140 8
0.194 3
2.555 1

0.223 9
0.304 2
4.062 2

4.090 2
5.002 3
5.132 5

4.468 7
5.457 3
5.849 0

7.296 2
9.125 5
9.406 2

11.165 7
14.268 1
15.078 1

 
 

通过表 1的实验结果, 可以发现: 在供水数据案例

研究中, SSA-ConvBiAE 模型可以实现准确的多步预

测结果, 混合模型的预测精度优于单一模型. 这表明

SSA 对数据的分解, 可以获取数据不同趋势的分量信

息, 从而降低了时间序列的复杂度, 提高了模型的预测

精度. 与其他几种基线方法相比, SSA-ConvBiAE模型

计 算 机 系 统 应 用 http://www.c-s-a.org.cn 2022 年 第 31 卷 第 7 期

60 专论•综述 Special Issue

http://www.c-s-a.org.cn


的多步预测几乎具有最好的预测精度, 这表明设计的

基于 ConvLSTM 和 BiGRU 结构的自动编码器模型可

以有效地提取数据特征, 适用于时间序列预测. 同时,
为了验证模型不仅可以用于供水数据预测, 本文也在

3个公开的时间序列数据进行了实验, 通过表 2和表 3
的实验结果可以发现, 所提出的模型在公开的数据集

上都有优异的表现, 表明模型具有一定的泛化能力.
表 1, 表 2 和表 3 显示了 SSA-ConvBiAE 模型和

其他基线方法在 5个时间序列数据集上的多步预测任

务的性能. 可以看出, SSA-ConvBiAE模型在多步预测

范围的评价指标下几乎都获得了最好的预测性能. 模
型与其他基线方法预测结果相比, 详细描述如下.

 

表 2     SSA-ConvBiAE模型和基线方法对Milan-air和 Delhi-meantemp数据集的预测结果
 

方法 Metric
Milan-air Delhi-meantemp

1-step 2-step 3-step 4-step 1-step 2-step 3-step 4-step

SVR
MAE
RMSE
MAPE

4.027 3
5.383 3
16.403 9

4.739 7
6.201 7
19.992 4

5.238 7
6.810 7
22.605 6

5.720 1
7.327 8
24.953 6

1.302 8
1.684 9
4.604 4

1.525 4
1.969 3
5.393 9

1.643 5
2.101 5
5.872 6

1.726 7
2.172 0
6.345 2

XGBoost
MAE
RMSE
MAPE

4.559 7
5.890 3
18.795 6

5.048 6
6.447 0
21.336 5

5.474 6
6.988 2
23.495 5

5.870 6
7.521 0
25.328 7

1.298 2
1.670 0
4.560 8

1.557 7
1.987 3
5.477 8

1.678 0
2.151 7
5.958 1

1.788 1
2.280 6
6.479 6

GRU
MAE
RMSE
MAPE

3.859 1
5.007 1
17.084 2

4.868 0
6.210 8
21.516 9

5.571 5
7.124 1
24.673 0

6.023 6
7.534 1
26.950 3

1.358 8
1.753 6
4.813 6

1.556 9
2.033 5
5.486 3

1.693 5
2.184 4
6.053 7

1.776 1
2.265 9
6.488 0

DLSTM
MAE
RMSE
MAPE

3.870 4
5.013 1
17.202 6

5.223 9
6.609 3
22.921 7

5.998 7
7.525 0
26.346 3

6.240 9
7.745 9
27.533 4

1.284 1
1.681 6
4.634 2

1.524 9
1.989 8
5.441 1

1.685 0
2.150 2
6.057 2

1.774 7
2.244 4
6.535 4

Bi-LSTM
MAE
RMSE
MAPE

3.478 4
4.649 4
15.215 6

4.741 2
6.081 1
20.540 4

5.346 6
6.841 1
23.111 4

5.633 4
7.153 9
24.516 3

1.368 5
1.758 7
4.873 4

1.582 9
2.059 7
5.625 8

1.737 5
2.226 9
6.257 1

1.823 9
2.323 6
6.712 3

SSA-
ConvLSTM

MAE
RMSE
MAPE

0.689 5
0.858 6
3.163 5

1.138 0
1.372 8
5.191 6

1.741 2
2.082 3
7.620 4

2.824 4
3.456 7
12.015 4

0.242 8
0.298 1
0.875 4

0.435 6
0.534 4
1.582 2

0.726 9
0.890 2
2.633 4

1.009 0
1.274 3
3.771 6

SSA-BiGRU
MAE
RMSE
MAPE

0.475 4
0.605 6
2.222 1

0.936 6
1.163 7
4.308 0

1.452 0
1.823 6
6.700 8

2.334 0
2.940 2
10.561 9

0.330 4
0.392 5
1.143 0

0.463 9
0.572 5
1.614 6

0.698 3
0.865 7
2.453 4

0.973 0
1.236 6
3.553 7

SSA-
ConvBiAE

MAE
RMSE
MAPE

0.698 1
0.877 3
3.074 1

0.855 2
1.075 2
3.872 2

1.088 6
1.375 9
4.922 4

1.858 5
2.394 4
8.252 5

0.362 0
0.431 9
1.269 2

0.361 5
0.448 3
1.300 6

0.552 2
0.688 9
1.973 1

0.821 9
1.050 5
3.035 0

 
 

1) 预测精度. 以 TH-reservoir 数据集为例, 从表 1
中可以看出: 所提出的模型 SSA-ConvBiAE 极大地提

高了多步预测的性能, 这表明该模型在长期预测能力

方面取得了优异的效果. 例如, 对于 1-step的供水数据

预测任务, SSA-ConvBiAE模型和 SVR和 XGBoost模
型相比, RMSE 误差降低了约 71.45% 和 71.27%. 这主

要是由于 SVR 和 XGBoost 等方法难以处理复杂的非

平稳时间序列数据. SSA-ConvBiAE 模型和 GRU 模

型、DLSTM模型和 BiLSTM模型相比, RMSE 误差降

低了约 72.28%、71.39% 和 72.21%, 这主要是由于针

对具有不同特征的时间序列数据, 这几种模型的预测

结果会有所降低. 从表 1 可以看出, 经过 SSA 进行数

据分解, 预测精度得到了明显提高, 这表明提出的混合

模型是有效的.
2) 消融分析. 为了验证 SSA-ConvBiAE 模型采用

自动编码器网络结构的有效性, 将 SSA-ConvBiAE 与

SSA-ConvLSTM 和 SSA-BiGRU 模型进行了比较. 以
TH-reservoir 数据集为例 ,  从图 3 中可以看出 ,  在
RMSE 和 MAPE 两种不同的实验评价指标下, 可以清

楚地看到提出的 SSA-ConvBiAE 比 SSA-ConvLSTM
和 SSA-BiGRU具有更好的预测结果. SSA-ConvBiAE
与 SSA-ConvLSTM和 SSA-BiGRU模型相比, 从 1-step
预测可以看出, RMSE 分别降低了约 7.22%和 17.80%.
实验表明, ConvLSTM 充分捕捉了序列数据的时间和

空间分布, 同时模型中结合 BiGRU, 使输出层具有输入

序列中每个点的过去和未来状态的完整信息, 可以融
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合更多的序列特征, 提高了模型的预测性能. 因此, 表

明了本文提出的自动编码器网络结构可以有效地提取

数据特征.
 

表 3     SSA-ConvBiAE模型和基线方法对

Global-power数据集的预测结果
 

方法 Metric
Global-power

1-step 2-step 3-step 4-step

SVR
MAE
RMSE
MAPE

249.820 4
328.698 3
20.391 5

259.826 1
338.929 8
21.355 5

270.363 9
351.643 6
22.382 1

277.358 8
354.831 4
22.783 6

XGBoost
MAE
RMSE
MAPE

248.764 7
331.733 8
20.082 2

267.351 4
348.457 3
21.561 3

273.238 6
350.978 9
22.140 3

273.931 4
349.388 8
22.071 4

GRU
MAE
RMSE
MAPE

249.047 1
332.522 1
19.232 8

258.037 1
335.940 6
20.128 2

259.438 2
338.137 9
20.707 1

264.293 6
338.225 8
21.701 3

DLSTM
MAE
RMSE
MAPE

240.652 3
326.633 8
18.614 0

262.333 7
343.843 7
21.352 8

276.203 6
357.611 1
22.907 3

265.821 9
344.934 0
21.506 7

Bi-LSTM
MAE
RMSE
MAPE

239.128 5
329.191 8
18.262 2

255.548 2
343.835 6
19.898 8

265.835 2
348.627 3
21.660 3

264.031 0
341.007 1
21.360 0

SSA-
ConvLSTM

MAE
RMSE
MAPE

97.864 8
126.723 2
7.514 8

96.253 2
129.271 1
7.299 0

172.947 5
231.160 4
13.118 4

253.521 8
331.619 9
19.304 2

SSA-BiGRU
MAE
RMSE
MAPE

85.773 2
108.556 3
6.640 7

96.059 9
127.163 4
7.061 3

161.763 9
219.038
12.208 1

251.383 6
328.312 5
20.078 2

SSA-
ConvBiAE

MAE
RMSE
MAPE

85.085 9
112.481 6
6.466 2

83.834 7
112.076 8
6.292 5

146.809 9
203.015 3
10.827 2

244.566 2
333.180 9
18.009 7
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(a) RMSE

(b) MAPE 
图 3    消融实验预测结果对比

3) 多步预测. 从以上的实验结果可以看出, 在 5个
不同的数据集上 SSA-ConvBiAE模型预测精度在多步

预测范围内明显要高于其他基线方法. 以 TH-reservoir
和 XH-waterworks数据集为例, 从表 1中可以看出, 本
文提出的 SSA-ConvBiAE模型在 1-step到 4-step的预

测结果几乎都获得了最好的预测性能, 这表明提出的混

合模型是可行的. 因此, 该模型可以用于供水数据和其

他时间序列任务的预测, 同时本文提出的 SSA-ConvBiAE
模型不仅可以用于短期预测, 还可以用于中长期预测.
 

0.4

0.3

0.2

2 3 4 5 6 7

(a) TH-reservoir

18

12

6

2 3 4 5 6 7

(b) XH-waterworks

分量个数

分量个数

RMSE MAE 
图 4    不同的 SSA分量在 TH-reservoir和
XH-waterworks数据集上的预测性能比较

  

3.5   模型参数选择

在本节中, 将选择 SSA-ConvBiAE 模型的相关参

数. SSA-ConvBiAE 模型的超参数主要包括: 批次大

小、训练次数、隐藏层单元数、卷积核的尺寸、Dropout
和数据分量个数. 在实验中, 将批次大小设置为 32, 训
练次数设置为 100, 隐藏层单元设置为 128, 卷积核的

尺寸设置为 1×3, Dropout参数设置为 0.1.
数据分量的个数是 SSA-ConvBiAE模型的一个非

常重要的参数, 本文通过尝试不同的数据进行对比预

测实验来选择最佳值. 在实验中, 从 [2, 3, 4, 5, 6, 7] 中
选择不同的分量个数并分析预测精度的变化. 如图 4
和图 5所示, 横轴代表不同的分量个数, 纵轴代表 RMSE
和 MAE 两种不同的评价指标的变化. 图 4(a)和图 4(b)
分别显示了数据集 TH-reservoir 和 XH-waterworks 不
同分量个数的 RMSE 和 MAE 的预测结果. 可以看出,
当分量个数为 5时, 误差最小. 同样图 5(a)和图 5(b)分
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别显示了数据集 Milan-air 和 Delhi-meantemp 的预测

结果, 当个数为 6时, 结果达到最小值, 图 5(c)显示了数

据集 Global-power的预测结果, 当个数为 4时, 结果达到

最小值. 这表明不同的分量个数会极大地影响预测精

度, 因此需要通过不同参数的对比实验来选择最佳值.
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(a) Milan-air

(b) Delhi-meantemp
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(c) Global-power

分量个数

分量个数

分量个数

RMSE MAE 
图 5    不同的 SSA分量在Milan-air, Delhi-meantemp和

Global-power数据集上的预测性能比较
  

3.6   模型解释

为了更好的理解 SSA-ConvBiAE 模型的预测结

果, 选择对 TH-reservoir的部分测试集样本数据进行预

测结果可视化, 图 6(a)–图 6(d) 分别显示了模型 1-step
到 4-step的预测范围的可视化结果.

从图 6中 1-step和 2-step预测的可视化结果来看,
SSA-ConvBiAE 模型在数据的局部最小值和局部最大

值处的预测结果都非常的接近真实值, 这表明 SSA 将

数据分解成不同的趋势分量后 ,  自动编码器结构中

ConvLSTM 充分捕捉了序列数据的空间和时间分布,
具有自动特征提取方面的优势, 而 BiGRU可以融合更

多的序列特征, 提高了模型的预测性能. 从图 6中 3-step
和 4-step 的预测可视化结果来看, 模型预测的总体趋

势接近真实值, 但在局部最小值和局部最大值处的预

测结果要低于前两步预测. 尽管 ConvLSTM, BiGRU

可以捕捉数据集中的长期依赖性, 但针对复杂数据的

预测, 长期预测的结果也会有所降低. 从图 6中的 1-step
到 4-step 的预测结果, 可以看出奇异谱分析与自动编

码器网络的结合是有效的, 该模型可以提取序列数据

的时间特征, 可以很好地拟合数据, 以及准确预测数据

的变化趋势. 同时, 在 5个数据集上的预测结果可以看

出, 在针对具有不同特征的时间序列数据, 本文提出的

模型在预测结果方面都具有优异的表现.
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(a) 1-step 预测数据样本数

(b) 2-step 预测数据样本数

(c) 3-step 预测数据样本数

(d) 4-step 预测数据样本数

Ground truth Prediction 
图 6    SSA-ConvBiAE模型的可视化预测结果

(其中, 纵坐标表示水位 (m))
 

为进一步表明模型的预测结果, 选择 SSA-ConvBiAE
模型与其他基线方法的预测结果进行可视化对比, 如
图 7(a)–图 7(d) 所示, 不同的模型对 TH-reservoir 数据

集进行 1-step到 4-step预测结果可视化, 可以看出, 采
用 SSA 对数据进行处理后, 混合模型的预测结果明显

优于单一模型, 预测结果更接近真实值, 与 SSA-ConvLSTM
和 SSA-BiGRU模型相比, SSA-ConvBiAE模型在多步

预测范围内获得了更好的预测性能. 同时本文也选择

了对Milan-air数据集进行预测结果可视化, 如图 8(a)–
图 8(d)所示, 展示了不同模型的预测结果. 

4   结论

本文提出的一种端到端的时间序列预测混合模型,
SSA-ConvBiAE 模型是一个健壮的, 可扩展的端到端
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模型可以用于时间序列数据的多步预测 .  在提出的

SSA-ConvBiAE 模型中, 采用 SSA 将原始时间序列数

据分解为不同的趋势分量, SSA 可以从原始数据中

提取数据不同的趋势信息, 同时本文设计了新的基于

ConvLSTM和 BiGRU自动编码器结构, 模型能够进行

短期和长期特征学习, 该混合模型的预测精度优于单

一模型. 在真实世界的 2 个供水数据集和 3 个公开的

时间序列数据集上进行实验来评价所提出的模型. 实

验结果表明, 与所有基线方法相比, 该模型在多步预测

评价指标下几乎都获得了最好的预测性能 ,  证明了

SSA-ConvBiAE 模型在时间序列预测方面的优越性.
这表明提出的模型不仅可以应用于供水预测领域, 同
时对于其他时间序列数据预测也具有一定的适用性.
在未来的研究计划中将继续深化研究 SSA-ConvBiAE
模型在时间序列数据方面的预测性能, 特别是针对多

变量的时间序列预测问题.
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图 7    SSA-ConvBiAE模型与基线方法对 TH-reservoir数据集的预测结果可视化对比图

(其中, 纵坐标表示水位 (m), 横坐标表示样本数目)
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图 8    SSA-ConvBiAE模型与基线方法对Milan-air数据集的预测结果可视化对比图

(纵坐标表示: PM2.5 浓度 (μg/m³), 横坐标表示样本数目)
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