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摘　要: 为进一步提高花卉分类的准确率, 在对现有的 VGG16 网络模型进行研究的基础上, 提出一种基于视觉注

意力机制的网络模型. 将 SE视觉注意力模块嵌入到 VGG16网络模型中, 实现了对花卉显著性区域特征的提取; 为
有效防止梯度爆炸及梯度消失, 加快网络的训练和收敛的速度, 在各卷积层后加入 BN层; 采用多损失函数融合的

方式对新模型进行训练. 新模型能有效提取花卉的花蕊、花瓣等显著性区域, 放大了花卉的类间距离, 缩小了类内

距离, 加快了网络的收敛, 进一步提高了花卉分类的准确率. 实验结果表明, 新模型在 Oxford-102数据集上的分类

准确率比未引入注意力前有较大提高, 与参考文献相比, 分类准确率也有较大的提高.
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Abstract: To further improve the accuracy of flower classification, this study proposes a network model based on visual
attention mechanism after the research on the VGG16 network model. Squeeze-and-excitation (SE) attention is embedded
in the VGG16 network model to extract salient region features of flowers. BN layer is added following the convolutional
layer to effectively prevent gradient explosion and gradient disappearance and to speed up the training and convergence of
the network. Multi-loss function fusion is utilized to train the new model. The new model can effectively extract salient
regions such as stamens and petals. It can enlarge the distance between and within classes and accelerate the convergence,
further improving the classification accuracy. Experimental results show that the new model advances in the classification
accuracy of the Oxford-102 dataset after the introduction of the attention mechanism and outstrips the current reference.
Key words: VGG16; attention mechanism; squeeze-and-excitation (SE) module; loss function; deep learning; image
classification

 
 

步入全面小康社会, 人们在享受物质生活的同时, 也
在不断追求高品质的精神生活, 比如对美的欣赏及追求.
花卉观赏可使人心情愉悦, 给人恬美的视觉体验; 然而人

们对花卉的分类却较为迷惑, 究其原因主要有两点: 首先

是花卉具有较高的类间相似性, 即不同种类的花卉之间存

在着难以分辨的相似的颜色及形状等; 其次是花卉具有

较大的类内差异性, 即同类花卉之间受气候和光照等因素

的影响, 存在着颜色、形状等方面的不同之处.
我国幅员辽阔, 已知的花卉种类约 3万种. 在植物

研究领域, 基于人工提取特征的传统花卉分类方式分
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类准确率低且耗费人力; 而具有自动提取特征的基于

深度学习的花卉分类方法逐渐受到人们的关注 .  文
献 [1]设计了一个 8层的卷积神经网络, 并在 Oxford-102
花卉数据集上进行了测试, 由于模型的深度较浅, 分
类效果并不理想. 文献 [2]通过迁移学习, 对 Inception-v3
网络模型在花卉数据集上进行微调, 对分类准确率有

少量的提升. 文献 [3] 将 AlexNet 和 VGG16 模型的特

征进行串联, 利用 mRMR 算法选择有效特征, 最后采

用 SVM分类器进行分类, 该方法稍显繁琐且分类准确

率不高. 文献 [4] 在 VGG16 模型的基础上将多层深度

卷积特征进行融合, 并在 Oxford-102 花卉数据集进行

了测试, 但分类的准确率并不理想. 文献 [5] 对 LeNet-
5 模型进行了适当改造, 取得了较好的分类效果, 但其

对花卉图像进行了灰度预处理, 并未考虑到颜色对识

别精度的影响. 文献 [6]采用多层特征融合及提取兴趣

区域的方法对花卉进行分类, 模型较为复杂.

文献 [7]将 SE视觉注意力模块引入 VGG16网络

模型, 用于对行人进行检测, 取得了较好的检测效果.
本文在 VGG16-BN 模型的基础上, 引入视觉注意力机

制, 将 SE 视觉注意力模块嵌入 VGG16-BN 网络模型,
对花卉图片的显著性区域进行特征提取 ,  充分利用

VGG16-BN 模型的宽度和深度优势, 以进一步提高花

卉分类的准确率. 

1   相关工作 

1.1   SENet 网络

SENet 是最后一届 ImageNet 分类任务的冠军.
SENet[8] 的本质是采用通道注意力机制, 通过深度学习

的方式自动获取图像各个特征通道的权重, 以增强有

用特征并抑制无用特征. SENet的核心模块是 squeeze-
and-excitation (SE), 主要分 3 个步骤对特征进行重标

定, 如图 1所示.
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图 1    SE模块
 

在对特征进行重标定之前先进行一个标准的卷积

操作 Ftr, 如式 (1)所示:

uc = vc ∗X =
c′∑

s=1

vs
c ∗ xs (1)

其中, 输入特征 X∈RH'×W'×C' , 输出特征 U∈RH×W×C, 卷
积核 V={v1, v2,…, vc}, 其中 vc 代表第 c 个卷积核. *代表

卷积操作, vc
s 表示第 s 个通道的卷积核, xs 表示第 s 个

通道的输入特征, uc 表示第 c 个卷积核所对应的输出

特征.
(1) Squeeze[9] 即 Fsq 操作, 该操作较为简单, 主要

是对特征图进行一个全局平均池化, 从而获取各通道

的全局特征, 如式 (2)所示:

zc = Fsq(uc) =
1

H×W

H∑
i=1

W∑
j=1

uc (i, j) (2)

Fsq 操作将 H×W×C 的输入转换成 1×1×C 的输出, 也
就是将每个二维的特征通道变成一个实数, 这个实数

某种程度上具有全局的感受野, 它表征着在特征通道

上响应的全局分布.
(2) Excitation[10] 即 Fex 操作, 通过两个全连接层先

降维后升维对 squeeze操作的结果进行非线性变换, 来
为每个特征通道生成权值, 该权值表示特征通道之间

的相关性, 如式 (3)所示:

s = Fex (z,W) = σ (g (z,W)) = σ(W2δ(W1z)) (3)

其中 ,  W 1 z 是第一个全连接层操作 ,  W 1 的维度是

C/r×C, z 的维度是 1×1×C, 因此 W1z 的输出维度是

1×1×C/r, 即通过 r (维度的缩放因子)进行了降维, 然后

采用 ReLU 激活. 第 2 个全连接层是将上个全连接层

的输出乘以 W2, 其中 W2 的维度是 C×C/r, 因此最终输

出的维度为 1×1×C, 即同 squeeze 操作输出的维度相

同, 最后再经过 Sigmoid 函数用于获取各通道归一化

后的权重, 得到维度为 1×1×C 的 s, s 用来表示通过之

前两个全连接层的非线性变换学习到的第 C 个特征图

的权值. Excitation 这种先降维后升维的操作一方面降
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低模型复杂度, 使网络具有更好的非线性, 另一方面更

好的拟合通道间复杂的相关性, 提升了模型泛化能力.
(3) Reweight[11] 即 Fscale 操作, 将上一步 excitation操

作得到的权值 s 通过乘法逐通道加权到原始的特征上,
完成在通道维度上的对原始特征的重标定, 如式 (4)所示:

x̃c = Fscale(uc, sc) = sc ·uc (4)

总之, SE 模块通过自动学习, 以获取每个特征通

道的重要程度, 然后根据各个通道的重要程度, 一方面

去提升有用的特征, 另一方面抑制对当前任务不相关

或作用不大的特征. 

1.2   VGG16 网络

VGGNet[12] 荣膺 2014 年 ImageNet 图像分类第 2

名的好成绩, 其中 VGG16是 VGGNet中分类性能最好

的网络之一, 其网络结构如图 2所示.
 

224×224×3
224×224×64

112×112×128

56×56×256

28×28×512
14×14×512 7×7×512

Convolution+ReLU

Max pooling

Softmax

1×1×4096 1×1×1000

Fully connected+ReLU

 

图 2    VGG16网络结构
 

(1) VGG16 网络可分为 6 段, 即 5 段卷积加 1 段

全连接, 其中 5段卷积包含 13个卷积层, 1段全连接指

网络最后的 3 个全连接层, 因此 VGG16 网络总共有

13+3=16层.
(2) 5 段卷积用以提取低、中、高各层的图像特

征, 每一段有 2 或 3 个卷积层. 为了增加网络的非线

性、防止梯度消失、减少过拟合以及提高网络训练的

速度, 各卷积层后均采用 ReLU激活函数. 为利于捕捉

细节变化, 获得更好的非线性效果并减少参数数量, 每
个卷积层均采用 3×3 的卷积核, 使得网络结构更加简

洁 ,  在必要时 3×3 卷积核的堆叠还可以替代 5×5、
7×7等较大的卷积核.

(3) 5 段卷积的尾部均接有一个最大池化层, 该池

化层采用 2×2 的池化核, 能够减小卷积层参数误差造

成估计值均值的偏移, 更容易捕捉图像和梯度的变化,
有利于保留纹理等细节信息.

(4) VGG16 网络的最后一段是 3 个全连接层, 全
连接层中的每一个节点都与上一层每个节点连接, 把
前一层的输出特征综合起来, 起到分类器的作用.

总之, VGG16 网络的深度为 16 层, 这种较深的网

络通过逐层的抽象, 能够不断学习由低到高各层的特

征, 具有更强的非线性表达能力, 能表达更为丰富的特

征, 拟合更为复杂的输入特征. 另外, VGG16网络最开

始采用 64 个 3×3 卷积核, 随着网络的加深, 卷积核数

量逐渐从 64, 增加到 128、256、512, 因此使其具有较

大的网络宽度, 宽度的增加能使网络各层学习到更为

丰富的颜色、纹理等特征. 

2   改进后的 VGG16网络 

2.1   SE-VGGConv 模块

SE 模块的最大特点在于其内部采用常见的池化

及全连接层, 因此具有很强的通用性, 可以方便的嵌入

到其他常见的网络模型中. 在 VGG网络模型的卷积层

之后加入 SE视觉注意力单元, 如图 3所示.
如前所述, 在 VGG 网络的卷积层后, 首先经过一

个 GAP全局平均池化层, 即图 1中的 squeeze操作, 用
于获取通道级的全局特征. 然后进入第一个 FC层进行

降维操作, 用 ReLU函数激活后进入第 2个 FC层进行

升维操作, Sigmoid函数用于获取各通道归一化后的权

重. Scale[8,13](即 reweight操作)将归一化后的权重加权

到每个原始通道的特征之上, 实现了在通道维度上的

对原始特征的重标定. 

2.2   SE-VGG16-BN 网络模型

VGG16 因其具有较好的深度及宽度, 在图像分类
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的应用具有一定的优势, 但对具有类间相似性高, 类内

差异性大以及存在复杂背景干扰的花卉分类, 其准确

率还有待提高. 因此, 在 VGG16 的基础上引入 BN 层

及 SE视觉注意力单元, 可以充分提取花卉分类任务中

类间相似性高、类内差异较大的敏感特征, 从而提高

花卉分类的准确率.
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1×1×
c
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1×1×
c

r

GAP

FC
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Sigmoid

VGGConv

x
x

x
~

x
~

1×1×c

1×1×c

h×w×c

VGGConv module

SE unit

SE-VGGConv module 
图 3    SE-VGGConv模块

 

在 VGG16加入 BN层及 SE视觉注意力单元后的

网络结构如图 4所示.
图 4对 VGG16网络做了如下改进: 前 5段卷积的

每个卷积层中均加入 SE 视觉注意力单元、BN 层和

ReLU激活函数. 其中 SE单元用于学习各通道的重要程

度, 从而增强有用特征并抑制无用特征. BN 层 (batch
normalization) 的作用是加快网络的训练和收敛的速

度, 防止梯度爆炸及梯度消失, 使模型会变得更加稳

定; ReLU 激活函数[14] 能增强网络的非线性、防止梯

度消失、减少过拟合并提高网络训练的速度. 为防止

过拟合, 第 6段的两个 FC层后面均加入 dropout. Softmax
用于最终的分类, 由于本文采用的 Oxford-102 花卉数

据集有 102种花卉, 因此输出的是原始图片对应于 102
类花卉的概率. 

2.3   多损失函数融合

为扩大花卉的类间距离, 减少类内距离, 以进一步

提高花卉分类的准确率, 采用多损失函数融合的方式,

具体如下:
 

224×224×3

102

7×7×512

14×14×512

28×28×256

56×56×128

224×224×64

Input

Output

Softmax

2×(Conv+SE+BN+ReLU)+MaxPool

2×(Conv+SE+BN+ReLU)+MaxPool

3×(Conv+SE+BN+ReLU)+MaxPool

3×(Conv+SE+BN+ReLU)+MaxPool

3×(Conv+SE+BN+ReLU)+MaxPool

2×(FC+ReLU+dropout)

1×1×4096

 
图 4    SE-VGG16-BN网络结构

 

交叉熵损失函数 (cross-entropy cost function)经常

用于分类任务中, 起着控制模型的总体走势的作用, 交

叉熵损失函数的定义如下:

C = −
n∑

x=1

[
y log⌢y + (1− y) log

(
1−⌢y
)]

(5)

其中, n 是批处理样本数, x 为输入, y 为标签值, ŷ表示

实际输出.

中心损失函数 (center loss) 优势是可以学习类内

距离更小的特征, 从而减小类内的差异, 并能在一定程

度上增大类间差异性, 从而提高分类的准确率, 中心损

失函数的定义如下:

Lc =
1
2

n∑
i=1

|| xi−Cyi ||22 (6)

Cyi

其中, n 是批处理样本数, xi 表示 yi 类别的第 i 个特征,

表示 i 类特征的中心值.

将交叉熵损失函数和中心损失函数进行融合, 并

将其推广至多层神经网络, 假设输出神经元的期望值

是 y={y1, y2, y3,…}, ŷL={ ŷ1
L, ŷ2

L, ŷ3
L,…}, 则融合后的计

算公式如下:
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L =C+λLc

= −
n∑

x=1

[
y log ŷl

x + (1− y) log
(
1− ŷy

x

))]
+
λ

2

n∑
i=1

||xi−Cyi ||22
(7)

其中, 融合系数 λ 的取值范围是 0–1, 通过多损失函数

的融合, 放大了花卉的类间距离, 缩小了类内距离, 加快了

网络的收敛速度, 进一步提高了分类的效率和准确率. 

3   实验结果与分析

本实验的软硬件环境如下: 操作系统为 Ubuntu
16.04.1 LTS, 显卡为 NVIDIA GeForce GTX 1080Ti, CPU
是 Intel Core i7-9700K, 32 GB内存. 采用 PyTorch 1.6.0
深度学习框架, Python 3.6编程环境以及 Pycharm开发

工具. 

3.1   数据集

选用牛津大学公开的 Oxford-102 花卉数据集, 该
数据集包括 102 类花卉, 每类由 40–258 张图片组成,
共计 8 189 张花卉图片. 由于 Oxford-102 花卉数据集

的数据量较小, 为了防止过拟合, 提高网络模型的性能,
对该数据集进行了随机旋转、翻转、平移、裁剪、放

缩等操作, 通过数据增强, 将 Oxford-102数据集扩充至

8189+8189×5=49134张. 

3.2   模型训练及参数设置

(1) 为提高训练的效果, 加快网络模型的收敛, 对
两个数据集的花卉图片按照保持长宽比的方式归一化,
归一化后的尺寸为 224×224×3.

(2) 将数据增强后的每类花卉图片数的 70% 划分

为训练集, 剩余 30%作为测试集.
(3) 训练时保留 VGG16 经 ImageNet 预训练产生

的用于特征提取的参数, SE 单元模块中用于放缩参数

r 设置为文献 [8]的作者所推荐的 16, 其余参数均使用

正态分布随机值进行初始化.
(4) 采用随机梯度下降法来优化模型, batchsize设

置为 32, epoch设为 3 000, 学习率设为 0.001, 动量因子

设为 0.9, 权重衰减设为 0.000 5.
(5) 为了防止过拟合, SE-VGG16 网络模型第 6 段

的两个全连接层的 dropout设置为 0.5.
(6) 多损失函数融合公式中 λ 参数的值设置为 0.5. 

3.3   实验对比与分析

(1) 数据可视化

VGG16 网络卷积层前 36 个通道特征图可视化如

图 5所示.
 

(a) 原图 (b) conv1_2 (c) conv2_2 (d) conv3_3 (e) conv4_3 (f) conv5_3 

图 5    原图及特征图
 

图 5 中网络底层 conv1_2 主要提取的是花卉的颜

色及边缘特征, 网络中间层 conv3_3 主要提取的是花

卉的简单纹理特征, 网络高层 conv5_3 主要提取的是

花瓣、花蕊等细微的抽象特征.
本文与其他网络的可视化类激活图的效果对比如

图 6所示.
从图 6中可以看出, 与其他模型相比, 本文模型的

可视化类激活图所覆盖的范围较大, 温度也较高, 表明

加入 SE视觉注意力单元后, 网络能够有效提取花卉的

花蕊、花瓣等显著性区域.
(2) 分类准确率对比

本文与常见网络模型及引用文献中的网络模型,

在 Oxford-102 花卉数据集上做了比较, 准确率对比结

果如表 1所示.
本文的模型比所引文献中在 Oxford-102花卉数据

集上平均高出近 6.2 个百分点, 本文的模型比未添加

SE视觉注意力单元的 VGG16高出近 15.85个百分点.
这一方面缘于本文对数据进行了增强, 提高了模型的

泛化能力和鲁棒性, 另一方面本文模型中嵌入了 SE视

觉注意力单元, 能够有效学习花瓣、花蕊等部分的细

节的信息, 从而提高了模型分类的准确率.
(3) 损失函数效果对比

多损失函数融合在 Oxford-102 花卉数据集上, 与
常用的交叉熵及中心损失函数对分类准确率影响的对
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比, 实验的结果如表 2所示.
对比的结果显示, 采用多损失函数融合的方法比

单独使用交叉熵及中心损失函数在 Oxford-102花卉数

据集上的分类准确率分别高出 0.85 及 1.11 个百分点.
结果表明通过多损失函数的融合, 放大了花卉的类间

距离, 缩小了类内距离, 进一步提高了分类的准确率.
 

(a) 原图 (b) VGG16 (c) VGG16_BN (h) 本文(e) ResNet50 (f) DenseNet121 (g) MnasNet1_0(d) Inception-v3 

图 6    可视化类激活图
 
 

表 1     Oxford-102上不同网络模型分类准确率对比 (%)
 

模型结构 分类准确率

VGG16 80.91
文献[1] 84.02
文献[4] 85.55
文献[6] 93.57
文献[2] 94.00
文献[3] 95.70
本文 96.76

 
 

 

表 2     Oxford-102上各损失函数分类准确率的对比 (%)
 

损失函数 分类准确率

交叉熵损失函数 95.91
中心损失函数 95.65
多损失函数融合 96.76

 
 

(4) 融合系数效果对比

多损失函数融合公式中融合系数 λ 取值对花卉分

类准确率影响的对比, 实验的结果如表 3所示.
 

表 3     Oxford-102上融合系数 λ 对分类准确率的影响
 

λ 分类准确率 (%)
0.2 95.37
0.3 96.61
0.4 96.85
0.5 96.76
0.6 96.16
0.7 95.53
0.8 95.12

实验结果显示随着融合系数 λ 的增长, 在Oxford-102
花卉数据集上, 分类的准确率逐渐提高, 当 λ=0.5时, 准
确率达到最高, 之后又逐渐下降. 实验表明交叉熵损失

函数在总体上控制着模型的走势, 中心损失函数能够

捕捉并学习类内距离更小的特征, 两者的适度融合, 可
以有效提高花卉分类的准确率.

(5) BN层效果对比

当 λ=0.5时, 未加入 BN层及加入 BN层后的分类

准确率效果对比分别如图 7、图 8所示.
 

交叉熵损失
中心损失
多损失融合
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Epochs 
图 7    未加入 BN层的分类准确率效果

 

实验结果显示, 未加入 BN 层的曲线收敛较慢, 在
2 400 个 epoch 时才逐渐趋于稳定, 而加入 BN 层的模

型曲线收敛的较快, 在 1 200个 epoch时已经基本趋于

稳定. 实验表明, 在模型中加入 BN 层后, 能够利用小

批量上的均值和标准差, 使网络中间层参数服从于相
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同的分布, 加快了网络的训练和收敛的速度, 防止梯度

爆炸及梯度消失, 使模型变得更加稳定.
 

交叉熵损失
中心损失
多损失融合
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Epochs 
图 8    加入 BN层后的分类准确率效果

  

4   结论与展望

本文在 VGG16网络模型的基础上, 引入视觉注意

力机制. 通过将 SE 视觉注意力模块嵌入到 VGG16 网

络模型的各卷积层之后, 以提取花卉显著性区域的图

像特征; 各卷积层之后分别加入 BN 层, 有效防止了梯

度爆炸及梯度消失, 加快了网络的训练和收敛的速度;
采用多损失函数融合的方式对新模型进行训练, 放大

了花卉的类间距离, 缩小了类内距离, 进一步提高了花

卉分类的准确率. 实验结果表明, 新模型在 Oxford 102
数据集上的准确率比未引入注意力前有较大的提升.
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