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摘　要: 基于生成对抗网络 (generative adversarial networks, GAN)的脑电信号 (electroencephalogram, EEG)生成技

术存在生成样本特征单一、幅值差异过大以及拟合速度慢等问题, 其质量难以满足深度学习模型训练和优化的要

求. 因此, 本文通过对WGAN-GP的优化, 使其更适应脑电信号生成, 从而解决以上问题. 具体而言: (1)在WGAN-GP
网络的框架的基础上, 通过将长短期记忆网络 (long short-term memory, LSTM) 代替卷积神经网络 (convolutional
neural networks, CNN), 以保证时间相关特征的完整性, 从而解决脑电生成特征单一的问题; (2)将标准化处理后的

真实脑电信号输入至判别器, 以解决幅值差异过大问题; (3)将脑电噪声部分作为先验知识输入至网络生成器, 以提

高生成模型的拟合速度. 本文分别通过 sliced Wasserstein distance (SWD)、mode score (MS) 以及 EEGNet对生成模

型做多层次定量评估. 与目前已有生成网络WGAN-GP相比较, 基于本模型的生成数据更为接近真实数据.
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Abstract: Electroencephalogram (EEG) generation via generative adversarial networks (GANs) suffers from various
issues including invariant features of samples generated, large amplitude differences, and slow fitting speeds. The quality
of signals thus generated fails to meet the requirements of deep-learning model training and optimization. To address the
issues above, this study optimizes the Wasserstein GAN gradient penalty (WGAN-GP) so that it can perform better in
EEG generation. The details are as follows: (1) On the basis of the framework of the WGAN-GP network, the
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convolutional neural network (CNN) is replaced by the long short-term memory (LSTM) network to ensure the integrity
of time-dependent features and thereby solve the issue of invariant features; (2) real EEGs are normalized and then
applied to the discriminator to reduce the amplitude differences; (3) the noisy parts of EEGs are applied to the generator as
prior knowledge to increase the fitting speed of the generation model. Sliced Wasserstein distance (SWD), mode score
(MS), and EEGNet are applied to evaluate the proposed generation model quantitatively and hierarchically. Compared
with the current generative network WGAN-GP, the proposed model provides data closer to their real counterparts.
Key words: electroencephalogram (EEG); signal generation; generate adversarial networks (GANs); long short-term memory
(LSTM); prior knowledge

 
 

脑电图 (electroencephalogram, EEG) 作为一种包

含大量人体信息的多通道生理信号, 已成为脑科学研

究中的重要数据[1]. 近年来, 深度学习的发展推动了计

算机科学与脑科学的进一步融合, 其对 EEG的特征提

取方法成为 EEG研究的重要手段[2–4]. 这类技术通常需

要训练大量的数据来训练和优化模型, 从而构建鲁棒

模型. 但是, 在 EEG采集过程中, 繁琐的操作极易导致

被试人员受到主观意识的影响, 从而产生眼电、心电

等掩盖真实 EEG 的波形的噪声. 因此, 获取满足深度

学习模型训练所需的数据量极其困难. 针对上述问题,
研究人员通过设计针对于 EEG的生成技术, 以实现样

本数量的扩充[5,6].
目前, 样本生成模型主要包括自回归模型 (auto-

regressive model, AR)[6]、自动编码变分贝叶斯 (varia-
tional auto-encoding Bayes, VAE)[7]、生成对抗网络

(generative adversarial network, GAN)[8] 以及流模型

(flow-based model)[9] 等. 相较而言, 前两者缺乏判别模

型的指导, 因此在训练过程中极易出现生成样本单一

的情况; 而流模型在训练过程中对计算资源的要求很

高, 难以得到广泛应用. 综合以上分析, GAN及其相关

衍生技术成为 EEG 生成的最佳模型. 相对而言, 传统

GAN 及其衍生模型的构建主要通过全连接层 (fully
connected layer, FC)来实现, 而 FC层无法捕捉时序信

号的特征和相关属性之间的复杂关联[10], 这就导致模

型在处理 EEG时容易丢失时间相关性信息.
为解决此问题, Abdelfattah 等人[11] 通过使用循环

神经网络 (recurrent neural network, RNN) 搭建循环生

成对抗网络框架 (recurrent generative adversarial
networks, RGAN), 从而实现多通道 EEG 的生成. 为验

证其性能, 作者将生成 EEG用于训练分类框架中并取

得了较好的分类结果. 相较于其他神经网络, RNN 对

时序信号特性具有较强的学习能力, 能够保留时间相

关信息; 但是, 由于其本身存在梯度爆炸等问题, 容易

导致生成模型训练不稳定. Luo 等人 [12] 提出 condi-
tional Wasserstein GAN (CWGAN)框架, 通过在输入生

成器的随机噪声中添加辅助条件, 以用于生成 EEG的

微分熵 (differential entropy, DE)特征, 并将其应用到情

感识别任务中. 其中, 辅助条件能够加速模型的收敛速

度, 从而保证模型训练的稳定性. 然而, DE只适用于情

感分析任务, 具有一定的局限性. 另外, Panwar 等人[13]

提出 class conditioned WGAN-GP (CC-WGAN-GP) 模
型, 并将其用于多通道 EEG 信号的生成. 该模型在判

别器中增加了分类功能, 即在生成 EEG的同时能够对

其分类, 之后采用分类准确率代替损失函数来判定该

模型的训练情况. 相较于已有模型, CC-WGAN-GP 在

模型稳定性以及样本多样性方面都有所提高, 但是, 额
外的分类器增加了模型的复杂度, 从而造成模型拟合

速度降低.
综上所述, 基于 GAN 及其衍生模型的 EEG 生成

模型能够证明所生成样本在深度学习模型训练和优化

研究中的可行性. 然而, 上述生成模型仍存在以下问题:
(1) 模型通常添加批标准化层 (batch normalization,
BN) 来防止模型过拟合, 但这会导致真实样本与生成

样本之间的幅值差异过大. (2) 模型训练过程中易出现

过拟合、模式崩溃及梯度消失等问题, 导致生成样本

多样性不足; (3)模型通过增加模型复杂度来提高模型

训练的稳定性, 这往往导致模型的拟合速度降低.
本文拟从以下 2 个方面解决上述 3 个问题, 具体

而言: (1) 在 WGAN-GP 网络框架下, 通过将长短期记

忆网络 (long short-term memory, LSTM)代替卷积神经

网络 (convolutional neural networks, CNN), 从而解决脑

电信号生成单一的问题; 这是由于 LSTM 能够保留
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EEG 信号的时间相关性特征, 从而提高生成样本中特

征的多样性. 在此模型的基础上, 本文分别对网络框架

的生成器和判别器的输入数据进行处理: (2) 在 EEG
预处理阶段, 我们将标准化处理后的真实脑电信号输

入至判别器, 即使其值域映射到 [–1, 1] μV, 从而解决

生成样本与真实样本幅值差异过大的问题. (3) 考虑到

EEG噪声中必然存在与真实 EEG相似特征, 我们将其

代替传统的高斯噪声输入至生成器, 即, 将其作为先验

知识来提高生成模型的拟合速度;
为综合评估生成模型的性能, 本文采用多层次定

量评估方法, 从不同角度验证其性能, 具体而言: 首先,
通过使用 sliced Wasserstein distance (SWD) 和 mode
score (MS) 实现对生成模型的相似性和多样性的定量

评估. 其次, 通过对比真实样本与生成样本的波形差异

对其进行定性评估. 最后, 将生成样本与真实样本以不

同比例混合并用于 EEGNet 模型的训练; 通过对分类

结果的定量分析, 以验证生成模型的性能. 

1   相关技术介绍

为更好地阐述所提出的 EEG 生成方法, 本节主要

阐述工作中所需的理论基础知识: 首先, 介绍 WGAN
以及WGAN-GP的相关知识; 其次, 介绍本文从损失函

数、内部结构以及工作原理等角度对使用的网络框

架—LSTM进行详细描述. 

1.1   Wasserstein GAN
Wasserstein GAN (WGAN)[14] 通过将 Wasserstein

距离 (Wasserstein distance, WD)[15] 代替标准 GAN 中

的交叉熵来作为损失函数, 以解决原始 GAN中模式崩

溃以及过拟合等问题.
WD 又称为推土机距离 (earth-mover’s distance,

EMD), 定义如式 (1)所示:

W(Pr,Pg) = in f
γ∼∏(Pr ,Pg)

E(x,y)∼γ[||xr − xg||] (1)

其中, γ 为真实样本分布 Pr 与生成样本分布 Pg 的集合,
由于该集合期望的下边界 (inf) 无法直接求出, 故使用

Lipschitz连续代替.
定义 1. Lipschitz连续: 在连续函数 f(x)上额外施加

一个限制, 若存在一个常数 K 使得定义域内的任意两

个元素 x1 和 x2 都满足式 (2), 则称 K 为 f(x)的 Lipschitz
连续常数.

| f (x1)− f (x2)| ⩽ K|x1− x2| (2)

通过 Lipschitz连续变换后, WD的定义如式 (3):

W(Pr,Pg) =
1
K

sup
|| f ||L⩽K

Ex∼Pr [ f (x)]−Ex∼Pg [ f (x)] (3)

W(Pr, Pg)即为函数 f(x)的 Lipschitz常数||f||L 在不

超过 K 的条件下, 对所有可能满足条件 f 的取到的上

界 x~Pr[f(x)]–Ex~Pg[f(x)]. 因此, 我们可以用一组参数来

定义一系列可能的函数 fω, 此时求解式 (3)可以近似变

成求解如下形式:

K ·W(Pr,Pg) ≈ max
W:|| f ||L⩽K

Ex∼Pr [ f (x)]−Ex∼Pg [ f (x)] (4)

综合以上分析, WGAN 的生成器和判别器的损失

函数分别如式 (5)和式 (6)所示:

LG = −Ex∼Pg [ f (x)] (5)

LD = Ex∼Pg [ f (x)]−Ex∼Pr [ f (x)] (6)

WGAN能够解决 GAN所存在的梯度消失、生成

样本单一等问题, 但 Lipschitz 连续的引入也带来了梯

度爆炸的问题. 

1.2   Wasserstein GAN-Gradient Penalty
针对 WGAN 存在的问题, Gulrajani 等人 [16] 在

WGAN 的判别器的损失函数中加入 GP 项, 如式 (7)
所示:

GP = λEx∼Px̂ [||∇xD(x)||P−K]2 (7)

其中, λ 为超参数, 表示在真实样本 xr 和生成样本 xg 的

分布连线上的随机插值取样.
因此, 其生成器的损失函数如式 (8)所示:

LD = Ex∼Pg [D(x)]−Ex∼Pr [D(x)]+λEx∼Px̂

[
∥∇xD(x)∥p−1

]2
(8)

其判别器的损失函数如式 (9)所示:

LG = −Ex∼Pg [ f (x)] (9)

总体来说, WGAN-GP (Wasserstein GAN-gradient
penalty) 保留了 WGAN 的优点, 同时, 在判别器 D 的

损失函数上加入梯度惩罚项; 这在提升训练速度的同

时, 也保证梯度更新在可控范围内, 进而降低 WGAN
梯度爆炸的可能性. 

1.3   长短期记忆网络

LSTM 网络具有前向传播链式结构. 相较于其他

处理时间序列的网络, LSTM 更适用于分析长期记忆

的时序信号[17,18], 其结构如图 1所示, 其中, x 为输入到

LSTM单元的训练数据, h 为 LSTM单元的输出数据.
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LSTM 单元包含遗忘门、输入门和输出门 3 个部

分, 其结构如图 2 所示, 以控制 LSTM 网络的记忆与

遗忘[19].
 

LSTM 单元
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图 1    LSTM网络结构
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图 2    LSTM单元结构

 

遗忘门通过接收前一个 LSTM 单元的输出, 决定

是否丢弃前一时刻的信息 ht–1; 输入门决定当前 LSTM
单元需要保存的信息 it, 同时生成备选更新信息 ut, 将
it 和 ut 两部分相结合, 共同更新当前 LSTM 单元状态;
输出门决定是否输出当前 LSTM 单元的状态, 并获得

当前 LSTM的隐藏状态 ht.
得益于特殊的单元结构, LSTM 网络能够缓解在

模型训练过程中出现的梯度爆炸和梯度消失的问题,
并且能够提取更多的时间域特征. 

2   框架设计

为解决生成 EEG 过程中存在的问题, 本文拟将

EEG生成过程分为数据预处理阶段和数据生成两个阶

段, 如图 3 所示. 在数据预处理阶段, 本文首先使用独

立成分分析 (independent component analysis, ICA)[20]

对真实 EEG 做滤波处理, 从而将 EEG 数据与 EEG 噪

声分开. 生成器采用后者作为输入数据, 这是由于后者

包括被试人员的眼动、呼吸以及肌电等信号, 而这些

信号中依然存在重要的特征. 因此, 我们将 EEG 噪声

作为先验知识输入到生成器中, 从而提高模型的拟合

速度; 其次, 我们对滤波后 EEG信号做标准化处理, 使
其值域映射到 [–1, 1] μV, 从而解决生成样本与真实样

本幅值差异过大的问题.
 

数据预处理
阶段

数据生成
阶段 生成数据

纳什均衡

反馈

生成器
(LSTM)

判别器
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方法

标准化处理

真实
EEG

标准化
EEG

生成
EEG

EEG
噪声

EEG

 
图 3    EEG生成流程图

 

在数据生成阶段, 本文通过将 CNN替换成 LSTM,
以构建新的生成器和判别器, 进而保证 EEG中时间相

关性信息的完整性, 这是由于 LSTM 网络具有前向传

播链式结构, 包含多个 LSTM单元. 相较于其他处理时

间序列的网络, LSTM 更适用于需要长期记忆的时序

信号. 最后, 当生成器和判别器的对抗训练达到纳什均

衡状态时, 生成样本的质量达到最优. 

2.1   EEG 噪声

生成器通常将具有高斯分布的随机噪声作为输入

数据, 但是由于 EEG 信号的特殊性, 此类噪声会导致

生成模型的拟合速度降低. 本文拟将 EEG噪声来代替

高斯噪声作为生成器输入数据, 这是由于 EEG噪声中

存在与 EEG 信号相似的特征信息. 因此, 当其代替随

机噪声, 生成器能够更高效地拟合真实样本分布.
本文采用 ICA对所采集的 EEG信号进行过滤, 进

而分离出 EEG 信号和干扰噪声. ICA 能够将相互独立

的样本成分从混合样本中提取出来[21], 其模型一般如

式 (10)所示:

X = A×S (10)

其中, X 是观测样本; A 为系数矩阵, 包含所需分析数据

的隐含特征; S 代表独立源信号. 假设 X 服从独立性度
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量原则[22], 在已知 A 的情况下, 则有 S=A−1×X=WX, 其
中 W=A−1 一般称为分离矩阵. 

2.2   EEG 标准化

在搭建网络框架时, 本文在生成器中嵌入 BN层[23].
BN 层能够将上层神经网络的输出数据分布强行转换

为标准的正态分布 (mean=0, std=1), 使得输出数据分

布在非线性函数较为敏感的区域, 从而避免梯度消失

并且加快模型的收敛速度. 然而, BN 层的转换操作能

够将生成器的输出数据值域限制在 [–1, 1], 这就导致

生成样本的值域远远小于真实样本的值域范围. 因此,
本文通过使用最大最小值方法将 EEG 信号的值域范

围映射到 [–1, 1] μV, 一方面能够提高模型的收敛速度,
另一方面能够保证生成样本与真实样本的幅值在相同

范围内. 最大最小值方法如式 (11)所示:

y =
(x− xmean)
xmax− xmin

(11)

其中, xmean 为数据的均值, xmin 为数据中的最小值,
xmax 为数据中的最大值, y 为标准化后的数据. 

2.3   生成对抗网络设计

EEG 作为一种非线性、随机性强的时序信号, 其
时间相关性比其他时序信号 (音频、语音等) 更为复

杂[24,25]. 另一方面, GAN的衍生框架大多采用 FC或者

CNN 来提取特征[26,27], 但二者均难以捕捉到时间序列

信号的时间特征和相关属性之间的复杂关联性, 致使

生成样本丢失真实样本的时间相关性信息[12], 从而导

致生成样本特征单一. 本文将 WGAN-GP 作为基础网

络框架, 使用 LSTM 代替 CNN, 并结合第 2.1 节和第

2.2 节的创新点, 以解决目前 EEG 生成模型存在的问

题. 改进后的网络框架如图 4所示.
 

EEG noise Fake EEG

Real/FakeReal EEG

Fully connected

Clip layer

Leaky ReLU

LSTM Flatten

BatchNormalization

Gaussian noise

Upsampling

生成器 (G)

判别器 (D)

 
图 4    改进后的WGAN-GP网络框架

 

改进后的判别器体系结构如表 1所示. 首先, 我们

将与真实 EEG 维度 (231×1) 相同的 EEG 噪声信号作

为生成器的输入数据, 并使用两层 fully connected层将

其维度逐步扩充至 1×15360; 为与单元数为 128 的

LSTM层对应, Reshape层将上层网络的输出数据转换

为维度为 1×120×128的三维数据; 随后, 我们采用双次

插值法对三维数据进行上采样操作, 这一操作使得数

据提高到 1×240×128; 为满足 LSTM 的输入要求 ,
Reshape 层将输出维度再次转换为 240×28, 然后将输

出数据反馈到两层 LSTM 层中 .  接下来 ,  Clip 层将

LSTM 层的输出数据整合到真实 EEG 的维度; 最后,
使用一层 LSTM 对上层输出进行整合, 使其维度满足

判别器的输入维度. 此外, 本文在生成器的每一层神经

网络后加入 batch normalization (BN) 层并使用 Leaky
ReLU 激活函数以防止模型在训练过程中出现梯度消

失等问题.
 

表 1     生成器体系结构
 

Layer Output Shape Parameters size
Input layer 231×1 —

Fully connected 1×1024 1 024
Leaky ReLU 1×1024 —

Fully connected 1×15360 15 360
Batch Normalization 1×15360 —

Leaky ReLU 1×15360 —
Reshape 1×120×128 15 360

Upsampling 1×240×128 240
Batch Normalization 1×240×128 —

Leaky ReLU 1×240×128 —
Reshape 240×128 128
LSTM 240×128 128

Batch Normalization 240×128 —
Leaky ReLU 240×128 —

LSTM 240×64 64
Batch Normalization 240×64 —

Leaky ReLU 240×64 —
Reshape 1×240×64 15 360
Clip layer 1×231×64 231

Batch Normalization 1×231×64 —
Leaky ReLU 1×231×64 —
Reshape 231×64 29 568
LSTM 231×1 1

 
 

改进后的判别器体系结构如表 2 所示. 本文将维

度为 231×1 真实 EEG 信号以及生成器的输出数据作

为判别器的输入数据. 为提高判别器的稳定性, 本文通

过添加高斯白噪声 (mean=0, std=0.05) 对输入数据进

行腐蚀. Goodfellow等人[28,29] 认为, 模型不稳定的主要

原因是真实样本分布和生成样本分布具有不相交的特

性, 而在最优判别器的情况下, 这将导致梯度消失. 因
此, 我们在判别器中加入高斯白噪声, 可以避免梯度消

失, 从而提高生成模型的稳定性. 其次, 我们添加 3 个
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具有 Leaky ReLU 的 LSTM, 以实现对 EEG 的时间特

征提取操作; 其参数设置与生成器的 LSTM 层参数相

对应, 从而保证判别器与生成器对数据的同步处理; 接
下来, Flatten 层将 LSTM 层的输出数据的维度降维至

29 568, 最后, 经过具有单神经元的 Fully connected 层

输出判别器的鉴别结果. 本文在判别器未添加 BN 层,
这是由于 BN 层会破坏 Lipschitz 连续的约束范围, 导
致模型出现难以收敛的现象.
 

表 2     判别器体系结构
 

Layer Output shape Parameters size
Input layer 231×1 —

Gaussian noise 231×1 —
LSTM 231×64 64

Leaky ReLU 231×64 —
LSTM 231×128 128

Leaky ReLU 231×128 —
LSTM 231×128 128

Leaky ReLU 231×128 —
Flatten 29 568 —

Fully connected 1 1
 
  

3   实验结果分析

本文使用 Python语言和 Keras (TensorFlow) 深度

学习框架实现对模型的训练, 并使用 Bi2015a 数据

集[30] 作为训练数据. Bi2015a数据集包含了 50名受试

者在进行《大脑入侵者》游戏时的 EEG记录. 该游戏

在一个由 36 个符号 (1 个目标符号, 35 个非目标符

号) 组成的网格上使用了 oddball 实验范例, 这些符号

随机闪现以引起被试人员 P300的脑电波形. 实验采用

32 个电极, 分别在 50 ms、80 ms 和 110 ms 三种条件

下记录 EEG数据. 经过初步筛选, 我们删除了 15个存

在损坏通道的 EEG 数据 ;  同时 ,  对比 32 个通道的

P300特征, 发现 C3通道的 P300特征最明显. 因此, 本
文使用 35 个被试的 C3 通道的数据进行实验. 在预处

理阶段, 本文将未经处理的 EEG信号进行降采样处理,
使其频率降至 256 Hz; 同时, 为保留 P300特征波形, 我
们按照事件标签, 截取事件发生前 100 ms至事件发生

后 500 ms, 共计 900 ms 的 EEG 数据, 并按照式 (12)
计算得到维度为 231×1的训练数据.

l = f × t (12)

其中, l 为分割后的数据长度, f 为频率, t 为时间.
本文将每一类 EEG 数据分割并累加, 分别得到

3 411、2 862、2 436 个维度为 231×1 的数据. 因此, 本

文使用 8 709个 EEG样本作为训练数据. 

3.1   模型评价指标 

3.1.1    相似性评估方法

本文采用 sliced Wasserstein distance (SWD)[31] 对
生成样本的相似性进行评估, 如式 (13)所示:

SWD(g, x) =
∫

S d−1
WD(Rθg,Rθx)dθ (13)

其中, S 表示将样本分布映射到一维空间的空间单元,
其满足∫Sd–1dθ=1, θ 表示映射角度, Rθ 表示在生成样本

g 和真实样本 x 上的一维线性投影运算.
SWD 通过计算两个样本分布的所有一维投影之间

的 WD, 来拟合样本整体的分布. SWD 的值越低, 表示

两种分布在外观和样本的变化上越相似. 

3.1.2    多样性评估方法

Mode score (MS)[32] 通过计算样本标签分布的交叉

熵来评估二者之间的差异, 如式 (14)所示:

MS (Pg) =exp(Ex∼Pg [KL(p(y|x)||p(y))
−KL(p(y)||p(y∗))]) (14)

其中, KL 表示交叉熵, x~Pg 表示生成样本, p(y)表示生

成样本标签 y 的分布, 满足 p(y)=∫xp(y|x)dpg, p(y*)表示

真实样本的标签分布, p(y|x)表示通过预测得到的 x 对

标签 y 的分布. 若生成 EEG 分类特征越明显, 则 p(y)
的熵值越大. 因此, MS 越高, 说明样本的多样性越好. 

3.1.3    准确性评估方法

为评估生成样本的准确性, 本文将真实 EEG 与生

成的 EEG 以不同比例混合, 然后通过使用 EEGNet[33]

对这些数据进行分类. EEGNet将其作为激活函数以保

证分类模型的稳定性[34], 如式 (15)所示:

f (x) =
{

a(ex −1), if(x < 0)
x, if(x ⩾ 0) (15)

其中 ,  α 为可调整参数 ,  用于控制 ELU 负值的饱和

位置.
本文使用 EEGNet 对真实 EEG 和生成的 EEG 的

混合数据进行分类, 从准确率、召回率、精确率等方

面对生成模型进行二次定量评估. 

3.2   实验结果与分析

我们拟从多角度对本文所设计的生成模型进行验

证, 具体包括 4 个实验: (1) 使用叠加噪声的正弦信号

模拟 EEG, 验证 BN 层对生成样本幅值的影响; (2) 使
用 CNN 和 LSTM 搭建生成模型并用于生成 EEG, 验
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证不同神经网络对生成样本多样性和相似性的影响.
(3) 使用 EEG 噪声代替高斯噪声作为生成器的输入数

据, 验证 EEG 噪声对生成器拟合速度的影响; (4) 将生

成 EEG与真实 EEG以不同比例混合, 通过 EEGNet的
训练数据, 验证生成的 EEG的准确性. 

3.2.1    BN层对模型的影响

在生成 EEG 时 ,  我们发现生成的 EEG 与真实

EEG的值域具有明显差异. 由于其原因无法直接判定,
本文设计人工信号对生成模型进行训练, 以验证 BN
层对生成样本值域范围变化的影响. 我们以正弦函数

(range=[−1.0, 1.0], f=(10/π) Hz) 为基础函数, 并叠加一

组值域为 (−0.4, 0.4)的高斯白噪声 (mean=0, std=1)来
增加输入数据的多样性以及提升生成模型的抗干扰

能力. 最后我们对信号做标准化处理, 以得到值域为

[−1.0, 1.0] 的输入信号. 合成信号如图 5所示.
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图 5    人工合成正弦信号

 

我们将人工信号输入到由 CNN 和 LSTM 搭建的

生成框架中, 从而对比在有/无 BN 层情况下生成样本

的值域变化, 实验结果如表 3所示.
 

表 3     人工信号生成结果
 

网络框架 BN层 幅值范围 (μV)

CNN
√ (−0.50, 0.50)
— (−1.00, 1.00)

LSTM
√ (−0.02, 0.04)
— (−1.00, 1.00)

 
 

从表 3 可以看出, 在加入 BN 层的框架中, 生成样

本的幅值都比真实样本的幅值小 2–50 倍; 而在去掉

BN层的框架中, 与真实样本的值域范围相近.
我们发现, 在保留 BN 层的网络框架中, 生成样本

存在非周期性的随机性波形, 如图 6(a)、图 6(b) 所示;

图 6(c)、图 6(d)展示了在去除 BN层后所生成的波形,
可以看出, 它们具有正弦信号的形状, 但丢失了随机噪

声特征, 这说明模型并未生成较为真实的信号. 实验结

果表明, BN层对数据进行批标准化处理后将导致生成

数据幅值变小. 但是, 在去掉 BN 层后, 模型出现过拟

合的问题. 因此, 为解决生成样本与真实样本幅值差异

的问题, 本文先对滤波后的真实 EEG信号进行标准化

处理, 将 EEG信号的值域范围映射到 [–1, 1] μV, 再输

入到判别器中. 

3.2.2    不同网络框架对生成模型的影响

我们通过使用 CNN 和 LSTM 搭建 4 种不同的生

成框架 WGAN-GP (GDDD、GDDL、GLDD、GLDL) 以
验证神经网络对生成 EEG质量的影响. 其中, GD 表示

由 CNN 搭建的生成器, GL 表示由 LSTM 搭建的生成

器, DD 表示由 CNN 搭建的判别器, DL 表示由 LSTM
搭建的判别器; 同时, 本文通过使用 SWD 和 MS 分别

对不同框架生成的 EEG 的相似性和多样性进行评估,
评估结果如表 4所示.

由表 4 的客观指标可知, 对于 SWD 指标, 生成器

或判别器任意一方使用 LSTM 代替 2DCNN 时, SWD
值都有所提高, 且 WGAN-GP (GDDL) 比 WGAN-GP
(GLDD)的 SWD 值高 0.2; GLDL 的 SWD 值为 1.9, 明显

优于其他 3 个框架的结果, 可以证明本文算法能够生

成与真实 EEG更为相似的样本. 此外, 从 MS 值可以看

出, 基于 WGAN-GP (GDDL) 的 MS 值远高于其他 3 个

框架, 但 WGAN-GP (GLDL) 的值最低, 这表明相较于

WGAN-GP (GLDL), WGAN-GP (GDDD)能够生成更多

样化的样本. 综上所示, 定量评估结果出现了相互矛盾

的问题. 经过多次实验, 我们发现生成样本的多样性和

相似性结果呈负相关, 即生成样本的相似性越高, 多样

性就越差.
为进一步评估生成的 EEG 的质量, 本文从视觉角

度对基于不同框架生成的 EEG 波形进行分析 .  从
图 7(a )–图 7(c ) 可以看出 ,  WGAN-GP  (GDDD )、
WGAN-GP (GDDL) 以及 WGAN-GP (GLDD) 生成的

EEG的值域范围与真实 EEG的值域范围明显不符. 从
图 7(d)可以看出, WGAN-GP (GLDL)生成的 EEG的值

域范围更接近真实 EEG 的值域范围, 且生成 EEG 波

形与真实 EEG 波形存在相似波段. 因此, 从视觉评估

的角度分析, 基于 WGAN-GP (GLDL) 生成的 EEG 更

接近于真实 EEG.
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图 6    生成的正弦信号
 
 

表 4     不同网络框架生成 EEG的定量评估结果
 

网络框架
框架选择 评估指标

生成器 判别器 SWD MS
WGAN-GP (GDDD) CNN CNN 3.37 12.25
WGAN-GP (GDDL) CNN LSTM 2.83 570.44
WGAN-GP (GLDD) LSTM CNN 3.03 56.92
WGAN-GP (GLDL) LSTM LSTM 1.90 3.95

 

3.2.3    不同噪声对生成模型的影响

相较于 CNN搭建的生成框架, LSTM搭建的生成

框架在处理速度上更为缓慢. 为进一步提升模型的拟

合速度, 本文提出 WGAN-GP (GLDL
+N), 即将 EEG 噪

声输入到生成器中以用于生成 EEG. 这是因为 EEG噪

声存在与真实 EEG相似的信息, 本文将其作为先验知

识来提升生成器的拟合速度. 我们记录了将不同噪声

作为输入数据时, 模型的训练时间, 在结果如表 5所示.
由表 5 可知, 相较于 WGAN-GP (GLDL), WGAN-

GP (GLDL
+N) 的训练时间缩短了 1 h 42 min, 这表明

EEG噪声的加入能够提高生成器的拟合速度.
为进一步评估 EEG 噪声对生成模型的影响, 本文

使用 SWD 和 MS 对生成的样本进行定量评估, 结果如

表 6所示.
从表 6 可以看出 ,  相较于 WGAN-GP (GLDL) ,

WGAN-GP (GLDL
+N)的 MS 值要高出 15.56, 这证明本

文的模型在应用 EEG 噪声训练过后可以获得多样性

更好的生成样本; 但是由于生成样本的多样性和相似

性结果呈负相关, 这就导致 WGAN-GP (GLDL
+N) 的

SWD 值比WGAN-GP (GLDL)的 SWD 值高. 另一方面,
仅通过定量分析可能会存在片面性, 因此, 本文将视觉

分析结果作为另一个重要指标, 其结果如图 8所示. 由
图可以看出, 基于WGAN-GP (GLDL

+N)生成的 EEG在

幅度和波形上更符合真实 EEG的特征. 

3.2.4    EEGNet分类实验

本文将 CC-WGAN-GP和 GLDL
 +N 生成的 EEG以

不同比例与真实 EEG 混合对 EEGNet 模型进行训练,
并将分类结果与基于真实样本的分类结果相对比 ,
验证生成样本对分类器性能的影响. 首先, 本文使用

8 709 个真实 EEG 训练 EEGNet; 然后, 分别使用两个

不同框架的 50% 生成 EEG 和 50% 的真实 EEG 进行

混合来训练 EEGNet; 最后, 在真实 EEG数据集中加入

相同数量的生成样本来训练 EEGNet. 实验结果如

表 7所示.
由表 7 结果分析可知, 在样本数量不变的情况下,

使用 50%的 CC-WGAN-GP框架生成数据代替真实数

据训练模型, 其准确率降低了 10.04%, 精确率降低了

3.43%, 召回率降低了 9.47%, F1-score 降低了 10.88,
AUC降低了 7.86%. 实验结果表明, CC-WGAN-GP生

成的样本不能够代替真实样本来训练分类模型, 反而
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会影响分类模型的性能. 使用 50% 的 GLDL
+N 框架生

成数据代替真实数据训练模型时 ,  其准确率、精确

率、召回率相差 1% 左右, F1-Score 相差 2.20%, AUC
相差 0.23%, 从而证明 GLDL

+N 生成的 EEG 与真实

EEG相似, 能够代替真实数据作为分类器的训练数据.
此外, 将相同数量的 GLDL

+N 框架生成的数据加入到真

实数据中训练 EEGNet, 准确率提高了 8.5%, 精确率提

高了 16.5%, 召回率提高了 9.25%, F1-score 提高了

12.73%, ROC-AUC 提高了 4.37%. 由结果看出, 在增加

生成数据的情况下, 模型在分类精度、稳定性以及泛

化能力等方面都能够提升; 进而证明, 我们所设计的

EEG生成模型能够提升分类模型的性能.
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图 7    生成的 EEG信号
 
 

表 5     不同框架的训练时间对比结果
 

框架 训练时间

WGAN-GP (GLDL
+N) 7 h 7 min

WGAN-GP (GLDL) 8 h 49 min
 

表 6     生成样本相似性以及多样性对比结果
 

框架 噪声
评估指标

SWD MS

WGAN-GP (GLDL
+N) EEG噪声 3.08 19.51

WGAN-GP (GLDL) 高斯噪声 1.90 3.95
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图 8    WGAN-GP (GLDL
+N)生成的 EEG波形

 

表 7     基于不同混合比例的样本分类结果 (%)
 

数据 框架 准确率 精确率 召回率 F1-score AUC
真实数据 (8 709) — 56.79±1.45 56.02±3.60 55.28±34.79 49.86±21.12 78.66±1.13

真实样本+生成样本 (8 709) CC-WGAN-GP 46.75±0.99 52.59±7.12 45.81±38.01 38.98±16.50 70.80±0.89
真实样本+生成样本 (8 709) GLDL

+N
57.77±0.07 60.93±13.36 56.62±33.79 52.15±20.62 78.89±4.46

真实样本+生成样本 (17 418) GLDL
+N

65.29±7.68 72.52±18.82 64.53±27.97 62.59±14.20 83.03±6.31
 
 
 

4   结束语

本文提出一种新型 EEG 信号生成模型, 以解决目

前存在的生成样本多样性不足、拟合速度慢以及幅值

差异过大等问题. 为评估生成模型的性能, 本文从相似
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性、多样性、准确性以及训练时间等方面对生成模型

进行评估. 与WGAN-GP相比较, 本文提出的生成模型

在相似性和多样性方面的性能均有所提高. 此外, 我们

使用 EEGNet 对模型进行二次定量评估, 分类结果表

明此模型能够生成较为准确的样本, 且能够提高分类

模型的性能. 本文所提出的 EEG信号生成模型将为构

建高性能的深度学习模型提供保证, 同时能够极大降

低人力资源消耗和成本. 因此, 本研究具有十分重要的

实际意义和应用价值.
目前, 本文仅完成单通道 EEG 生成的工作, 而在

实际应用中, 基于单通道的信息可能无法满足模型泛

化能力的需求. 未来, 我们将继续优化生成模型, 以用

于多通道 EEG信号生成, 使其能够更加有效地应用于

与 EEG相关的工作中, 例如, 情感识别、脑控技术等.
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