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摘　要: 在考虑用户隐私的保护多源域数据背景下预测疾病得分的问题中, 来自不同源域的数据分散存储无法合

并, 且可能服从不同的分布, 因此传统的机器学习方法无法合理地利用源域数据的信息. 本文结合联邦学习的思想

和基于样本的迁移学习方法, 提出了联邦重要性加权方法, 通过将源域的样本重用于目标域的预测任务, 而且不需

要进行源域之间的数据共享, 实现了在保护源域的数据隐私的情况下利用分布不同的多源域的信息提升目标域预

测的精度. 并且基于提出的方法, 本文构造了一种加权模型并提供了一个简洁通用的算法用于求解目标域的预测模

型. 数值模拟以及实证结果表明, 相对于未考虑分布迁移的传统方法, 联邦重要性加权方法可以有效地利用多源域

数据的信息, 在目标域的预测精度上具有优势, 以及在帕金森疾病数据中做出精准的疾病得分预测.
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Abstract: In the problem of predicting disease scores amid the protection of multi-source domain data considering user
privacy, the decentralized data from different source domains cannot be combined and may follow different distributions.
Therefore, traditional machine learning methods cannot be applied directly to utilize the information within source
domains. In this study, the federated importance weighting method is proposed combining the idea of federated learning
and the sample-based transfer learning approach. By re-weighting the samples from the source domains to the prediction
task of the target domain, and without data sharing between multiple source domains, it realizes the use of data with
different distributions while protecting the data privacy of the source domains. Moreover, this study constructs a weighted
model and provides a concise and general algorithm to solve the prediction model for the target domain. Numerical
simulation and empirical results show that, compared with the traditional method without considering distribution shift,
the federated importance weighting method can effectively utilize the information of the source domain data. It is superior
in prediction accuracy of the target domain and can make an accurate prediction of disease scores in the Parkinson’s
disease data.
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 1   引言

随着数据挖掘方法在各产业中的繁荣发展, 用户

数据可以被更加充分地利用以提升生产效率以及用户

体验[1]. 然而, 在这些被大规模使用的数据中可能包含

用户的隐私信息, 例如个人医疗健康报告[2], 家庭收入

与消费记录[3], 以及商业营销数据[4] 等. 因此, 大数据应

用中的用户隐私问题受到了越来越多的关注[5]. 为了有

效地防止用户隐私数据泄露, 发展关于隐私保护的大

数据工具也逐渐成为研究热点[6].
经典的机器学习方法认为训练数据和测试数据来

自相同分布, 而且只有一个训练集. 为了训练机器学习

算法, 我们通常需要搜集充分多的样本, 来得到算法中

参数的准确估计. 然而在实际应用中, 为了保护用户的

隐私数据, 我们可能无法确保满足上述要求. 首先, 在
现实的隐私保护框架下, 数据经常呈现出数据孤岛的

现象[7], 并且单个数据源中拥有的数据量可能不足, 这
导致我们仅仅在目标域上进行传统的统计分析或大数

据挖掘无法训练得到精准的算法参数, 而且也无法简

单地通过将分散的数据汇总来增加目标域的样本量[8].
除此之外, 由于数据拥有者们可能来自不同的地区或

者数据产生于不同的时间, 这些来自不同源域的数据

可能因此具有不同的分布[9]. 这导致我们无法在目标域

上直接使用其他源域中机器学习算法的训练结果. 一
个实际例子是本文关注的医学自动诊断领域中基于多

数据源域的帕金森疾病得分预测问题[10]. 某非医学的

机构需要预测一家医院 (目标医院) 的早期帕金森患者

的疾病得分, 该机构已拥有待预测患者关于帕金森疾

病的相关生理指标数据, 而未获得疾病得分. 同时, 该
机构可以访问其他一些医院 (源医院) 的帕金森病人数

据, 包括相关生理指标数据和疾病得分数据. 出于保护

隐私以及预防数据被滥用的目的, 每位病人的疾病数

据只在其所属医院本地保存, 而不传输到其他机构中.
通常这些源医院和目标医院来自不同的地区, 各医院

的病人数据也发生于不同的时间. 由于人种基因、饮

食条件、运动习惯、文化环境影响的认知模式和思维

方式等的不同, 不同医院的病人在相关生理指标数据

上可能会有很大的不同, 而且呈现出区域性的不同. 然
而医学上根据相关生理指标数据计算疾病得分的原理

对所有人都是相同的.
为了充分利用分散的数据, 联邦学习通过训练不

同源域上的算法进行协作而无需共享自身数据来解决

多源域数据处理中的隐私问题[8]. 该方法最近在大数据

医疗领域中获得了广泛的关注[11]. 近期研究表明, 联邦

学习训练的模型可以达到与在中心训练的绩效水平相

当的性能水平. Dowlin等人[12] 提出加密网以提高数据

加密的效率从而实现更好的联邦学习性能. Bonawitz等
人[13] 引入一种聚合机制以在联邦学习框架下更新机器

学习模型. Mohassel等人[14] 提出了联邦学习系统中支

持多客户端隐私保护合作培训的安全机器学习. Smith
等人[15] 提出联邦多任务学习, 为每个节点学习一个单

独的模型, 其研究成果表明, 多任务学习适合于应对联

邦学习中的统计学难题. Liu 等人[16] 展示了一种能够

灵活地应用于各种多方安全机器学习任务的半监督联

邦迁移学习框架, 允许知识在网络中通过迁移学习进

行传输, 且不必损害用户隐私. Cheng等人[17] 提出了对

于纵向联邦学习的安全性提升方法 ,  这是一种新颖

的、无性能损失的、保护隐私的提升树系统架构.
联邦学习可以解决数据分散的问题, 使得孤岛形

式的多源域数据可以被充分合理地使用[7]. 而在每个源

域本地学习的过程中, 如果源域和目标域的分布不同,
传统的机器学习方法不再适用, 迁移学习是一种有效

的模型训练方法, 它旨在从可能与目标域不同的源域

中提取知识并将知识应用于目标任务[9]. 迁移学习的研

究是为了智能地应用以前学到的知识来更快地解决新

问题或提供更好的解决方案. 迁移学习的方法可以分

为 4类: 基于样本的迁移方法[18], 其中主要的技术如样

本重新加权和重要性抽样; 基于特征表示的迁移方法[19],
主要想法是通过源域为目标域学习一个特征表示, 其
中用于跨域传输的知识被编码到学习的特征表示中;
基于参数的迁移方法[20], 假设源任务和目标任务共享

一些参数或者超参数的先验分布, 其中迁移的知识被

编码到共享的参数或者先验中; 基于关系的知识迁移[21],
基本假设是源域和目标域中的数据之间的某些关系是

相似的, 要传输的知识是数据之间的关系. 通过纠正每

个样本数据采样过程中的偏差进行迁移学习的方法,
侧重于数据重要性权重[22] 或类重要性权重[23]. 重要性

加权方法赋予每个样本一个密度比形式的权重, Sugiyama
等人[24] 提出在密度比已知情况下的重要性加权交叉验

证方法, 将验证风险加权为目标风险的无偏估计. 当密

度比未知时, 有一些直接估计密度比的方法, 比如, 核
平均匹配方法[25], Kullback-Leiber 重要性估计方法[26],
最小二乘重要性拟合方法[27].
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目前, 联邦学习以及迁移学习都分别有丰富的研

究以及广泛的应用[28]. 然而, 目前在不同源域和目标域

具有相同的特征空间但是允许特征分布不同的数据背

景和源域拥有隐私保护的要求下对目标数据进行预测

的研究还十分有限. 因此本文针对上述数据特点, 提出

了联邦重要性加权方法, 该方法结合了联邦学习和迁

移学习中基于样本的重要性加权方法. 联邦重要性加

权方法首先在每个源域本地学习一个模型而不用汇总

或者传输源域数据以在满足源域数据隐私的要求下充

分利用所有源域数据. 在每个源域本地学习中, 我们的

方法通过重要性加权方法重用源域样本为目标域的风

险函数提出一个合理估计, 通过最小化目标风险的估

计获得该源域对目标域贡献的一个模型, 从而解决多

源域和目标域之间分布不同的问题. 然后, 本文首次提

出, 根据各源域和目标域的分布差异为各源域模型构

造权重从而将所有源域模型加权整合成一个模型用于

目标域的预测任务.
本文的其余部分组织如下. 在第 2节中, 我们介绍

了本文研究的问题设置. 第 3 节介绍了联邦重要性加

权方法的具体内容和执行该方法的具体算法. 第 4 节

进行数值模拟, 将目前常用的方法与本文提出的方法

进行比较. 第 5 节将联邦重要性加权方法应用于预测

帕金森疾病得分. 第 6节总结了全文.

 2   问题设置

m

X ⊂ Rd d

Y ⊂ R P(x) X ∈ X
j

{X,P j(x)} {X,Pt(x)}

考虑上文所述医院的实例, 抽象出研究问题的设

置, 本文考虑 个源和一个目标的情况, 源和目标都有

一个域和一个任务 [ 2 9 ] .  令 表示 维特征空间 ,
表示实值输出空间. 用 表示特征变量 的

概率分布 ,  我们将第 个源域和目标域分别表示为 :
和 .

j {Y, f j(·)}
{Y, ft(·)} f (·)

p j(x) pt(x) p j(x,y) pt(x,y)

j

第 个源任务和目标任务分别表示为:  和

. 其中,  是根据特征变量的观察值预测输出

值的函数. 用 ,  ,  和 分别表示第

个源和目标的特征密度函数和联合概率密度函数.
j S j = {(x ji,y ji)}

n j
i=1

x ji ∈ X y ji ∈ Y
T = {(xti)}nt

i=1

将第 个源的 i.i.d.数据集表示为:  ,

其中,  是特征变量的观察值,  是相应的输

出值. 类似地, 用:  表示目标的 i.i.d.数据集.

本文考虑以下条件.

j = 1,2, · · · ,m pt(x) > 0⇒ p j(x) > 0, pt(x) , p j(x)

1) 源支撑目标, 且源和目标的特征分布不同, 即对

于每个 ,  .

pt(y|x) = p j(y|x), j = 1,2, · · · ,m
2) 源和目标的输出变量关于特征变量的条件分布

相同, 即:  .

X P(x)

Y

这两个条件确保源数据可用于目标任务[30]. 对应

到上述的实际问题,  和 是用来计算疾病得分的相

关生理指标以及它们的概率分布,  是疾病得分. 条件

2)的实际意义是在医学中根据相关生理指标数据计算

疾病得分的原理是相同的.
除此之外, 在我们的设置中每个源有隐私要求, 数

据只保存在本地. 本文的目的是在这样的问题设置下

学习一个预测目标输出值的参数模型.

 3   联邦重要性加权方法

 3.1   超参数选优

为了获得一个准确的参数模型, 需要找到目标分

布上的最优超参数:

θ∗ = argmin
θ∈Θ

Rt(θ) (1)

Rt(θ) θ ∈ Θ
Rt(θ) = E(X,Y)∼pt(x,y)[l(h(X;ω,θ),Y)]

Θ l :Y×Y→ R+

h(x;ω,θ) : X→Y θ ∈ Θ ω ∈Ω
x Ω

其中,  是超参数为 时定义在目标上的风险函

数,  , 我们称之目标风

险.  是超参数搜索空间.  是损失函数.
是超参数为 , 模型参数为 , 根

据特征变量的观测值 预测输出值的参数模型,  是模

型参数的取值空间.
T op = {(xi,yi)}

nop
t

i=1

T op
tr ∪T op

val ntr
t nval

t

如果我们已拥有目标输出值, 令 表

示目标输出值可获得时的 i.i.d.数据集, 其中, op 表示

output, 用以简记输出值已获得的情形. 我们将其划分

为两个不相交的子集 , 样本量分别为 和 .
传统的超参数优化方法用如下经验均值估计目标风险[31]:

R̂op(θ) =
1

nval
t

∑
(x,y)∈T op

val

l(h(x; ω̂(θ), θ),y) (2)

T op
tr在 上估计模型参数:

ω̂(θ) = argmin
ω∈Ω

1
ntr

t

∑
(x,y)∈T op

tr

l(h(x;ω,θ),y)

R̂op(θ) θ∗然后, 把 代入式 (1)获得最优超参数 的估计.
然而, 在第 2节描述的问题设置中, 目标域的数据

的输出值无法获得, 上述过程不再适用. 因此我们需要

利用输出值可获得的源数据, 但是源域和目标域的分

布不同, 无法直接训练机器学习方法. 迁移学习可以很

好地解决分布不同的问题, 将源域数据充分合理地用

于目标任务. 由于每个源域的数据只保存在本地, 我们
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根据联邦学习的思想让每个源域在本地学习一个参数

模型. 在每个源域本地学习的过程中, 本文使用基于样

本的迁移学习方法, 将分布不同的源域样本通过重要性

加权重用于目标域的预测任务, 以解决分布不同的问题.
 3.2   各源本地的重要性加权估计

p j(x,y) > 0

∀(x,y) ∈ (X,Y) j

每个源在本地学习中使用重要性加权方法[27], 这
个过程涉及密度函数的比值, 为此我们对 ,

的第 个源定义其与目标的密度比函数:

r j(x) =
pt(x,y)
p j(x,y)

=
pt(x)
p j(x)

其中, 第 2个等式可由第 2节中的条件 2)推导得到.

S j

由于在我们的超参数优化过程中涉及密度比估

计、训练模型参数、估计最优超参数 3 部分, 我们把

分为 3个不相交的子集:

S de
j ∪S tr

j ∪S val
j

其中,

S de
j = {(xde

ji ,y
de
ji )}

nde
j

i=1

S tr
j = {(xtr

ji,y
tr
ji)}

ntr
j

i=1

S val
j = {(xval

ji ,y
val
ji )}

nval
j

i=1

令:

n j = nde
j +ntr

j +nval
j

ntr = ntr
1 +ntr

2 + · · ·+ntr
m

nval = nval
1 +nval

2 + · · ·+nval
m

θ ∈ Θ j对于给定的超参数 , 在第 个源本地, 目标风

险的经验估计式 (2)被重要性加权方法调整为:

R̂ j
IW (θ) =

1
nval

j

nval
j∑

i=1

r̂ j(xval
ji )l(h(xval

ji ; ω̂(θ), θ),yval
ji ) (3)

r̂ j(·)

S de
j T

S tr
j

其中, 密度比估计 通过无约束最小二乘重要性拟

合 (unconstrained least-squares importance fitting,
uLSIF[27]) 方法在数据集 和 上得到. 模型参数在

上估计得到:

ω̂(θ) = argmin
ω∈Ω

1
ntr

j

ntr
j∑

i=1

l(h(xtr
ji;ω,θ),y

tr
ji) (4)

j第 个源本地估计超参数如下:

θ̂ j = argmin
θ∈Θ

R̂ j
IW (θ) (5)

j于是, 相应的第 个源模型为:

h(·; ω̂(θ̂ j), θ̂ j)

m

在获得各源在本地学习到的参数模型之后, 我们

需要将这 个源模型贡献于目标任务.
 3.3   加权模型

我们构造如式 (6)所示加权模型:

ĥt(·) =
m∑

j=1

β̂(θ̂ j)h(·; ω̂(θ̂ j); θ̂ j) (6)

β̂(θ̂ j) j其中,  是第 个源的模型权重, 我们根据 Nomura

等人[32] 提出的方法中将模型权重构造如式 (7):

β̂(θ̂ j) =
n j

d̂(θ̂ j)
/

 m∑
k=1

nk

d̂(θ̂k)

 (7)

其中,

d̂(θ̂ j) =
1

nval
j

nval
j∑

i=1

[r̂ j(xval
ji )l(h(xval

ji ; ω̂(θ̂ j), θ̂ j),yval
ji )]2

−

 1
nval

j

nval
j∑

i=1

r̂ j(xval
ji )l(h(xval

ji ; ω̂(θ̂ j), θ̂ j),yval
ji )


2

m∑
j=1

β̂(θ̂ j) = 1根据式 (7)可以验证 .

 3.4   算法

为了描述我们提出的联邦重要性加权方法在具体

执行时的流程, 我们设计联邦重要性加权算法如算法 1.

算法 1. 联邦重要性加权算法

T m S j, j=

1,··· ,m Θ

输入 :  无输出值的目标数据集 ,  有输出值的 个源数据集

, 超参数搜索空间 , 参数模型 h, 损失函数 l
ĥt(·)输出: 目标任务的预测模型, 

T1)　目标数据的拥有者将 分别传输给每个源.
j=1 m2)　for   to 

j　　　第 个源的数据拥有者:
S j S de

j ∪S tr
j ∪S val

j　　　a) 把 分成 3个不相交的子集:  .

T S de
j r̂ j(·)　　　b) 在 和 上通过 uLSIF[27] 方法估计密度比函数,  .

S tr
j S val

j h(·;ω̂(θ̂ j),θ̂ j)　　　c) 在 和 上训练模型, 根据式 (3)–式 (5)获得模型,  .

S val
j β̂(θ̂ j)　　　d) 在 上根据式 (7)计算 .

h(·;ω̂(θ̂ j),θ̂ j) β̂(θ̂ j)　　　e) 把 和 传输给目标数据的拥有者.
3)　目标数据的拥有者:
　　根据式 (6)加权各源模型.

ĥt(·)=
m∑

j=1
β̂(θ̂ j)h(·;ω̂(θ̂ j);θ̂ j)4)　 返回 .

算法 1 首先让目标将数据分别传输给每个源, 让
每个源在本地利用自己的数据和目标的数据学习一个
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模型, 将学习得到的参数传输给目标. 因此算法 1可以

很好地保证源域的数据隐私. 为了解决源域和目标域

之间分布不同的问题, 算法 1 在每个源域本地学习的

过程中使用了基于样本的迁移学习方法, 并且根据每

个源域和目标域的分布差异为源域构造了模型权重,
由各源域计算模型权重并传输给目标域. 最终, 目标域

获得一个加权模型, 作为自己的预测模型.

 4   数值分析

本节我们先通过模拟实验测试我们的方法, 然后在

实际的帕金森疾病数据集[10] 上做预测. 后面 FedIW 表

示本文提出的方法, 并且每次实验中都与以下 4个方法对比:
1) Naive: 在每个源本地学习时, 不考虑源和目标

之间的协变量移位, 通过最小化源域的损失函数获得

各源的超参数.
2) Refer: 假设目标数据的输出值可获得, 并只在

目标数据上训练模型, 这在我们的设置中是不可行的,
报告其结果作为参考.

3) LI[33]: 通过最小化元损失函数来找到有希望的

超参数 .  元损失函数定义为每个源域上的损失函数

(式 (3)) 的总和. 直观地说, 通过最小化元损失函数, LI
估计最优超参数.

4) MS-CS[32]: 根据每个源域和目标域的分布差异

为目标风险构造一个估计, 将每个源域上的估计加起

来作为目标函数, 通过最小化目标函数获得超参数.
 4.1   模拟数据

x = (x1, x2, · · · , x10)

y = x̃2+ ϵ, ϵ ∼ N(x̃,1)

为了验证我们提出的方法的有效性, 我们用 10维
向量 模拟疾病的相关生理指标数据,
用 模拟疾病得分 (输出变量). 其

x̃ = (x1+ · · ·+ x10)/10

N(010, I10) 010 I10

中,  . 目标域的特征变量的分布为

,  和 分别表示元素全为 0 的 10 维向量

和 10维的单位矩阵.

λ Θ = [0,1]

在训练过程中, 我们使用岭回归模型, 超参数是正

则化参数 , 超参数搜索空间 , 损失函数为平

方损失函数:

l(ŷ,y) = (ŷ− y)2

我们用平均绝对误差报告预测误差:

1
n

n∑
i=1

|ŷi− yi|

我们进行以下几组模拟实验.
j1) 源和目标的样本量都为 100, 第 个源的分布为:

c j ∼ U(−5,5), x ∼ N(c j×110, I10)

110 m其中,  表示元素全为 1 的 10 维向量. 源的个数 依

次取 3, 4, 5, 6, 7, 用不同的随机种子进行 100次实验.
2) 两个源, 特征分布分别为:

N(010, I10), N(2×110, I10)

n1 n2 nt样本量分别记为 和 , 目标的样本量记为 , 对于

5组不同的样本量各根据不同的随机种子进行 100次实验.
3) 目标样本量为 50, 两个源, 特征分布分别为:

N(010, I10), N(c×110, I10)

c = 1,2,3,

4

对应的样本量分别为 100 和 200, 对于

的每个取值, 用不同的随机种子各进行 100次实验.
 4.2   模拟结果

c

我们将模拟实验 1)–3) 的 100 次实验结果的平均

值和标准差分别提供在表 1–表 3中. 将模拟实验 2)的
实验结果的平均值和标准差关于不同样本量组合的变

化情况分别绘制成图 1 和图 2. 将模拟实验 3) 的实验

结果的平均值关于 的取值绘制成图 3.
 
 

±表 1     模拟实验 1)中各方法的表现 (平均表现 标准差)
 

m FedIW LI MS-CS Naive Refer
3 ±0.8482 0.0972 ±7.5220 0.2781 ±7.3113 0.2750 ±7.9292 0.2825 ±0.9956 0.1652
4 ±2.5108 0.2268 ±6.2717 0.2673 ±6.7423 0.2905 ±7.0714 0.2798 ±0.9956 0.1652
5 ±1.7180 0.2840 ±5.5260 0.2276 ±5.1914 0.2237 ±5.1347 0.2191 ±0.9956 0.1652
6 ±2.2419 0.5055 ±5.0988 0.2339 ±4.6867 0.2288 ±4.9154 0.2252 ±0.9956 0.1652
7 ±1.1400 0.2822 ±5.8623 0.1793 ±5.9753 0.2629 ±6.2453 0.1833 ±0.9956 0.1652

 
 

±表 2     模拟实验 2)中各方法的表现 (平均表现 标准差)
 

nt n1 n2 FedIW LI MS-CS Naive Refer
50 100 200 ±0.9282 0.1356 ±2.6687 0.3131 ±2.5905 0.3087 ±2.7876 0.3129 ±1.0095 0.2468
100 200 400 ±0.8213 0.1141 ±3.1196 0.1906 ±2.3173 0.1666 ±2.9483 0.1965 ±0.8304 0.1231
150 300 600 ±0.8467 0.0733 ±2.5070 0.1504 ±1.9032 0.1356 ±2.2801 0.1434 ±0.7822 0.0895
200 400 800 ±0.7849 0.0670 ±2.9953 0.1370 ±2.2170 0.1232 ±2.6959 0.1333 ±0.8774 0.0982
250 500 1 000 ±0.7695 0.0594 ±2.8088 0.1230 ±2.0992 0.1106 ±2.6897 0.1217 ±0.7544 0.0643
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±表 3     模拟实验 3)中各方法的表现 (平均表现 标准差)
 

c FedIW LI MS-CS Naive Refer
1 ±1.0652 0.2133 ±1.2361 0.1867 ±1.1307 0.1624 ±1.3341 0.1964 ±1.0095 0.2468
2 ±1.0225 0.1444 ±2.8900 0.3096 ±2.2697 0.2582 ±3.1448 0.3292 ±1.0095 0.2468
3 ±0.9679 0.1473 ±6.1850 0.3866 ±4.6967 0.3213 ±6.6084 0.4083 ±1.0095 0.2468
4 ±1.4993 0.2632 ±10.8020 0.4675 ±8.1594 0.3757 ±11.4156 0.4913 ±1.0095 0.2468

 
 
 

样本量组合

1
0
0
 次

预
测
误
差
的
平
均
值

1 2 3 4 5

4.0

3.5

3.0

2.5

2.0

1.5

1.0

FedIW LI MS-CS Naive Refer

 
图 1    Case 2中各方法在不同样本量组合的平均表现
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图 2    Case 2中各方法在不同样本量组合的标准误差
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c图 3    Case 3中各方法在 不同取值时的平均表现

 

 4.3   结果分析

表 1 的结果显示在源的个数取不同值时, FedIW
的平均表现优于 Naive, LI 和 MS-CS, 比 Refer 略差一

点. 表 2的结果显示在几组不同的样本量组合下, FedIW
不仅平均表现优于另外 3种, 而且由图 1可看出 FedIW
的平均表现和 Refer 很接近. 由图 2 可看出 FedIW 的

实验结果的标准差是最小的, 且随着样本量逐渐增大,

c

c

各方法的标准差都逐渐减小. 表 3的结果显示在 的几

个取值下, FedIW的平均表现都优于另外 3种, 并且和

Refer 相近. 进一步地, 图 3 表明当 的取值越大, 也就

是源域和目标域的分布越不同, FedIW 相对 Naive, LI
和MS-CS的优势越明显, 说明 FedIW可以很好地适应

源和目标之间的分布迁移.
FedIW明显优于 Naive, 因为我们提出的联邦重要

性加权估计可以很好地适应源和目标之间的分布迁移,
而 Naive 则不能. FedIW 表现优于 LI 和 MS-CS, 说明

了我们让每个源域本地学习而不必考虑其他源域的做

法以及构造的模型权重有助于提升目标域的预测精度.
有时候, FedIW 的表现很接近 Refer 的表现, 甚至略优

于 Refer, 说明我们提出的方法很有效.

 5   帕金森疾病得分预测

我们使用帕金森远程监控数据集[10], 该数据集收

录了 42 名早期帕金森患者的一系列生物医学语音测

量数据, 这些患者被招募参加为期 6 个月的远程监测

症状进展测试. 这些记录是在患者家中自动记录的. 在
这里, 我们将每个患者的家视为一家小医院, 患者的所

有记录都是这家医院拥有的数据. 数据集的列包括受

试者编号、受试者年龄、受试者性别、从基线招募日

期开始的时间间隔、UPDRS (帕金森病评分量表) 总
评分和 16个生物医学语音测量值. 每行对应于这些人

5 875 条语音记录中的一条. 该数据集的主要目的是预

测 16次语音测量的 UPDRS总分.
我们选择一个医院作为目标, 把其他的医院都作

为源. 各源医院的患者数据不离开本地不允许泄露, 不
同的源医院的病人疾病数据不可以混合. 我们依然用

岭回归模型训练数据, 超参数为正则化参数. 损失函数

是平方损失.
实验过程: 使用不包含输出值的目标数据和包含

输出值的源数据; 将目标数据按 7:3划分为训练集和测

试集; 用目标数据的测试集和源数据训练模型; 预测目

标数据的测试集的输出值; 计算预测的平均绝对误差;
用不同的随机种子重复 100次以上步骤.
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我们将这 100次实验结果的平均表现、标准差和

最坏情况表现展示在表 4 中, 结果表明 FedIW 在平均

和最坏情形下都拥有比其他方法更好的表现, 并且拥

有较小的标准差. 特别地, FedIW的表现比 Refer更好,
因为在帕金森数据集上的实验中, 源的样本量总和远

大于目标样本量, 而 FedIW 可以充分有效地将源样本

信息迁移到目标任务.
 
 

表 4     各方法在实际数据集上的实验结果
 

表现
方法

ReferFedIW LI MS-CS Naive
平均表现 0.866 7 0.880 3 0.903 0 0.873 6 0.928 3
标准差 0.062 0 0.059 4 0.070 5 0.062 8 0.122 0
最差情形 0.995 9 1.006 1 1.033 0 1.002 4 1.334 3

 6   结论与展望

本文首次在疾病得分预测上提出了一种新的基于

联邦学习和迁移学习的联邦重要性加权方法, 为了保

证用户隐私保护, 联邦重要性加权方法在各源域中分

别训练模型, 基于重要性加权将多个源域中的样本重

用于目标域的预测任务, 以适应源和目标分布不同的

情形并且有效地利用了各源域提供的信息, 提升了在

目标域上的预测精度. 为了将分散的多源域的模型用

于目标域的预测任务, 联邦重要性加权方法为每个源

域根据它和目标域的分布差异构造了一个模型权重,
若源域的分布与目标域的差异较大, 则会赋予较小的

模型权重, 反之赋予较大的模型权重, 从而获得一个加

权模型用于目标域的预测任务, 因而联邦重要性加权

方法具有突出的预测效果.
在实际数据中, 本文研究了帕金森疾病的得分预

测问题. 研究结果显示, 本文的联邦重要性加权方法相

比于没有考虑源域和目标域之间存在分布差异的方

法、将各源域的模型用于目标域的预测任务时不考虑

根据分布差异区别化采用源域模型的方法, 表现出了

更加突出且稳定的预测效果.
在我国大数据医疗飞速发展的背景下, 本文的研

究结果为某些疾病的自动化诊断提供了一个有效的参

考方法, 更对我国医疗的发展有着深远意义.
首先, 联邦重要性加权方法得出的疾病得分预测

为相关部门决定有关疾病的保险预算以及相关政策的

制定提供了可靠的依据. 其次, 医院可以依据联邦重要

性加权方法的预测结果提前对潜在患者进行医疗干预,
进而延缓或阻止疾病的到来, 从而提高患者的长期生

活质量. 总的来说, 我们的实证研究清楚地验证了联邦

重要性方法在预测疾病得分时的优异性能, 对于医院

的治疗手段、 治疗流程以及疾病形式研判等方面具有

重要的参考意义.
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