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摘　要: 在短文本意图识别领域, 卷积神经网络 (CNN)因其在局部信息提取方面的优异性能而备受关注. 然而, 由
于其难以捕捉短文本语料的全局特征, 因此存在一定局限性. 针对该问题, 本文结合 TextCNN和 BiGRU-att的优点

提出一个双通道短文本意图识别模型, 利用局部特征和全局特征更好地识别短文本的意图, 弥补模型对文本整体特

征的不足. AB-CNN-BGRU-att模型首先利用 ALBERT多层双向 Transformer结构对输入的文本向量化, 再将向量

分别送入 TextCNN 和 BiGRU 网络模型以获取局部和全局特征. 将这两种特征进行融合, 并通过全连接层并输入

Softmax函数得到意图标签. 实验结果表明, 在 THUCNews_Title数据集上, 本文提出的 AB-CNN-BGRU-att算法准

确率 (Acc)达到了 96.68%, F1值达到了 96.67%, 相较于其他常用意图识别模型表现出更佳的性能.
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Abstract: In the field of short-text intent recognition, convolutional neural networks (CNN) have garnered considerable
attention due to their outstanding performance in extracting local information. Nevertheless, their limitations arise from
the difficulty in capturing the global features of short-text corpora. To address this issue, this study combines the strengths
of TextCNN and BiGRU-att to propose a dual-channel short-text intent recognition model, aiming to better recognize the
intent of short texts by leveraging both local and global features, thereby compensating for the model’s inadequacies in
capturing overall text features. The AB-CNN-BGRU-att model initially utilizes an ALBERT multi-layer bidirectional
Transformer structure to vectorize the input text and subsequently feeds these vectors separately into TextCNN and
BiGRU network models to extract local and global features, respectively. The fusion of these two types of features,
followed by passing through fully connected layers and inputting into the Softmax function, yields the intent labels. The
experimental results demonstrate that on the THUCNews_Title dataset, the proposed AB-CNN-BGRU-att algorithm
achieves an accuracy (Acc) of 96.68% and an F1 score of 96.67%, exhibiting superior performance compared with other
commonly used intent recognition models.
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人机问答的系统中自然语言理解 (natural language
understanding, NLU)是基础任务, 在意图识别环节如果

可以得到准确结果, 可以降低整体自然语言理解的复

杂度, 给予问句的文本对应标签后再进行处理. 相较于

没有或者效果不佳的意图识别环节, 准确的分类可以

极大程度的减轻后续的任务量. 而意图识别任务从输

入和输出结果上来看, 可以将该功能模块划分到自然

语言处理 (natural language processing, NLP)的文本分

类任务中, 模块的目标是将用户输入的对话文本经过

算法、模型得到概率分数, 最终将这句文本分类到对

应的意图标签中, 为下游的任务做铺垫.
随着神经网络技术的不断进步, 以卷积神经网络

为基础的意图识别模型已得到大量的研究, 各类模型

也取得了较好的成果, 但是卷积神经网络仅使用局部

特征, 忽略了文本全句带来的信息. 因此, 为了进一步

结合语料的局部特征和全局特征来分析问句, 本文提

出了一种多池化类型的 TextCNN和 BiGRU-att相结合

的双通道短文本意图识别模型 AB-CNN-BGRU-att
(ALBERT-TextCNN-BiGRU-attention)模型. 利用双通

道得到不同特征, BiGRU-att 得到文本的全局特征, 同
时在 TextCNN的传统池化层中, 使用不同大小卷积核

和不同池化策略相结合, 得到更加丰富的局部特征. 实
验结果证明了使用 AB-CNN-BGRU-att 模型进行意图

分类任务, 相比于其他现流行的意图识别模型在 THUC-
News_Title数据集上性能有所提升. 

1   相关工作

人机问答中存在大量的短文本, 询问句通常是口

语表述, 整句字数少, 包含信息不够丰富, 这使一般的

意图识别模型很难达到一个让人满意的结果. 以医疗

问答为例, “我头疼去哪找医生?”这种简短的、口语表

达在询问医生的时候, 表达对应的意图是希望知道“所
属科室”而不是问“医院”或者一个地名. 自然语言理解

的结果会直接给整体问答的答案带来影响, 如果上游

对问句理解不准确就会导致答非所问的结果.
Kim[1]将用于计算机视觉的卷积神经网络用于对

文本的处理上, 提出后来作为文本分类经典的 TextCNN
模型. 将句子矩阵用向量表示, 不同尺寸的卷积核进行

卷积操作类似 n-gram 的特征抽取, 将得到的特征进行

一个下采样的操作, 将压缩后的特征放入全连接层得

到分类的标签. 在 TextCNN 提出以后, 大家发现适用

于图像处理的神经网络在文本领域也可以有不错的效

果, 也是给了众多学者一个新的方向和灵感. 代令令[2]

提出针对中文文本分类使用 fastText 不仅可以提高系

统准确度同时还可以缩短分类时间, 这对问答系统很

重要. 张倩[3]也同样意识到缩短意图识别的时间十分重

要, 张倩提出结合自注意力机制的 GRU 用于意图识

别, 在保险问题数据集上对比其他方法不仅准确度达

到最佳, 所用时间也大幅缩短. 侯雪亮等[4]和Wang等[5]

意识到经典的 TextCNN 模型无法很好地处理短文本

问题. 侯雪亮等选择将短文本关键词重构后得到的特

征作为 FastCNN的输入, 将原始的特征值作为 TextCNN
模型的输入, 使用多神经网络混合的方法提高模型对

短文本的分类能力. Wang等则是提出了采用无线性滑

动法和 n-gram 语言模型获得丰富的文本特征, 经实验

表明, 作者提供的方法可以显著改善短文本分类过程

中的分类结果. 马思丹等[6]对 Word2Vec 进行改进, 先
得到文本关键词的重叠部分和非重叠部分, 再通过计

算文本的相似度用 KNN 来进行分类. 实验表明, 马思

丹等提出的方法, 对比传统的分类模型效果有所提升.
孙红等[7]和迟海洋等[8]在输入的词向量模型上, 认为静

态词向量无法很好地表征句子, 所以在提出的 BBGA
模型中, 对嵌入层没有选择 Word2Vec 来表示词向量,
而是选用语义表征能力更强的 BERT 来训练, 在嵌入

层让模型得到更加丰富的信息, 将训练得出的词向量

放入 BiGRU得到句子的全局特征, 最后利用注意力机

制突出关键信息得到分类标签. 孙红等的模型在 THUC-
News 数据集上的分类效果优于 TextCNN 模型, 迟海

洋等的模型也在自己的数据集上证明了该方法能提高

意图识别的准确性. 郭云雪[9]提出了将 BERT 模型和

Word2Vec模型融合作为词嵌入层的模型, 丰富的语句

特征同样提升了模型的分类性能. 温超东等[10]提出了

ALBERT-BiGRU 模型, 同样, 作者在词向量的选择上,
也没有选择传统的静态词向量, 但是在动态词向量的

选择上, 作者考虑到复杂的 BERT 模型对硬件的要求,
从而选用了更为轻减的 ALBERT 语言模型. 同时, 作
者考虑到所涉及领域的多为中长距离词, 选择了使用

BiGRU 为模型主体, 保留长语句的语义信息. 在效果

上, ALBERT作为嵌入层的效果和 BERT类似, 同样明

显优于 Word2Vec 和 GloVe. 李飞鸽等[11]和黄星宇[12]

使用更为轻减的 ALBERT 语言模型获取动态词向量,
将向量送入 TextCNN 层处理适应各自领域的意图识
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别任务. 曾诚等[13]也同样使用 ALBERT模型做为嵌入

层, 将得到的特征作为 BiGRU层的输入, 以 3大视频软

件的弹幕为数据集进行对比实验, F1值优于其他模型.
但是, 在现在的研究中, 有学者[14–18]意识到, 虽然短

文本语料更在意局部特征, 但是也不能完全忽视了全局

特征对结果的影响, 提出了多通道的方法, 同时兼顾了局

部特征和全文的信息, 双通道分别对来自嵌入层的输入

进行处理, 再融合特征进行分类. 吴迪等[19]提出在双通道

的模型基础上, 改进嵌入层, 同时使用 ELMo 和 GloVe,
将静态词向量和动态词向量相结合. 实验表明, 该方法

在 IMDB等数据集上相比其他常用模型均有提升.
在以上的研究基础上, 我们首先结合文献研究提

出一种适合意图识别的双通道模型, 兼顾文章局部特

征和全局特征, 嵌入层使用 ALBERT 预训练语言模型

让模型整体更加轻便. 其次, 在双通道模型中, 提出一

种改进的 TextCNN模型, 结合多种池化策略混合池化

方式得到更丰富的局部特征. 最后通过实验验证了本

文提出的算法相比其他算法具有一定的优越性. 

2   AB-CNN-BGRU-att模型结构

以常见的 BERT-TextCNN模型为例, TextCNN主

要在卷积层和池化层提取信息, 在卷积层使用卷积核滑

过大小为取词长短, 在池化层使用不同池化策略得到局

部特征. 但是 TextCNN忽略了问句整句文字的信息, 为
了得到全局特征, 本文在 BERT-TextCNN的基础上, 添
加了 BiGRU网络, 同时用更加轻量化的 ALBERT代替

了原模型中的预训练语言模型 BERT, ALBERT在减少

了模型参数的同时, 也能像 BERT 一样输出丰富语义

的词向量, 这些丰富的向量分别传入 TextCNN和 BiGRU
中, 在 TextCNN 中通过不同大小卷积核和不同池化策

略提取丰富的局部特征, 在 BiGRU 中得到全局特征,
得到局部特征和全局特征后, 进而将两种特征融合, 经
过 Dropout和 Softmax输出概率值实现多分类. 模型架

构如图 1所示.
 
 

特征融合

输入层

ALBERT 嵌入层 词嵌入层

全局特征 特征拼接

组合

Max-

pooling
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pooling

K-Max-

pooling

Max-

pooling

Conv2-128 Conv3-128

改进的 TextCNN 层

Attention

层

BiGRU 层
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Conv4-128
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Dropout

 
图 1    AB-CNN-BGRU-att模型架构图
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2.1   词嵌入层

常用的词嵌入模型有很多, 比如Word2Vec、GloVe
和 BERT等, 其中 BERT已经在大量 NLP学者的实验

中得到肯定, 是最优的几种模型之一. ALBERT预训练

语言模型是 BERT 的变种, 简化了原生的 BERT, 但两

者效果相似. 例如在 ALBERT官方论文中给出的数据显

示, 在几个具有代表性的现有任务中, ALBERT-large
的性能已经和 BERT-base 接近, 但是后者参数量却是

前者的 6 倍, 时间也是前者的近 3 倍. 所以, 本文在选

取模型的词嵌入层时选择了 ALBERT, 其模型结构如

图 2所示.
 
 

12 层

C T1 T2 Tn T[SEP]

E[CLS]
E2 En E[SEP]

[CLS] Tok1 Tok2 Tokn [SEP]

Trm Trm Trm Trm Trm

Trm Trm Trm Trm Trm

文本输入

E1

···

···

···

···

···

 
图 2    ALBERT模型结构

 

输入的文本进入词嵌入层, 会在开始和结尾分别

打上[CLS]和[SEP]的标签, 用于确定一句话的位置. 将
文本序列化得到的 En 向量经过 Transformer 编码

器提取向量特征得到 Tn. ALBERT 和 BERT 相同, 两
者均使用了 Transformer中的编码部分, 该部分由多个

相同的网络层组成, 每层都是由残差网络连接“Multi-
head attention”层和“FeedForward”层组成. 该环节中,
“Multi-head attention”层是核心模块, 文本序列中的每

一个 query、key 和 value 组成输入向量 Q、K、V, 经
过“Multi-head attention”, 具体计算公式如式 (1)–式 (3)
所示.

headt = Attention(QWQ
t ,KWK

t ,VWV
t ) (1)

Attention(Q,K,V) = Softmax
(

QKT
√

(dt)

)
V (2)

将输出矩阵拼接:

MultiHead(Q,K,V) = Concat(head1,head2, · · · ,headh)W0

(3)

W0

WQ
t WK

t WV
t

dt

其中,  为权重矩阵, 目的是调整最后矩阵的维度, 与
序列长度保持一致 ,   、 、 是每个 Q、K、

V 向量的权重矩阵,  是每个 Q、K、V 向量的维度

大小. 

2.2   BiGRU-att 层
为获取文本语料的全局特征, 得到模型对文本大

意的了解, 本文在 ALBERT得到词向量后连接 BiGRU
层, 在该层针对全句获取更多特征信息. GRU和 LSTM
均是针对 RNN梯度消失问题提出的改进模型, 两者皆

提出利用门控机制来选择记忆或者遗忘信息, 从而解

决 RNN存在的梯度消失问题.
同时 GRU 又是 LSTM 的改进模型, 在 LSTM 的

3 个门的基础上进行改进, 将门的个数减为两个, 用更

新门来代替 LSTM 输入门和遗忘门的功能. 大量实验

验证在数据量不是特别庞大时, GRU 的性能和 LSTM
相差不大, 同时因为门个数减少, 参数更少的 GRU 训

练的时间更短, 具体实验详见第 3.5 节, 在实验数据的

支持下, 文本模型在提取全局特征的工作上, 选择了GRU
网络为基础. GRU 更新门和重置门的相关计算公式如

式 (4)和式 (5)所示:

zt = σ(Wz · [ht−1, xt]) (4)

rt = σ(Wr · [ht−1, xt]) (5)

zt rt Wz

Wr σ

zt

rt ht−1 ht

其中,  是 GRU 的更新门,  是 GRU 的重置门,  和

分别是更新门和重置门的权重矩阵,  是 Sigmoid
函数, 作用是将目标数据变为 0–1 范围内的数值.  和

代表了从 到 一个时间步的影响程度.
GRU 模型当前时刻的输出与上一时刻有关, 具体

计算公式如式 (6)所示:

h̃t = tanh(W · [rt ∗ht−1, xt]) (6)

h̃t W

∗ rt

ht−1 rt

ht−1

其中,  记录的是当前时刻,  为候选隐含状态的权重

矩阵,  是对位元素相乘. 当 接近 0 时, 丢弃上一时间

步 的隐藏状态, 反之, 当 接近 1时, 保留上一时间

步 的隐藏状态.
GRU 模型最后输出的结果与当前时刻的输出和

上一时刻的隐藏状态都有关系, 具体计算公式如式 (7)
所示:

ht = (1− zt)∗ht−1+ zt ∗ h̃t (7)

ht zt

zt

其中,  为最后输出结果. 当 越接近 1的时候, 代表对

当前节点的候选隐藏状态记忆的越多. 当 越接近 0的

2024 年 第 33 卷 第 5 期 http://www.c-s-a.org.cn 计 算 机 系 统 应 用

System Construction 系统建设 139

http://www.c-s-a.org.cn
http://www.c-s-a.org.cn
http://www.c-s-a.org.cn
http://www.c-s-a.org.cn
http://www.c-s-a.org.cn


时候, 代表对原本隐藏状态遗忘的越多.
GRU 中的隐藏状态是单向传递, 只在意输入的当

前状态, 但是文本信息中上下文对当前的状态都有影

响, 不能单纯地考虑当前的输出, GRU 的单向传播无

法得到后来信息对先前状态的影响, 为了得到完备的

输出信息, 本文使用 GRU的变体 BiGRU. BiGRU由两

个方向相反的 GRU叠加实现, 输出信息受前后两个方

向的结果影响, 最后的输出结果如式 (8) 所示, BiGRU
的模型结构如图 3所示.

h(i)
t = [

−→
h (i)

t ,
←−
h (i)

t ] (8)
−→
h (i)

t
←−
h (i)

t
h(i)

t

其中,  表示第 i 个文本经过前向 GRU 得到的信息,

表示第 i 个文本经过后向 GRU 得到的信息.  则

是这个文本经过 BiGRU得到的最后的结果.
 
 

输出

隐藏层

输入

h1 h2 h3 hn

h1 h2 h3 hn

h1 h2 h3 hn

x1 x2 x3 ···

···

···

···

xn

concat concat concat concat

 
图 3    BiGRU网络结构

 

注意力机制是为了给文本中的词对应的权重, 使
对用的结果可以根据权重的大小做出对重要特征的偏

向, 让模型将关注度聚焦在权重得分更高的词上提高

模型分类的准确性. Attention层首先对每个 BiGRU模

型输出向量相应位置计算各自的词语权重, 该部分最

终的句子表示为所求出的权重与对应位置特征向量的

加权和. BiGRU-att 层让 BiGRU 模型在本身的基础上

更好的聚焦了句子中权重得分高的重点词, 从而更好

地获得输入文本的全局特征. 

2.3   改进的 TextCNN 层

原始的 TextCNN 模型有嵌入层、卷积层、池化

层和全连接层. 改进的 TextCNN模型由多个大小不一

的卷积层、不同池化策略的池化层和全连接层组成,
模型结构如图 4所示.

图 4 中改进的 TextCNN 层的卷积部分通过大小

不同的卷积核对文本特征进行卷积, 卷积核的宽度和

Token Embedding的维度一致, 向量矩阵的行信息代表

c = [c1,c2, · · · ,cn]

词, 当卷积核的宽度和 Token Embedding 的维度不一

致时, 卷积核就无法提取完整的词信息. 该矩阵通过非

线性激活函数得到特征映射矩阵 , 特
征公式如式 (9)所示:

ci = f (w · xi:i+h−1+b) (9)

f w b其中,  为激活函数,  为卷积核的权重矩阵,  为偏

置项.
 
 

卷积层 池化层 全连接层

Max-pooling

Max-pooling

K-Max-pooling

Average-pooling

k

1

··
·

 
图 4    改进的 TextCNN模型结构

 

短文本的问句中, 句子本身长度有限, 由于双通道

的结构, TextCNN模型更在意对文本的局部特征提取.
询问词一般长度较短, 本文模型在卷积时, 对局部特征

提取选取的卷积核大小也没有使用通用的 3、4、5, 而
是选取了大小分别为 2、3、4的卷积核, 同时, 对于大

小不一的卷积核在卷积时进行调整, 采取不同的池化

策略.
在卷积核大小为 2的卷积操作后, 模型采用 K-Max-

pooling 池化方法, 卷积后的特征经过 K-Max-pooling
层进行池化, 获取采样过程中得分前 K 个的较大值. 在
这里本文没有选用文本分类中最常见的最大池化方法,
因为在卷积核大小为 2, 步长为 1 的卷积操作中, 得到

的信息是最丰富的, 最大池化方法忽视了一些可能多

次出现的特征, 对于这些特征最大池化方法只能看到

一次. 在 K-Max-pooling 池化方法中, 可以保留得分较

高的 K 个特征, 同时还可以保留部分特征间的相对顺

序信息.
在卷积核大小为 3 的卷积操作后, 模型采用最大

池化方法, 得到卷积后产生的最大特征, 忽略文本中不

重要的信息, 抛弃弱的特征, 减小噪音影响, 突出关键词.
在卷积核大小为 4 的卷积操作中, 模型分别采用

最大池化策略和平均池化策略, 然后将两次得到的特
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征拼接. 在池化操作中, 最大池化和平均池化信息是互

补的, 平均池化策略考虑到每一个词的信息, 最大池化

策略只考虑得分最高的特征.
在通过 3个大小不一的卷积核和对应的池化操作

后, 得到了向量不同的局部特征, 为了避免过拟合, 模
型在 TextCNN 的池化层后设置 Dropout 层, 提高泛化

能力. 将改进的 TextCNN层得到的组合特征和 BiGRU-
att 层得到的全局特征拼接融合得到最终的特征向量,
通过最后的全连接层得到分类结果, 计算公式如式 (10)
所示:

Z = Softmax(WZ ·F +b) (10)

Z Softmax
WZ F b

其中,  为预测的意图标签结果,  为激活函数,
为全连接层权重,  为最终的特征向量,  为偏置项. 

2.4   AB-CNN-BGRU-att 算法

AB-CNN-BGRU-att 算法通过将输入的文本语料

经过模型处理, 得到对应意图标签的概率进行意图识

别. 具体算法流程如算法 1所示.

算法 1. AB-CNN-BGRU-att算法

S=(s1,s2,s3,··· ,sn) S输入:  ,  为输入文本序列.
输出: 意图识别标签结果.

1. 数据预处理, 导入训练集, 测试集

2. 加载 ALBERT模型, 获得动态词向量 Token //Token简写为 T
convoutput1∼n=Conv1∼n(T );3.   //在 CNN 卷积层, 采用不同的卷积核进

行卷积

poolingoutput1∼n=Pooling(Convoutput1∼n );4.   //对不同卷积核卷积后的输

出, 采用文章中提到的不同的池化策略

cnn_output=Concat(poolingoutput1∼n );5.   //得到输入文本的局部特征

f orward=GRU(T );6.   //前向 GRU
backward=GRU(T );7.   //后向 GRU
bigru_output=Concat( f orward,backward);8.   //输入文本的全局特征

output=Concat(cnn_output,bigru_output);9. 
dropout=Dropout(output);10.   //为避免过拟合, Dropout设置为 0.5
dense=Dense(dropout );11.   //对输出的张量进行降维

out=Softmax(dense);12.   //得到意图识别的标签结果

13. END
 

3   实验与结果分析 

3.1   实验数据集

实验使用第 1 个数据集为 THUCNews_Title 数据

集, 该数据集抽取了 THUCNews 的标题集合, 共计

20万条, 文本长度大多数不超过 30字符合短文本的要

求. 数据集包含体育类、时政类、教育类、科技类等

总计 10个类别, 数据量分布平均.

实验选择的第 2个数据集是阿里天池实验室的医

疗搜索检索词意图分类数据集 (KUAKE-QIC) 来验证

模型性能. 在医疗搜索中, 对搜索问题的意图分类可以

极大提升搜索结果的相关性, 特别是医学知识具备极

强的专业性, 对问题意图进行识别也有助于融入医学

知识来做增强搜索结果的性能, KUAKE-QIC就是针对

这样的背景产生 .  该数据集共有病情诊断、病因分

析、治疗方案、就医建议、疾病描述等 11种分类, 训
练集数据 6  931 条, 验证集数据 1  955 条, 测试集数据

1 994 条. 经过统计, 有 6 684 条数据的长度小于 30 字,
约占总数据集的 96%, 符合实验数据集对短文本医疗

数据的期待. 

3.2   实验设置

AB-CNN-BGRU-att模型中改进版 TextCNN参数

设置如表 1所示.
 
 

表 1    改进版 TextCNN参数设置
 

参数 值

卷积核大小 2, 3, 4
词向量维度 384
激活函数 ReLU
学习率 1E–5
Dropout 0.5
Batch size 128

 

AB-CNN-BGRU-att 模型中 BiGRU-att 参数设置

如表 2所示.
 
 

表 2    BiGRU-att参数设置
 

参数 值

隐藏层大小 256
词向量维度 384
激活函数 ReLU
Dropout 0.2
Batch size 128

  

3.3   实验结果

通过对上述模型超参数的调节, 使用 THUCNews_
Title 对模型进行训练和验证, 模型的 loss 和 accuracy
均能很好的收敛.

验证结果如图 5所示, THUCNews_Title测试集数

据分布平均, 模型得到每一类别的结果并进行对比, 由
图 5可知, 模型对每一类的分类结果各评价指标均不低

于 90%, 其中科技类, 股票类, 社会类 3种分类下的文本

各项评价指标较低, 分析数据集可以得出原因, 科技类

的文本更加复杂不常见, 股票的文本以及社会文本和其

他标签下的文本相近容易混淆, 导致了分类准确性不高.
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图 5    模型验证结果

 

对于 KUAKE-QIC 数据集 ,  实验共训练 20 个

epochs, 模型的 loss和 accuracy均能很好地收敛. 测试

集准确率达到 86.02%, 在 CBLUE3.0 排行榜中, 可以

排到前三. 

3.4   对比实验

为了验证本文模型选取的 BiGRU-at t 层相比

BiLSTM-att层效果更好, 本研究设置对照实验, 分别使

用两层网络加入本文模型, 在网络隐藏层个数, Dropout
大小, epoch 个数等其他参数保持一致的基础上, 对每

个 epoch 消耗的平均时间、训练总时间、最后的准确

度和 F1值进行对比, 两个网络每个 epoch消耗的时间

对比如图 6所示, 两个网络总体对比如表 3所示.
  

2 450

2 400

2 350

2 300

2 250

时
间

 (
s)

0 5 10 15 20

训练轮次 (轮)

BiGRU-att
BiLSTM-att

 
图 6    网络用时对比

  

表 3    BiGRU-att和 BiLSTM-att对比
 

网络层 平均时长 (s) 总时长 (s) Acc (%) F1 (%)
BiGRU-att 2 288.9 45 779 90.83 90.64
BiLSTM-att 2 423.6 48 472 90.45 90.41

 

在训练模型所需时间上, 使用 BiGRU-att 层明显

优于使用 BiLSTM-att层, 模型分别使用两个网络层得

到最后的准确度和 F1值也相近. 在考虑到训练代价和

训练结果之后, 本文选取了 BiGRU-att 层作为提取全

局特征的网络层.
同时, 为验证本文模型与其他模型在同等条件下

的优越性, 本文设置对比实验进行对比, 对比实验模型

信息如下.
1) SAttBiGRU: 先使用 BiGRU网络得到全局特征,

再使用 Self-Attention对上游输出的特征进行加权达到

增强文本特征的目的, 最后得到更加丰富的特征信息

后进行分类.

Softmax

2) Self-Attention-CNN: 在基础的 TextCNN 上结

合 Self-Attention, 对 TextCNN的嵌入层得到的向量使

用 Self-Attention 进行加权, 让卷积层得到的文本信息

更加紧密, 使用 Max-pooling 进行池化, 再通过全连接

层经过 输出分类结果.

Softmax

3) BiGRU-MCNN: 分别使用 BiGRU 模型提取全

局特征, 多通道 CNN 模型提取细致局部特征, 将两类

特征融合, 再通过全连接层经过 输出分类结果.

Softmax

4) MC-AttCNN-AttBiGRU: 首先采用注意力机制

分别对多通道 CNN 和 BiGRU 进行加权, 再将得到的

文本特征向量进行拼接后通过全连接层经过

进行分类.
对比实验结果如表 4所示, 使用准确率 (Acc)、精

度 (Pre)、召回率 (Recall)和 F1值作为评价指标. 结果

表明, AB-CNN-BGRU-att模型在各项性能上相较于其

他模型均有一定优势. 对比现流行模型在使用相同数

据集 THUCNews_Title 的实验中, 本文模型的各项指

标相对其他模型的最优仍有 1–2 个百分点的提升, 对
比实验的数据证明了本文提出的 AB-CNN-BGRU-att
模型具有一定优越性.
  

表 4    实验结果对比 (%)
 

模型 Acc Pre Recall F1
SAttBiGRU 96.16 96.20 96.16 96.17

Self-Attention-CNN 94.85 94.89 94.85 94.85
BiGRU-MCNN 95.43 95.45 95.43 95.43

MC-AttCNN-AttBiGRU 95.93 95.98 95.93 95.93
AB-CNN-BGRU-att 96.68 96.68 96.67 96.67

  

3.5   消融实验

为了验证本文提出模型针对短文本分类的有效性,
对模型设置了消融实验, 分解了各个局部网络, 分别设

置了 TextCNN、改进的 TextCNN、BiGRU-att、AB-
CNN-BGRU-att, 消融实验的词嵌入层均为 ALBERT.
消融实验结果如表 5所示.

由表 5可以看出, 基础的 TextCNN模型在分类结
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果上效果并不理想, 各项指标均没有达到 90%, 原因可

能在于基础的 TextCNN 对于短文本的处理效果不佳,
改进的 TextCNN模型各项指标有了明显的提高, 实验

数据证明, 使用不同大小卷积核和不同池化策略相结

合, 可以得到更加丰富的局部特征, 从而提高模型性能.
BiGRU-att 模型的效果略逊于改进的 TextCNN 模型,
但实验也得到了较为理想的结果, 证明了全局特征在

意图识别任务中也同样重要. AB-CNN-BGRU-att模型

结合了局部特征和全局特征, 实验结果比改进的 Text-
CNN和 BiGRU-att都有近两个百分点的提升.
  

表 5    消融实验结果 (%)
 

模型 Acc Pre Recall F1
TextCNN 89.96 89.90 89.96 89.90

改进的TextCNN 94.85 94.89 94.85 94.85
BiGRU-att 94.00 94.17 94.00 94.90

AB-CNN-BGRU-att 96.68 96.68 96.67 96.67
  

4   结论与展望

Softmax

本文结合ALBERT、BiGRU-att以及改进的 TextCNN
模型, 提出一种结合 CNN和 BiGRU-att的双通道短文

本意图识别模型. 该模型将 ALBERT 得到的向量分别

送入 BiGRU-att网络模型和 TextCNN模型, 在 BiGRU-
att 网络模型得到全局特征, 在采用了多种池化策略混

合池化方式的 TextCNN得到局部特征, 将两种特征融

合后经过全连接层输入 得到分类结果. 通过实

验, 在公开的数据集上, 与以上 4种模型在相同数据集

的实验结果对比, 最后的对比实验数据证明了本文提

出的模型, 比现流行的模型具有优越性, 在各项评价指

标的最优值上仍有一定的提升, 实验数据证明本文提

出的模型能够得到更准确的意图识别结果.
虽然本文的模型可以有效地识别出短文本的意图,

但是算法模型仍然离不开大量已标注的数据集作为基

础, 未来的工作希望可以使用半监督甚至无监督的模

式来训练模型, 做到在减少人工标注工作量的同时, 提
高模型性能.
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