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摘　要: 无人机巡检成为输电线路巡检的重要方式. 然而, 目前的无人机巡检, 由于受到前端设备性能的影响, 大多

基于后期的图像处理, 无法达到实时检测的要求. 针对无人机巡检中输电线路施工车辆的安全隐患, 提出了一个基

于 Android平台, 使用神经网络实时检测施工车辆的方法. 通过收集无人机获取的输电线路施工车辆的数据, 使用

数据增广的方法, 并将构建的 SSD-MobileNet算法模型集成到 Android平台, 实现施工车辆的实时目标检测.
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Abstract: Unmanned Aerial Vehicle (UAV) inspection has become an important way of transmission line inspection.
However, most UAV inspections are based on post-processing and cannot achieve real-time detection, which is mainly
limited by the performance of the front-end equipment. A real-time detection method is proposed to detect construction
vehicles under the transmission lines by UAV based on Android using neural network. Real-time object detection of the
construction vehicle is realized by collecting the data of construction vehicles obtained by UAV, using data enhancement
methods, and integrating SSD-MobileNet algorithm model into the Android platform.
Key words: UAV inspection; construction vehicle detection; Android platform; data enhancement; SSD-MobileNet

 

现代社会对电力的日益依赖增加了有效监测和维

护电力线的重要性. 电力部门通常会定期或不定期的

对输电线路进行安全巡检, 以便及时发现输电线路中

存在的缺陷, 并及时排除安全隐患. 其中输电线路周围

的施工车辆是一个重要的安全隐患. 因为施工车辆可

能会破坏输电线路, 严重威胁电网的完全运行以及施工

人员的人身安全, 从而带来极大的经济损失或人员伤亡.

随着无人机技术的成熟发展和生产成本的降低,

越来越多的电力公司开始开展无人机输电线路巡

检[1,2]. 采用无人机线路巡检对环境适应性强, 巡线速度

快, 应急反应迅速, 能够降低劳动强度的同时大大降低

成本, 并且能够使许多工作在完全带电的环境下迅速

完成, 确保用电安全. 但是由于输电线路周围施工车辆

出现频率相对较低、资料较难收集等因素, 利用无人

机对施工车辆检测的研究较少. 再加上无人机在获取

目标的过程中, 通常距离目标较远, 导致施工车辆的目
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标较小, 且角度和距离不固定, 同时一些复杂的背景信

息例如河流、房屋等可能会被拍入, 因此增加了对施

工车辆的检测难度.
对于施工车辆识别的研究, 文献[3]采用 Hough 变

换直线检测的方法提取包含施工车辆的区域. 文献[4]
通过对视频进行背景建模和运动检测, 检测目标物体.
文献[5]采用背景差分的方法获取目标的位置. 然而, 这
些方法都是通过静止的固定相机采集图像或者视频,
其视角比较固定, 获取的施工车辆的大小、角度、背

景等都较为确定, 其应用受到一定的限制. 文献[6]针对

无人机收集的图像, 根据施工车辆的颜色、直线特征

缩小图像识别的区域范围, 然后结合方向梯度直方图

特征与支持向量机检测施工车辆. 然而, 该方法涉及的

特征层次较浅, 并且无法满足实时检测的需求.
本文针对无人机获取的输电线路施工车辆, 提出

了一个基于 Android 平台的施工车辆目标检测系统.
首先针对无人机获取的数据采用数据增广的方法, 增
加样本的多样性和数量, 然后使用压缩和量化的 SSD_
MobileNet模型完成对施工车辆的训练, 接下来将训练

好的模型集成到 Android平台, 最终实现在 Andorid端
对施工车辆的实时检测功能.

1   施工车辆目标检测

基于 Android平台的施工车辆目标检测框架如图 1
所示. 施工车辆目标检测分为服务器端和 Android 端,
其中服务端完成对施工车辆数据的训练, 其过程分为

数据增广、模型量化训练、模型保存和模型转换 .
Android端集成服务器端训练的模型, 完成对目标施工

车辆的实时检测.
 

数据增广

模型保存 模型转换 模型加载 检测结果

服务器端 Android 端
获取识
别目标

模型量
化训练

 
图 1    目标检测框架

 

1.1   数据增广

无人机获取的输电线路施工车辆的样本数量比较

有限, 通常采用数据增广的方法, 增加施工车辆的数据

量, 同时也可以降低模型对某种属性的依赖, 提高模型

的泛化能力[7]. 常用的数据增广的方法有平移、缩放、

水平变换等, 然而这些方法使得图像的变化通常比较

小. 无人机在线路巡检过程中, 处于不同的环境下, 所
获取的施工车辆图像的背景差异很大, 并受到不同噪

声的干扰, 这为施工车辆的检测带来了很大的困难. 本
文通过赋予两张图像不同的权重, 使不同的样本相互

叠加, 产生更多的样本. 而新的数据的背景更加复杂,
并且图像的噪声也随之增加, 多样性更加丰富. 叠加方

法如式 (1)所示.
imgnew = α · img1+β · img2 (1)

imgnew img1 img2

α β

其中,  为叠加后的图像;  和 分别为数据

集中的两张图像;  和 为两张图像的权重参数.
1.2   目标检测神经网络结构

本文使用的目标检测神经网络结构为 SSD-
MobileNet, 其结构如图 2 所示. 模型的特征提取网络

部分使用 MobileNet[8]网络结构, 在原来网络的基础上

去掉最后的全局平均池化、全连接层和 Softmax 层;
然后使用 SSD[9]算法模型结构, 对MobileNet提取的特

征层从 6 个不同尺度进行深层次的特征提取 ,  并从

6个不同尺度信息中检测目标的位置, 这样可以更好的

预测目标的位置及分类 ,  最后使用非极大值抑制法

(Non-Maximum Supperssion, NMS)对重复的结果进行

过滤, 得到最终的检测结果.
1.2.1    MobileNet模型结构

MobileNet[8]采用可分离卷积 (depthwise separable)
为其主要组成结构. 可分离卷积由 3×3深度卷积 (depth-
wise convolution)和 1×1追点卷积 (Pointwise convolu-
tion)组成. 相比传统的 3×3卷积, 可分离卷积能够在性

能不变的前提下, 参数量和计算量都相对降低.
1.2.2    SSD模型结构

SSD[9]是端到端的直接预测目标的类型和位置的

单阶段目标检测网络, 没有使用全连接层, 因此模型参

数有所减少. 它集合 Faster-RCNN算法的 anchors机制

以及 YOLO 算法的回归思想, 使得算法可以提取不同

纵横比图像的特征, 并降低训练的参数量, 从而保证准

确率的同时, 提高算法的实时性.
1.2.3    模型压缩

为了提高模型识别速率, 达到目标实时性检测的

要求, 需要对模型进行适当的压缩, 减少神经网络的参

数. 本文通过设置压缩比, 较少特征提取网络每一层的

特征数量, 从而较小网路的参数和计算量.
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检测

标准卷积深度分离卷积

1×1×3× (1+4)Conv0

150×150×32

Conv2/3

75×75×64
Conv6/7/8/9/10/11

19×19×512

1×1×6× (1+4)

1×1×6× (1+4)

1×1×6× (1+4)

1×1×6× (1+4)

Conv14_2

5×5×512

Conv15_2

3×3×256

Conv16_2

2×2×256

Conv17_2

1×1×128

Conv17_1

2×2×64

Conv16_1

3×3×128
Conv15_1

5×5×128

Conv14_1

10×10×256

Conv12/13

10×10×1024

非极大
值抑制

Conv4/5

38×38×256

Conv1

150×150×64输入
300×300×3 

图 2    SSD-MobileNet模型结构
 

1.2.4    模型量化

本文采用训练时量化方法, 其相比于训练后量化,
能够得到更高的精度[10]. 在训练时, 利用 Tensorflow[11]

的量化库, 在训练和预测时通过在模型图中自动插入

模拟量化操作来实现. 并采用逐通道量化方法, 将模型

的权重和激活输出做 8 bit 量化, 这样不仅可以将模型

的尺寸降低 4倍, 而精度损失很小.
1.3   网络训练及参数设置

服务器端采用英伟达的 TITAN XP显卡, 使用 Tensor-
flow[11]神经网络框架, 图像输入大小为 500×500, 网络

训练采用 Xavier初始化权重, 一次迭代 20张 (batchsize)
图片, 共 100 000 次迭代 (steps), 网络采用随机梯度下

降法 (SGD)优化神经网络, 初始化学习率 (base learning
rate)设置为 0.002, 学习率下降方式采用 warm up[12].
1.4   Android 平台的设计

Android 平台通过调用 tensorflow lite 接口, 加载

服务器端训练好的 SSD_MobileNet 模型. 当无人机在

飞行过程中, 将获取的图像信息传输给 Android 端设

备. 图像通过 SSD_MobileNet 模型计算出所对应的目

标的位置. Android 端实时显示无人机获取的目标图

像, 并显示施工车辆目标检测的位置.

2   实验结果与分析

2.1   施工车辆数据采集

为了获得丰富的无人机视角下的施工车辆数据,
使用无人机采集了树木、红土地、房屋等不同背景下

输电线路周围的包含吊车、挖掘机等多种施工车辆.
从巡检的视频中, 共采集了 157 张输电线路周围的施

工车辆图像, 每张图像包含的施工车辆数目不一定. 本
文采用随机划分方法划分训练集和测试集, 其中训练

集包含 105 张图像, 测试集包含张 52 张图像. 使用

LabelImage 工具箱, 用矩形标注框对数据进行手工标

记, 然后保存为 XML文件数据, 并与图片一一对应.
2.2   数据增广效果

α β

两个不同背景下的施工车辆按照式 (1) 叠加后生

成的图像如图 3 所示, 其中将 和 的值分别设置为

0.8和 0.2. 从图 3中可以看出, 通过叠加后的图像的背

景比原始图像中的背景更加复杂, 图像相比变得模糊,
图像中的噪声也有所增加. 图 4 所示为原始图像叠加

不同的背景生产的图像, 通过对比可以看出, 不同的图

像叠加后产生的新图像之间的噪声是不同的, 图像的

多样性增加了.
 

α=0.8

β=0.2

 
图 3    数据增广

 

本文将图像的模型的压缩比设置为 0.3, 使用相同

的网络和参数分别训练原始数据和增广后的数据, 其
结果如表 1所示. 通过对比可以看到, 通过数据增广后

训练的模型, 在相同的测试集上测试的精确率和召回

率都有所提升, 从而验证了本文提出来的数据增广方

法对于施工车辆的检测是有效的.

2020 年 第 29 卷 第 2 期 http://www.c-s-a.org.cn 计 算 机 系 统 应 用

Research and Development 研究开发 259

http://www.c-s-a.org.cn


(a) 原始图像 (b) 增广后的图像 1

(c) 增广后的图像 2 (d) 增广后的图像 3 
图 4    不同背景的图像增广效果图

 
 

表 1     原始数据和数据增广后的数据效果对比 (%)
 

数据类型 精确率 召回率

原始数据 65.1 35.1
数据增广 67.2 38.5

 
 

2.3   不同压缩比模型对结果的影响

将 SSD-MobileNet 网络的压缩值设置为 0.7、0.5
和 0.3, 分别进行 10 万次迭代, 然后在不同 Android 设

备上测试帧率, 结果如表 2 所示. 从表中可以看出, 不
同 Android 设备处理图像的时间有所不同, 这与设备

的性能有关, 在骁龙 845 设备上运行的速度要更快一

些, 在骁龙 710设备上运行的速度相比较慢一些. 当压

缩比为 0.5和 0.3时, 能够达到帧率 10 帧/s以上, 基本

上能够满足目标实时检测的需求.
 

表 2     不同 Android设备下的施工车辆识别帧率 (帧/s)
 

Android设备 压缩比 0.7 压缩比 0.5 压缩比 0.3
麒麟 950 6.9 10.9 14.2
麒麟 960 6.7 10 12
骁龙 710 4.6 6.5 8
骁龙 845 7.7 11.5 15.4

 
 

本文测试了不同压缩比对识别施工车辆召回率和

精准率的影响, 结果如表 3 所示. 当压缩比为 0.7 时精

确度最高, 当压缩比为 0.3时, 召回率的最高. 当压缩比

越大, 网络每一层的特征层数越多, 学习特征的能力越

强 ,  考虑到在 Android 端速度的影响 ,  当压缩比为

0.7时, 不能够满足实时性的要求. 当压缩比为 0.5时的

效果比压缩比 0.3的效果要差一些, 可能的原因是数据

量比较小, 较大的模型无法很好的学习目标的特征. 通
过对比不同的压缩比的速度、精确率和召回率. 最终

选择当压缩比为 0.3时的网络模型.

表 3     不同压缩比下的精确率和召回率的对比 (%)
 

压缩比 精确度 召回率

0.7 76.8 36.8
0.5 66.7 35.9
0.3 67.2 38.5

 
 

2.4   施工车辆目标检测结果分析

如图 5所示为无人机获取的图像检测出的施工车

辆, 使用 SSD-MobileNet网络模型, 从无人机的视角能

够正确检测出一些目标较大的、与背景有差异的施工

车辆的位置. 如图 6 所示矩形框为无法正确检测出施

工车辆的位置, 图 6(a) 中的施工车辆距离无人机较

远, 施工车辆在图像中很小, 当图像压缩至分辨率 500×
500 时, 施工车辆在图像中占的像素更小, 导致神经网

络无法有效提取目标的特征, 使得无法检测出施工车

辆的位置. 如图 6(b)所示, 施工车辆的颜色与背景非常

的相似, 再加上目标很小, 使得神经网络将施工车辆误

判为背景, 同样导致施工车辆的漏检.
 

 
图 5    施工车辆检测结果

 

(a) 小目标漏检图

(b) 目标与背景相似漏检图 
图 6    施工车辆漏检图

计 算 机 系 统 应 用 http://www.c-s-a.org.cn 2020 年 第 29 卷 第 2 期

260 研究开发 Research and Development

http://www.c-s-a.org.cn


3   结论与展望

本文提出了一个基于 Android 平台的实时检测输

电线路施工车辆的方法. 使用 SSD-MobileNet 网络模

型, 通过数据增广处理, 提高了施工车辆检测的性能,并
将模型集成到 Android 设备, 实现对施工车辆的实时

检测. 通过对比实验, 最终确定 SSD-MobileNet模型的

压缩比为 0.3时, 在 Android设备端能够达到实时检测

施工车辆的要求. 但目前仍存在车辆漏检问题, 对于一

些与背景非常相似和小目标的施工车辆的检测效果较

差, 在以后的工作中, 需要通过优化 SSD-MobileNet神
经网络, 提高对小目标施工车辆的检测效果.
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