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摘　要: 化工事故新闻数据包含新闻内容, 标题以及新闻来源等方面信息, 新闻内容的文本对上下文具有较强的依

赖性. 为了更准确地提取文本特征并提高化工事故分类的准确性, 该文提出了一种基于 Attention 机制的双向

LSTM (BLSTM-Attention)神经网络模型对化工新闻文本进行特征提取并实现文本分类. BLSTM-Attention神经网

络模型能够结合文本上下文语义信息, 通过正向和反向的角度来提取事故新闻的文本特征; 考虑到事故新闻中不同

词对文本的贡献不大相同, 加入 Attention 机制对不同词和句子分配不同权重. 最后, 将该文提出的分类方法与

Naive-Bayes、CNN、RNN、BLSTM分类方法在相同的化工事故新闻数据集上进行实验对比. 实验结果表明: 该文

提出的神经网络模型 BLSTM-Attention神在化工数据集上的效果更优于其他分类方法模型.
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Chemical Accident Classification Based on BLSTM-Attention Neural Network Model
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Abstract: Chemical accident news data contains information such as news content, titles, and news sources. The text of
news content is highly dependent on the context. In order to extract text features more accurately and improve the
accuracy of chemical accident classification, this study proposes a Bidirectional LSTM (BLSTM-Attention) neural
network model based on Attention mechanism to extract features of chemical news texts and realize text classification.
The BLSTM-Attention neural network model can combine text context semantic information to extract text features of
accident news through forward and reverse angles. Considering that different words have different contributions to the
text in the accident news, the Attention mechanism is added to assign different weights to different words and sentences.
Finally, the proposed classification method is compared with Naive-Bayes, CNN, RNN, BLSTM classification method on
the same chemical accident news data set. Experimental results show that the BLSTM-Attention neural network model
proposed in this study is better than other classification models in chemical data set.
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随着化工领域的迅速发展, 由于化工生产品中易

燃易爆、有腐蚀性、有毒的物质比较多, 化工事故也

在频频发生[1]. 因此, 有必要对发生的化工事故进行分

析, 知道是哪些行为、哪些物品或者哪些事件造成了

化工事故的发生. 这对化工事故的监管, 预警以及处理

等方面有着重要意义.
文本自动分类是信息处理的重要研究方向[2]. 目前

分类方法有很多, 常用的有朴素贝叶斯 Naive-Bayes、
卷积神经网络 CNN、循环神经网络 RNN等分类方法.

罗慧钦针对朴素贝叶斯模型属性间条件独立假设

不完全符合实际的问题, 提出只考虑属性间的依赖关

系的基于隐朴素贝叶斯模型的商品情感分类方法[3]. 但
朴素贝叶斯模型无法根据文本上下文的语义信息做出

有效的特征提取.
CNN 在很多自然语言处理任务中得到较好的结

果. Kim Y等人用 CNN完成文本分类任务, 具有很少的

超参数调整和静态向量, 在多个基准测试中获得较好

的结果[4]. Zhang X等人使用字符级卷积网络 (ConvNets)
进行文本分类, 并取得了较好的结果[5]. 但由于 CNN
模型需要固定卷积核窗口的大小, 导致其无法建立更

长的序列信息[6].
Auli等人提出了基于循环神经网络的联合语言和

翻译模型[7]. 邵良杉等人基于 LSTM改进的 RNN 模型

实现互联网中在线评论文本的情感倾向分类任务 .
RNN 能够解决人工神经网络无法解决的文本序列前

后关联问题, 但无法解决长时依赖问题[8], 并且存在梯

度消失问题, 对上下文的处理受到限制[9].
长短期记忆网络 (Long Short-Term Memory, LSTM)[10]

是一种时间递归神经网络 [ 3 ] ,  也是一种特定形式的

RNN (Recurrent Neural Network, 循环神经网络). 可以

解决 RNN无法处理的长距离依赖问题, 但容易造成前

面的信息缺失以及不同时刻信息的重要度得不到体现[11].
万胜贤等人提出局部双向 LSTM 模型, 对高效的提取

一些局部文本特征有重要意义[12]. LSTM和双向 LSTM
是典型的序列模型, 能够学习词语之间的依赖信息但

不能区分不同词语对文本分类任务的贡献程度[13], 有
效的表达文本语义特征[14].

Attention机制[15] 的一大优点就是方便分析每个输

入对结果的影响, 可以自动关注对分类具有决定性影

响的词, 捕获句子中最重要的语义信息, 而无需使用额

外的知识和 NLP 系统[16]. 另外, Attention 机制[15] 在关

系抽取任务上也有相关的应用[17].
针对以上分析, 本文提出一种基于 Attention 机制

的 BLSTM (BLSTM-Attention) 神经网络模型对化工

新闻文本进行特征提取, 实现事故文本分类. 模型的

BLSTM 层实现对文本上下文语义信息的高级特征提

取; 在 BLSTM 层后引用 Attention 机制实现对不同词

和句子分配不同权重, 合并成更高级的特征向量.
化工事故新闻数据包含新闻内容, 标题信息以及

新闻来源等多个方面的信息, 其中, 新闻内容的文本对

上下文具有较强的依赖性. 另外, 事故新闻数据集有其

独有的一些特征, 有些分类算法在化工领域数据集上

并不完全适用. 本文选取清洗完成的化工事故新闻标

题、内容作为分类的依据, 新闻来源作为新闻的可靠

性分析依据. 将本文的模型分类方法与 Naive-Bayes、
CNN、RNN、BLSTM 方法在相同的化工事故新闻数

据集上进行实验对比 .  实验结果表明 ,  本文提出的

BLSTM-Attention 神经网络模型在化工事故新闻数据

集上的效果要更优于其他方法模型.

1   BLSTM-Attention神经网络模型

本文将 Attention 机制与双向 LSTM 神经网络相

结合, 构成 BLSTM-Attention模型, 该模型由 4个部分

组成: (1)输入层: 输入训练好的词向量; (2) BLSTM层:
根据输入层的信息获取高级特征; (3) Attention 层: 产
生权重向量, 并通过乘以权重向量, 将每个时间步长的

词级特征合并为句子级特征向量; (4) 输出层: 根据从

Attention层获得的输出信息完成分类任务并输出结果.
模型结构如图 1所示.
 

Attention

输出层

输入层

……

……

……

Softmax

h1

h1

h1

e1

x1 x2 x3

e2 e3

h2

h2

h2

h3

h3

h3

ht

ht

ht

et

xt

Attention 层

BLSTM 层

 
图 1    BLSTM-Attention神经网络模型
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1.1   输入层

d =

{S 1,S 2, · · · ,S t} S i =

{w1,w2, · · · ,wt}
xt

w ∈ ℜd

给定一个由 t 个句子组成的训练文本 d ,  即
, 每个句子 S 又由 n 个词语组成, 则
. 本文利用 Word2Vec 对数据进行向量

化, 得到向量化表示的词语 作为 BLSTM 层的输入,

称为词向量 , 通过输入层实现文本向量化.
1.2   BLSTM 层

LSTM 网络信息的更新和保留是由输入门、遗忘

门、输出门和一个 cell 单元来实现的. 长短时记忆网

络的基本思想是在原始的 RNN 隐藏层只有一个对短

期输入非常敏感的状态, 即隐藏层 h 基础上再增加一

个状态单元 c (cell state)来保存长期状态.

xt ct

输入门 (input gate) 决定了当前时刻网络的输入

有多少保存到单元状态 , 可以避免当前无关紧要的

内容进入记忆. 表示为:
it = σ (Wxixt +Whiht−1+Wcict−1+bi) (1)

Wxi Whi Wci it

xt ht−1

ct−1 bi

其中 ,   ,   ,   表示输入门 所对应的权重矩阵 ;
表示输入的词向量;  表示 LSTM层上一时刻的输

出结果;  表示上一时刻的状态;  表示一个常数向量.

ct−1 ct

遗忘门 (forget gate) 决定了上一时刻的单元状态

有多少保留到当前时刻 , 可以保存很久很久之前

的信息. 表示为:

ft = σ
(
Wx f xt +Wh f ht−1+Wc f ct−1+b f

)
(2)

Wx f Wh f Wc f ft

b f

其中,  ,  ,  表示遗忘门 所对应的权重矩阵;
表示一个常数向量.

ct

ht

输出门 (output gate) 控制单元状态 有多少输出

到 LSTM 的当前输出值 , 可以控制长期记忆对当前

输出的影响. 表示为:
ot = σ (Wxoxt +Whoht−1+Wcoct−1+bo) (3)

Wxo Who Wco ot

bo

其中,  ,  ,  表示遗忘门 所对应的权重矩阵;
表示一个常数向量.

ct当前时刻状态单元的状态值由 来表示:
ct = σ (itcm+ ftct−1) (4)

cm其中,  表示候选状态单元值, 公式表示为:
cm = tanh(Wxcxt +Whcht−1+Wccct−1+bc) (5)

Wxc Whc Wcc cm其中,  ,  ,  表示选状态单元值 所对应的权重

矩阵.
ht = ot tanh(ct) (6)

本文采用的 BLSTM神经网络包含了两个隐藏层,

这两个隐藏层之间的链接是以相反的时间顺序流动的,
所以它是分别按前向与后向传递的. 自前向后循环神

经网络层的公式表示为:
−→
ht =
−−−−−→
LS T M

(
wi,
−−→
ht−1

)
(7)

自后向前循环神经网络层的公式表示为:

←−
ht =
←−−−−−
LS T M

(
wi,
←−−
ht−1

)
(8)

BLSTM层叠加后输入隐藏层公式表示为:

yt =W−→
hy

−→
ht +W←−

hy

←−
ht +by (9)

1.3   Attention 层

yt

uit

uw uit

αit sit

考虑到不同词对文本的贡献不大相同, 本文采用

能够通过分配不同的注意力来获得较高的权重的

Attention 机制来对重要词语和句子进行特征提取 .
Attention 机制结合 BLSTM 模型将利用每个时刻下状

态和最终状态, 计算得到每个时刻状态的注意力概率

分配, 以此来对最终状态进行更进一步的优化, 得到最

终的文本特征, 并将 Attention 机制接入全连接进行分

类. 首先对 BLSTM层的输出信息 通过非线性变换得

到隐含表示 ; 然后, 经过随机初始化注意力机制矩阵

与 进行点乘运算得到 Attention层的词级别权重系

数 , 并最终得到句子特征向量 , 表示为:

uit = tanh(Wwhit +bw) (10)

αit =
exp
(
uT

ituw
)∑

t
exp
(
uT

ituw
) (11)

sit =
∑

t
αithit (12)

Ww bw其中,  为权重矩阵,  为偏置量.
同样, 采用与词级别相同的方式对文章贡献不同

的句子赋予不同的权重参数, 通过句子级的 Attention
机制得到文章的特征向量. 具体表示为:

ut = tanh(Wwht +bw) (13)

αt =
exp
(
uT

t uw
)∑

t
exp
(
uT

t uw
) (14)

vt =
∑

t
αtht (15)

1.4   输出层

本文采用计算简单, 效果显著的 Softmax 分类器
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vt对经过 Attention机制得到的文章特征向量 进行归一

化得到预测分类. 表示为:

y = Softmax (Wvvt +bv) (16)

另外, 本文采用正则化的方法来提高模型的泛化

能力, 防止出现过拟合的情况. 目标函数用带有 L2 正

则化的类别标签 y 的负对数似然函数, 表示为:

J (θ) = − 1
m

∑m

i=1

(
ti log(yi)

)
+λ∥θ∥2F (17)

ti
yi ∈ ℜm

其中,  是独热编码 (one-hot represented)表示的基础值;
是每个类的估计概率, m 是类别的个数; λ 是 L2

正则化超参数.

2   实验

2.1   实验数据

本文采用 Python 程序爬取各大网站得到的 4 万

多条事故新闻作为语料库. 语料库中包括事故标题、

事故内容以及新闻来源等信息, 本文选取事故标题、

事故内容作为事故类型分类的依据. 由于网站信息杂

乱, 新闻的重复报道以及与化工事故相关性不大等原

因使得评论中存在较多的噪声数据, 为保证实验质量

对数据进行了清洗. 通过相似度计算, 打标签等方法对

数据进行预处理, 清洗去掉重复以及非化工事故新闻

3 万 4 千多条噪声数据, 选取 10 314 条数据进行实验.
数据统计如图 2所示.
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图 2    数据统计

 

图 2 横坐标表示事故类别, 纵坐标表示每一类别

的个数. 化工事故的类别基本分为 5 大类: 爆炸, 火灾,
泄露, 中毒以及其他. 根据化工领域常举行化工事故演

练来加强官兵快速反应能力和实战能力, 新增了演练

这一类别, 能够训练模型将事故与演练区分开, 防止因

为事故演练而做出错误事故的分析. 这样大大提升了

我们对事故分析的准确性和有效性, 同时也提高了分

类的准确性. 表 1对数据做了进一步说明.

表 1     数据说明
 

数据 相关说明

新闻类别 爆炸, 火灾, 泄露, 中毒、其他事故、演练

分类依据 新闻内容、新闻标题

新闻来源类别及得分

省级以上 5
省级 3
地市级 2
其他级别 0

 
 

本文将新闻标题以及新闻内容作为模型的输入,
考虑到标题所包含的信息量比较少, 将获得的分类结

果按照 2:8 的比重进行计算作为分类的最终结果. 另
外, 由于新闻来源杂乱繁多, 通过打标签的方式将其分

为 4类: 省级以上、省级、地市级以及其他类别, 并对

其进行打分. 新闻来源的可靠性通过其得分来判断, 化
工事故新闻数据文本的得分情况如图 3所示.
 

新
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图 3    新闻数据得分

 

图 3 的横坐标表示新闻的得分, 纵坐标表示获得

相应分数的新闻个数. 从图 3看出, 新闻得分为 0的新

闻数并不是很多, 大多数的新闻都有可靠的来源, 具有

较强的可靠性.
2.2   参数设置

本文采用 Adam 优化方法, 其学习率设为 0.001;
经过多次实验后选取结果最优参数设置: 迭代次数设

为 20; 词嵌入维度设为 200; 神经元个数为 [256, 128].
为了防止过拟合现象, 目标函数加入 L2 正则化项, 正
则化的因子取值设为 10–5; 另外, 还加入 dropout 策略,
并把它应用在输入层和 BLSTM 层, 经过多轮试验, 当
dropout rate 为 0.5 的时候, 模型能够达到比较好的性

能. 根据实验过程中的最佳实验效果选取各个模型的

参数, 具体参数设置如表 2所示.
本文采用 j i eba 分词工具对数据做分词处理 ,

Word2Vec训练数据产生所需要的词向量. 网络模型设

置好之后, 不需要借助 GPU在自己的电脑上就能够实
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现, 实现成本低, 运算复杂度并不高. 另外, 本文采用准

确率和 F1值来评估模型效果.
 

表 2     模型参数设置
 

参数 Naive-BayesCNNRNN BLSTM BLSTM-Attention
迭代次数 10 10 20 20
学习率 le–3 le–3 0.001 0.001

词嵌入维度 64 64 200 200
神经元个数 128 128 [256, 128] [256, 128]

dropout保留比例 0.5 0.5 0.5 0.5
去除高频词个数 20
测试集占比(%) 20 20 20 20 20

序列长度 600 600 150 150
 
 

2.3   实验结果

图 4、图 5分别表示 BLSTM和 BLSTM-Attention

神经网络模型在模型训练时损失值随迭代次数的变

化图.
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1 129 257 385 513 641 769 897 1025 1153 
图 4    BLSTM模型训练损失变化图 (10 314)
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图 5    BLSTM-Attention模型训练损失变化图 (10 314)

 

从图 4和图 5中可以看出函数损失值是逐渐下降

的, 并且最终趋于稳定收敛状态. BLSTM-Attention 模

型与 BLSTM 模型相比, 起始的损失值相差不大, 但收

敛速度明显增加, 也更加稳定, 并且最终收敛的损失值

较小.

为了验证 BLSTM-Attention神经网络模型的有效

性, 与 Naive-Bayes、CNN、RNN以及 BLSTM方法模

型在相同的数据集上做对比实验, 实验结果如表 3所示.

表 3     不同分类模型的平均分类结果比较
 

模型(Model) 准确率(Precision) F1 (F_score)
Naive-Bayes 0.8403 0.8392

CNN 0.8810 0.8792
RNN 0.7783 0.7752

BLSTM 0.9023 0.9032
BLSTM-Attention 0.9303 0.9212

 
 

2.4   实验分析

从表 3 的各个模型的对比实验结果能够看出 ,

在相同的数据集上, 除了 RNN 的实验效果较差, 以

Word2Vec 训练的词向量作为文本特征的其他分类实

验结果的效果都不错. 能够说明 Word2Vec 训练的词

向量可以很好地描述文本特征.

BLSTM 神经网络模型相较于其他分类模型的分

类效果更好, 这也说明 BLSTM 模型在学习词语之间

的依赖信息和反映文本上下文语义信息上有着重要

作用.
BLSTM-Attention模型与 BLSTM模型相比, 实验

结果表明 Attention机制对不同词语和句子所分配的权

重对文本的特征提取有一定的意义, 提升了文本分类

的准确度.

3   结束语

为了解决化工新闻文本的语义特征提取及对上下

文的依赖问题, 本文提出一种应用于化工事故领域的

基于双向 LSTM-Attent ion 机制的神经网络模型 .

BLSTM-Attention 模型能够实现对词语之间以及句子

之间的特征学习和提取, 并且通过 Attention 机制对不

同的词语和句子分配不同的权重.

本文采用 Word2Vec 对清洗好的数据训练得到词

向量; 将 BLSTM-Attention 神经网络模型与 Naive-

Bayes、CNN、RNN以及不加 Attention机制的 BLSTM

方法模型在相同的化工数据集上做对比实验. 实验结

果表明, Word2Vec训练的词向量可以很好地描述文本

特征. 另外, 相较于 Naive-Bayes、CNN、RNN以及不

加 Attent ion 机制的 BLSTM 方法模型 ,  BLSTM-

Attention模型能够实现对词语之间以及句子之间的特

征学习和提取, 并且通过 Attention 机制对不同的词语

和句子给予不同的关注度, 对提高分类性能有一定作

用. 本文提出的 BLSTM-Attention 模型能够更有效地

提取出文本特征, 对于文本分类效果有一定的提升.
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