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摘　要: 近年来, 随着科学技术的高速发展, 深度学习的蓬勃兴起, 实现图像超分辨率重建成为计算机视觉领域一大

热门研究课题. 然而网络深度增加容易引起训练困难, 并且网络无法获取准确的高频信息, 导致图像重建效果差. 本
文提出基于密集残差注意力网络的图像超分辨率算法来解决这些问题. 该算法主要采用密集残差网络, 在加快模型

收敛速度的同时, 减轻了梯度消失问题. 注意力机制的加入, 使网络高频有效信息较大的权重, 减少模型计算成本.
实验证明, 基于密集残差注意力网络的图像超分辨率算法在模型收敛速度上极大地提升, 图像细节恢复效果令人

满意.
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Abstract: In recent years, with the rapid development of science and technology and the rise of deep learning, achieving
image super-resolution reconstruction has become a hot research topic in the field of computer vision. However, the
increase in network depth is easy to cause training difficulties, and the network cannot obtain accurate high-frequency
information, resulting in poor image reconstruction. This study proposes an image super-resolution algorithm based on
residual dense attention network to solve these problems. The algorithm mainly uses residual dense network, which
accelerates the model convergence speed and reduces the gradient vanishing problem. The addition of attention
mechanism makes the high-frequency effective information of the network have a larger weight and reduces the model
calculation cost. Experiments show that the image super-resolution algorithm based on residual dense attention network
greatly improves the model convergence speed, and the image detail recovery effect is satisfactory.
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1   引言

生活水平的提升使得人们对于画面清晰度的要求

日益增高. 在手机中, 相机的拍摄功能直接影响销量,
厂商付出众多精力提升图像画质, 由此图像超分辨率

重建技术应运而生. 其在医学成像, 图像压缩, 安防监

控等领域有着重要的研究意义[1]. 早先提高图像分辨率

的方法是改进图像采集系统中的光学器件, 然而这种

方法受到生产成本和制造工艺的限制. 近年来, 随着科

学技术的高速发展, 深度学习的蓬勃兴起, 实现图像超

分辨率重建成为计算机视觉领域一大热门研究课题.
一直以来, 图像超分辨率重建可以分为 3 大类:

1) 基于插值的方法, 例如: 最近邻插值, 双线性插值和

双三次插值[2]. 2) 基于重建的方法, 例如: 贝叶斯分析

法, 迭代反投影法等. 3)基于学习的方法, 例如: 稀疏表

示法, 邻域嵌入法等. 传统的方法对于图像超分辨率重

建的处理速度快但丢失大量高频信息, 细节纹理恢复

有限且消耗大量资源. 卷积神经网络被应用在图像超

分辨率领域是 2014年提出的 SRCNN[3], 该方法开启了

该领域的新面貌. 自此, 众多研究者使用各种深度学习

的方法来研究, 成果不断.
采用深度学习的方法进行图像超分辨率重建的优

势主要在于卷积神经网络具有强大的特征捕获能力.
但模型难以快速收敛, 消耗大量时间的问题显露出来.
这也意味着需要消耗更大的内存空间, 网络也面临着

“过拟合”的风险. 因此, 如何在增加网络深度的同时不

增加网络参数量且图像重建精度高, 是目前图像超分

辨率重建研究的重要任务[4].
本文提出的基于密集残差注意力网络的图像超分

辨率算法, 可以明显提升图像重建视觉效果, 网络收敛

速度快, 有效缓解网络“过拟合”的问题. 该网络的深层

特征提取部分主要采用密集残差网络 (Residual Dense
Network, RDN), 并且受到 SE-Net的激发, 在网络中加

入通道注意力机制, 区分高低频信息, 给高频信息大的

权重. 网络不需要学习低频无用信息. 经实验验证, 本
文提出的密集残差注意力网络在图像超分辨率重建技

术上取得了不错的视觉效果.

2   相关工作

2.1   基于深度学习的图像超分辨率技术

近几年来, 图像超分辨率领域迎来大热潮, 研究者

广泛使用深度学习的方法. Chao Dong等人[5] 改变了传

统方法复杂且效果有限的囧境, 他们成功将卷积神经

网络运用于图像超分辨率. 研究者在 SRCNN 的基础

上加以改进, 不断扩大网络深度, 加快模型训练的速度,
以获取深层的图像信息来实现超分辨率重建. FSRCNN
提出 SRCNN 模型的弊端, 直接将 LR 图像输入网络,
无需预处理操作, 采用反卷积 (deconvolution) 进行图

像重建操作, 加速网络训练, 网络性能提升一个台阶;
VDSR[6] 利用残差学习 (residual learning) 将网络深度

扩大到 20层, 扩大感受野, 抓取深度特征, 重建效果得

以提升; DRCN 首次采用递归神经网络 (RNN) 实现图

像的超分辨率[7]; 稠密块 (Dense Block)被应用于图像的

超分辨率是在 SR-Dense-Net中, 该网络最大的优势在于

重复使用特征图, 有效利用了 LR图像的信息; LapSRN[8]

多次扩大图像的分辨率. 该网络的优势体现在高放大

倍数情况下, 例如×4 放大倍数下, 输出结果是在×2 放

大倍数下重建的图像和原 LR图像上再次重建得到, 在
一定程度上恢复出图像的细节.
2.2   注意力机制

近年来, 随着科学技术的高速发展, 深度学习的蓬

勃兴起, 实现图像超分辨率重建成为计算机视觉领域

一大热门研究课题. 对于图像超分辨率任务, 图像恢复

起关键性作用的高频成分主要是图像的纹理和边缘等

特征, 因此, 均等地对待各通道特征是不现实的. 研究

者在研究人类视觉特性时, 发现人在观察事物时会选

择性地关注部分信息而忽略其他信息. 2017年, SENet[9]

中提出将注意力机制加入深度网络中, 对特征通道间

的相关性进行建模, 重点关注重要特征来提升准确率,
SENet的网络框架如图 1所示.
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图 1    注意力机制

 

图 1左侧由 C个特征图组成的输入特征图组为 X=
[x1, x2, …,xi,…,xC], 大小均为 H×W. 具体操作如下:

(1) Sequeeze操作

首先使用全局平均池化 (global average pooling),
将每个二维的特征通道变成一个标量, 该标量具有全

局感受野, 该步骤称为 Sequeeze操作, 公式如下:
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Zc = Fsq (Uc) =
1

W ×H

∑W

i=1

∑H

j=1
Xc(i, j) (1)

Fsq

(i, j) Xc(i, j)

其中,  为 Sequeeze 操作的函数, 第 c 个特征图上位

置 的值为 .
(2) Excitation操作

wExcitation 利用参数 为每一个通道形成权重. 该
过程是由两个全连接组成. 第 1 个全连接层将 C 个通

道压缩成 C/r 个通道, 称为通道下采样 (channel down-
scaling): 第 2个全连接层恢复 C 个通道, 公式如下:

S = Fex (Z,W) = σ (g (z,w)) = σwuδ (WDZ) (2)

δ

σ WD ∈
R

C
r ×c WU ∈ RC×C

r

其中, z 是 Sequeeze 操作的全局描述,  表示 ReLU 函

数,  为 Sigmoid 函数. 降采样的卷积层权重设为

, 上采样的卷积层权重设为 , r 是缩放率[10].

(3)融合操作

在 Excitation 操作后获得特征图 X 的各个通道的

权重, 再将输入特征与通道权重相乘, 公式如下:

x̂ = Fscale (Xc,S c) = S c×Xc (3)

其中, Sc 是第 C 个特征图通道的权重, Xc 是第 C 个特征图.

3   基于密集残差注意力网络的图像超分辨率

算法

3.1   网络框架

如图 2 所示, 密集残差注意力网络主要包含 4 大

部分: 浅层特征提取, 深层特征提取, 上采样, 重建. 令
输入图像为 ILR, 本文的浅层特征提取可用下式表示为:

F0 = HSF (ILR) (4)

其中, HSF 代表浅层特征提取层的函数. F0 代表该层的

输出. 深层特征提取模块即非线性匹配层, 包含 4个密

集残差注意力模块, 具体公式如下:
FDF = HRAM (F0) (5)

其中, HRAM 表示深层特征提取层的函数, FDF 代表该层

输出的深层特征图. 深层特征提取层包含 4 个密集残

差注意力模块, 可以充分获取深层图像高频信息. 具体

操作将在 3.2节详细讨论.
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图 2    网络框架
 

接下来进行上采样操作 (Upscale). 我们将深层特

征图输入上采样模块, 具体公式如下:

FUP = HUP (FDF) (6)

HUP 代表上采样函数, FUP 代表上采样后的特征图.
最后将 FUP 输入重建模块, 即:

ISR = HRec (FUP) (7)

其中, ISR 代表最终输出图像, HRec 代表图像重建函数.
3.2   密集残差注意力模块

密集残差注意力模块主要包含 4个相同的残差注

意力块 (RAB)和密集连接 (Dense Connection), 具体框

图如图 3.

l令第 个残差注意力块用公式表示为:

Fl+1 = Hl (Fl−1) (8)

Fl−1 Fl+1 l−1 l+1

Hl (·) l

其中,  ,  分别表示第 ,  个 RAB 模块, 即

第 l 个 RAB模块的输入和输出,  表示第 个密集残

差注意力块函数. 第 l 个 RAB模块操作细节如下:

F′l

首先 Fl–1 经过一个空洞卷积层 (dilated convolu-

tion)得到 , 公式如下:

F′l = HD−Conv (Fl−1) (9)

其中, HD-Conv 表示空洞卷积操作的函数. 由于网络层数

增加容易导致网络退化等问题, 因此, 本文引入残差块

解决这一问题. 残差块可用式 (10)表示为:

2021 年 第 30 卷 第 1 期 http://www.c-s-a.org.cn 计 算 机 系 统 应 用

Software Technique•Algorithm 软件技术•算法 137

http://www.c-s-a.org.cn


F′′l = F′l +H
(
F′l ,Wl

)
(10)

H
(
F′l ,Wl

)
Wl

F′′l

其中,  表示残差操作函数,  表示卷积操作的

权重,  是残差块最终输出的特征图.

传统的卷积操作均等对待每一个特征图, 在图像

超分辨率任务中, 对超分辨率结果有用的特征和无用

的特征被均等对待, 极大降低网络效率. 因此, 我们在

网络中加入通道注意力块, 为每一个特征通道学习一

个权重, 该权重代表特征图的重要度. 这将使网络重点

关注有用的信息. 具体公式如下:

F′′l+1 = F′′l +Al
(
F′′′l

)
·F′′′l (11)

F′′′l Al (·)其中,  是两层卷积层后的特征图,  代表第 l 个密

集残差注意力模块的特征通道注意力函数.
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图 3    残差注意力块

 

3.3   密集连接机制

残差网络通过建立“短路连接”可以极大加深网络,
自问世以来深受研究者热爱. 当网络深度加深到一定程

度的弊端是网络收敛速度极慢. 密集网络 (DenseNet)[10]

建立前面所有层与当前层的密集连接 (dense connection),
且能特征重用 (feature reuse), 很好地解决了此问题. 具
体结构如图 4所示.
 

F0 F1 F2 F3 F4

RAB RAB RAB RAB

 
图 4    密集连接机制

 

本文受到密集卷积神经网络的启发, 在网络中加

入密集连接机制, 如图 4所示. 具体公式表示如下:
F1 = F0+F1 (F0)
F2 = F0+F1+F2 (F1)
F3 = F0+F1+F2+F3 (F2)
F4 = F0+F1+F2+F3+F4 (F3)

(12)

密集连接机制充分利用 LR 图像的特征且深层特

征可以利用浅层的特征, 增大信息的流动, 减少了网络

训练参数量. 特征重用可以减少卷积操作的同时, 增加

特征图的数量, 有效提高网络学习效率.

4   实验验证及结果分析

4.1   实验环境与数据集

目前图像超分辨率的训练基准数据集主要有 :

DIV2K, Flichr2K, PixelShift200 等, 如表 1 所示. 本次

实验, 我们采用 Flichr2K 数据集来训练网络. 主流测

试数据集主要有: Set5, Set14, BSD100, Urban100,

Manga109等, 如表 2. 深度学习模型需要通过大量数据

进行训练, 然而现有的训练数据集普遍包含的图片数

量较少. 因此本文使用数据增强技术[11], 将训练数据随

机旋转 90°, 180°, 270°, 平移和翻折, 裁剪训练的 LR图

像块大小为 48×48. 目前图像超分辨率网络的输入是 LR

图像, 获取方式是由 HR图像在Matlab平台, 经 4倍的

双三次下采样 (BicubicDownsampling)得到.
 

表 1     训练数据集 (单位: 张)
 

种类 DIV2K Flickr2K PixelShift200 ImageNet
数量 800 2650 200 14 000万

 

表 2     测试数据集 (单位: 张)
 

种类 Set5 Set14 BSD100 Urban10 Manga10
数量 5 14 100 100 109

 
 

4.2   评价指标

对于图像超分辨率效果的客观评价指标主要有

PSNR 和 SSIM[12], 图像超分辨率的效果可以用这两个

指标衡量.
(1) PSNR
给定一个大小为 m×n 的 HR图像 X 和重建的超分

辨率图像 F, 均方误差 (MSE)定义为:

MS E =
1

mn

m−1∑
i=0

n−1∑
j=0

[F (i, j)−X(i, j )]2 (13)

PSNR 定义为:

PS NR = 10log10

Max2
H

MS E

 (14)

Max2
H其中,  一般取 255. 图像失真情况可参考 PSNR 数

值, 图像失真情况与 PSNR 值呈负相关关系.

由于 PSNR 与人眼的敏感特性不完全符合, 因此

由于 PSNR 与人眼的敏感特性不完全符合, 因此根据
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PSNR 的数值判断图像生成的效果是不合理的.
(2) SSIM

SSIM 是衡量图像间结构相似性的指标, 结构相似

度是从图像组成的角度将结构信息定义为反映场景中

物体结构的属性, 并将失真建模为亮度、对比度和结

构 3个不同因素的组合. 其值在 0到 1之间, 若两幅图

结构完全相似, 则 SSIM 值为 1.
4.3   实验结果与分析

本文的实验需要在配有 NVIDA GeForce 1080Ti
的计算机上进行, 并调用 PyTorch库. 采用 Adam优化

器, 初始学习率设为 10−4, 每反向传播 2×105, 学习率下

降 1/2. 除了特征图通道放大或缩小时卷积核大小设为

1×1 以外, 其余卷积操作的卷积核大小均设为 3×3, 卷
积后使用 PReLU激活.

我们与目前超分辨率效果较好的几种方法, 例如:

SRCNN, LapSRN, VDSR, RCAN[13], MCAN[14] 等作比

较. 放大倍数分别为: ×2, ×4, ×8. 在 Set5, Set14, BSD100,

Urban100, Manga109 测试数据集上进行测试, 得到如

表 3 所示的 PSNR 和 SSIM 数值. 从表中可以看出, 在

放大倍数为 8 倍时, 在 Set14 测试集上, 本文提出的方

法的 PSNR 值达到 25.43. 从客观评价指标上看, 本文

提出的方法可以将图像中的细节恢复清晰, 性能表现

优于目前表现较好的 RCAN和MCAN等方法. 并且当

放大倍数较高时, 本文提出的算法性能越好.
 

表 3     不同超分辨率方法的 PSNR 和 SSIM 数值比较
 

方法 倍数
Set5 Set14 B100 Urban100 Manga109

PSNR SSIM PSNR SSIM PSNR SSIM PSNR SSIM PSNR SSIM
Bicubic ×2 33.66 0.930 30.23 0.879 29.55 0.826 26.75 0.826 30.73 0.931
SRCNN ×2 36.50 0.954 32.42 0.910 31.36 0.863 29.34 0.893 35.60 0.957
VDSR ×2 37.54 0.956 33.03 0.912 31.53 0.895 30.48 0.917 37.06 0.968
LapSRN ×2 37.52 0.959 33.08 0.913 31.90 0.897 30.41 0.919 37.22 0.969
RCAN ×2 38.27 0.961 34.12 0.922 32.41 0.902 32.76 0.932 39.16 0.972
MCAN ×2 38.10 0.962 34.23 0.926 32.46 0.918 32.79 0.934 39.21 0.975
本文 ×2 38.34 0.967 34.37 0.927 32.53 0.934 33.02 0.939 39.24 0.977
Bicubic ×4 28.30 0.810 25.98 0.639 25.79 0.668 23.04 0.658 24.86 0.787
SRCNN ×4 30.12 0.862 26.89 0.745 26.87 0.710 24.48 0.722 27.54 0.856
VDSR ×4 31.34 0.866 27.68 0.752 27.25 0.723 25.16 0.754 28.82 0.889
LapSRN ×4 31.45 0.885 28.17 0.769 27.32 0.736 25.21 0.756 29.17 0.890
RCAN ×4 32.58 0.900 28.82 0.786 27.74 0.740 26.68 0.808 30.89 0.917
MCAN ×4 32.60 0.912 28.87 0.789 27.96 0.749 26.73 0.810 30.92 0.918
本文 ×4 32.62 0.912 28.89 0.790 27.99 0.751 26.88 0.812 30.97 0.921
Bicubic ×8 24.40 0.656 23.06 0.567 23.67 0.545 20.74 0.516 21.48 0.650
SRCNN ×8 25.24 0.691 23.74 0.593 24.23 0.566 21.29 0.548 22.45 0.695
VDSR ×8 25.59 0.710 24.02 0.603 24.50 0.583 21.52 0.573 23.17 0.732
LapSRN ×8 25.92 0.728 24.28 0.614 24.54 0.590 21.67 0.582 23.40 0.759
RCAN ×8 27.31 0.789 25.28 0.651 24.98 0.605 23.04 0.646 25.24 0.809
MCAN ×8 38.10 0.792 25.31 0.660 25.02 0.609 23.39 0.648 25.35 0.814
本文 ×8 38.34 0.795 25.43 0.668 25.16 0.614 23.50 0.653 25.47 0.826

 
 

在视觉效果上, 我们在图 5 中展示了在×4 放大倍

数下的效果, 可以看出本文提出的算法恢复的图像高

频纹理较其他算法清晰. 可见, 无论是 PSNR 和 SSIM

数据值还是人眼的视觉效果, 本文提出的基于密集残

差注意力机制的图像超分辨率算法细节恢复较好, 图

像重建效果优于其他算法.
4.4   模型参数量分析

在训练阶段, 本文提出的方法增加网络深度, 相对

于 RCAN, MCAN, 参数量较少 .  如图 6 所示 ,  本文

在×4放大倍数下的 Urban100数据集上进行对比试验.

本文的方法在参数量和性能上做了较好权衡, 获得了

较高的 PSNR 值, 其参数量远远小于MCAN和 RCAN.

5   结语

由于大部分图像超分辨率算法的网络训练速度

慢, 生成图像纹理不清晰, 本文提出的基于密集残差

注意力网络针对这些问题做出改进, 并取得优秀的视

觉效果. 利用残差网络极强的特征捕获能力, 有效解
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决梯度消失的问题. 注意力机制可以充分利用 LR 图

像的特征, 重点关注对图像超分辨率有用的特征, 忽
略无用的特征, 有效提高网络的收敛速度, 降低参数

量. 由实验验证可知, 本文提出的基于密集残差注意

力网络的图像超分辨率算法参数量少, 网络收敛速度

快. 因此, 基于密集残差注意力网络的图像超分辨率

算法在图像重建质量和网络性能上均优于其他主流

超分辨率算法.
 

(a) Bicubic (g) 本文(b) SRCNN (c) VDSR (d) LapSRN (e) RCAN (f) MCAN 

图 5    视觉效果对比
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图 6    参数量分析
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