
 

 

基于聚类与机器学习的零售商品销量预测①
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摘　要: 本文提出一种基于 K-means聚类与机器学习回归算法的预测模型以解决零售行业多个商品的销售预测问

题, 首先通过聚类分析识别出具有相似销售模式的商品从而实现数据集的划分, 然后分别在每个子数据集上训练了

支持向量回归、随机森林以及 XGBoost模型, 通过构建数据池的方式增加了用于训练模型的数据量以及预测变量

的选择范围. 在一家零售企业的真实销售数据集上对提出的模型进行了验证, 实验结果表明基于 K-means 和支持

向量回归的预测模型表现最优, 且所提出的模型预测效果明显优于基准模型以及不使用聚类的机器学习模型.

关键词: 零售行业; 销售预测; 时间序列; 机器学习; 聚类

引用格式:  周雨,段永瑞.基于聚类与机器学习的零售商品销量预测.计算机系统应用,2021,30(11):188–194. http://www.c-s-a.org.cn/1003-
3254/8147.html

Retail Products Sales Forecast Based on Clustering and Machine Learning
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Abstract: In this study, we propose a forecasting model based on K-means clustering and a machine learning regression
algorithm for the sales forecasting of multiple commodities in the retail industry. First, we utilize the clustering technique
to identify commodities with similar sales patterns and then divide the whole dataset into different groups. Subsequently,
three machine learning regression algorithms, i.e., support vector regression, random forest and XGBoost models, are
trained on each sub-dataset. The data size for model training and the scope of forecasting variables are increased by the
construction of a data pool. The proposed models are verified on a real sales dataset of a retail company. The experimental
results show that the forecasting model based on K-means and support vector regression performs the best, and the
forecasting performance of the proposed models is significantly better than that of the benchmark models and the machine
learning models without using clustering.
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1   引言

信息化浪潮以及大数据技术的蓬勃发展为各行各

业带来了机遇与挑战, 通过数据驱动管理决策活动将

可能为企业创造巨大的商业价值[1]. 零售企业通常储存

着大量的销售明细数据, 这些数据为企业进行销售预

测活动提供了可行性, 销售预测是零售企业进行多项

管理决策活动的基础, 因而对于企业具有重要意义, 例
如精准的销售预测可以有效减少因库存积压或库存短

缺造成的利益损失、帮助管理者更好地制定市场营销

策略以及提升客户满意度水平, 从而使企业建立起长

期的竞争优势[2].
销售预测通常被当作时间序列预测问题来进行处
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理, 为了满足企业在战略、战术及日常运营等不同层

级上的决策需要, 销售明细数据需要相应的在时间、

供应链及产品等多个维度上进行不同程度的聚合. 目
前大多数研究主要集中于解决高聚合级别如总销售的

预测问题, 对于低聚合级别如商品 SKU预测的相关研

究还相对较少[3], 而后者相对更难获得准确的预测结

果, 其原因在于低层级往往包含较多的数据噪声, 且影

响销售波动的因素及其作用效果十分复杂, 不同商品

的销售情况可能存在较大的差异. 近些年来, 许多研究

对销售的影响因素进行了讨论, 除了历史销售表现之

外, 部分文献发现促销和价格等相关因素能够有效提

升促销期的预测表现 [4,5]. Huber 等通过实证分析验证

了日历因素如节假日对于销售预测的提升作用[6]. 此
外, 一些文献还讨论了天气因素对于预测结果的影响[7,8].

从预测方法上看, 常见的时间序列预测方法如指

数平滑法[9]、ARIMA 与状态空间模型[10] 已经得到了

较为广泛的讨论, 然而传统时间序列方法的缺陷在于

仅使用内部变量进行预测且无法有效捕捉非线性因素

的影响. 因此, 许多文献提出基于数据驱动的机器学习

方法将时间序列预测问题转化为监督学习的方式进行

处理, 其中较为常见的方法包括神经网络模型如极限

学习机 ELM[11]、深度学习网络 DNN[12] 以及回归算法

如支持向量回归 SVR[13,14]、基于回归树的集成算法如

随机森林[15]、XGBoost[16] 等. 此外, 部分文献认为结合

聚类的预测模型可以有效提升预测效果, Venkatesh等
对 111个 ATM机的每日现金需求量进行了预测, 他们

根据现金需求量的周季节性特征对 ATM 机进行了聚

类, 并在每个类别上分别训练了多种神经网络模型, 实
验结果表明基于聚类的预测模型总是优于不聚类的预

测模型[17]. Lu 等构建了基于独立成分分析、GHSOM
聚类与 SVR的月销售预测模型, 根据 38家 PC销售分

公司的历史销售数据对它们进行了类别的划分, 并对

每一个类别独立训练了 SVR预测模型, 实验结果表明

该模型能有效提升预测效果[18]. 这些研究所提出的预

测模型在本质上是类似的, 即在进行预测之前首先使

用聚类算法将整个数据集划分为几个子数据集, 通过

提升数据集中的数据相似程度以达到减少数据噪声的

目的, 之后再通过每个子数据集中的数据构建出的数

据池来进行预测模型的训练, 这样所得到的预测模型

的预测结果更加准确和稳定. 不过需要注意的是, 以上

研究在预测变量的选择上仅考虑了历史滞后因素, 因

此所提出的模型仍旧存在一定的改进空间.
总的来说, 目前的相关研究仍主要集中于解决总

销售预测或单个商品的销售预测问题, 对于多个商品的

销售预测场景的讨论还相对不足, 因此本文将 K-means
聚类算法与 SVR、随机森林、XGBoost等机器学习回

归算法相结合以构建预测模型来解决零售行业中多个

商品的日销量预测问题, 通过构建数据池的方式扩充

了用于模型训练的数据量, 为了验证模型的预测效果,
本文将所提出的模型与基准模型以及不使用聚类的预

测模型进行了对比分析, 所有模型的训练与评估都是

在真实的零售销售数据集上完成的. 

2   基于聚类与机器学习的预测模型

本文结合聚类与机器学习算法构建了商品级别的

销售预测模型, 模型的基本流程如图 1所示. 针对所要

分析的问题场景, 我们分别以 Y = (y1, y2, …, y t, …,
yn) 以及 X = [xij], i = 1, 2,…, n, j = 1, 2,…, m 表示某件

商品在 n 个时间点上的销售量以及与销售量相关的外

部变量的取值, 则对于任意一个商品而言, 预测目标即是基

于已有数据预测该商品在下一个时间点的销售量 yn+1.
 

销售数据

特征工程与样本数据的构建

机器学习方法训练预测模型

预测准确度评估与误差分析

基于 K-means 算法的商品聚类

商品簇 1 商品簇 2 ··· 商品簇 k

预测模型 1 预测模型 2 ··· 预测模型 k

 
图 1    基于聚类与机器学习的预测模型

  

2.1   基于 K-means 算法的商品聚类

零售企业往往需要对多种商品进行销量预测, 考
虑到不同商品销量的波动模式可能有较大的差异, 若
直接使用所有商品的数据训练模型则会引入大量的数

据噪声, 这可能会导致所训练出的模型有较大的预测

偏差, 因此在预测之前首先通过聚类分析将具有类似

销售波动模式的商品进行划分, 以此来达到降低数据
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噪声的目的.
K-means 算法因其简单高效的特点在诸多领域得

到了广泛应用[19]. 该算法的核心思想为: 首先从全部数

据样本中随机选取 K 个初始聚类中心点 θi (1≤i≤K) 并
计算其余样本点距离各聚类中心的欧式距离, 并将该

样本点划分到距离其最近的聚类中心所代表的簇中,
之后计算每个簇中所有样本的均值以作为新的聚类中

心并进行下一次迭代, 算法的停止准则为达到最大的

迭代次数或所有聚类中心都不再变化为止.
为了符合真实的预测场景, 我们将原始销售数据

从时间点 t1 切割为训练集和测试集两部分, 并假设仅

有训练集是已知的, 接着以商品在训练期上每个时间

点的销量作为输入变量来实现商品的聚类, 由此, 样本

点与聚类中心间的欧式距离计算公式为:

d(s, θi) =
√∑t1

j=1
(s j− θi j)2 (1)

其中, s 即为某件商品在训练期的样本数据, sj, θij 分别

代表商品 s 与商品簇中心 θi 的第 j 个变量的取值. 通
常情况下, 我们以整体误差平方和来衡量聚类的效果,

计算公式如下:

SSE =
k∑

i=1

∑
s∈θi
|d(s, θi)|

2
(2)

 

2.2   机器学习处理时间序列预测问题的基本形式

机器学习可以将时间序列预测转化为监督学习的

方式来进行处理, 为了构建机器学习模型训练所需要

数据形式, 我们首先需要在原始时序数据上使用滑动

时间窗口对内部变量即历史滞后值进行提取: 假设使

用过去 l 个时间点上的历史数据作为预测变量, 则在长

度为 n 的原始数据 Y = (y1, y2, …, yt, …, yn)上总共可以

得到 n−l个样本数据:

[X|Y]=


y1 y2 · · · yl yl+1
y2 y3 · · · yl+1 yl+2
...

...
. . .

...
...

yn−l yn−l+1 · · · yn−1 yn

 (3)

其中, X 表示预测变量矩阵即特征矩阵, Y 为目标变量.
进一步, 我们可以将外部变量加入到当前的特征矩阵

X 中, 从而得到最终的特征矩阵和目标变量矩阵:
 

[X|Y]=


y1 y2 · · · yl xl+1,1 · · · xl+1,m yl+1
y2 y3 · · · yl+1 xl+2,1 · · · xl+2,m yl+2
...

...
. . .

...
...

. . .
...

...
yn−l yn−l+1 · · · yn−1 xn,1 · · · xn,m yn

 (4)

D = ∪Ds, s = 1,2, · · · ,N

机器学习需要有充足的数据量为其提供支持, 数
据量不足将很可能导致过拟合情况的发生, 使得所训

练出的模型仅在特定的训练数据集上拥有良好的拟合

效果而不具备对未来进行预测的可用性. 一般情况下

单个时间序列对象所包含的数据量较少, 在进行训练

集和测试集的划分后使得可用于模型训练的数据变得

更加有限, 导致在单个时间序列对象的预测问题上机

器学习方法的表现甚至劣于更为简单的时间序列预测

方法[20]. 为了解决这一问题, 本文利用不同商品的数据

来构建数据池, 并基于整个数据池的数据进行模型训

练和测试: 假设 DS 表示由商品 s 的历史销售数据与相

关的外部变量数据按照上述方式处理所得到的特征数

据与目标变量数据, 则所有商品都可以按照相同的方

式进行处理, 最终我们将所得到的全部数据进行合并:
.

至此, 我们可以基于数据池 D 进行训练集、验证

集与测试集的划分. 训练集数据用于模型的训练, 使模

型能够对特征值与目标变量之间的映射关系进行学习.
验证集的主要作用体现在通过超参数调优以避免模型

出现过拟合与欠拟合的情况, 最后, 模型预测效果的评

估在测试集数据上进行, 本文使用 MAE 与 SMAPE 作

为预测效果的评估指标:

MAE =
1
m

∑m

i=1
|ỹi− yi| (5)

SMAPE =
100%

m

∑m

i=1

|ỹi− yi|
(|ỹi|+ |yi|)/2

(6)

yi ỹi其中, m 为测试集的样本总数,  为真实值,  为预测值。 

3   实证研究 

3.1   数据

本文所使用的数据来源于国内某家零售企业所提

供的真实销售数据集, 我们选取了清洁用品品类下 160
件商品从 2011 年 4 月 1 日至 2011 年 11 月 8 日共

222个时间点的日销售数据进行分析, 对于少量缺失值

使用了该时间点前后两周的平均销量进行了填充. 其
中 2011 年 4 月 1 日至 2011 年 9 月 27 日共 180 个时

间点的数据用于构建训练集和验证集, 之后的 42个时

间点用于构建测试集, 图 2 显示了随机抽取出的两件
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商品的销售时序图, 从图中我们可以看出商品呈现出

明显的周季节性特点, 但两种商品的销量趋势以及波

动幅度都存在着明显的区别. 这些规律在我们所分析

的其他商品上是较为普遍存在的.
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图 2    商品销售时序图

  

3.2   预测变量

预测变量的选择往往依赖于特定领域的知识, 我
们参考了已有研究的相关结论并在数据探索性分析的

基础上构建了本文的预测变量.
时间序列预测具备可行性的前提为假设过去出现

过的数据模式在未来还会以类似的方式出现, 因此自

回归时间序列数据即历史滞后值是最常用也是最直接

的预测变量. 然而目前对于滞后值的选择范围还没有

文献进行过系统的讨论, 一般情况下对于短期预测而

言使用近期的滞后值来进行预测会得到更为准确的预

测效果, 此外, 基于滞后值计算的相关统计值也常被用

来进行时间序列的预测.
外部变量的加入有助于提升机器学习模型的预测

效果. 除了用于划取历史滞后值之外, 由时间维度衍生

出的时不变的日历变量如月份、工作日与周末、节假

日等在时间序列预测场景下很可能起到积极的作用.
考虑到所分析的多数商品具有较为明显的周季节性特

点, 本文主要关注了商品销量在一周内的变化趋势以

及在法定节假日期间的销售情况, 并分别计算了相应

的销售均值. 从图 3中我们可以看到, 非节假日期间商

品销量有着明显的周季节性特点, 这与销售时序图所

反映出的现象是一致的, 考虑到消费者在周末有更充

裕的时间进行集中购物, 商家也会在周末推出相应的

促销优惠活动, 因此周末的商品销量要明显地高于工

作日. 此外, 节假日期间的销量普遍高于非节假日, 特
别是我们发现本应属于工作日的周一和周二的商品销

量在节假日期间有了明显的增长. 因此, 本文在建立预

测模型时纳入了相关的日历变量. 最后, 我们还考虑将

商品价格作为预测变量, 由于价格本身也可以被看作

是时间序列数据, 因此对于价格变量同样使用了时间

滑窗的方式进行处理, 即我们考虑了短期价格波动对

商品销量的影响, 本文使用的所有预测变量见表 1.
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图 3    周季节性与节假日对商品销量的影响

 

表 1     预测变量
 

变量来源 变量描述

交易数据
销量历史滞后值(Lag1–Lag7, Lag14)

过去4周内每周的销量统计特征(平均值、标准差)

日历

周一至周日

周末/工作日

节假日/非节假日

零售价

商品当天价格

价格历史滞后值(Lag1–Lag7)
过去4周内每周的价格统计特征(平均值、标准差)

 
  

3.3   实证模型

本文使用了多种机器学习回归算法构建预测模型,
其中包括支持向量回归 (Support Vector Regression,
SVR)、集成算法随机森林 (Random Forest, RF)[21] 以
及 XGBoost (eXtreme Gradient Boosting)算法[22]. 作为

实验对照, 本文选用了 Naïve 以及季节性指数平滑作

为基准方法, Naïve将上一个时间点的真实值作为预测

值来进行预测, 故又被称为随机游动预测法, 该方法因

其简单且有效的特点而被广泛地用作基准方法 [ 23 ] .
Hyndman 等对指数平滑家族做了完备的阐述[24], 结合

本文的预测场景我们选择了季节性指数平滑来对每个

商品进行单独预测, 使用了过去七天的历史销量作为

该方法的预测变量. 

3.3.1    支持向量回归

支持向量回归是在统计学习理论基础上发展起来

的基于结构风险最小化原理的机器学习算法, 该算法

通过核函数将低维空间的非线性问题转化为高维空间

的线性问题来进行求解, 因而能够有效降低过度拟合
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的可能性, 具有较强的泛化能力[25]. 本文选用径向基函

数作为支持向量回归的核函数, 使得该算法能够更好

地处理非线性关系. 

3.3.2    随机森林

随机森林是基于决策树的 Bagging类集成学习算

法, 其核心思想是通过构建多个相互独立的决策树并

采用平均值计算或多数表决原则对每个决策树输出的

结果进行处理以得到最终的结果. 为了保证随机性, 在
构建每个决策树时都采用随机有放回抽样的方式对训

练集数据进行样本抽取, 并且在每个节点都通过随机

选取特征子集来决定分支结果. 随机森林有诸多优点,
由于对独立的决策树采用并行计算方式, 使得其在大

型数据集上也有较快的计算速度, 此外随机森林能够

处理高维数据、不同类型的特征以及缺省值数据, 且
不要求对数据进行规范化. 

3.3.3    XGBoost
XGBoost是基于梯度提升树算法 GBDT的高效实

现与改进算法, 本质上属于 Boosting 类的集成学习算

法. Boosting 通过逐步迭代的方式将多个弱学习器结

合为强学习器, 其中每一步迭代所构建的弱学习器都

是根据已有弱学习器的预测残差进行进一步学习的.
GBDT在进行目标函数优化时仅使用到了一阶导数信

息, 而 XGBoost 对损失函数进行了二阶泰勒展开并增

加正则项以避免过拟合情况的发生. XGBoost 具有高

准确度、能够并行计算、可以分布式处理高维稀疏特

征等优点. 

3.4   预测结果分析

本文首先使用全部训练集数据对机器学习预测模

型进行了训练, 采用十折交叉验证以及网格搜索法进

行了超参数选择, 并在测试集数据上验证了模型的预

测效果, 表 2 对各模型的预测评估指标结果进行了汇

总. 从预测指标反映的结果来看, 季节性指数平滑以及

基于机器学习的预测模型结果都要优于基准方法 Naïve,
其中 3种基于机器学习的预测模型的预测效果又要好

于季节性指数平滑, 由于季节性指数平滑是基于单个

商品的销售数据来进行预测的, 所考虑的预测信息有

限, 且不能很好地处理非线性关系, 因此在多个商品的

预测场景下通过构建数据池来扩充数据量和预测变量

的选择范围更有助于发挥出机器学习模型的预测效果.
最后 ,  支持向量回归的预测结果优于随机森林以及

XGBoost, 其相比于 Naïve 在 SMAPE 及 MAE 指标上

分别获得了 20.45%以及 18.56%的提升.
 

表 2     基准模型与机器学习模型的预测结果
 

模型 SMAPE (%) MAE
Naïve 42.5071 12.0427

季节性指数平滑 41.3300 11.9307
支持向量回归SVR 33.8158 9.8073

随机森林RF 37.8864 10.8907
XGBoost 35.1105 10.3353

注: 黑体加粗为每个指标下的最优结果, 下划线为每个指标下的最劣

结果.
 
 

进一步, 本文进行了实验以验证聚类是否能够进

一步提升机器学习预测模型的预测效果. 聚类数对最

终的预测效果具有直接影响, 过少的聚类数意味着不

能很好地识别具有相似销售模式的商品, 即不能很好

地实现降低数据噪声的作用, 而过多的聚类数会导致

子数据集中包含较少的数据量, 这将会影响到预测模

型的最终预测效果. 基于以上考虑, 我们分别取聚类数

K=2, 3, 4并实验了 3种机器学习模型在不同聚类数下

的预测结果, 为了方便对比, 我们使用 K=1来表示不使

用聚类的情况.
表 3汇总了不同聚类数下各预测模型的预测结果,

从中我们可以看到结合聚类的机器学习模型的预测效

果在原有基础上都有了进一步的提升, 其中 K-SVR模

型在聚类数 K=2 时得到了最优预测结果, 而 K-RF 以

及 K-XGBoost模型则在聚类数 K=3时表现最佳, 当聚

类数为 4 时预测效果的提升程度则最小, 因此我们认

为将商品划分为 2 或 3 个商品簇是相对合适的. 此外,
无论在哪种情况下支持向量回归的预测结果总是优于

两种集成算法, 因此相较于聚类而言, 算法的选择对最

终的预测结果有着更大的影响.
为了更加直观的对比不同模型的预测结果 ,  绘

制了不同预测模型的预测值与真实值的散点图, 具体

情见图 4. 其中样本分布越集中于对角线说明预测误差

越小. 

4   结论

销售预测能够为零售企业安排生产计划、控制

库存水平以及制定营销策略等多项管理决策活动提

供支持 . 目前的大部分研究是针对单个时间序列对

象如总销售或某个特定商品的销售情况进行分析的,
而在真实预测场景中企业往往需要对多个商品进行

预测 , 本文认为基于聚类分析与机器学习方法的预

测模型能够很好地应用于此类预测场景 , 其原因主
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要为在此类预测场景下可以通过构建数据池的方式

来增加用于训练机器学习模型的数据量以及预测变

量的选择范围. 此外, 考虑到数据池构建的同时会引

入数据噪声 , 因此在训练模型之前可以通过聚类分

析将具有相似销售模式的商品进行划分 . 本文基于

K-means聚类与支持向量回归、随机森林、XGBoost
构建了 3种不同的预测模型, 并使用真实的零售企业

销售数据对模型进行了验证. 结果表明 3种预测模型

的预测效果要明显好于基准预测方法 , 其中表现最

优的预测模型 K-SVR (K=2) 在 SMAPE 及 MAE 两项

预测评估指标上相较于 Naïve方法分别提升了 21.23%
和 20.46%.

表 3     基于聚类与机器学习的预测模型的预测结果
 

模型 聚类数K SMAPE (%) MAE

K-SVR

1 33.8158 9.8073
2 33.4839 9.5788
3 33.6669 9.6310
4 33.6754 9.7041

K-RF

1 37.8864 10.8907
2 35.1959 10.1981
3 34.5631 10.1213
4 35.6776 10.3626

K-XGBoost

1 35.1105 10.3353
2 34.5187 10.1203
3 34.2659 10.0412
4 34.9527 10.2064

注: 黑体加粗为同一模型在不同聚类数下的最优结果, 下划线为同一

模型在不同聚类数下的最劣结果.
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图 4    不同模型预测值与真实值关系散点图
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本文所提出的预测思路不仅对零售行业的销量预

测问题具有参考意义, 其还可以应用到类似的时间序

列预测场景中. 对于未来的研究方向我们认为可以尝

试将更多性能优异的机器学习算法用于此类预测场景.
此外由于 K-means聚类算法的缺陷之一为需要手动设

定聚类数, 因此也可以尝试使用其他类型的聚类算法

如层次聚类法.
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