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文本搜索排序中构造训练集的一种方法① 
王 黎 帅建梅 (中国科学技术大学 自动化系 安徽 合肥 230027) 

摘 要： 在文本搜索领域，用自学习排序的方法构建排序模型越来越普遍。排序模型的性能很大程度上依赖训
练集。每个训练样本需要人工标注文档与给定查询的相关程度。对于文本搜索而言，查询几乎是无穷

的，而人工标注耗时费力，所以选择部分有信息量的查询来标注很有意义。提出一种同时考虑查询的

难度、密度和多样性的贪心算法从海量的查询中选择有信息量的查询进行标注。在 LETOR 和从Web
搜索引擎数据库上的实验结果，证明利用本文提出的方法能构造一个规模较小且有效的训练集。 
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Construct Training Set for Learning to Rank in Web Search 
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Abstract:  Learning to rank has become a popular method to build a ranking model for Web search. For the same 

ranking algorithm, the performance of ranking model depends on a training set. A training sample is 
constructed by labeling the relevance of a document and a given query by a human. However, the number of 
queries in Web search is nearly infinite, and the human labeling cost is expensive. Therefore, it is necessary 
to select a subset of queries to construct an efficient training set. In this paper, a algorithm is developed to 
select queries by simultaneously taking the query difficulty, density, and diversity into consideration. The 
experimental results on LETOR and a collected Web search dataset show that the proposed method can lead 
to a more efficient training set.  
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1 引言 
互联网的发展带来了海量的信息，如何快速准确

地找到需要的信息变得尤为重要。文本搜索引擎是一

种信息检索的工具，它的作用是根据用户的查询对它

索引的网页进行排序。由于网页有固定的结构，可以

提取很多有用的特征，帮助搜索引擎进行文档排序。

但以往使用的文本排序算法(如 BM25[1]和 LMIR[2,3])
的参数需要人工设定，当增加新的特征时，需要调整

更多的参数，增加计算量。为了充分利用更多的特征

信息，一些研究人员提出用机器学习的方法来解决文

本排序问题。近年，自学习排序的方法引起学术和商

业界的普遍关注。自学习排序是一种有监督的机器学 
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习方法。首先根据训练集学习排序模型，然后对任意 
给定的查询，使用学到的排序模型对文档按相关性进行

排序。具体来说，自学习排序的过程可以看作以下三步： 
(a)构造训练集。自学习排序算法将查询和文档组

成的对看作一个样本，记作 )),,(( rdqΦ ，其中 q代
表查询，d 代表文档， ),( dqΦ 表示根据文档和查询

的关系提取的特征， r表示人工标注文档与查询的相
关程度，比如文档与查询非常相关标为 2，相关标为 1，
完全不相关标为 0。 

(b)根据训练集学习排序模型。目前自学习排序模
型主要分为三类：基于样本点[4]，基于样本对[5-9]，基

于样本序列[10]。McRank[4]把 )),,(( ijji rdqΦ 这样的样 
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本点作为输入，排序问题被简化为一个普通的分类或

回归问题。Ranking SVM[5,9], Frank[6], RankBoost[7], 
RankNet[8],把 )),,(( ijji rdqΦ 和 )),,(( ikki rdqΦ 这样的

样本对作为输入，排序问题转化为分类问题。

ListNet[10] 则 把 关 于 查 询 的 样 本 序 列 
)),,(( 11 ii rdqΦ , )),,(( 22 ii rdqΦ ,… )),,(( inni rdqΦ , 作

为输入，通过最小化损失函数得到排序模型。 
(c)排序模型应用。任意给定查询 iq , 对数据库中

所有文档 Dd j ∈ ，提取特征 ),( ji dqΦ ，根据排序模

型预测文档与查询的相关性，然后按相关性对文档进

行排序。  
从自学习排序的过程可以看出排序模型的性能很

大程度上依赖于训练集。训练集的好坏取决于所含样

本的信息量。如果训练集的样本能够很好地反映整体

样本的分布情况，那么学习得到的排序模型能更准确

地预测文档与查询的相关性。选择样本的一个重要因

素是查询。一般来说，一个查询对应一系列文档。人

工标注文档与查询的相关性费力耗时，与分类问题的

标注不同，它不仅需要判断文档是否与查询相关，而

且需要判断文档与查询在多大程度上相关。显然，增

加了标注的难度。所以，我们认为构建训练集最重要

的是如何从海量的查询中选择有信息量的查询进行标

注。在这篇文章中我们提出一种贪心算法来选择需要

标注的查询。该算法基于以下三个准则：查询的难度，

密度和多样性。 
 
2 选择查询算法 
通过对查询空间的研究，我们定义了选择查询的

三个准则：查询的难度，密度和多样性，并且把这些

准则运用到贪心算法，构造训练集。 
2.1 训练集构造 
基于选择查询的准则，我们设计一个贪心算法逐

个选择查询来构建训练集，具体算法如图 1。 
2.2 查询的难度 
所谓有难度的查询就是用排序模型不容易预测其

文档相关性的查询，也就是机器学习中常见的不确定

性。在分类问题中，不确定准则得到了广泛的应用，

比如 SVM[11]的支持向量就是难以预测其类别的样本。

基于同样的道理，我们认为如果把有难度的查询加入

训练集会使排序模型更加健壮。 
对查询难度的预测，有很多方法。比如 Clarity 

score[12], 不过这种方法需要对每个文档训练一个模 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 

 
图 1 训练集构造算法 

 
型，这样的要求对网络搜索是不可能实现的。而委员

会主动学习方法“query by committee”[13]采用最

大相反策略，构建多个模型，每个模型对样本进行评

估，得到最大相反评估的样本被看作为难度大的样本。

受此启发，本文中我们采用 BM25排序方法，计算文
档的不同部分与查询的相关程度，给出相应的排序结

果。比如根据标题与查询的相关性对文档进行排序结

果为 1r ，根据正文排序结果为 2r ,…,查询的难度计算
如下： 
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其中N 表示文档被分成多少个不同的部分， RD 用来计

算两个排序的距离，排序距离大的查询被看作难度大的。

本文中我们使用肯德尔等级相关系数[14](kend- alltau 
rank coefficient)来估计两个排序的距离,公式如下 
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其中 cn 表示在 ji rr , 中排序一致的文档对数， dn 表示

条件：候选查询集合Q，训练集 0Q 中包含查询的数目 

初始化： 0Q ←φ  

根据本文提出的方法分别计算查询的难度 )(qDiff ，密度

)(qDens 和多样性 ),( 0QqDivs  

for i=1 to k do 

for all query in  0QQ −  do 

),(*)1()(*)(*)( 0QqDivsqDensqDiffqI βαβα −−++=
end for 

add )(maxarg
0

qIq QQq −∈= into 0Q  

end for 

return 0Q  
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在 ji rr , 中排序相反的文档对数, n表示文档数目。 
2.3 查询的密度 

在查询样本空间中位于高密度区域的查询更具

有代表性。而选择有代表性的样本作为训练集的一部

分是机器学习算法中常用准则。我们利用核密度估计

的方法计算在整个查询空间中每个查询的密度，公式

如下 
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其中是h窗宽参数，|Q|表示候选集中查询的数目，核
采用标准高斯函数，均值为 0，方差为 1， ),( jiQ qqD
代表查询 iq 和 jq 的距离。 

计算查询距离时，我们把查询对应的一系列文

档根据不同的特征进行排序，用来表示该查询。其

中 ir 表示根据第 i个特征对文档排序的结果 , M
表示使用了多少种不同的特征。通过计算不同特征

对应的文本排序距离的均值，得到查询的距离，公

式如下：  
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其中 RD 同上，用来计算排序 k

ir 和
k
jr 的距离， k

ir 表
示查询 iq 对应的文档关于第 k个特征的排列顺序， k

jr
表示查询 jq 对应的文档关于第 k个特征的排列顺序。 
2.4 查询的多样性 
样本的多样性也是机器学习中选择样本的一个常

用准则。多样性能够保证所选择的样本不局限于高密

度区域，从而使所选择的样本能更全面地反映样本空

间的信息。我们采用的多样性准则就是在给定的候选

集中，选择与已经被选中的集合距离最远的样本。计

算查询 q 与已经被选中的查询集合 0Q 的距离

),( 0QqDivs 定义，公式如下： 
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3 自学习排序算法 

Ranking SVM，用分类方法解决排序问题，是一
种常用的排序模型。对给定的查询q，若文档 id 比文
档 jd 更相关，排序模型的目标就是找到向量w ,满足

),(),( ji dqwdqw Φ>Φ , 其中 ),( idqΦ 表示根据

查询 q和文档 id 的关系提取的特征。 借鉴传统的
SVM方法，Ranking SVM的具体公式如下：  
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Subject to: ijkji dqdqw ξ−≥ΦΦ 1)),(),,((  

其中C是惩罚因子，决定了排序模型惩罚误判样本的
程度。 ijkξ 是松弛因子，表示样本错分程度。 
 
4 实验分析 
4.1 实验数据 
为了评价本文算法的有效性，我们分别在 LETOR 

和Web搜索引擎的数据库上进行了实验。 
LETOR2.0 是微软亚洲研究院发布的一个用于

研究自学习排序算法的标准数据集。其中 TD2004包
含 75个查询(45个查询是训练集，15个查询是验证
集，剩下的是测试集)，每个查询大约对应 1000个文
档，人工标注文档与查询关系，不相关标为 0，相关
标为 1。根据文档和查询的关系提取 44维特征，包含
在文档的不同部分(如链接锚文本，the URL，文档标
题，文档正文等)单词出现频率(term frequency,TF)，
逆向文件频率(inverse document frequency,IDF), 
BM25等特征。 
从Web搜索引擎收集数据，总共有2024个查询，

随机选 5个查询作为验证集，500个查询作为测试集，
剩下的是训练集。文档与查询的相关程度从 0到 3，0
表示完全不相关，3 表示完全相关。根据文档和查询
关系提取 354维特征。 
4.2 实验结果 
为了证明较小规模训练集的可适用性，我们在

LETOR2.0 TD2004上进行了试验。该数据集原本包
含 45 个查询作为训练集，我们用本文提出的方法从
中分别选择 5，10，15，20，25查询构成训练集，
基于不同规模的训练集，使用 Ranking SVM 学到不
同的排序模型，作用于相同的测试集。我们用测试集

中所有查询的平均NDCG[15]评价排序模型，结果如图

2，可以看出随着查询数目的增多，排序模型的性能提
高，当训练集中包含 25 个查询时，排序模型的性能
可以与原始训练集（45个查询）相当。也就是说，我
们可以从原始的训练集中，选择部分查询来构造较小

规模的训练集可以学得很好的排序模型。 
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图 2 TD2004不同规模训练集的性能 
 
为了证明本文提出的选择查询方法的有效性，我

们在Web搜索引擎收集的数据上进行了实验。首先，
设定训练集中查询的个数分别为 5，10，20，30，
50，100，200，500。接着采用本文提出的贪心策
略选择查询构造了相应的训练集，标记为“Select”。
然后用随机方法构造训练集，标记为“Random”。本
文采用 Ranking SVM 学习排序函数，将其作用在相
同的测试集上得到对应模型的性能指标。我们使用

NDCG和MAP[15]评价模型性能，结果如图 3，其中随
机选择方法构造训练集时，相同规模的训练集随机构

造十次，分别对这十个训练集求性能指标，取均值作

为随机训练集的性能。可以看出，本文提出的选择查

询方法明显优于随机选择的方法。 
 
 
 
 
 

图 3 Live Web数据上训练集性能 
 
5 结论 
训练集很大程度上影响学习模型的性能。本文基

于查询的难易程度，密度，多样性准则，提出了一种

贪心选择算法构建训练集，在 LETOR 和Web文本搜
索引擎数据库上的实验结果，表明利用该算法可以构

造一个有效且规模小的训练集。 
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