
 

 

基于注意力机制优化 EDM 机场客流量预测①
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摘　要: 针对标准编码解码模型 (Encoder-Decoder Model, EDM)对于时间序列数据提取能力弱的问题, 提出一种融

合双向长短时记忆网络 (Bi-directional Long Short-Term Memory, Bi-LSTM)和注意力机制 (Attention)的编码解码模

型. 通过 Bi-LSTM对输入数据从正反两个方向进行特征提取, 基于注意力机制将所得到的特征根据不同时刻分配

不同权重, 根据解码阶段的不同时刻生成相应背景变量, 进而实现对机场客流量的预测. 选取上海虹桥机场为例用

该算法进行实验仿真, 实验结果表明, 本文所提方法与 RNN、LSTM相比, 平均标准误差降低了 57.9%以上, 为机

场客流量预测提供了一种新的思路.
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Airport Passenger Flow Forecast with Optimized EDM Based on Attention Mechanism
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Abstract: The standard encoder-decoder model has a weak ability to extract time series data. For this reason, this study
proposes a novel encoder-decoder model integrating the Bi-directional Long Short-Term Memory (Bi-LSTM) and
Attention Mechanism (AM). First, the input data is extracted by Bi-LSTM from both positive and negative directions.
Then, different weights are assigned to the obtained features by AM according to different moments, and corresponding
background variables are generated according to different moments in the decoding stage. As a result, the airport
passenger flow can be predicted. Further, the Shanghai Hongqiao International Airport is taken as an example for the
experimental simulation with this algorithm. Experimental results show that compared with Recurrent Neural Network
(RNN) and Long Short-Term Memory (LSTM), the proposed method reduces the average standard error by more than
57.9%. This study provides a new way for airport passenger flow forecast.
Key words: Encoder-Decoder Model (EDM); Bi-directional Long Short-Term Memory (Bi-LSTM); Attention Mechanism
(AM); airport passenger flow forecast

 
 

近年来, 我国经济的高速增长促使着人们追求更

高的生活品质, 人们的航空出行需求迅速增长, 给机场

带来了不小的压力. 机场的旅客吞吐量是民用机场的

主要生产指标, 旅客流量是机场对资源进行高效配置

的依据, 是机场进行决策的基本前提. 因此, 客流量的

预测对机场的管理和建设有很大的参考意义.
传统的机场客流量预测多为基于线性假设的模型.

如陈玉宝等[1] 以首都机场为例采用组合预测方法对旅
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客吞吐量进行预测. 俞佳立等[2] 运用指数平滑法与灰

色预测法两者的组合预测模型对管道货运量进行预测

分析. 刘夏等[3] 基于三亚机场 2008–2016 年的月度客

流量数据, 运用 ARMA模型、灰色预测模型、ARMA
改进回归模型对客流预测及数据仿真. 由于线性模型

对机场流量预测的局限性 (交通流量因自由流、阻

塞、故障和恢复情况等频繁变化而具有非线性特征),
上述模型的性能和应用都受到限制. 近年来学者们开

发出各种机器学习与深度学习的模型应用于交通流预

测. 钟颖等[4] 把极端样度上升 (XGBoost) 模型用于路

段短时交通流的预测. 周燎等[5] 用期望最大化 (EM)算
法从交通流数据中学习出贝叶斯动态线性模型 (DLM)
的关键参数, 对下一时刻的车流量进行预测. 朱征宇

等[6] 建立了支持向量机与卡尔曼滤波组合模型,并将该

模型应用于短时交通流量预测. 衡红军等[7] 用动态回

归 ARIMAX模型, 对航站楼内短时段的值机旅客人数

进行预测. Ma等[8] 将递归神经用于交通速度预测的网

络 (RNN). Polson和 Sokolov[9] 提出了一种深度学习架

构来捕捉非线性时空效应. Huang 等[10] 提出了一个由

深度信任网络 (DBN)和一个多任务回归层组成的预测

短期交通流的体系结构.
本文提出的是一种基于注意机制的编码-解码结

构时序预测模型 (Temporal Attention-based Encoder-
Decoder model, TAED), 把基于注意机制的融合双向长

短时记忆网络编码-解码模型应用到机场客流量预测.
由于深度神经网络在长时间尺度的预测中存在着淹没

前期输入信号的缺点, 因此, 在设计深度学习预测方法

时引入注意力机制, 使模型能够根据不同时期输入信

号对于输出结果的贡献强度分配不同的关注度, 从而

使模型具备处理大时间尺度序列的能力. 同时对于标

准的编码解码模型对时间序列数据的特征提取能力弱

的问题, 引入了 Bi-LSTM, 使模型能够对数据特征进行

充分学习, 捕捉不同时间段的隐含特征. 此外, 时间序

列数据的多步前向预测比单步预测困难, 而序列-序列

学习结构可以很好地解决这一问题. 由于上述优势,
TAED模型相对于经典 LSTM模型能够更好的捕捉时

间序列中的隐含特征, 并且对于前期输入信号有更好

的记忆力, 因而具有更好的预测效果. 

1   基于时间注意机制的编码解码模型 

1.1   本文框架

本文提出的基于注意机制的多变量时间序列多步

预测框架 (如图 1). 该框架由 Bi-LSTM、LSTM和基于

时间注意机制的上下文层 3 部分组成. Bi-LSTM 用于

学习任意长度的输入数据的隐藏表示, 从时间序列中

提取出深层的时间依赖特征, 然后利用时间注意层构

造潜在的空间变量 (时间注意上下文向量). LSTM 解

码器根据生成的潜在空间变量, 对未来的时间序列值

进行预测. 图 1给出了该框架的图解, 该框架可以端到

端对时间序列数据建模.
 

...

LSTM ...LSTM LSTM

× ×
×

Softmax

LSTM ...LSTM LSTM

LSTM ...LSTM LSTM

x1 x2 xt

α α α

f0

f1 f2 ft
 

图 1    TAED模型
  

1.2   编码解码结构

it、 ft、

st、ot、ht

LSTM 是一种处理具有时间序列特征数据的长期

学习模型 [ 1 1 ] .  典型的 LSTM 包括 5 个部分 :  
, 分别作为输入门、遗忘门、存储单元、输

出门以及 LSTM 单元的隐藏状态. 一个典型的 LSTM
单元块包括 3 个门和 1 个存储单元, 基于这些部分使

得其具有忘记或记忆信息的能力 (决定信息是否传输

到下一个单元格).

it = σ(U(i)xt +W(i)ht−1+bi) (1)

ft = σ(U( f )xt +W( f )ht−1+b f ) (2)

ot = σ(U(o)xt +W(o)ht−1+bo) (3)

s̃t = tanh(U(c)xt +W(c)ht−1+bc) (4)

st = ft ⊙ st−1+ it ⊙ s̃t (5)

ht = ot ⊙ tanh(st) (6)
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t

ht S t σ

⊙

式中, 对于输入的时间序列值在 时间步时, LSTM单元

计算一个隐藏状态 和一个内存状态 ,  是激活函数,
是元素的乘法, 这是输入时间序列值的编码.

t = 1

t = T

但传统的 LSTM 有一个缺点, 它只能学习时间序

列数据的前一个上下文, 不能学习同一序列数据的前

向上下文. 所以我们用 Bi-LSTM 作为编码器, 可以同

时处理两个不同方向的数据互连的隐藏层: 单向进程

使用从 到 T 的前向隐藏层; 另一个方向进程使用

从 到 1的后向隐藏层. 这个经典的 Bi-LSTM计算

过程如下:

i⃗t = σ(U⃗(i) x⃗t + W⃗(i)h⃗t−1+ b⃗i) (7)

f⃗t = σ(U⃗( f ) x⃗t + W⃗( f )h⃗t−1+ b⃗ f ) (8)

o⃗t = σ(U⃗(o) x⃗t + W⃗(o)h⃗t−1+ b⃗o) (9)
−→
s̃t = tanh(U⃗(c) x⃗t + W⃗(c)h⃗t−1+ b⃗c) (10)

s⃗t = f⃗t ⊙ s⃗t−1+ i⃗t ⊙
−→
s̃t (11)

h⃗t = o⃗t ⊙ tanh(s⃗t) (12)
←−
i t = σ(

←−
U (i)←−x t +

←−
W(i)←−h t−1+

←−
b i) (13)

←−
f t = σ(

←−
U ( f )←−x t +

←−
W( f )←−h t−1+

←−
b f ) (14)

←−o t = σ(
←−
U (o)←−x t +

←−
W(o)←−h t−1+

←−
b o) (15)

←−̃
s t = tanh(

←−
U (c)←−x t +

←−
W(c)←−h t−1+

←−
b c) (16)

←−s t =
←−
f t ⊙←−s t−1+

←−
i t ⊙
←−̃
s t (17)

←−
h t =

←−o t ⊙ tanh(←−s t) (18)

ht = h⃗t ◦
←−
h t (19)

ht

h⃗t
←−
h t

CT

CT (
f1, f2, · · · , fp

)

其中, 箭头表示处理方向,  表示 Bi-LSTM的最终隐藏

输出, 它由前向输出 和后向输出 连接起来. 我们用

Bi-LSTM作为编码器部分, LSTM作为解码器组件, 它
通过生成目标值来预测多步时间序列值, 该目标值以

先前的时间上下文和先前生成的值为条件. 换句话说,
Bi-LSTM 编码器负责将输入数据编码到上下文 生

成, 它是作为输入数据 的时间表示的一个固定向量.
然后 LSTM 解码器解码并生成目标序列

作为多步前向预测值. 目标序列的概率可计算如下:

p( f1, f2, · · · , fp|x1, x2, · · · , xT ) =
p∏

t=1

p( ft |CT , f1, f2, · · · , ft−1)

(20)

(X1, X2, · · · , XT ) xi其中,  是历史多元时间序列的模型输入, 

i
(

f1, f2, · · · , fp
)

p

表示时间数据的第 个时间步长观测变量, 

是多步骤预测的目标值, 其长度 可不同于输入长度 T
(称为查找大小或窗口大小). 如上所述, 我们给出了一

个计算结果可使用的经典编码器-解码器的计算过程[12],
它可对多变量时间序列数据进行建模并完成多步骤预

测任务. 

1.3   时间注意力机制

CT

x = (x1, x2, · · · , xt)

h

标准的编码-解码器深度学习结构在编码时必须

将所有编码隐含的过去时态信息压缩成一个固定长度

的上下文向量 . 而这种编码方式随着输入时间序列

长度的增加, 存在前期输入信号被后期输入信号淹没

的情况, 进而导致预测能力会逐渐下降. 针对这一难点,
本文首先提出了一种处理时序预测任务的时间注意机

制, 并将其连接至编码器和解码器之间. 该框架中使用

Bi-LSTM 作为编码器, 将时间序列 作

为输入 ,  得到隐含状态 .  时间注意力层的计算公式

如式 (21)–式 (24):
eit = v′ tanh(Wssi−1+Whht) (21)

αit =
exp(eit)∑T

k=1
exp(eik)

(22)

ci =

T∑
t=1

αitht (23)

fi = g(yi−1,ci, si−1) (24)

其中, 式 (21) 表示解码器层的隐藏状态与编码器层的

隐藏状态之间的软对齐计算. 式 (22)表示与输入时间

序列帧在时间步上的重要性相对应的注意权重, 用于

预测在时间步上的输出值, 该方法使用 Softmax 函数

对长度向量进行归一化, 作为输入时间序列上的注意

掩码. 式 (23) 表示为编码层每一个时间步分配相应的

权重. 式 (24) 表示模型解码后的输出值. 模型通过式

(25)进行训练.

et =

T∑
t=1

∥xt − ft∥2 (25)
 

2   实验仿真 

2.1   数据集构造

数据源于中国民用航空华东地区管理局官网提供

的真实生产运行数据, 选取上海虹桥机场 2013–2020
年每月客流量数据应用本文算法进行分析, 对其进行

可视化, 如图 2.
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图 2    2013–2020年上海虹桥机场月客流量数据

 

一般来说, 机场客流量的总体趋势受到地区经济

发展和结构、人口因素及其构成、地面交通情况以及

机场的布局和功能定位等多种因素的影响, 此外更小

时间维度上又受季节、天气、大型活动 (如节假日)等
的影响. 观察图 2可以发现, 虹桥机场客流量总体上随

着年份呈上升趋势, 且每月的客流量随着季节的不同

呈现出一定的周期性趋势, 在冬季客流量偏低.

y N y1,y2

s = 1

S 1 S 2 S 3

本文所用样本的构造方法如图 3. 首先将数据按照

时间顺序进行排列, 然后进行归一化处理, 最后使用滑

动窗口的形式进行样本划分. 其中, 输出数据 (即标签

) 为该窗口中的最后一个 值, 如图 3 中的 所示.
由于本文的实验对象具有时间序列属性, 因此, 为保证

输入、输出数据具有连续性; 同时, 为尽量扩大样本数

目, 窗口滑动步长选取为 . 为从时间尺度对模型性

能进行测试, 依次将标签长度设置为按照 1、3、5 三

种尺度对样本进行划分, 得到样本集 、 和 .
 

时间戳

N

样本 1 样本 2 步长

单步预测时标签 y

多步预测时标签 y
y

1 y
2

 
图 3    样本构造示意图

 

将所构造的样本划分为训练集与测试集, 样本详

细描述见表 1.
 

表 1     数据集
 

样本集 训练集 测试集

S1 63 15
S2 62 15
S3 61 15

 

2.2   实验与结果分析

S 1 S 2 S 3

实验使用基于 TensorFlow的 Keras框架实现模型

搭建, 并将其与标准 RNN、LSTM 分别在 、 和

三个数据集上进行实验对比 .  其中 ,  RNN 和 LSTM
经过多次超参数调节, 在权衡最小均方根误差与最小

计算机开销情况下, 选择最优的网络结构.
为对模型进行评价, 实验采用平均绝对百分比误

差 (MAPE) 与均方根误差作为指标 (RMSE), 其具体计

算公式如下:

MAPE =
1
n
×

n∑
t=1

∣∣∣∣∣Pt −Rt

Pt

∣∣∣∣∣×100% (26)

RMS E =

√√
1
n
×

n∑
t=1

(Pt −Rt)2 (27)

Pt Rt式中,  为模型的预测值、 为真实值. 易知, 上述两种

指标值越小则说明模型性能越好, 即预测值越接近真

实值.
上述模型在 3 个数据集上进行实验, 测试结果如

图 4(a)–图 4(c), 误差指标见表 2.
S 1

S 2

S 1

S 3

S 1 S 3

通过对图 4(a)–图 4(c)对比可知: 由于数据集 进

行的是单步预测, 因此模型均能够对机场客流量进行

准确预测, 虽然 RNN 相对于 LSTM 与 TAED 误差较

大, 但预测值与真实值基本保持在可容忍范围内. 在数

据集 中, 对于时间步的预测增加到 3步, 可以看出相

对于数据集 ,  3 种模型的性能均有所下降 ,  其中 ,
TAED模型性能下降程度最小; 在数据集 中, 将时间

步的预测增加到 5步, RNN和 LSTM一定程度上偏离

真实值, 而 TAED 模型仍能够保持较好的性能, 这是

由于该模型能够通过调整不同时刻输入值对输出值的

贡献来进行预测. 同时, 根据表 2对于残差的计算结果

可以看出, TAED 模型在 3 个数据集上的表现明显优

于 RNN 和 LSTM, 且多步预测中效果更为明显, 如在

数据集 和数据集 上, TAED 模型的平均标准误差

分别比 LSTM低了 57.9%和 78.4%. 

3   结论

机场客流量预测对于机场调度安排, 制定运行计

划具有重要意义. 由于机场客流量数据具有强时序特

征, 而传统方法如 LSTM、RNN 难以有效提取数据的

时间依赖特征. 本文提出一种基于注意力机制的编码

解码模型, 并对虹桥机场客流量数据进行仿真实验, 结
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果表明: 通过对编码解码模型引入注意力机制, 使得模

型能够对历史数据特征进行充分提取, 从而在单步预

测与多步预测上均表现出较高的精度. 虹桥机场客流

量主要受到地区经济发展等各类因素的综合影响, 不
同类型的机场客流量影响因素略有差异, 主要包括贸

易、人口、资源、环境等, 但不同类型机场的历史数

据特征是可以学习的, 因此本文方法对于不同类型的

机场客流量预测具有普适性. 同时, 本文未考虑影响机

场客流量的相关因素, 今后的工作中, 可以通过引入准

点率等相关因素, 从更多维度对客流量进行预测.
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图 4    数据集 S1–S3 在不同方法下的测试结果

表 2     不同方法的残差计算结果
 

数据集 指标 TAED LSTM RNN

S 1
MAPE (%) 0.01 0.04 0.26

RMSE 0.107 0.254 0.978

S 2
MAPE (%) 0.05 0.24 0.54

RMSE 0.265 0.895 1.775

S 3
MAPE (%) 0.21 0.91 1.40

RMSE 0.652 3.018 4.643
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