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摘　要: 伴随着电子商务平台和新型数字媒体服务迅速发展, 网络数据规模持续增长, 数据类型呈现多样化, 如何从

大规模数据中挖掘有价值的信息, 已经成为信息技术的一项巨大挑战. 推荐系统能够缓解“信息过载”问题, 挖掘数

据潜在价值, 将个性化信息推送给有需要的用户, 提高信息利用率. 深度学习的表征能力与推荐系统相融合, 有助于

深层次地挖掘用户需求, 提供精准的个性化推荐服务. 本文首先分析传统推荐算法的优缺点, 再总结深度学习技术

在推荐系统中的研究进展. 最后, 分析和展望智能推荐系统未来发展方向.
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Abstract: With the rapid development of e-commerce platforms and new digital media services, the scale of network data
continues to grow and data types are diversified. The mining of valuable information from large-scale data has become a
huge challenge for information technology. Recommendation systems can alleviate the “information overload” problem,
explore the potential value of data, push personalized information to users in need, and improve information utilization.
The combination of the representational capabilities of deep learning and recommendation systems helps to dig deeper
into user needs and provide accurate personalized recommendation services. This study analyzes the advantages and
disadvantages of traditional recommendation algorithms, summarizes the research progress of deep learning technology in
recommendation systems, and probes into the future development directions of intelligent recommendation systems.
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1   引言

互联网信息服务不断扩展, 为用户提供更多的信

息服务, 也加快数据规模的增长. 互联网数据包括用户

个人信息, 浏览记录、消费历史、项目属性等数据, 如

果不对这些数据加以利用, 会极大地浪费存储资源, 造

成“信息过载”问题[1]. 推荐系统技术能够挖掘数据隐含

价值, 协同用户数据和项目属性捕捉客户的需求, 提供

个性化信息服务. 让用户获取所需要的信息, 从而提高

计算机系统应用 ISSN 1003-3254, CODEN CSAOBN E-mail: csa@iscas.ac.cn
Computer Systems & Applications,2022,31(4):47−58 [doi: 10.15888/j.cnki.csa.008403] http://www.c-s-a.org.cn
©中国科学院软件研究所版权所有. Tel: +86-10-62661041

① 基金项目: 中国高等教育学会专项课题 (2020JXD01); 广东省普通高校“人工智能”重点领域专项 (2019KZDZX1027); 广东高校省级重点平台和重大科

研项目 (2017KTSCX048); 广东省公益研究与能力建设 (2018B070714018); 广东省中医药局科研项目 (20191411); 广东省高等学校产业学院建设项目

(人工智能机器人教育产业学院)
收稿时间: 2021-06-11; 修改时间: 2021-07-14; 采用时间: 2021-07-20; csa在线出版时间: 2022-03-22

Special Issue 专论•综述 47

http://www.c-s-a.org.cn/1003-3254/8403.html
mailto:cas@iscas.ac.cn
http://dx.doi.org/10.15888/j.cnki.csa.008403
http://www.c-s-a.org.cn


数据的有效利用率. 推荐系统在缓解数据过载的问题

中发挥着重要作用, 能够协助用户发现潜在的兴趣[2],
缓解数据过量导致用户无法发现自己需要的信息.

推荐系统已经成为许多电子商务和多媒体平台的

内核, 个性化推荐服务能够帮助平台吸引用户的注意

力, 提高用户访问量. 推荐系统为网络平台的发展提供

源源不断的动力, 其商业价值也引起工业界和学术界

的关注. 深度学习作为一项热门技术, 已经在计算机视

觉、自然语言处理等多个领域展现出无限潜力, 也为

推荐系统提供了新的方法[3]. 凭借深度学习技术的强大

表征能力, 学习用户和项目的隐向量表示, 挖掘用户的

历史行为数据、商品的多样化数据以及上下文场景信

息, 捕获用户潜在偏好, 向用户生成更加精确的个性化

推荐列表.
本文主要综述推荐系统的发展脉络, 总结传统的

推荐算法的优缺点, 分析深度学习技术在推荐系统中

的前沿应用, 并且展望深度学习推荐算法未来研究方向. 

2   传统推荐算法 

2.1   协同过滤

协同过滤[4] 是早期使用最为广泛的推荐算法, 核
心思想是综合用户和项目显式反馈信息, 筛选出目标

用户可能感兴趣的项目进行推荐. 协同过滤算法主要

类型可分为基于用户的协同过滤和基于物品的协同过

滤, 两种类型的算法都需要基于构建的用户和项目的

二元共现矩阵, 协同整个矩阵数据去预测用户对项目

的评分. 基于用户的协同过滤, 需要计算用户之间的相

似度, 找到与目标用户类似的用户, 加权求和相似用户

的评分作为目标用户对项目的预测评分, 对评分排序

生成推荐项目列表. 2003年, Amazon团队[5] 发表关于

协同过滤的论文, 介绍基于物品的协同过滤在商品推

荐服务中的应用. 该算法基于共现矩阵, 找到目标用户

评价高的物品, 利用物品向量计算物品之间的相似度,
最终将与高评分物品的类似物品作为推荐列表的结果.
协同过滤算法具备可解释性, 能够发掘出用户新的兴

趣点, 但随着用户和物品的规模增大, 共现矩阵数据会

变得更加稀疏, 计算相似度时准确率会降低, 影响算法

实际效果. 且推荐结果的头部效应明显, 评分高的受欢

迎物品会多次推荐, 而评分信息少的新物品较少推荐,
算法泛化能力较差. 

2.2   矩阵分解

2006 年, 矩阵分解[6] 算法在用户评分预测任务中

pu qi

表现出色, 缩小预测评分与用户真实评分的误差. 算法

主要思想是通过分解共现矩阵, 为用户和项目分别生

成一个隐向量, 使用隐向量表示用户的兴趣和项目的

属性, 用于挖掘用户与项目之间深层次潜在关系, 从而

提高预测准确性. 矩阵分解算法通过使用奇异值分解

(SVD)、特征根结构分解 (ED)等方法分解共现矩阵分

别得到用户隐向量 和物品的隐向量 , 用户向量与项

目向量间的点积为用户对项目的预测评分, 物品预测

值和真实值之差作为损失函数, 如式 (1):

eui = rui−qi
T pu (1)

rui pu qi

pu qi

其中,  为用户 u 对物品 i 真实评分标签,  与 分别为

用户和物品向量,  与 的点积作为用户 u 对物品 i 的
预测评分. 使用梯度下降算法训练模型, 加入正则化项

防止过拟合. 相较于协同过滤算法, 矩阵分解泛化能力

更强, 缓解数据稀疏问题. 空间复杂度更低, 只需保存用

户和项目向量. 矩阵分解算法分解得出的向量隐含用户

信息和项目信息, 但隐向量缺乏可解释性. 矩阵分解仅

利用用户与项目的评分信息, 没有使用其他相关特征信

息, 损失了有用信息, 且无法有效解决冷启动问题. 

2.3   逻辑回归模型

协同过滤和矩阵分解算法只利用用户与项目的交

互信息, 而逻辑回归 (logistic regression, LR)[7] 模型能

融合用户画像特征、物品属性、上下文信息, 将特征

转化为数值向量, 输入到网络中训练, 学习各个特征的

权重, 输出层预测样本为正的概率. 逻辑回归模型有益

于并行化计算, 模型较为简单易于部署而广泛应用, 但
表征能力有限, 没有进行多特征交叉组合, 特征筛选,
影响预测准确性. 2017年, 阿里巴巴团队[8] 提出混合逻

辑回归模型 (mixed logistic regression, MLR), 由于传统

的逻辑回归模型表达能力有限, 无法拟合复杂非线性

表达式, MLR模型吸收“分而治之”的思想, 将特征空间

分成几个区域, 在每个区域训练一个线性模型, 将不同

区域的线性模型结果进行加权求和作为最终的输出结

果. 只要 MLR 模型具有足够的分割区域, 可以拟合任

意非线性函数. 相较于传统的 LR模型, MLR模型可以

扩展到大量样本和高维特征, 在稀疏数据中学习数据

的非线性表示. 

2.4   因子分解机模型

2010年, Rendle[9] 提出因子分解机模型, 在逻辑回

归的基础上, 加入二阶交叉特征组合. FM 算法为每一

个特征引入了一个具有低维稠密的隐向量特征, 并使
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用向量特征的内积作为特征交叉的权重, 如式 (2). 即
使两个特征共同存在的数据较少, 也可以衡量两者之

间的相关性, 从而缓解了数据稀疏所导致的难以计算

特征交互的问题. 相较于逻辑回归模型, FM 模型表达

能力更强. 但受限于组合爆炸问题, 导致特征组合无法

扩展到三阶及以上.

ŷ(x) = w0+

n∑
i=1

wixi+

n∑
i=1

n∑
j=n+1

⟨
vi,v j
⟩

xix j (2)

w0 wi⟨
vi,v j
⟩

viv j

ŷ(x)

xi xi+1

其中 ,   为全局偏置 ,   表示第 i 个特征的权重 ,
为特征隐向量 的内积, 内积值作为特征交叉

的权重, 最终预测值 为一阶特征与二阶交叉特征求

和. 在 FM 模型基础上, FFM 模型[10] 把相同性质的特

征归为同一个域, 细化特征组合的表示. 每个隐向量对

应一个域, 当两个特征 和 组合时, 用特征对应域的

隐向量内积作为权重. FFM模型精细化表示特征组合,
同时也扩大了训练参数量, 增加了过拟合的风险. 

2.5   GBDT+LR 组合模型

2014年, Facebook团队[11] 将梯度提升决策树与逻

辑回归结合起来, 使用组合模型完成推荐任务, 模型结

构如图 1 所示. 该模型的主要思想是使用梯度提升决

策树进行自动化特征工程, 提取重要特征和进行特征

组合, 树的最后一层叶节点生成新的离散特征, 作为逻

辑回归模型的输入据经过激活函数后输出预测结果.
该组合模型的提出, 推进了特征工程模型化进程, 能够

减少人工进行特征组合和特征筛选的工作量, 实现模

型端到端训练.
 

W0 W1 W2 W3 W4

Input feature

Tree splits

Transformed features

Linear classifier∑

 
图 1    GBDT+LR组合模型结构

 

总的来说, 传统推荐算法种类繁多, 具有不同的优

势, 需要结合实际的推荐场景加以灵活运用, 表 1列出

各个算法的优势和存在的劣势.

表 1     传统推荐算法对比
 

传统推荐算法 优势 劣势

协同过滤算法

算法简单 数据稀疏

不需要领域知识 冷启动问题

能发掘新的兴趣点 头部效应明显

矩阵分解算法

泛化能力加强
损失其它相关用户物品和

上下文信息

缓解数据稀疏问题 缺乏解释性

泛化能力加强
损失其它相关用户物品和

上下文信息

逻辑回归模型

模型简单, 易于实现 表达能力较差

学习各个特征权重, 具
有可解释性

没有进行特征组合和特征

筛选

模型简单, 易于实现 表达能力较差

因子分解

机模型

解决稀疏数据交叉特征

组合问题
模型参数多, 训练困难

模型表达能力增强 容易过拟合

无法学习三阶及以上特征

梯度提升树+
逻辑回归

组合模型

自动化特征组合 泛化能力差

端到端训练 容易过拟合

减少手工特征组合
 

3   深度学习技术

深度学习技术已经在人工智能领域取得很多研究

成果, 深度学习与推荐系统相结合, 能够缓解传统推荐

模型表达能力不足的问题. 深度学习的表征能力更强,
需要大量数据训练模型, 能够缓解数据规模大和数据

稀疏问题. 深度学习的基本结构有: 多层感知机、卷积

神经网络、循环神经网络、注意力机制等. 

3.1   多层感知机

多层感知机是前馈结构的神经网络, 数据通过输

入层, 经过多个隐藏层, 汇入输出层计算最终结果, 网
络结构如图 2所示, 利用 BP反向传播算法来监督训练

神经网络, 调整每层神经元的权重, 拟合非线性函数,
缩小预测值与真实值的误差. 多层感知机在推荐系统

中常用于挖掘高阶特征交叉[12], 学习潜在数据模式. 

3.2   卷积神经网络

卷积神经网络 CNN 是模仿生物视觉系统构建的

网络结构[13], 使用卷积操作处理二维数据特征, 在计算

机视觉领域应用广泛. CNN 中的卷积运算的参数共享

减少了模型中需要学习的参数数量, 相较于全连接神

经网络计算效率更高. 在推荐系统中卷积神经网络主

要用于提取视觉特征、文本特征, 融合用户画像特征,
从更多方面捕获用户偏好, 常应用于图片推荐、新闻

推荐、多模态推荐等场景. 
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3.3   循环神经网络

循环神经网络 RNN 是一种常用于处理时间序列

数据的深度网络结构, 结构如图 3 所示. RNN 不仅能

够进行前馈计算, 且能够保持上个时刻的信息, 利用历

史状态数据和当前状态预测输出[14], 因此可以处理文

本和音频等序列数据.
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Input layer

Hidden layers

Output layer

 
图 2    多层感知机结构
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RNN-cell RNN-cell RNN-cell RNN-cell

 
图 3    循环神经网络结构

 

为了解决时间间隔过长导致的信息流失问题和梯

度消失与爆炸问题, 构建出新的变体长短期记忆网络

(LSTM)[15] 和门控循环单元 (GRU)[16]. 在推荐系统中,
循环神经网络可用在基于会话推荐, 基于用户当前会

话行为, 学习用户的兴趣迁移过程, 预测用户下一个可

能交互的项目. 

3.4   注意力机制

注意力机制是一种模仿人类视觉的局部信号处理

机制, 人在观察事物过程中通常关注于部分重要信息,
减少对无关信息的注意力, 从而快速做出判断. 注意力

机制帮助推荐模型选择更有效的特征, 让模型关注于

更重要信息, 减小数据噪声对结果的影响[17]. 深度学习

的训练过程常被看做“黑盒”, 整个训练过程无法预知,
输出的结果无法提供很好的解释性. 深度推荐模型与

注意力机制结合, 有利于增强模型的可解释性, 对各种

特征赋予不同的注意力分数, 增强有效特征的影响力,

抑制数据噪声, 提升模型的推荐准确性. 

4   深度学习在推荐系统中的应用

传统的推荐算法结构简单, 容易实现, 可以灵活运

用于推荐任务. 然而在大数据的背景下, 传统推荐模型

能力有限, 泛化能力较差, 无法很好应用在大规模数据

和数据稀疏场景. 深度学习技术有助于推荐系统应用

于大规模数据场景中, 深度学习深层复杂网络结构需

要大量数据训练整个模型, 稀疏特征可以借由神经网

络转换为蕴含丰富信息的低维度稠密向量. 复杂网络

结构能够拟合任意非线性函数, 挖掘数据深层次的潜

在模式. 深度学习模型可扩展性强, 能融合多种异构数

据, 从多方面捕获用户兴趣, 提高模型的预测准确度.
本节主要分析深度学习在推荐场景中的应用. 

4.1   嵌入技术在推荐系统中的应用

推荐系统通常使用嵌入 (embedding) 技术用低维

度稠密向量去表征一个对象 ,  该对象可以是一个项

目、一个用户等, 同时向量之间的距离隐含项目与项

目之间、用户与用户之间、用户与项目之间的关系.
嵌入技术已经成为推荐系统中必不可少的环节, 主要

处理稀疏特征, 融合大量信息形成一个有价值的低维

向量, 输入到神经网络中训练模型. 也可以利用向量之

间的关系, 作为召回策略, 筛选出与用户兴趣匹配的候

选项目.
Grbovic 等人[18] 在房屋短租平台应用嵌入方法表

征用户和推荐列表. 在 Skip-Gram的基础上, 针对该平

台在搜索排序和推荐实时个性化中设计了列表和用户

的嵌入向量. 用户的搜索会话中的数据作为类似序列

信息, 使用词向量[14] 方式学习每个房源的嵌入向量, 有
效表征房源多个特征, 结合实际业务场景, 向用户精确

推荐优质房源.
阿里巴巴团队[19] 利用嵌入技术用于学习 ID 类型

数据的表示, 用于电商场景的推荐, 包括用户 ID、商

品 ID、种类 ID 等, 传统的独热编码方式会导致数据

过于稀疏, 且无法表示对象之间的潜在关系, 在电子商

务平台中, ID 类数据非常稀疏, 动辄达到几亿维度, 需
要使用低维度的向量高效表达 ID 数据 .  该文基于

Item2Vec[20] 提出基于嵌入的框架, 通过采集用户行为

的 ID序列, 结合 ID之间的结构化的联系, 能够为不同

类型的 ID 学习一个低维向量用以表示. 在此基础上,
阿里巴巴团队[21] 提出基于图的嵌入方法用于推荐系
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统, 为了解决阿里电商数亿规模的数据稀疏、数据量

大以及存在的商品冷启动问题. 该方法首先基于会话

构造一个商品有向图, 基于图构造与商品有交互的行

为序列, 结合特征生成项目的图嵌入向量, 对每个向量

进行特征加权. 该算法主要用于召回阶段, 基于与用户

有过交互的商品, 召回相关候选项目.
Wu 等人[22] 提出 SR-GNN 模型, 考虑到物品转换

成向量的复杂过程, 提出一种新的嵌入方式, 使用图数

据结构对用户会话进行建模, 利用图神经网络学习图

中节点的嵌入向量. 最后, 通过注意力机制把每个会话

表征为当前会话的兴趣和全局兴趣的构成, 基于每个

会话, 预测下一个项目交互概率. 该模型克服难以用隐

向量表示项目的问题, 使用图结构模型生成精准项目

嵌入向量, 为基于会话的推荐场景提供新的方法. 

4.2   基于多层感知机的推荐模型

多层感知机模型在推荐系统中应用广泛, 通常原

始数据经过嵌入层形成向量后, 会输入到多层感知机

中, 学习数据非线性表示, 在进行低阶特征交叉后, 结
合多层感知机进一步提取高阶特征交叉[23], 可应用在

预测用对项目评分、精准排序任务和用户点击率预测.
2016 年, YouTube 团队[24] 将 DNN 应用在视频推

荐服务中, 用神经网络对候选视频进行预测评分, 根据

分数排序生成推荐列表. YouTube 平台的用户数量和

视频规模庞大, 传统小规模数据集的算法并不适用, 同
时平台的视频更新速度快, 需要平衡已有视频和新发

布的视频所带来的冷启动问题, 追踪用户的实时行为.
推荐平台架构如图 4所示.
 

Video
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Candidate
generation

Ranking

User history and context

Other candidate sources Video
features

Video1

...

Video list

Video2DozensHundredsMillions

 
图 4    YouTube平台架构

 

整个系统分为匹配阶段和排序阶段, 匹配阶段利

用高效召回策略从百万级规模的视频库中召回用户可

能感兴趣的候选项, 该阶段要求搜索效率高, 并且检索

出的视频与用户的历史行为和偏好相关. 排序阶段主

要是对召回的视频进行精粒度的打分排序, 将神经网

络融合用户特征、视频属性和场景信息输入到模型中,
对候选视频进行评分预测, 依据分数进行排序, 选取高

评分视频作为推荐列表.
Cheng 等人[25] 提出深广 (Wide & Deep) 模型, 模

型由 Wide 部分和 Deep 部分构成, 模型结构如图 5 所

示, 其中 Wide 部分使用线性模型, 提取数据的一阶特

征, Deep 部分使用神经网络自动学习高阶特征提高泛

化能力, 最终将两个部分的结果整合通过 Sigmoid 激

活函数后输出预测结果. 模型中的Wide部分对应于模

型的记忆能力, 从用户的数据中发现特征之间的相关

性, 偏向于推荐和用户历史行为相关的内容. Deep 部

分对应于模型的泛化能力, 稀疏特征经嵌入层形成低

维稠密向量输入到隐藏层中, 利用神经网络的学习能

力捕获新的潜在高阶特征组合, 泛化能力有利于推荐

结果个性化, 让推荐结果具有多样性.
 

Wide componet Deep componet

Hidden layer

Output layer

Input layer

 
图 5    Wide & Deep模型结构

 

多层感知机模型广泛应用于点击率预估任务, 能
够充分利用用户画像特征、项目属性特征和上下文信

息, 进行特征提取, 且能缓解数据稀疏、高阶特征组合

等问题. 多层感知机与因子分解机进行结合, 可以弥补

FM和 FFM模型中特征组合无法扩展到三阶及以上的

劣势. 通常在稀疏特征经过嵌入层转化为低维向量后,
进行低阶交叉特征组合并且利用 DNN提取高阶特征组

合, 经过 Sigmoid函数输出点击概率, 例如 DeepFM[26]、

FAT-DeepFFM[27]、NFM[28] 等模型. 协同过滤与神经网

络相结合, 缓解稀疏特征导致的训练困难问题, He 等
人[29] 提出神经协同过滤模型, 将矩阵分解的处理方式

和深度学习融合, 模型结构如图 6. 神经协同过滤模型

主要对隐式反馈数据进行建模, 用嵌入向量表征用户
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和物品, 输入到多层神经网络中, 输出层预测用户评分,
采用平方损失函数训练模型. 利用神经网络学习隐向

量表示用户和项目之间潜在关系, 将用户和项目映射

到隐向量空间, 向量之间的距离反映出用户和项目的

潜在关系, 可用于召回阶段, 计算相关性召回与目标用

户相关项目候选集合.
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图 6    NCF模型结构

 

Wang 等人[30] 针对点击率预估任务, 讨论归一化

操作对于点击率预估效果的影响, 如层归一化、批次

归一化、仅有方差的归一化. 通过对比实验, 将对向量

化之后的特征进行归一化, 连续数值型特征使用层归

一化, 稀疏分类性特征做批次归一化, 在多层感知机中

使用偏差的归一化能够提升点击率预测准确性.
Huang等人[31] 借鉴计算机视觉和自然语言处理中

的门机制, 提升非凸神经网络的可训练性, 在嵌入层增

加门机制, 用于从特征选择更重要的特征, 在隐藏层加

入门机制, 用于筛选更加重要的特征交互传递到更深

层的网络. 门机制的思想类似于注意力机制, 增强有效

特征, 抑制数据噪声. 

4.3   基于卷积神经网络的推荐系统

卷积神经网络的卷积和池化计算主要学习数据局

部特征[32], 可以提取非结构化多媒体数据, 对多源异构

数据进行表征学习. 网络可以融合多样化信息, 如物品

图像、评论文本等, 挖掘用户视觉兴趣或从文本信息

中提取用户偏好. 卷积神经网络提高了模型的可扩展

性, 融合更多信息能够让模型从更多方面捕捉用户兴

趣. 在推荐系统中, 卷积神经网络适用于多模态推荐、

图片推荐和文本推荐任务.
通常用户的行为容易受到图像的影响, 光鲜的商

品图片往往能够吸引到用户的注意力. Zhou等人[33] 尝

试用卷积神经网络捕捉分析用户喜欢的图像来提取用

户视觉兴趣画像, 该系统通过计算视觉兴趣向量的余

弦相似性, 找到符合用户视觉兴趣的住房. 该模型应用

于酒店预订系统, 用图像特征预测用户喜欢的住房风

格, 实现个性化推荐. Tang 等人[34] 提出卷积序列嵌入

推荐模型, 将用户过去交互的商品看成序列, 预测用户

未来可能交互的项目, 其思想是将在时间和空间上最

近的序列形成一个“图像”, 使用卷积滤波器学习序列

模式作为图像的局部特征. 该模型使用卷积神经网络

学习序列特征, 用隐因子模型学习用户特征.
有相关研究利用卷积神经网络抽取文本特征, 使

模型融入文本信息, 向用户推荐相关感兴趣的文字内

容. Shen等人[35] 将 CNN用于在线学习资源推荐中, 模
型使用卷积神经从学习资源的介绍、内容等文本信息

中提取项目特征, 对于输入采用语言模型, 对于输出采

用 L1范数正则化的潜在因子模型, 在此基础上引入分

裂 Bregman 迭代法求解该模型, 给学生推荐正确的学

习资源. Gong 等人[36] 采用带注意力的 CNN 处理标签

推荐问题, 整个模型由两部分组成前一部分用于获取

文本特征, 后一部分对各个文本的表示进行 Softmax
多标签分类. 将 CNN模型卷积层应用在预训练词向量

上, 加入注意力机制, 利用注意力层来产生一个单词相

对于它周围的单词的权重.
Zheng等人[37] 构建 DeepCoNN模型使用文本评论

对用户行为和商品属性进行联合建模. 两个神经网络

顶部的额外共享层连接了两个并行网络, 因此用户和

项目表示可以相互交互以预测点击率. 整个模型有 3层
组成 Lookup层, CNN层, 输出层, Lookup层将用户评

论和商品评论转化为对应词向量, 输入到 CNN 中, 最
后的输出预测结果, 训练模型缩小误差.

Liu等人[38] 提出 FGCNN模型, 使用卷积神经网络

提取局部模式并且组合生成新的特征, 为防止全局信

息的丢失, 引入多层感知机提取全局特征交互, 最终在

Criteo 数据集中 AUC 达到 80.22% 的效果. 模型通过

CNN 与 MLP 相结合的方式学习有用的局部特征和全

局特征, 既减少手工特征量, 又缓解因特征稀疏导致的

神经网络训练困难问题.
2020年, 京东团队提出 CSCNN模型[39], 有效利用

电商平台中丰富的商品类目信息, 使用卷积神经网络

提取图像信息, 创新性地将商品信息和商品主图作为
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图像特征提取模块的输入, 提取商品主图中丰富的视

觉特征, 有效挖掘商品视觉属性, 学习商品图像对于用

户行为的影响, 提高点击概率预测的准确性. 

4.4   基于循环神经网络的推荐系统

多层感知机和卷积神经网络是前馈结构的网络,
层与层之间全连接, 但每层神经元节点之间无任何连

接, 不利于建模文本或者音频等时序数据, 因此提出循

环神经网络 RNN, 处理时序数据. RNN 的最大特点在

于神经网络具有记忆性并且能够参数共享, 它能够获

取某一时刻的输入数据和前一时刻的隐层状态来预测

当前时刻的输出. 近年来, 循环神经网络已经在机器翻

译、自然语言处理领域中取得很多研究进展. 在推荐

系统中, 主要使用循环神经网络具有记忆性的特点对

用户的历史会话序列建模, 学习用户偏好演变过程以

及用户上下文相关兴趣, 应用于会话推荐任务.
在基于会话的推荐中, 用户的行为和兴趣随着时

间推移不断改变, 用户当前行为与历史浏览和搜索行

为具有较强联系. Hidasi等人[40] 在短会话推荐任务中

使用循环神经网络, 把用户与物品交互行为组成行为

序列, 输入模型中训练, 预测下一项目交互概率. 该模

型采用 GRU 模型作为基本单元, 引入会话并行小批

量数据, 该模型采用 GRU模型作为基础结构单元, 对
小批量的输出采样, 使用排序损失函数训练模型, 拟
合目标任务, 捕获用户兴趣随着时间推移的演变过程.
Hidasi等人[41] 在此基础上, 进一步优化采样方法和损

失函数, 为解决训练过程中存在的梯度消失问题, 提
出新的损失函数 Top-Max和 BPR-Max, 进一步提升模

型训练效果.
Devooght 等人[42] 将协同过滤视为时间序列的预

测问题, 应用 LSTM捕捉用户的喜好演变过程. 每个项

目用独热编码表示, 采样用户的历史行为作为时间序

列, 将项目的向量输入到 RNN 模型中, 输出为每个项

目对应神经元的 Softmax 值, 推荐输出层概率最大的

若干个项目. Donkers 等人[43] 首次提出将用户编码信

息融入 GRU 的网络结构中, 通过深度集成用户信息,
能够更有效的对用户行为序列建模. 通过改造 GRU的

门控结构, 整合用户信息以及行为序列到模型中, 完成

个性化序列预测任务, 有效学习用户行为事件之间的

隐藏关系, 预测用户兴趣进行下一项推荐.
考虑到过去的研究大多利用用户短期行为, 而没

有考虑顾客长期稳定的偏好和演化过程. Li等人[44] 提

出 BINN 模型, 通过结合用户的偏好和当前消费动机

来进行下一项推荐. 模型挖掘大量用户行为日志如浏

览、点击、收藏等历史记录, 形成随时间推移的行为

序列, 这些丰富信息有利于学习用户潜在兴趣. 使用新

的神经物品嵌入方法, 获取统一的物品表示空间, 学习

物品的潜在向量, 捕获物品之间的序列相关性. 开发出

基于长短期记忆神经网络学习个人偏好和当前消费动

机, 进行序列化推荐.
Feng 等人[45] 提出 DSIN 模型, 应用循环神经网络

从用户行为序列中捕获动态不断变化的用户兴趣 ,
DSIN模型能够有效对用户对个会话进行建模, 用于点

击率估计预测. 用户的连续行为由多个历史会话组成,
用户在每个会话和异构交叉会话中的行为是高度同构

的, 加入自注意力机制提取用户在每个会话中的兴趣,
应用双向 LSTM 来捕获上下文会话兴趣的顺序关系,
最后使用本地激活单元来聚合用户对目标项的不同会

话兴趣表示, 完成基于会话的推荐. 

4.5   基于注意力机制的推荐系统

用户的兴趣具有多样性, 并且会随时间不断变迁,
用户点击行为具有局部活跃性, 某一时刻点击行为仅

仅和过去的部分历史数据有关, 而不是所有历史记录.
Zhou 等人[46] 提出 DIN 模型, 模型中引入注意力机制,
对用户行为序列数据建模, 将用户行为基于注意力机

制进行加权求和, 使模型更加关注有益信息, 预测下一

次点击动作. 并且提出小批量正则方法和自适应激活

函数辅助模型训练. 2018年, 在 DIN模型基础上, 又设

计出 DIEN模型[47], 该模型使用 GRU结构构建模型用

户行为序列. DIEN 设计了兴趣提取层, 捕获用户随时

间改变的兴趣演变过程. 同时设计了兴趣演化层来捕

获与目标项相关的兴趣演化过程. GRU 每一步的局部

激活都能增强相对兴趣的影响, 减弱用户兴趣迁移的

干扰, 有助于充分学习相对于目标项目的兴趣演化过程.
阿里巴巴团队提出 ATRank 模型[48], 该模型基于

注意力机制对用户异构行为序列建模, 融合用户不同

的行为记录, 更好地理解用户兴趣, 提供更优质的个性

化服务. 整个模型包括原始特征、语义映射层、自注

意力层和目标网络. 语义映射层能让不同的行为可以

在不同的语义空间下进行比较和相互作用. 自注意力

层让单个的行为本身变成考虑到其他行为影响的记录.
目标网络则通过 Vanilla Attention 可以准确的找到相

关的用户行为进行预测任务. 使用类似 Google 的自注
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意力机制去除 CNN、LSTM 的限制, 加快网络训练速

度, 提升预测效果.
Xiao 等人[49] 提出 AFM 模型, 该模型将注意力机

制与 FM 算法融合. 考虑到 FM 算法虽然高效, 但它对

所有特征交互的建模具有相同权重, 可能会影响预测的

准确性, 并不是所有特征交互都对预测结果有益且具有

预测性. 无用特征之间的交互可能引入噪声, 从而降低

模型性能. 所以在 FM 算法中加入注意力机制, 为每个

交叉特征计算一个权重表示对预测结果的影响大小.
Song等人[50] 提出 AutoInt模型利用多头自注意力

机制来完成自动特征提取. 高阶特征组合有利于提升

点击率估计准确度, 但依靠经验进行人工特征组合工

作量非常大. 该模型通过自注意力机制构建特征交互

层, 交互层的层数可作为超参数调整, 交互层叠加可以

学习二阶、三阶及以上高阶组合. 在第一层的交互中,
通过注意力映射可以学习不同特征的相关性, 以加权

求和的方式进行组合. 同时使用残差连接防止交互层

加深导致神经网络退化问题, 防止梯度弥散问题.
依据用历史行为记录, 建模用户偏好动态渐变过

程, 是对推荐系统的巨大挑战. 现有算法使用序列神经

网络, 遵从从左到右的顺序, 利用单向信息建模, 这种

严格的顺序降低了历史序列的表示能力, 影响准确性.
2019年, Sun等人[51] 提出 Bert4Rec模型, 首次将 BERT
模型用于推荐系统, 由于深度双向信息会造成信息的

泄露, 为了解决这个问题, 使用 Cloze Task 训练模型,
利用上下文信息预测 Masked Item, 在预测过程中, 将
Mask 加入到输入序列的最后, 然后利用 Mask 的嵌入

向量进行推荐.
多数点击概率估计模型只考虑某一广告的信息而

忽略其他相关广告对预测结果, Ouyang 等人[52] 提出

DSTN 模型, 将不同类型的广告作为辅助信息融入到

模型之中, 如用户历史点击或者曝光未点击的广告和

当前上下文已经出现过的广告等, 加入注意力提取对

目标广告有用的辅助信息, 减少噪声数据影响, 利用上

下文信息提高模型准确度.
大多数深度学习推荐模型将原始稀疏特征嵌入到

低维向量, 输入到神经网络中获得最终的推荐预测概

率, 这些工作只是连接不同的特征, 忽略用户行为的连

续性. DIN 模型[41] 提出使用注意力机制来捕获候选项

与用户先前点击商品之间的相似性, 但未考虑用户行

为序列背后的序列性质. 阿里巴巴团队[53] 提出 BST模

型, 将 Transformer技术应用于推荐系统中学习用户历

史行为序列信息. 该模型相比于之前所提出的 DIN 模

型准确率有较大提升 .  数据经过嵌入层后 ,  输入到

Transformer层, 该层用来捕获用户历史行为序列, 再与

其他特征拼接输入到神经网络中进行训练. 

4.6   树模型与推荐系统的结合

由于神经网络的训练过程不可预知, 推荐结果缺

乏解释性, 目前很多的深度推荐模型如Wide & Deep[25]、
DeepFM[26] 等模型都是隐式地学习交叉特征, 可能引

入数据噪声. 有相关研究将树模型用于有效的交叉特

征, 将特征放入基于嵌入技术的注意力模型中, 不仅保

障预测准确性, 也提高模型可解释性.
Wang等人[54] 提出 TEM模型, 使用树模型增强向

量嵌入方法, 将嵌入技术和树模型的可解释的优点相

结合. 该方法受到 GBDT+LR组合模型的启发, 根据用

户和物品的历史信息, 建立一个决策树来自动提取有

效交叉特征, 将交叉特征输入到一个基于嵌入技术的

神经注意力网络, 学习交叉特征的权重, 权重代表特征

重要程度. 由于决策树提取的交叉特征明确, 而且注意

力网络学习各个特征的权重, 增强模型可解释性.
阿里巴巴团队[55] 提出一种基于树结构的 TDM模

型, 解决很多模型不能调节用户和商品向量之间的内

在乘积形式以利用高效搜索算法, 因此不能用于大规

模推荐系统中召回候选集. 其主要思想是通过海量商

品信息构建兴趣树, 自顶向下遍历兴趣树的节点并为

每个用户生成推荐项, 从粗到细地预测用户的兴趣. 该
方法可以从大量商品中快速检索出用户感兴趣的若干

商品, 常用于推荐系统中的召回阶段.
总而言之, 深度学习技术推动了推荐系统的发展,

扩展了推荐系统特征提取能力, 增强模型表达能力, 融
合更多类型特征, 学习用户多方面兴趣, 提供更多个性

化推荐方法, 表 2 总结各项深度学习技术与推荐系统

融合的特点描述以及优缺点分析. 

5   基于深度学习的推荐系统未来发展方向

深度学习模型具备强大的表达能力, 已经证明深

度神经网络能够拟合复杂的非线性函数, 深度学习技

术与推荐系统的融合. 传统的机器学习模型 (如逻辑回

归模型), 需要人工进行特征选择和特征交叉, 耗费大

量人力, 利用神经网络对于高阶特征的自动提取和筛

选, 捕获更有益的组合特征[56], 训练端到端模型, 减少
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人工特征工程的工作量, 节省投入成本. 深度学习模型

可拓展性强, 可以在模型中融合多种异构数据, 让模型

获得更多的信息, 提高预测结果的精确性. 以下总结了

几个推荐系统未来的发展方向.
 

表 2     深度学习技术在推荐系统中应用对比
 

深度学习技术 特点描述 优点 缺点

嵌入技术[18–22] 将高维离散特征转换为低维度稠密

向量.
缓解独热编码造成的特征稀疏问题, 获
取用户和项目的隐向量表示.

不同特征的嵌入维度难以确认, 嵌入向

量的训练耗费大量时间和开销.

多层感知机[23–31]

前馈结构的神经网络,  数据通过输入

层,  经过多个隐藏层,  汇入输出层计算

最终结果.

结构灵活, 能够学习数据的非线性表

达, 可以对高阶特征进行建模.
无法处理序列数据, 图像数据.

卷积神经网络[32–39] 具有卷积计算和池化操作的网络结构,
适用于二维图像数据局部特征的抽取.

能够提取图像特征、文本特征, 让模型

能融入多样化数据, 捕捉用户更多兴趣.
CNN用于特征交互建模, 只能学习相

邻特征之间部分特征交互.

循环神经网络[40–45]

具有记忆性、参数共享, 隐藏层节点之

间有连接, 获取上一时刻信息并且结合

当前状态预测输出.

能够对用户交互序列数据建模, 捕获用

户偏好演变过程, 适用于基于会话的推

荐任务.

短期记忆影响较大, 长期记忆影响小,
时序间隔变大会丢失远距离信息, 可能

出现梯度消失和梯度爆炸问题.

注意力机制[46–53]

模仿人类视觉的局部信号处理机制, 对
不同信息赋予不同权重, 使模型关注于

更重要的信息.

计算注意力分数, 学习每个特征对于输

出的影响程度, 协助模型捕获重要信息.
不能捕捉位置信息和学习序列中的顺

序关系.

树模型[54,55] 一种基于特征空间划分的具有树形分

支结构的模型.
时间复杂度低, 能够处理数值型和类别

性数据, 有较高可解释性.

抗干扰能力弱、最优决策划分是NP难
问题、对数据不均衡类别倾向数据多

的类别.
 
  

5.1   深度学习与传统推荐算法的结合

传统的推荐模型结构简单, 应用广泛, 但表示能力

有限, 无法挖掘深层次的用户和项目隐向量表示和高

阶特征. 传统推荐算法融合深度学习技术, 弥补传统算

法的不足, 利用深度推荐模型融合多种类型异构数据,

让模型吸收更多信息提高准确率, 更好捕获用户和项

目的特征. 因此, 深度学习与传统推荐算法的融合, 可

以充分利用二者的特点. 虽然目前已有相关的研究成

果, 如 DeepFM[21]、NCF[24]、AFM[44] 等模型, 但这个方

向依然具有很大的发展空间, 未来可以探索传统推荐

算法与更多的深度学习模型的结合, 提出新的深度推

荐模型. 

5.2   深度学习推荐系统的可解释性

基于深度学习的推荐模型可以利用多源异构数据

预测用户的喜好, 但模型的训练过程就像一个“黑盒”,

模型的大规模权重参数根据目标任务自动调整, 很难

对模型输出的结果给予合理解释, 因此深层的神经网

络高度不可解释. 如何做出可解释的推荐还是一项艰

难挑战. 然而向用户提供有价值的推荐解释是非常重

要的方面, 让用户明白推荐的理由, 能够加强用户对产

品的理解和信任, 提升用户体验感. 注意力模型在推荐

系统上的应用从一定程度上缓解了推荐模型的不可解

释性[57], 因此构建解释性更强的推荐模型, 让用户理解

推荐理由, 也是未来的研究热点之一. 

5.3   融合更多类型数据的新网络结构

随着互联网上的信息量不断增加, 数据类型也更

加多样化, 可扩展性对于模型在实际应用中的可用性

十分重要. 深度推荐模型的可扩展性, 可以帮助在模型

中整合多种辅助信息, 更多异构数据输入模型可以让

模型从更多方面学习用户的偏好, 给出准确的预测. 未
来新的深度推荐模型可以融合多模态数据, 除了使用

用户与项目之间的交互数据, 还可以利用用户的时空

序列数据、图像信息、项目数据的动态变化等, 对多

样化数据建模能够发掘用户新兴趣点. 因此, 研究新的

深度推荐模型结构去融合多种数据源也是重要的研究

领域. 

5.4   跨领域信息融合

许多互联网平台提供各种信息资源和网络服务,

搜索引擎提供信息搜索服务、电子商务平台提供购物

服务、新闻平台推送实时热点新闻. 然而单领域推荐

系统只注重某一特定领域, 而忽略了用户在其他领域

的兴趣, 加剧了数据稀疏性和冷启动问题[3]. 融合多个

平台的用户信息可以进行跨领域推荐, 克服单一领域

的数据稀疏, 利用多个领域的信息可以挖掘用户个性

化偏好. 通过深度学习技术, 可以将各类数据以向量表

示作为模型输入数据, 利用源领域学习到的数据协助
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目标领域作推荐[2]. 目前, 跨领域信息融合推荐方向的

研究较少, 还有很大的探索空间和潜力. 

5.5   新的训练优化方法与网络架构

推荐系统领域的研究, 深度学习技术在实际应用

中通常会遇到两个挑战, 一是模型训练所耗费的资源

多; 二是神经网络训练问题. 深度学习模型依赖大量数

据进行训练, 需要足够的硬件资源来计算, 而且训练时

间耗费的时间长, 同时参数调整难度大, 可能会出现收

敛慢、易波动问题. 随着层数的增多, 可能出现过拟合

问题. 在评估数据稀疏的情况下将导致推荐推荐模型

训练不充分问题. 在之后的研究中可以尝试新的深度

学习训练方法和优化策略, 在不损失预测准确度的情

况下减少训练参数, 让模型变得更轻便[58], 使用负采样

和剪枝算法对神经网络训练进行优化加速[59], 使用正

则化方法[60] 防止过拟合, 增强深度神经网络训练效果. 

6   结语

在信息技术迅速发展的时代, 互联网中的数据量

也呈爆炸式增长的趋势, 随之而来的“信息过载”问题

无法避免, 推荐系统在缓解信息过载问题中发挥重要

作用. 深度学习技术与推荐系统相融合, 构建贴合用户

兴趣的模型, 产生个性化推荐列表. 相较于传统推荐算

法, 深度学习增强了模型的可扩展能力和表征能力, 让

模型能够融入更多样的特征, 捕获用户的兴趣, 提高模

型预测准确度. 本文分析了传统推荐算法的优缺点, 在

此基础上进一步分析深度学习推荐模型的研究进展,

讨论和分析了推荐算法的研究现状和未来发展. 希望

本文能够为推荐算法领域的研究人员理清脉络, 提供

有益的帮助.
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