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摘　要: 单目标跟踪是计算机视觉领域中的研究热点. 传统算法如相关滤波的跟踪速度较快, 但由于提取到的颜

色、灰度等手工特征较为粗糙, 跟踪精度往往不高. 近年来随着深度学习理论的发展, 使用深度特征的跟踪方法能

够在跟踪的精度和速度方面达到很好的平衡. 本文首先介绍单目标跟踪的相关背景, 接着从相关滤波单目标跟踪、

深度学习单目标跟踪两个阶段对单目标跟踪领域发展过程中涌现出的多个算法进行梳理, 并详细介绍目前主流的

孪生网络算法. 最后通过大型数据集对近年来优秀算法进行对比分析, 针对其缺点与不足, 对该领域未来的发展前

景做出展望.
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Abstract: Single object tracking is a research focus in the field of computer vision. Traditional algorithms including
correlation filtering have fast tracking speed but generally low tracking accuracy due to the roughness of extracted manual

features such as color and gray levels. With the development of deep learning theory in recent years, tracking methods

using deep features can achieve a good balance between tracking accuracy and speed. This study first introduces the

relevant background of single object tracking and then sorts out multiple algorithms that have emerged in the development

of single object tracking from the two stages of single object tracking based on correlation filters and deep learning. The

current mainstream Siamese network algorithms are also introduced in detail. Finally, a large data set is used to compare

and analyze the excellent algorithms that have emerged in recent years. In view of the shortcomings and deficiencies of

these algorithms, the development prospects of this field are provided in this study.
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单目标跟踪是计算机视觉领域基础且具有广泛实

用性的任务之一, 其跟踪方法就是在视频第一帧中获

取目标区域的特征信息, 以此为依据在后续帧中对目

标状态进行估计并进行准确定位.目前单目标跟踪技术

在许多领域均有应用, 例如在智能视频监控领域[1], 可

以根据监控目标的移动轨迹自动跟踪, 并自动适应监

控场景中的其他变化, 而不需要人为的干预; 在自动驾

驶领域[2,3], 通过采用视觉目标跟踪技术, 对车辆周围的
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汽车、行人、道路进行区分, 进而合理避障, 安全行驶;
在智能人机交互领域[4,5], 通过对人体的动作捕捉或眼

球跟踪, 以此产生对应的交互操作. 但由于现实场景比

较复杂, 在应对遮挡、运动模糊、背景干扰等问题时,
跟踪效果并不是十分理想.

本文旨在通过对单目标跟踪领域算法的分类梳理

与分析, 为研究人员的进一步研究提供一份较高质量

的研究综述, 主要结构如下:
文中第 1 节主要介绍单目标跟踪相关背景, 包括

跟踪框架和跟踪挑战以及深度学习中的主流网络; 第
2节对相关滤波类算法的发展进行简单回顾, 并介绍其

基于深度特征的改进; 第 3 节对深度学习类单目标跟

踪算法进行系统性的梳理, 并通过数据分析总结其优

缺点; 第 4 节对本文内容进行总结并针对算法的缺点

与不足对未来的发展趋势做出展望. 

1   相关背景 

1.1   跟踪框架

单目标跟踪的跟踪框架一般可以分为 5 部分, 分
别是运动模型、特征提取、观测模型、模型更新和集

成处理[6], 其中观测模型是目标能否成功跟踪的关键,
一般可以分为生成式模型和判别式模型.

生成式方法首先通过特征学习得到目标的外观模

型, 接着在后续帧中进行模板匹配, 寻找最匹配区域,
以此作为目标位置. 比较著名的生成式方法[7] 有卡尔

曼滤波[8]、粒子滤波[9]、均值漂移[10] 等. 但生成式方法

没有考虑帧中的背景信息, 所以当面对光照变化、运

动模糊等挑战时跟踪准确率往往很低.而判别式方法将

跟踪问题转换为一个二分类问题, 通过提取到的目标

区域和背景区域的特征, 训练一个分类器在后续帧中

对目标与背景进行区分. 由于判别类方法很好的利用

了背景中的特征信息, 因此跟踪往往更为准确. 

1.2   跟踪挑战

尽管国内外学者已经对视觉目标跟踪技术研究多

年, 但在实际应用场景中, 想要对目标实现实时、准

确、稳定的跟踪仍是一个很大的难题, 主要面临的挑

战[11] 如下:
1) 遮挡 (occlusion). 在现实场景中, 正在运动中的

目标很容易发生相互遮挡 ,  进而丢失部分或全部信

息.部分信息丢失时, 可以通过对目标分块或者及时更

新模板的方法进行解决, 而全部信息丢失目前并没有

好的办法完全解决.
2) 图像模糊 (image blur). 运动模糊、光照变化、

图像分辨率较低等情况, 都会导致目标出现模糊效果,
使目标外观特征信息受损, 进而影响到后续的特征提

取与匹配.
3) 形变 (deformation). 目标在运动过程中很容易

发生形态变化, 如果形变过大则会导致跟踪发生漂移.
应对这个挑战的关键在于能够及时的更新目标的表观

模型, 使其很快适应表观的变化.
4) 尺度变化 (scale variation). 一般由物体在运动过

程中距离镜头的远近产生了较大的变化或者非刚性的

物体在运动过程中发生旋转导致较大的尺度变化, 目
前的尺度自适应算法已经较好的解决了这类问题.

5) 背景干扰 (background clutters). 背景干扰主要

是图像背景与目标特征相似, 这会导致跟踪器在提取

目标特征信息时无法较好的区分目标和背景, 导致信

息提取错误, 最终跟踪错误. 因此选择有效的特征对目

标和背景进行区分非常必要. 

1.3   深度学习中典型的神经网络

深度学习在单目标跟踪领域的成功, 很大程度上

得益于神经网络能提取到更优更精细的深度特征, 进
而更好的用于后续的识别、跟踪. 本节简要介绍深度

学习网络中主流的卷积神经网络、循环神经网络和生

成式对抗网络. 

1.3.1    卷积神经网络

卷积神经网络 (convolutional neural networks,
CNN)是一类具有强大表征学习能力的前馈神经网络,
一般由卷积层、池化层、全连接层 3 部分组成. 经典

的卷积神经网络 LeNet-5[12] 的网络结构如图 1所示.
 

输入
32×32 卷积层

6@32×32

池化层
6@14×14 池化层

16@10×10

卷积层
16@5×5

全连接层 120

全连接层 84
输出层 10

 
图 1    LeNet-5网络结构

 

2012 年 Krizhevsky 等人提出了更深且性能更为

优越的 AlexNet 模型[13]. AlexNet 一共 8 层, 通过引入

dropout 方法使全连接层中部分神经元失去作用来缓

2022 年 第 31 卷 第 5 期 http://www.c-s-a.org.cn 计 算 机 系 统 应 用

Special Issue 专论•综述 41

http://www.c-s-a.org.cn


解过拟合, 且使用双 GPU 加速进行训练, 在该年的

ImageNet图像识别大赛中取得了很好的成绩. 2014年,
牛津大学团队基于如何设计一个更深的网络的设想提

出了 VGGNet [14], 将神经网络的深度提升为 11/13/
16/19层. 同年, Szegedy提出的 GoogleNet[15] 将网络的

深度增加到了 22层, 并通过在网络中引入 Inception单元

进一步提升了模型的整体性能. 2015年 He等人通过残

差学习的构想成功训练出超深的神经网络 ResNet[16],
且性能并没有下降. 2017 年, Howard 等人提出了一种

简单而有效的深度可分离卷积网络 MobileNet[17], 为
以后的模型发展提供了另一种可能性, 各模型主要参

数对比如表 1所示.
 

表 1     深度模型参数对比
 

模型 提出时间 (年) ILSVRC成绩 层数 数据增强 卷积核大小 参数量 (Million)

AlexNet 2012 分类、检测、定位冠军 8 Y 3, 5, 11 60
VGGNet 2014 定位比赛冠军 11/13/16/19 Y 3 138
GoogLeNet 2014 分类比赛冠军 22 Y 1, 3, 5, 7 6.8
ResNet 2015 分类、检测、定位冠军 50/101/152 Y 1, 3, 5, 7 —

MobileNet 2017 — 28 Y (少量) 1, 3 4.2
 
  

1.3.2    循环神经网络

xt t ot t

u v w

t ht

ht−1 xt ht ot

ht+1

循环神经网络 (recurrent neural networks, RNN)[18]

适用于处理具有时间序列特性的数据, 其基础结构如

图 2 所示. 其中,  为 时刻输入层的值,  为 时刻输出

层的值,  、 、 为网络中的共享参数. 从图中可以看

出 ,  在 时刻的隐藏层的值 由前一时刻隐藏层的值

和输入 共同得到, 且 的值不仅用于产生 的值,
也作用于下一时刻 的值, 正是由于这种“记忆”功能,
使得循环神经网络能够挖掘出数据中的时序信息以及

语义信息. 

1.3.3    生成式对抗网络

受博弈论二元零和博弈的启发, 2014年, Goodfellow

等人提出生成式对抗网络 (generative adversarial network,

GAN)[19], 相比于传统的卷积神经网络和循环神经网络

等, GAN 是一种全新的无监督网络架构, 其中包含生

成模块和判别模块, 二者互为对抗学习的目标, 其网络

结构如图 3所示.
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图 2    RNN模型按时间线展开
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图 3    GAN网络结构
 

在 GAN 的训练过程中, 需要固定其中一个模块,

然后优化另一个模块, 如此交替进行, 直至两个模块达

到平衡状态, 此时判别网络已经无法判别出数据的真

伪. GAN 发展至今已经有了大量的实际用例, 除了应

用于图像生成领域之外, 还可以应用于视频生成[20]、

艺术品生成[21]、3D建模[22] 等领域. 

2   基于相关滤波跟踪算法

相关滤波算法跟踪过程是首先利用初始帧中目标

区域特征来训练一个滤波器, 接着在后续帧中进行相
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同区域的特征提取, 然后在频域中对提取到的特征进

行相关滤波操作, 最后将响应图中得分最大的区域作

为目标区域. 在算法的发展初期提取的目标特征一般

为颜色特征、灰度特征等手工特征.
2010 年, Bolme 等人提出了使用单帧即可训练出

稳定滤波器的MOSSE算法[23]. MOSSE算法结构简单,
对外观、光照等变化鲁棒性很强, 同时可以高效处理

视频帧. 后续 Henriques等人基于MOSSE提出了带有核

循环结构的 CSK[24] 和扩展了方向梯度直方图 (histogram
of oriented gradients, HOG)特征的 KCF[25], 进一步提升

了跟踪性能. DSST[26] 在 KCF 的基础上引入多特征融

合机制, 通过训练尺度滤波器和位置滤波器分别进行

目标尺度估计和目标定位, 能够较好地应对跟踪过程

中出现的尺度变化, 但跟踪效率有所下降.
总的来说, 虽然相关滤波类算法的速度较快, 但无

法在速度与精度之间保持较好的平衡. 随着深度学习

的发展, 研究人员开始考虑利用深度学习所能提取的

更为鲁棒的深度特征来代替传统相关滤波方法中使用

的 CN、HOG等手工特征, 以提升模型的性能.
2015年, HCF[27] 以 KCF为基本的跟踪框架, 利用

VGG-19 中的 Conv3-4、Conv4-4、Conv5-4 层的输出

自适应的学习 3个相关滤波器以对目标外观进行编码,
最后对得到的响应图进行逐层推断以得到最终的预测

结果, 由于采用深层网络的输出包含更多的语义信息,
HCF对目标外观变化具有很好的鲁棒性. C-COT[28] 使

用隐式插值模型来学习一组连续卷积滤波器, 并通过

滤波器与多分辨率特征图进行运算产生目标的连续域

置信度图, 进而对目标进行定位, 取得了很好的跟踪效

果. 但由于 C-COT需要处理高维特征, 计算量很大, 所
以跟踪效率降低.

2017 年, Danelljan 等人以提高效率的角度出发,
从模型大小、样本集大小、更新策略 3个方面对 C-COT
进行了改进, 提出了 ECO 算法[29]. ECO 首先采用分解

卷积的方法在特征提取上做了简化, 以选取贡献度较

高的维度特征. 其次采用高斯混合模型合并相似样本,
并构建差异性较大的样本分组, 使样本集同时具有多

样性和代表性. 最后每隔 6帧进行一次模型更新, 不但

提高了算法速度, 而且提高了应对遮挡等挑战的稳定

性. 2018年, Bhat等人提出了 UPDT算法[30], 通过对网

络中深层和浅层特征的系统性分析, 针对不同的层次

提出了不同的处理策略, 最后将处理后的特征相结合

进而提升网络的鲁棒性和准确度. 2019 年, Danelljan
等人认为采用多尺度搜索的方式来估计目标状态的处

理方式较为简单, 提出了 ATOM[31]. ATOM通过在线训

练的目标分类模块对目标进行粗略的定位, 接着通过

离线训练的目标估计模块进行精确定位, 在速度达到

实时的情况下取得了较好的精度. 

3   基于深度学习的跟踪算法

近年来基于深度学习的单目标跟踪算法在很多视

觉跟踪挑战赛中取得了很好的成绩, 目前可以主要分

为基于孪生网络、基于循环神经网络、基于生成对抗

网络单目标跟踪, 其中基于孪生网络的单目标跟踪算

法目前已经成为了单目标跟踪领域主流的算法. 

3.1   孪生网络跟踪算法

孪生网络以两个样本为输入, 输出其嵌入高维度

空间的表征, 以比较两个样本的相似程度, 最后将相似

度得分图上得分最高的区域当做目标区域. 2016年, Tao
等人最先提出了孪生网络跟踪算法 SINT [32], SINT
通过离线训练学习到一个匹配函数, 然后将带有目标

框的第一帧数据和一系列候选框送入网络当中, 利用

匹配函数在后续帧中进行目标定位. 由于在跟踪过程

中需要处理多个候选框, 所以比较耗时.

φ

φ(z) φ(x) φ(z) φ(x)

同年, Bertinetto 等人提出了 SiamFC[33] , SiamFC
采用离线训练并在线微调的跟踪方式, 在保持跟踪精

度的同时, 提高了跟踪效率, 成为了未来 Siamese 网络

改进的基础. 如图 4 所示, SiamFC 将目标模板 z 和 x
分别作为模板分支和搜索分支的输入, 两个分支权值

共享, 并通过特征变换 提取模板和搜索区域的特征

、 . 然后, 将 当做卷积核在 上做滑动卷

积, 最后通过得到的相似度得分来确定目标位置.
 

φ

z

x

φ

*

17×17×1

22×22×128

255×255×3

127×127×3
6×6×128

 
图 4    SiamFC跟踪框架

 

虽然 SiamFC在速度上远超实时, 但其精度却低于

一些相关滤波类算法. 表 2展示了 VOT2015[34] 挑战赛

中的前 3跟踪器与 SiamFC和 SiamFC-3s的性能对比,
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其中, SiamFC-3s 代表 3 个搜索尺度的 SiamFC. VOT
系列评价指标相较于 OTB 系列拥有独特的“重启”机
制, 即在跟踪失败 5帧后会将跟踪器重置, 更加充分地

利用了数据集. 其评价指标主要为精确率 (A) 和期望

平均重叠率 (EAO), 其中, *为消除不同计算机性能影

响的 EFO (equivalent filter operations)速度, ↑代表数据

越大性能越好, ↓代表数据越小性能越好.
 

表 2     SiamFC与 VOT2015挑战赛 top-3算法对比
 

Tracker A (↑) # Failure frame (↓) EAO (↑) Speed (fps)

MDNet 0.562 46 0.357 5 1

EBT 0.448 49 0.304 2 5

DeepSRDCF 0.535 60 0.303 3 <1*

SiamFC-3s 0.534 84 0.288 9 86

SiamFC 0.524 87 0.274 3 58
 

3.1.1    基于注意力机制的改进

注意力机制的作用是基于原有的数据找到其之间

的关联性并突出某些重要的特征, 同时对不相关的特

征进行抑制. 在目标跟踪领域可以高效地获取目标的

特征表达, 进一步提升算法的鲁棒性.
2018年He等人提出了 SA-Siam[35], 用于提升 SiamFC

网络的泛化性能. 其跟踪架构如图 5所示, SA-Siam的

外观分支的基本结构与 SiamFC基本相同, 主要用于获

取目标的表观特征; 语义分支使用 AlexNet网络, 并且

不进行更新, 主要用于高层语义信息的提取, 且为了增

强语义分支的分辨能力, 添加了一个通道注意力模块,
使语义分支也能够关注到更具有表观信息的通道. 两
个分支独立训练, 并在最后进行融合, 进一步提升了模

型的泛化能力.
 

语义网络

外观网络

裁切 × 融合

*

语义网络 融合

*

外观网络

+

注意力

响应热图

响应热图

响应热图

目标

搜索区域 

图 5    SA-Siam跟踪框架
 

同年, Wang等人基于 Siamese网络离线训练无法

很好的适应目标变化的问题, 提出了 RASNet[36]. RASNet
通过多注意力的结合代替在线更新, 其中残差注意力

模块负责表示目标的全局信息, 生成注意力模块负责

表示目标的空间信息, 通道注意力负责表示特征的通

道信息, 并通过注意力机制提供的加权互相关将判别

学习从特征表示学习中解耦出来, 提升了网络的判别

能力和泛化能力, 进一步缓解了过拟合. 2020年, Yu等
人提出可变形孪生注意网络 SiamAttn[37], 从另一个角

度解决离线训练导致的特征学习不足以及目标与搜索

分支独立计算导致性能无法提升的问题. SiamAttn 通

过自注意力机制学习丰富的上下文信息提升了网络的

特征表达能力, 并通过互注意力机制在互相关操作之

前交互模板和搜索区域之间的信息, 以隐式的更新模

板特征, 提升了算法的鲁棒性.

2021 年, Chen 等人受 Transformer[38] 的启发提出

了一种新的基于注意力机制的特征融合网络 TransT[39],
用于解决基于 Siamese 跟踪器中进行特征融合所采用

的互相关操作会丢失语义信息, 并容易陷入局部最优

的问题. 该网络以模板分支和搜索分支的特征为输入,
通过两个自注意力模块来增强特征表达, 然后通过两

个交叉注意特征增强模块来进行特征融合, 将这一步

骤重复 N 次, 最后通过附加的交叉特征增强模块将特

征有效地融合在一起, 进而获取更为精确的跟踪结果.
TransT的跟踪速度为 50 fps, 满足了实时, 且在大规模

数据集 LaSOT[40]、TrackingNet[41]、GOT-10k[42] 均取

得了很优的性能. 

3.1.2    基于锚 (anchor-based)的改进

锚的概念最初来源于 Faster-RCNN[43] 中的区域生

成网络 (region proposal network, RPN), 用于解决单窗
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口无法检测多个目标以及目标多尺度变化的问题 .
2018 年, Li 等人提出了 SiamRPN[44], 将用于目标检测

的 RPN 模块应用到了目标跟踪当中, 其模型框架如

图 6 所示, 其中, k 表示锚框的个数. SiamRPN 的 RPN
模块包含分类和回归两个分支, 在跟踪阶段将目标跟

踪定义为局部一次性检测任务, 利用回归分支可以让

定位框的定位更加准确, 避免了耗时的多尺度测试, 提
升了跟踪精度的同时跟踪速度也达到了 160 fps, 但其

在处理相似物体干扰方面效果较为一般, 且泛化能力

较弱.
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图 6    SiamRPN跟踪框架
 

后续仍基于锚的研究主要分为 3 大类, 分别是通

过增加训练集的方法训练出更鲁棒的网络, 设计更为

强大的骨干网络和更为有效的利用 RPN模块. 2018年,
Zhu 等人基于 SiamRPN 提出了 DaSiamRPN[45], 在使

用 SiamRPN训练集 ILSVRC2015-VID[46] 和 YouTube-
BB[47] 的基础上, 引入用于目标检测的 ILSVRC2015[46]

和 COCO[48] 静态图片数据集来构造训练样本对, 扩充

正样本数据, 并使用来自相同类别的负样本对来增加

困难负样本数据, 通过正负训练样本的扩充提高了模

型的泛化能力和判别能力 ,  获得了更加鲁棒的跟踪

结果.
对于目标跟踪而言, 进行特征匹配、目标定位的

关键在于是否能够提取到更为鲁棒的特征, 但图像填

充的负面影响使得之前的工作均只能使用 AlexNet 等
浅层的网络, 提取的目标特征往往不够具体、全面.
2019 年, Li 等人尝试将深层网络 ResNet 作为孪生网

络跟踪器的骨干网络提出了 SiamRPN++[49], 阐述了

Siamese网络不能使用深度网络进行提取的原因: 缺乏

严格的平移不变性, 这种不变性的缺乏会使得网络学

习到位置偏见, 使网络更关注图像正中心位置的特征.
Li等人[49] 改变了原有的采样策略, 使得跟踪器在图像

中心一定范围内进行均匀采样, 且通过多层特征融合

模块解决了模板分支和搜索分支参数量极不平衡的问

题, 使得模型更容易被训练, 他们认为 SiamRPN++的

出现使得孪生网络类方法第一次在精度上超过了相关

滤波类方法. 

3.1.3    基于无锚 (anchor-free)的改进

通过引入 RPN 模块来进行跟踪的方法已经在精

度方面达到了很高的水平, 但由于 RPN模块取消了多

尺度搜索, 所以需要在 RPN 模块中精心设计锚框, 小
心调整锚框数量、大小和高宽比等超参数, 复杂度提

升, 比较耗费时间. 且这些跟踪器在处理大尺度变化和

姿态变化等问题时仍存在困难. 后续的研究者们开始

研究新的方法来继续改进目标跟踪的精度和速度. 而
基于无锚的方法由于其结构简单, 性能优越, 近年来成

为单目标跟踪任务中的热门方法. 与基于锚的方法不

同, 无锚的方法可以直接预测物体的位置.
2020 年, Chen 等人提出了 SiamBAN[50], 利用全

卷积网络的表达能力将跟踪问题看作是分类回归问

题, 不需要多尺度搜索模式和预先定义的候选框. 如
图 7 所示, SiamBAN 由一个 Siamese 主干网络和多个

自适应头模块组成, 其中自适应头模块将主干网络从

Conv3、Conv4、Conv5层中提取到的特征分别通过深

度互相关操作进行融合, 并通过分类分支对目标和背

景进行区分, 通过回归分支输出预测框与真实框的偏

移量, 并根据偏移量来更新预测框, 最终实现目标跟踪

定位. SiamBAN在多个大型基准数据集上均取得了很

优的结果.
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SiamCAR[51] 同样基于无锚的设计, 在网络中增加

了中心度分支, 通过中心度分支对远离中心点的位置

进行约束, 即分配更低的权重. 然后一方面通过分类得

分图与中心度得分图得到最佳中心点, 另一方面通过

偏差回归得到最佳中心点所对应的偏差坐标, 最后组

合起来实现目标跟踪. Ocean[52] 针对分类和回归分支

采用不同的采样策略, 对分类分支通过引入特征对齐

模块, 将卷积核的固定采样位置转换为与预测的边界

框对齐, 增强了分类结果. 同时在孪生结构外引入了在线更

新分支, 并与分类分支进行特征融合以增强算法鲁棒性.
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搜索分支 头模块 模板分支 分类模块 回归模块

输入图像

分类/回归
图

Conv5

Conv4

Conv3

分类/回归图

深度交叉相关

Conv5/

Conv4/

Conv3

 

图 7    SiamBAN跟踪框架
  

3.2   循环神经网络跟踪算法

虽然卷积神经网络能够提取出更鲁棒的特征表示

且泛化能力较强[53], 但基于 CNN的跟踪算法在面对相

似目标时往往不能进行有效的区分, 而循环神经网络

可以对具有时序特性的数据进行进一步的信息挖掘,
放大相似目标之间的区别性. 于是研究人员开始探索

怎样将循环神经网络用于单目标跟踪领域来解决现有

的一些问题.
2016 年, Cui 等人提出了基于循环神经网络的算

法 RTT[54], RTT 首先根据上一帧中的目标框确定一个

新的候选区域, 接着对这个候选区域进行分块, 并使用

多方向 RNN从 4个方向遍历每个分块区域, 最后得到

目标置信图, 进而完成对目标位置的预测. 其中分块提

取特征并使用 RNN进行处理的策略使得 RTT能更好

的处理遮挡以及目标外观变化的问题. 文献 [55]提出了

基于循环神经网络的结构感知视觉跟踪网络 SANet,
SANet 首先利用 CNN 对每帧中的目标和背景进行有

效区分, 然后使用 RNN在不同深度的层中利用目标的

自身结构信息对目标进行建模, 最后通过跳跃式连接,
将 CNN 特征与 RNN 特征进行融合, 有效地对目标和

相似物体进行区分.
由于 RNN 无法解决长输入序列信息传递时网络

容易产生的一系列梯度问题, Hochreiter 等人在 RNN
的基础上提出了长短期记忆网络 LSTM[56], LSTM 允

许网络保留或遗忘传递过程中的信息, 使得网络可以

处理任意长度的序列信息. 2018 年, Yang 等人提出了

一个动态的记忆网络 MemTrack[57], 通过 LSTM 控制

模块对记忆模块的读取与写入动态的控制最后的模板

生成, 很好的解决了孪生网络等模板匹配类算法无法

很好适应目标外观变化的问题, 且速度超过了实时. 

3.3   生成式对抗网络跟踪算法

基于 GAN可以生成不同的新数据的启发, 2018年,
Song 等人将对抗学习的思想应用在视觉跟踪领域, 以
解决训练样本中正负样本数极度不平衡以及正样本之

间差异性较小的问题, 提出了 Vital[58]. Vital 通过一个

生成对抗网络来产生一个随机遮挡掩膜, 在对抗学习

的作用下, 遮挡掩膜保留了目标特征中最鲁棒部分, 使
得跟踪器能够在长时间内获得大量的外观变化, 从而

获得更加鲁棒的跟踪效果. 同年, Wang 等人提出了

SINT++[59], 该算法假设所有的目标样本位于同一流形

空间内, 通过使用对抗学习来对正样本生成遮挡块以

此来构造困难正样本, 解决了正样本之间差异性较小

的问题, 对遮挡和尺度变化的目标具有很强的鲁棒性.
2020 年, Yan 等人着重研究对抗学习中的对抗攻

击, 针对 SiamRPN++[49] 提出了一种有效且高效的冷却

收缩攻击策略[60]. SiamRPN++将得到的分类热图中响

应最高的区域作为目标存在的区域, 冷却收缩策略通

过攻击 SiamRPN++中的搜索区域使得目标区域的响

应值降低, 导致跟踪器无法准确定位目标, 并使用收缩

损失最小二乘法迫使 SiamRPN++的回归预测边界框

变小, 进而导致跟踪失败, 成功欺骗了 SiamRPN++. 且
此方法具有良好的迁移性, 能够成功应用到 DaSiamRPN
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和 DiMP[61] 等高性能跟踪器, 为以后研究更为高效的

对抗生成学习提供了可能. 

3.4   算法对比分析

目前单目标跟踪技术的研究重点正从短时跟踪向

长时跟踪发展, 因为长时跟踪更能反映出评测算法的

实用性. 其中 LaSOT[40] 为 2019 年 Fan 等人提出的偏

向于长期跟踪的数据集, 包括 1 400 个序列视频, 每个

视频平均 2 512 帧, 每帧都具有高质量的手工密集注

释, 并且为每个视频提供了额外的语言描述, 很大程度

上满足了复杂算法的特征获取.
在此我们选取包括上述介绍的近年的优秀跟踪算

法, 根据 AUC、PNorm、P 三个评价指标在 LaSOT数据

集上的实验结果进行对比, 其中, AUC 是以纵轴为真正

率 (true positive rate, TPR), 横轴为伪正率 (false positive
rate, FPR) 的坐标轴上形成的 ROC 曲线下的面积 (参
照式 (1)、式 (2)), 能够直观反映出跟踪器分类效果的

好坏. PNorm 为归一化方法去除图像和回归框大小对精

度影响后的精确度值, P 为精确度值.

T PR =
T P

T P + FN
(1)

FPR =
FP

FP+T N
(2)

P =
T P

T P+FP
(3)

其中, TP (true positive)代表真正类, TN (true negative)
代表真负类, FP (false positive) 代表假正类, FN (false
negative)代表假负类.

结果如表 3 所示, 其中, ↑表示数据越大性能越好.
首先, 相关滤波类算法 ATOM由于综合了相关滤波类

算法在线更新和孪生网络类算法离线训练的优点 ,
AUC 评分优于 SiamRPN++和 SiamBAN, 但整体性能

相较于深度学习类方法相比仍处于下游. 其次, 在深度

学习类方法中, 基于生成对抗网络的 Vital主要关注目

标外观变化问题, 且没有添加回归机制, 整体评分最低.
循环神经网络类算法 ROAM[62] 表现也相对较差, 孪生

网络类算法则整体表现很好. 最后, 在孪生网络算法中,
添加注意力机制的 TransT 能够更为有效的关注有用

的特征表达, 取得了最好的性能评分, 同样基于注意力

的 SiamAttn 也取得了较优的性能. 各类别主流算法的

分析和总结如表 4所示.
 

表 3     LaSOT数据集上算法的性能比较 ( ★ 为 LaSOT[39] 评测结果)(%)
 

性能指标 Vital★ SiamRPN++ ATOM ROAM++ SiamBAN SiamAttn Ocean SiamR-CNN TransT
AUC得分 (↑) 41.2 49.6 51.5 44.7 51.4 56.0 56.0 64.8 64.9

归一化精确率 (↑) 48.4 57.0 57.6 54.3 59.8 64.8 65.1 72.2 73.8
精确率 (↑) 37.2 — 50.5 44.5 52.1 — 56.6 68.4 69.0

 

表 4     主流算法的分析与总结
 

方法类别 主流算法 算法特点 方法的优点 方法的缺点

相关滤波

跟踪算法
ATOM

在线训练分类模块对目标粗略定位, 离线训练状态

估计模块进行精确定位

具有在线更新的设计,  目标定

位更为准确

模型设计复杂度高,  且在线

更新导致速度降低

孪生网络

跟踪算法

SiamFC
将模板特征与搜索区域特征进行互相关操作, 获取

响应得分图, 本质是模板匹配寻找最优结果

权值共享,  降低了网络的复杂

度,  并充分利用了CNN强大的

特征表达能力,  能够在算法的

性能和速度之间保持较好的

平衡

为了跟踪速度的提升,  很多

算法没有设计进行模板更新,
无法很好的适应目标和背景

变化;  且在跟踪中容易造成

误差累积,  导致算法的鲁棒

性相对较差

基于注意力机制

TransT
利用Transformer结构来替代Siamese网络的互相关

操作, 获取到了更多的语义信息

基于锚框

SiamRPN++

改变了Siamese网络原有的采样策略,  成功将深层

网络ResNet作为骨干网络进行训练; 提出了深度互

相关操作, 大大减少了网络中的参数量

基于无锚框

SiamBAN
取消了多尺度搜索和预先定义的候选框, 降低了网

络设计的复杂度; 改变了正负样本的定位策略

循环神经

网络跟踪

算法

MemTrack
通过引入LSTM来动态的控制模板生成, 进而适应

目标形状的变化

较为充分的利用了网络间的

时序信息,  能够较好的应对跟

踪过程中目标的外观变化以

及相似目标的区分

网络参数量大,  且对处理网

格化的数据(如图像)能力不

如CNN, 整体性能相对较差ROAM++
使用LSTM循环生成用于跟踪模型优化的自适应

学习速率, 进而循环优化模型

生成式对抗

网络跟踪

算法

Vital
通过GAN生成随机遮挡掩膜,  用来捕获目标的一

系列外观变化; 提出高阶代价敏感损失函数, 降低

易被分类为正样本的负样本带来的分类影响

利用GAN可以缓解训练样本

分布的不平衡问题, 使网络更

好的适应遮挡、形变等挑战

GAN本身在训练时不容易收

敛,  且容易受到模式坍塌的

影响
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4   结论与展望

单目标跟踪目前仍是计算视觉领域具有高实用性

的热门课题之一, 虽然深度学习与单目标跟踪结合时

间较短, 但大量的优秀算法已经被提出. 与相关滤波类

算法相比, 基于深度学习类算法, 特别是孪生网络跟踪

算法, 由于其基于 CNN的强大特征表达能力和离线训

练的策略, 使得其在跟踪精度与速度方面能够达到很

好的平衡. 而 RNN 和 GAN 在单目标跟踪领域的成功

应用也使得跟踪器能更好的挖掘时序序列的信息并更

好的处理正负样本失衡的情况. 但在复杂的实际应用

场景中, 这些算法的整体性能仍有待于优化. 本文对基

于深度学习的单目标跟踪算法进行了综述, 并对未来

的发展趋势做了展望.
(1) 注意力机制的进一步探索

在单目标跟踪领域, 注意力机制可以高效地帮助

跟踪器获取目标的特征表达, 进而提升网络的分辨能

力, 因此一直被广泛使用. 但注意力机制的添加并不是简

单的模块堆叠, 怎样合理使用至关重要. 最近 Transformer

网络因为合理嵌入多种注意力机制被广泛应用于多个

领域. 2021年, Yan等人基于 Transformer提出 STARK[63],

通过学习一种强大的时空联合表示, 可以捕获丰富的

全局信息, 进一步刷新了 LaSOT[40] 等大型数据集上的

最佳性能, 也证明了未来注意力机制仍有很大的潜力,

需要研究人员进一步探索.
(2) 相关领域中的技术迁移

2018 年, RPN 模块的引进使得 Siamese 系列跟踪

器的性能得到了大幅度提升, 特别是 SiamRPN++[49] 的

出现使孪生网络类算法精度得到了进一步提升. 2020年,

Voigtlaender等人借鉴目标检测领域中的 Faster-RCNN

提出再检测孪生网络架构 SiamR-CNN[64], 在多个数据

集上均取得了很优的性能, 未来通过引入其他领域的

相关技术仍是目标跟踪发展的一种趋势.
(3) 在线更新机制的增加

虽然目前基于深度学习技术的单目标跟踪已经取

得了很好的发展, 但在工业界中的应用却仍有不足. 主

要原因在于大多数算法为了保持高速的跟踪状态往往

使用预训练数据, 以提供通用的目标表示, 并降低由于

训练数据不平衡导致的过拟合风险, 在跟踪过程中并

不进行模板更新, 十分依赖离线训练过程中所学习到

的模板. 这样一方面当跟踪出现错误时, 容易造成误差

累计, 出现跟踪漂移等情况; 另一方面, 当跟踪器遇到

“没有见过”的目标时, 跟踪效果往往较差. 为适应在现

实场景中的应用, 在线更新机制应是未来单目标跟踪

发展的重点之一.
(4) 与 GAN进一步结合

在现实应用场景中, 遮挡是常见的挑战之一, 由于

遮挡时会丢失相当部分的特征信息, 往往会使跟踪发

生漂移. 而 GAN 可以通过构造网络中的困难负样本,
使网络获取更具判别力的特征, 进而增加跟踪器的判

别能力, 更好的应对跟踪中遮挡情况的出现. 与 GAN
的进一步结合, 会使跟踪器进一步应用于现实场景中.

(5) 设计适用于长时跟踪的跟踪器

以往的跟踪器大都针对短时跟踪任务, 而长时跟

踪过程中会遇到更多的跟踪挑战, 更贴近于现实应用

场景. 随着 LaSOT[40]、GOT-10k[42] 等长时跟踪数据集

的出现, 对现有的跟踪器提出了更高的要求. 而现有的

解决方法往往是在短时跟踪算法的基础上添加重检测

模块, 并不能很好的应对长时跟踪任务. 在以后的发展

过程中 ,  设计针对性的长时跟踪算法也是研究重点

之一.
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