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摘　要: YOLOx-Darknet53 是以 YOLOv3 为基准增加各种技巧 (trick) 升级改进的检测网络, 但其仍然是以

Darknet53为特征提取骨干网络 (backbone), 因此网络的特征提取能力仍有欠缺. 本文依据 CoTNet中的注意力机制

改进得到 CoA (contextual attention)模块, 并将其替代 YOLOx骨干网络残差块里的 3×3卷积, 得到融合注意力后的

新残差块, 加强了骨干网络的特征提取能力, 并在 Pascal VOC2007数据集上进行对比实验, 融合 CoA模块的网络

比原网络的平均精度均值 AP@[.5:.95] 高 1.4, AP@0.5 高 1.4; 在改进骨干网络后的 YOLOx 检测头前加入无参

3D 注意力模块 ,  得到最终改进的检测网络 ,  进行上述对比实验 ,  结果表明比原网络的 AP@[.5:.95] 高 1.6,
AP@0.5高 1.5. 因此, 改进后的网络比原网络检测更加精准, 在工业应用中能达到更好的检测效果.
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Abstract: YOLOx-Darknet53 is an improved detection network integrating a basis of you only look once version 3
(YOLOv3) with various tricks added. Nevertheless, it still uses Darknet53 as the backbone network to extract features, so
the feature extraction capability of the network is still insufficient. In this study, we acquire a contextual attention (CoA)
module by improving the attention mechanism in CoTNet and replace the 3×3 convolution in the residual block of the
YOLOx backbone network with the module to obtain a new residual block after attention fusion and thereby strengthen
the feature extraction capability of the backbone network. A comparison experiment is conducted on the Pascal VOC2007
data set. The mean average precision AP@[.5:.95] and the AP@0.5 of the network integrating the CoA module are both
1.4 higher than those of the original network. After the backbone network is improved, a non-parameter 3D attention
module is added in front of the YOLOx detection head to obtain the final improved detection network. The results of
another round of the above comparative experiment show that the AP@[.5:.95] and the AP@0.5 of the final network are
respectively 1.6 and 1.5 higher than those of the original network. Therefore, the improved network is more accurate than
the original network in detection and can achieve better detection effects in industrial applications.
Key words: YOLOx; backbone network; residual block; contextual attention (CoA) module; 3D attention; deep
learning; object detection
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随着计算机硬件设备以及各种深度学习框架的发

展, 深度学习模型成为了当下人工智能领域研究的重

要途径. 属于人工智能领域热点之一的计算机视觉, 其
主要任务包括目标分类、目标检测、目标分割等, 其
中不同时期内视觉图像处理的侧重点也有所不同. 随
着卷积神经网络 (CNN) AlexNet[1] 在分类任务大放异

彩, 再到 2015年深度残差网络 ResNet[2] 诞生并一举刷

新当时多项视觉任务的最佳, 标志着带有残差块的更

深的卷积神经网络时代的到来, 随后计算机视觉任务

的重点也从分类转到了检测和分割.
目标检测任务是目前计算机领域的一大热点, 主

要就是找出图像中所有我们感兴趣的目标, 并确定他

们的类别和位置大小, 即解决物体是什么和在哪里这

两个问题. 如今, 凭借着大量可用数据集、快速先进的

GPU 以及更好的算法框架, 我们可以轻松用深度学习

模型训练计算机以高精度检测出图像里的诸多目标.
目前主流的 CNN目标检测算法主要分为两大类: 一种

是以 RCNN[3] 和 Faster-RCNN[4] 等为主要代表的两阶

段检测算法 (two-stage), 另一种是以 SSD[5] 及 YOLO[6]

系列等为代表的单阶段检测算法 (one-stage). Two-
stage 算法多是先生成大量的候选瞄框 (anchors), 再进

行分类和定位, 尽管在 Faster R-CNN 中, 生成瞄框网

络 RPN (region proposal network)和 CNN分类定位网

络融合在一起, 无论在速度上还是精度上都得到了不

错的提高, 然而 Faster-RCNN 还是达不到实时的目标

检测, 其中预先获取候选框, 然后再对每个候选框分类

定位的计算量还是比较大. 而 one-stage 算法使用端到

端的网络进行目标检测, 只用一个 CNN网络便可实现

目标的分类和定位, 在检测速度上更胜一筹, 其中的

YOLOv3[7] 系列算法兼具了速度和不错的精度, 因此在

工业界都有广泛应用[8]. YOLOx-Darknet53[9] 则是在

YOLOv3的骨干网络 (backbone)基础上使用大量先进

技巧 (trick), 因此比原网络有更高的检测精度, 更加兼

具了工业应用中的精度和速度要求.
随着注意力机制[10] 在计算机视觉领域的广泛应

用, 以及考虑到 YOLOx-Darknet53 骨干网络的特征提

取能力仍有不足的问题, 本文结合 CoTNet[11] 的思想,
重新设计了 CoA (contextual attention) 模块, 并将其融

合在 Darknet53中的残差块, 这加强了骨干网络的特征

提取能力; 并依据注意力模块 SimAM[12] 对检测头前的

特征层加强空间和通道 (spatial and channel)的关注, 即

实现 3D Attention. 综上, 本文设计了一个全新的 YOLOx
检测网络, 改进后的网络具有更强的特征提取能力和

目标检测能力, 对小中大的目标检测精度都有提升, 更
加能满足工业界对不同大小物体检测精度的要求. 

1   YOLOx-Darknet53算法

YOLOx-Darknet53 算法[9] 就是在 YOLOv3 骨干

网络的基础上进行消融实验, 尝试各种优化 trick 最终

改进得到的优化算法. 主要的优化点有输入端的数据

增强、检测端的解耦头 (decoupled head), 以及预测框

的检测方式从 Anchor-based变为 Anchor-free等.
输入端通过 Mosaic 加上 MixUp[13] 的数据增强方

式, 对训练集中随机抽取的图片进行随机裁剪、随机

缩放、随机排布等方式进行拼接, 生成新融合的图片.
由于融合图片的复杂性和多目标性, 且一定程度上相当于

扩大了 batch size, 因此网络模型可以不通过 ImageNet[14]

数据集预训练和迁移学习, 仅根据自有数据集从头开

始训练便能达到很好的检测效果, 这在提升网络检测

精度的同时也增强了网络的鲁棒性和泛化能力.
YOLOx-Darknet53 还将原来的 YOLO-head 改为

decoupled head (YOLOx-Head), 将原来由单个卷积统

一得到的检测信息改为 3 个分支输出, 实现了将置信

度 (conf)、瞄框偏移量 (x, y, w, h)、类别 (class)信息解

耦, 让分类和回归更加精确. 作者在权衡精度和速度后

改进解耦头如图 1, 在仅增加一点参数的同时使得网络

收敛速度更快, 精度也更高一些. YOLOx-Darknet53网
络的损失值也由 3 部分组成, 分别是目标置信度损失

(loss_obj)、目标定位损失 (loss_iou) 以及目标类别损

失 (loss_cls). 网络的总损失 Loss 组成关系如下:

Loss =α1loss_iou+α2loss_ob j+α3loss_cls (1)

其中, α1、α2、α3 为平衡系数 (即可自己调节的超参数,
原网络采用的是 5, 1, 1, 改进网络与原网络保持一致,
未对损失函数进行修改). 定位损失采用的是 IOU损失

函数, 目标损失和置信度损失均采用二值交叉熵损失

函数 (binary cross entropy, BCE).
除此之外, 预测框的检测方式从 Anchor-based 变

成了 Anchor-free, 大大减少了生成预测框数量及所需

参数, 并结合标签分配中的初步筛选、SimOTA方法[15]

将预测框和目标框关联起来, 筛选出更加合适的正样

本进行训练, 不断的预测迭代更新参数, 让网络的检测
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结果更加准确. 但这些 tricks大多是对输入端和检测端

进行改进, 并没有改变网络本身的骨干, 没有加强骨干

网络的特征提取能力, 因此本文将从这一方面做主要

改进, 进一步提升网络对不同大小目标的检测效果.
 

CBL

Coupled head Decoupled head

CBL

CBL

CBL

Conv

Conv

Conv

Conv

Sigmoid

Sigmoid

 
图 1    改进后的 Yolox-Head

  

2   方法与改进 

2.1   CoA 模块

随着 Transformer[16] 开启注意力机制以来, 越来越

多研究者将注意力结构迁移应用在计算机视觉任务中,
但大多还是通过 Self-Attention 中的查询 (query) 和键

值 (key) 的交互来获得注意力矩阵, 并未考虑相邻 key
之间的丰富信息, 其大致结构如图 2 所示. 而 CoTNet
(contextual transformer network)[11] 设计了新的注意力块,
充分利用输入键之间的上下文信息来生成动态注意力

矩阵, 从而增强视觉表示能力. 本文的 CoA (contextual
attention) 正是基于 CoTNet 改进的注意力模块, 其在

Darknet53残差块中的结构如图 3所示.
在 CNN中常用的 Self-Attention模块中 keys, query,

value都是由上一层的 input通过 1×1卷积映射而来的.
由于 Self-Attention 对输入特征的位置信息并不敏感,
所以也会在 query 层增加一个位置 (position) 信息, 然
后与 query 和 keys 交叉生成的信息相互融合, 再经过

归一化 (Softmax) 操作得到概率分布, 最后和 value 矩
阵相乘得到注意力矩阵. 其中主要的注意力权重来自

于 query-key pair之间的交互, 而特征层 keys由 1×1卷
积生成, 并没有包含 input 中丰富的相邻键特征, 没能

充分利用 keys之间的上下文信息.
在 CoA模块中, input经过 3个不同的卷积块抽取

出 keys, query 和 value.先采用 3×3 的卷积先对 input
的相邻键进行上下文编码获得的静态上下文特征

keys, 再用不同的 1×1卷积提取特征层 query和 value.
不同于 CoT 模块, 其中特征层 query 采用 1×1 卷积进

行特征提取, 接着将有上下文特征的 keys 和加强特征

层 query拼接 (concat), 再通过两个连续的 1×1卷积块

并利用 Softmax 操作将结果归一化为概率分布, 得到

注意力权重矩阵 A, 此时的 A 中每个空间位置都考虑

了 query 和 keys 的全局特征. 权重矩阵 A 与 value 进
行矩阵相乘后可以得到拥有更强注意力机制的全局动

态特征层, 最后还要和静态上下文特征层 keys 进行融

合, 融合之后再进行 1×1 卷积达到跨通道信息交融和

升维目的, 最终得到了对突出点着重关注、同时不缺

失对普通点关注的注意力输出特征层 (output). 公式如下:

output =Conv(keys+A⊙ value) (2)

CoA中的每个卷积 (Conv)都包含普通卷积 Conv2d、
批量归一化 BN、激活函数 Mish[17]. Mish 是 2019年提

出用来代替 ReLU 函数的新型激活函数, 其函数表达

式如下:

Mish = X× tanh(ln(1+ eX)) (3)

其中, X 是前面归一化层传过来的参数值. Mish 激活函

数的图像如图 4所示.
 

Output: h×w×c

Key: h×w×ck Query: h×w×ck

Input: h×w×c

Value: h×w×c

*

* *

Fusion+

Softmax

Conv: 1×1

Conv: 1×1

Conv: 1×1

Position

 
图 2    传统的 Self-Attention模块

 

结合图像可以得知, Mish 激活函数在 X 为负值的

情况下, 并没有完全截断信息流, 而是允许存在轻微的

梯度流, 保留更多信息流入神经网络; 当 X 为正值时,
函数梯度逐渐趋近于 1, 相对 ReLU 更加平滑, 梯度下

降效果更好, 从而得到更好的准确性和鲁棒性. 鉴于以
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上优点, CoA 模块采用 Mish 激活函数替代 CoT 中采

用的 ReLU激活函数.
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图 3    改进后的 CoA模块
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图 4    Mish 激活函数图像

 

CoA模块能够根据骨干网络残差块中前后通道的

不同进行适配, 弥补了 CoT模块通道不变性的缺点, 同

时改进特征层 query和 keys 的获取, 相较于 Self-Attention

模块, 加强了对输入特征提取, 进而生成更强的注意力

矩阵权重, 再结合 value 和 keys 获得更强的、拥有动

静态结合的注意力矩阵, 最后通过 1×1 卷积实现跨通

道信息交融和升维目的. 综上, 改进后的 CoA 模块既

可以加深通道特征又能保留了原有的空间特征, 强化

了网络对输入的特征提取能力. 

2.2   最终改进后的 YOLOx 网络

注意力机制本身是模仿人的神经系统提出的概念.
中大课题组的 SimAM[12] 也受此启发, 其基于一些著名

的神经科学理论, 构建了一个简单又非常有效的注意

力模块, 无须其他参数便可通过十行代码计算解析解

为特征图推导出 3D注意力权值, 兼顾了对空间和通道

特征的关注. SimAM是一个轻量化又可以非常灵活地

嵌入到卷积网络的视觉任务中, 在本文检测网络中, 将
其加在输入 YOLOx-Head 之前的一层特征层上, 这能

够简单地对特征层加强一些特征提取, 提升网络的检

测效果.
本文最终改进的 YOLOx 网络如图 5, 将 CoA 模

块替代普通的 3×3 卷积, 形成新的残差块融合到骨干

网络中以及在检测头 YOLOx-Head前增加 3D注意力

模块.
 

Darknet53

Type

1×

2×

8×

8×

4×

Convolutional 32 3×3 640×640×32

320×320×643×3/264

32 1×1 320×320×32

320×320×643×364

Convolutional

160×160×1283×3/2128Convolutional

80×80×2563×3/2256Convolutional

40×40×5123×3/2512Convolutional

20×20×1024

20×20×512

20×20×1024

3×3/21 024

1 024

Convolutional

Convolutional

CoA

64 1×1 160×160×64

160×160×1283×3128

Convolutional

CoA

128 1×1 80×80×128

80×80×2563×3256

Convolutional

CoA

256 1×1 40×40×256

40×40×5123×3

1×1

3×3

512

512

Convolutional

CoA

Convolutional

CoA

Conv+SPP+Conv

YOLOx-Head YOLOx-Head YOLOx-Head

3D SimAM 3D SimAM 3D SimAM

Concat Concat

Upsample Upsample

Filters Size Outputs

  

 
图 5    改进后的 YOLOx检测网络 

3   实验分析 

3.1   实验数据集及环境介绍

为了较好的评估改进注意力模块的效果, 原网络

与改进的网络均是在 Pascal VOC2007 公开数据集上
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训练和预测的, 该数据集主要包含人、狗、车等常见

的 20个类别, 共 9 963张图片, 其中用于训练的图片为

5 011张 (trainval data), 测试集 (test data)图片为 4 952张.
训练网络所使用的服务器环境配置如表 1.
 

表 1     服务器环境和参数
 

实验室服务器配置

CPU Intel Xeon E5-2620 v4
GPU GTX1080 Ti ×4

操作系统 CentOS Linux release 7.6.181 0 (Core)
模型使用框架 PyTorch 1.7, Python 3.7, cuda 10.1

 
  

3.2   实验评价指标

实验采用 COCO 目标检测评价指标, 能够更加全

面的展示网络对不同尺寸物体的检测精度. 本文主要

考虑的评价标准是平均精度均值 (mean average preci-
sion)AP@[.5:.95] 和 AP@0.5. 该精度值由 P-R 曲线积

分求和获得, 其中 P 为查准率, 表示网络预测出的检测

框中检测正确的比例; R 为查全率, 表示网络预测正确

的框在所有标注框中的比例, 具体公式如下:

P = T P/(T P+FP) (4)

R = T P/(T P+FN) (5)

其中, TP (true positive)为将正样本预测为正确的个数;
FP (false positive) 为将负样本预测为正确的个数; FN
(false negative) 为将正样本预测为错误的个数 (漏框).
P-R 曲线是由 R 为横轴, P 为纵轴组成的曲线, AP值则

是曲线和坐标轴所围成的面积, 而 mAP则是多类物体

求得 AP后再求和平均的精度值. 其中 AP@0.5是指判断

正负样本的 IOU阈值设为 0.5时求得的mAP; AP@[.5:.95]
是 IOU阈值从 0.5以 0.05为步进增加到 0.95的 10个
阈值求得的 mAP 的均值, 相比 AP@0.5 更为严格, 更
能作为检测网络精确度的评价指标. 往往 AP@[.5:.95]
越高, 越能代表网络具有更好的检测精度. 

3.3   实验结果与分析

为了保证实验的公平性, 改进的 YOLOx网络与原

网络 YOLOx-Darknet53 采用相同的训练策略[9]. 在
VOC数据集上从头开始训练 300 个 epochs, 所有超参

数设置相同: 输入图片大小为 (640, 640), batch size 设
置为 8, 初始学习率设为 0.01 且采用余弦退火 (cosine
annealing) 方法来衰减学习率, 权重衰减系数为 5E–4,
以及最后在训练结束前 15 epochs 自动关掉数据增强

继续训练至完成, 目的是让检测网络避开数据增强导

致的不准确标注框的影响, 从而在自然图片的数据分

布下完成最终的收敛.

图 6和图 7分别展示了原网络和改进网络训练过

程中损失 Loss 和检测精度 AP@[.5:.95] 的变化. 从图

中可以看出, 改进后的网络曲线相对而言都比较平滑,
训练过程损失波动较小, 收敛效果更好, 精度更高, 网

络更加稳定. 正如上面所说, 在训练过程的最后 15 epoch
中去掉数据增强, 网络损失得以进一步下降, 收敛到更

小的损失值, 使得网络检测精度进一步提升并最终收

敛到一个稳定的峰值.
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图 6    原网络与改进网络的损失值曲线
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图 7    原网络与改进网络的检测精度曲线

 

使用 VOC2007 数据集对不同网络的训练所得到

的具体检测结果如表 2 所示. 通过表 2 的实验结果可

以看出, 将 CoA 模块与 Backbone 中的残差块融合后,
会增加大概 10M的参数量, 但 AP@[.5:.95]和 AP@0.5
都比原网络提升了 1.4个百分点, 其中对大目标的检测

提升 1.5个百分点, 对较难检测的小目标也有 0.4个百

分点的提升. 由于小目标本身容易因为过深的网络深

度从而丢失边缘信息导致检测精度下降, 且 CoA 模块

本身一定程度加深了网络深度, 但融合后的 Backbone

对小目标的精度仍有小幅提升, 这正好说明了 CoA 模

块确实加强了 Backbone 的特征提取能力. 在融合了
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CoA模块的 Backbone后的 YOLOx-Head检测头前加

入了 SimAM模块, 对即将输入检测头前的不同尺寸特

征层再进行一次简单地 3D注意力关注, 形成了最终改

进的YOLOx检测网络, 在不增加参数的同时, AP@[.5:.95]
比只改进 Backbone 的网络提升 0.2 个百分点, 除此之

外的指标也都有 0.2 左右的提升. 最终改进的 YOLOx

检测网络比原网络 YOLOx-Darknet53 的精度提升大

多在 1.5 以上 ,  其中最主要的指标 AP@[.5:.95] 和
AP@0.5 的提升分别为 1.6 和 1.5 个百分点. 上述实验

结果也表明改进后的 YOLOx 网络不仅对大物体的特

征关注明显, 也对小物体的边缘信息有所加强, 能够对

不同大小的物体有更准确地检测.
 

表 2     不同网络在 VOC2007测试集的实验结果
 

网络结构 AP@[.5:.95] AP@0.5 AP@0.75 APS APM APL 参数 (M)
SSD-ResNet50 46.8 74.8 49.4 16.4 31.4 52.5 —

YOLOx-Darknet53 48.3 72.8 53.0 16.8 35.8 55.8 63.68
融合CoA的Backbone 49.7 74.2 54.6 17.2 36.9 57.3 74.05

最终改进的YOLOx (图5) 49.9 74.3 54.8 17.3 37.1 57.6 74.05
 
 

SSD-ResNet50 检测网络同样是 Backbone 采用残

差结构性能优异的改进版 one-stage SSD 网络. 由表 2
可知, SSD 的 AP@0.5 较高, 是因为其采用 Anchor-
based 的多尺度大量瞄框方式, 当 IOU=0.5 时, 获取到

的正样本预测框较多, 即 TP 多, 因此检测精度较高, 但
当评价指标为更加严格的 AP@[.5:.95]时, 获取到的大

量预测框是负样本, 即 FP 多, 检测精度明显下降. 本文

最终改进版的 YOLOx 对比改进版 SSD, 除 AP@0.5
和 APs 外的指标基本都大幅超越, 其中最重要的指标

AP@[.5:.95] 超过 3 个百分点, 说明改进后的 YOLOx
网络达到了高精度的检测水平.

图 8 是 SSD-ResNet50 网络与 YOLOx-Darknet53
原网络、最终改进的 YOLOx网络的检测效果对比图,
其中置信度阈值设置为 0.4, 非极大值抑制 (NMS) 阈
值设置为 0.45. 通过第 2 张对比图可以看出 SSD 网络

的检测框较多, 虽然能找出正确检测目标, 但同时错检

率较高, 检测准度有限. 综合测试图片的检测效果来看,
本文改进网络的检测效果比原网络和 SSD 网络都更

加精准, 能够很好地改善漏检、错检的情况, 更加适合

实际工业应用中高检测准度的要求. 

4   结论与展望

本文根据注意力机制和 CoTNet 的优缺点, 基于

YOLOx-Darknet53 中残差块的特性改进得到 CoA 模

块, 并将其融入于 Darknet53 中, 从而获得具有更强特

征提取能力的骨干网络, 并结合最近的 SimAM模块设

计了一个全新的 YOLOx检测网络, 检测精度比原网络

大多提高了 1.5 个百分点, 比改进版 SSD 网络也有大

幅提升, 总体检测效果有很大的提升, 更加符合工业界

对不同大小物体检测准度的要求. 但由于 CoA 模块的

引入, 改进后的网络也带来了参数量和计算量增加, 因

此后续研究会基于此考虑尝试优化主干网络结构, 降

低网络深度, 争取在减少参数量、计算量的同时进一

步提升检测精度.
 

(a) 改进版 SSD 网络 (b) 原 YOLOx 网络 (c) 改进版 YOLOx 网络 
图 8    检测效果对比图
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