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摘　要: 在钻井过程中, 钻速是指机械钻头破岩加深钻口的速度, 是反映钻井效率的一个重要指标. 近年来机器学习

方法被应用于机械钻速预测, 然而实践中发现这些方法应用于新油田时, 预测精度显著下降, 主要原因是新油田可

供学习训练的数据通常很少甚至完全缺失. 因此提升针对新油田的机械钻速预测性能是一个有待解决的问题. 针对

该问题, 本文提出了一种基于迁移学习的跨油田机械钻速预测方法, 构建了一种带物理约束的集成迁移回归模型预

测新油田的机械钻速. 在真实钻井数据集上的实验表明, 本文提出的机械钻速预测方法是有效的, 预测精度也显著

优于目前主流的同类方法.
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Abstract: In the process of drilling, the speed at which a drill bit breaks through rock and deepens the drill hole is called
the rate of penetration (ROP), which is an important index reflecting drilling efficiency. In recent years, machine learning
methods have been applied to the ROP prediction. However, it is found in practice that the prediction accuracy of ROP
based on existing machine learning methods is significantly reduced when applied to new oil fields, and the main reason is
that the data available for learning and training in these new fields are usually scarce or even completely missing.
Therefore, improving the prediction performance of ROP in new oil fields is an important issue to be solved. Considering
this, a cross-oilfield ROP prediction method based on transfer learning is proposed, and a boosting transfer regression
model with physical constraints is constructed to predict ROP of new oil fields. The experiments on real drilling datasets
indicate that the proposed method is effective, and the prediction accuracy is significantly better than that of the current
mainstream ROP prediction methods.
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近代工业革命后, 能源成为了人类社会生活中赖

以生存生活的重要构成部分. 石油资源被称为“工业的

血液”[1], 不仅是一种不可再生的资源, 更是国家生存和

发展不可或缺的战略资源, 是当今世界各国的经济命
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脉. 石油的形成过程极其复杂缓慢, 不可再生的石油资

源就变得十分关键. 伴随着经济社会的快速发展, 带动

着自然资源的消耗也逐年增大, 对石油、天然气等自

然资源的使用急剧增长[2]. 全球从陆地到海洋, 从浅层

到中层、再到深层的勘探来满足日常的生活需求. 经
过长达多年来的石油勘探, 我国在浅层和中层的石油

储量已经基本勘探清楚, 剩下不多井正在开采. 然而,
这已远远无法满足社会需要[3]. 同时, 由于实际钻井过

程施工情况复杂, 工况变化多样, 获取的录井参数环境

呈现出明显的非平稳性, 并且采用人为的方式获取录

井参数成本昂贵, 影响因素极多难以考虑完全, 钻井效

率受到严重的影响. 因此, 如何提高钻井效率、提升钻

井速度是当今国内外研究的热点课题[4].
在钻井工程中, 钻头钻破岩石加深钻孔的速度称

为机械钻速. 机械钻速是反映钻井效率的一个关键指

标, 受到钻头尺寸、钻井参数、岩石岩性等诸多因素

的影响和制约[5], 它与开采成本、开采时间有着直接关

联[4]. 钻速预测对于钻井参数的确定和钻井成本的优化

是必要的. 钻井机械钻速的准确预测, 能够有效地估算

钻井周期, 从而根据预测结果优化配置资源, 可以减少

钻井开采成本、增大石油产量, 这对于企业降低钻井

施工成本、减少钻井风险, 对于国家能够解决能源紧

缺问题等有着重大意义.
随着大数据技术的飞速发展以及数据规模的急速

增长, 采用机器学习的方法对数据进行挖掘并应用到

钻井过程当中, 与基于物理模型的方法相比, 机械钻速

的预测精度有着显著的提高. 传统的机器学习方法通

常建立于数据独立同分布这一假设之上[6], 然而在实际

钻井过程中, 不同的油田信息具有明显不同的模式, 现
有的机器学习方法使用已钻井数据预测新油田时, 预
测精度显著下降, 如何高效地进行机械钻速预测并将

其应用于后续各种油田处理在石油领域中面临着长期

的挑战 .  优秀的网络模型皆是基于大量标注数据集

(如 COCO、ImageNet) 训练得到, 然而实际应用中高

质量且具有标签的大型井下数据集资源匮乏, 难以支

撑优秀网络模型, 可能产生严重的过拟合问题. 迁移学

习不受训练数据集与目标数据之间关系的约束, 能够

根据不同任务之间的相似性, 实现源域的已有知识迁

移, 可有效解决过拟合问题. 目前, 迁移学习方法已经

在钻井工程中的岩性识别、钻头选择、异常工况检测

等多种场景得到了广泛的应用[7]. 针对钻井过程中机械

钻速预测这一回归问题, 本文以真实历史钻井数据钻

头尺寸、钻压等字段为特征, 以机械钻速为标签, 采用

将迁移学习与物理模型相结合的方法, 提出一种基于

集成迁移学习的机械钻速预测模型. 实践中, 采用真实

钻井数据, 尝试了包括 linear regression (线性回归)[8]、
传统的 AdaBoost 回归、只有目标域数据进行训练和

几种先进的基于特征与基于实例的迁移学习方法[9] 等

建模方法, 采用多种回归评价指标衡量模型的性能, 证
明了本文提出的方法进行跨领域机械钻速预测的有效

性, 钻速预测精度也得到显著提高.

 1   相关工作

在钻井过程中, 提速提效是永恒不变的追求目标.
机械钻速 (ROP) 的准确预测可显著缩短钻井作业时

间, 节约钻井成本. 机械钻速受到多种因素的影响和制

约, 有可控因素和不可控因素[10]. 可控因素是指通过一

定的设备和技术手段可进行人为调节的因素, 如地面

机泵设备、钻头尺寸、钻井液性质、钻压、转速. 不
可控因素是指客观存在的因素, 如所钻的地层岩性、

储层埋藏深度以及地层压力等. 针对机械钻速预测, 其
研究进展大体可以分为 3 个阶段: 用现场数据直接统

计出钻速方程, 考虑所钻地层性质和钻头结构的钻速

方程, 用计算机仿真方法来预测机械钻速.
 1.1   传统方法

国内外学者都提出了各自与地层特性和钻头结构

性质相关的钻速方程. 1974年, Bourgoyne等[11] 将机械

钻速视为钻头压力、转速等 8 个参数的函数, 但该方

法存在局限性 ,  只适用于牙轮钻头情况 .  2008 年 ,
Rastegar 等[12] 在前人的基础上提出改进的 ROP 预测

模型, 同时考虑了钻头水力参数、钻头的磨损情况和

岩石强度等因素的影响. 传统的物理建模方法给机械

钻速预测带来了可见的影响, 但方法大多根据专业知

识经验, 建模方法高度依赖于岩石岩性, 模型泛化性能

不佳. 且由于校准需要进行不断变化, 从而限制了其函

数的形式. 随着大数据和机器学习的迅速发展, 很多学

者开始将机器学习方法应用到机械钻速预测方面 .
2004年, Rommetveit等[13] 提出了一种新型的钻井自动

化模拟系统, 通过对比实测数据和预测数据得到钻井

过程中的实时诊断结果, 但是该系统还处在功能设想

阶段, 目前尚未实现全部功能, 且考虑的 ROP 影响因

素较少; 2008 年, Bahari 等[14] 基于文献 [11] 提出的模
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型井结合遗传算法计算了机械钻速预测模型参数, 但
该研究只对 ROP进行了计算预测, 并没有作进一步的

优化分析. 在数据量较充足、数据质量较高的条件下,
采用多元回归[15] 等机器学习方法构建的预测模型的预

测准确度较高, 能够在当前设备和资源条件下准确找

寻影响机械钻速的若干个核心因素.
传统的机器学习方法大多借助监督学习的推动, 依

赖于已有数据, 即需要足够多的标注好的训练样本进行

学习, 在数据样本稀少的场景下, 性能会显著下降. 对新

领域执行机器学习常遇到标注稀缺问题, 获取大量标注

数据成本较高且耗时, 严重制约了经典监督学习方法的

效果. 同时, 伴随着多领域、多媒体大数据的不断涌现,
如何研究自动方法对其进行跨领域分类和组织变得愈

加重要[16]. 在机器学习的领域中, 已经开发了许多用于

迁移学习的方法, 通过将在源数据上的预训练模型迁移

到感兴趣的目标数据上, 迁移学习思想被证明是更具有

普遍有用的. 迁移学习放宽了经典监督学习中关于训练

数据和测试数据服从独立同分布这一基本假设, 将相似

但具有不同分布的源域和目标域数据映射到同一个特

征空间, 尽可能地保留映射后数据的属性同时缩小数据

的维度, 最小化两个领域的概率分布差异. 当源域和目

标域数据来自不同的分布时, 通常采用领域分布自适应

(domain adaptive, DA)算法[17] 来弥补分布差异.
 1.2   深度学习

近年来, 深度学习方法在计算机视觉中取得了令人

瞩目的成功. 刘胜娃等[18] 结合人工神经网络技术领域

知识, 提出一种基于人工神经网络的定向井机械钻速预

测模型, 该模型在数据量充足的情况下, 预测准确性较

高. 文献 [19]通过建立渤中区域深层机械钻速预测神经

网络模型, 能够在当前特定区域条件下准确找寻影响机

械钻速的若干个核心因素. 目前使用的深度网络模型假

设训练数据和测试数据为相同的分布, 然而在实际钻井

过程中, 训练数据和测试数据的分布往往并不相同, 高
质量且具有标签的大型井下数据集资源匮乏, 难以支撑

优秀的深度网络模型, 这导致训练得到的模型鲁棒性能

较差. 迁移学习不受源域数据与目标数据之间关系的约

束[9], 对于缺乏标记数据的目标任务, 有很强的动机来构

建有效的学习者, 利用来自相关源域的丰富标记数据,
将已训练好的模型参数迁移到新模型进行训练. 研究表

明, 先前对象的认识与新对象的相似性和联系, 有助于

新对象的学习. 在特定数据集或任务上训练的 CNN 模

型可以针对不同领域的新任务进行微调.
随着深度学习在各个领域的广泛应用, 大量的深

度迁移学习[20] 方法被提出. 深度迁移学习 (deep transfer
learning, DTL) 通过将深度学习与迁移学习相结合, 将
辅助领域训练的深度模型重用于目标领域, 能够有效

地降低模型的训练时间, 使现有数据得到更充分的利

用, 提高深度网络在实际应用中的泛化能力. 对比传统

的非深度迁移学习方法, 深度迁移学习方法在不同的

学习任务上得到一定的提升. 神经网络体系结构基于

丰富标记的源域数据和标注缺失的目标域数据进行训

练, 根据目标任务进行结构调整, 经过目标数据的再次

训练, 形成最终的目标网络, 能够有效地促进特征的出

现. 若此目标网络优于未经迁移的网络, 则该迁移为正

迁移, 反之则为负迁移[7].

 2   基于集成迁移学习的机械钻速预测方法

 2.1   问题定义

D

Ds DT

在迁移学习当中, 包含两个基本的概念, 分别是领

域 (domain)和任务 (task). 领域 是进行知识学习的主

体, 主要有数据以及生成这些数据的概率分布 P 所组

成[21]. 在迁移学习中对应两个基本的领域, 分别是源领

域 (source domain,  )和目标领域 (target domain,  ).
源领域是指有知识、有丰富数据标注的领域, 属于迁

移对象. 目标领域就是需要最终赋予知识的对象, 一般

来说, 目标领域当中大部分都是未标注数据. 任务 T 指

的是学习的目标, 由标签和标签对应的函数组成. 迁移

学习旨在从一个或多个源领域中提取知识, 并将知识

应用于目标任务当中.
Ds = {xi,yi}ni=1

DT = {x j}mj=1

P(xs) P(xt) P(xs) , P(xt)

DS DT

给定一个有标签的源域数据 和一个

无标签的目标域 . 两个领域的数据概率分

布 和 不同, 即 . 迁移学习的目标

就是要借助源域 的先验知识来学习目标领域 的

知识 (标签)[22].

XS = XT YS = YT

QS (ys|xs) , QT (yt |xt)

PS (xs) , PT (xt)

f xt

假定源域和目标域的特征空间和样本空间分别相

同, 即 且 , 但两个领域的特征分布不同,
即存在条件概率分布不同 或者边

缘分布不同 . 领域自适应就是源域和目

标域不一样, 具体来说, 两个领域的数据概率分布不同,
但是两个领域共享相同的特征和类别, 其维度是一致

的[17]. 此刻, 迁移学习的目标就是利用有标记的数据来

学习一个分类器 来预测目标领域 .
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 2.2   钻前机械钻速预测模型简介

集成学习是通过将许多弱分类器进行集成提升为

强学习器的过程[23]. 一般来说, 用得比较多的是同质学

习器, 即同质集成中的个体学习器属于同种类型. 同质

学习器根据基学习器之间是否存在依赖关系分为 Boos-
ting系列算法[24] 和随机森林系列算法. AdaBoost作为

提升算法 (Boosting)的一种, 根据基学习器的学习误差

率来更新训练样本的权重值, 增加学习误差率高的训

练样本权重, 再基于调整样本权重后的训练集训练基

学习器, 不断调整基学习器的权重, 将这些弱学习器进

行线性组合形成一个强学习器, 进而达到提升整体准

确率的效果. 算法的性能通过“少数服从多数”这一方

法进行投票决出结果. 随着集成中基学习器数目的不

断增加, 集成的错误率将指数级下降, 最终将趋于 0.

基于 Boosting的迁移学习算法, 也称为 TrAdaBoost
算法, 是由Dai等[25]提出的一种典型迁移学习算法. TrAda-
Boost算法假设源领域和目标域数据具有完全相同的特

征与标签空间, 但两者的数据分布不同. 将源域数据与部

分目标域数据整合得到训练实例, 由于源域与目标域之

间的分布差异, 源域数据样本可能会对目标任务的学习

有利, 有可能没有, 甚至有可能有害. TrAdaBoost算法通

过对训练实例赋予权重, 增加被错误分类的目标实例的

相对权重[26]. 当源实例被错误分类时, 降低其权重值, 具
体来说, 就是给数据乘上一个 0 到 1 的值. 在下一次分

类, 被错误分类的样本对分类模型的影响就会比上一次

迭代小一些. 通过这种方式, TrAdaBoost 旨在识别和利

用与目标数据最相似的源实例, 而忽略那些不相似的实

例. TrAdaBoost算法模型具体描述如图 1.
 

源域

全部
训练实例

降低权重

错误

目标域

一定比例

初始化权重 源实例分类 误差估计

正确

增加权重

权重更新 最终权重

S 次迭代

 

图 1    TrAdaBoost模型架构图
 

 2.3   带物理模型约束的集成机械钻速回归模型

将钻井数据看作连续的, 在统计学上称为回归问

题. 结合 TrAdaBoost 的原理与传统的回归算法产生了

新的回归算法 TrAdaBoostR2[27]. 作为一种基于样本实

例的迁移学习方法, TrAdaBoostR2 对每个训练实例进

行加权, 确保迁移的源域知识与目标任务相关. 然而, 当
源域样本数远大于目标域时, 目标实例的总权重可能需

要多次迭代才能接近源实例的总权重, 此时目标数据的

权重可能会严重偏斜, 那些异常值或与源数据最不相似

的目标实例可能会代表大部分权重[28]. 其次, 即使是那

些代表目标概念的源实例, 它们的权重最终也趋于零.

ROP RPM Db

α γ

基于 Bingham (1965)提出的基本 ROP模型[29], 已
知转速 ( )、钻头压力 ( ) 和钻头直径 ( ) 等
参数, 可以通过式 (1) 计算得到机械钻速的预测值. 其
中,  和 为岩性模型的经验参数:

ROP = αRPM
(

WOB
Db

)γ
(1)

物理模型虽然源自钻井物理原理, 但是涉及经验

参数和拟合函数的约束, 这常常会导致较差的结果. 为

了克服上述缺点, 选择基于样本实例迁移方法 TrAda-
Boost.R2 作为基础, 提出一种带物理模型约束的集成

迁移学习方法, 分两个阶段对样本实例进行调整. 算法

在第一阶段, 源实例的权重逐渐向下调整, 直到达到某

一个值 (该值采用交叉验证确定得到); 在第二阶段, 首
先对所有源实例的权重冻结, 而目标实例的权重在 Ada-
Boost.R2 中被正常更新, 只有在第 2 阶段生成的假设

被存储并用于确定结果模型的输出.
n DS 1 , · · · ,DS n m

DT1 , · · · ,DTm

fT

wh = (wh
S 1
, · · · ,wh

S n
,wh

T ) wS

wT = (w1
T , · · · ,wm

T )

m

假定存在 个源域训练数据 ,  个用于

训练的目标域数据 , 迁移学习的目的就是

充分利用有标记的源域数据来提高目标分类器 的学

习效率. 首先, 定义第 h 次迭代训练实例的权重向量

, 其中,  表示源域数据样本实

例的权重,  表示目标域数据用来训练

的 个样本权重向量. 初始化权重为:

w1
i
=

1
n+m

,1 ⩽ i ⩽ n+m (2)

ft Dtrain = DS ∪DT−train

清空候选基学习器并对现有的权重进行规范化,
选择基学习器 对训练集 进行训

练. 为了保证模型不会因为目标实例划分成训练集和
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ft DT−test

测试集而造成误差, 采用十折交叉验证. 将目标领域数

据集随机划分 10 份, 随机选择其中一份作为测试集,
剩下的 9 份与源实例进行整合作为训练集进行实验,
依次进行 10 组实验. 同时, 采用 Bingham 提出的基本

ROP 模型对算法进行物理约束, 采用式 (3) 计算基学

习器 在 上的误差值, 选取平均绝对误差最小的

用于后续模型.

(ei
t)

k =

m∑
j=1

w j
t [|( f i

t )k − y j
t | + |(y

p
t )

j−y j
t |]∑m

i=1
wi

t

(3)

(yp
t ) j

y j
t ( f i

t )k

S

Zt
m

n+m
+

t
(S −1)

(1− m
n+m

)

其中,  表示采用物理模型 (即式 (1)) 计算得到的

ROP 值,  表示目标域数据的真实标签值,  表示第

i 个基分类器进行 k 折交叉验证预测得到的 ROP 值.
根据误差估计来更新训练样本实例的权重值, 误差越

大, 其权重设置越小. 对其进行 次迭代, 并对权重进行

更新,  是一个归一化的常量, 使得最终目标实例的权

重为 .

wt+1
i =

wt
iβ

et
i

t /Zt,1 ⩽ i ⩽ n

wt
i/Zt,n+1 ⩽ i ⩽ n+m

(4)

对源实例的权重更新采用加权多数算法 (即WMA[27])
机制, 第 2 阶段首先对所有源实例的权重冻结, 采用

Bootstrap 对观测信息进行多次重复抽样, 建立起充足

的样本, 采用基学习器对取样的样本进行预测, 并计算

损失函数, 采用 TrAdaBoostR2来更新目标实例的权重

向量, 最后对权重进行规范化处理, 生成的模型被存储

并用于确定结果模型的输出.

ypred yi

本文选用决策树回归 (decision tree regressor)算法[30]

作为基学习器进行集成迁移回归, 对模型参数进行调整,
不断更新模型权重. 在模型优化问题中, 通过计算真实

值与预测值的平均绝对误差 (mean absolute error, MAE)
作为模型性能的一个衡量指标. 平均绝对误差作为回

归损失函数中常用的误差计算, 通过计算预测值与真实

值之间差值绝对值和的均值, 可以有效地避免误差相

互抵消, 因而可以较准确地反应实际预测误差的大小.
其中,  表示模型最终的预测值,  表示相应的实际值.

MAE =

n∑
i=1

|yi− ypred|

n
(5)

本文提出了一种带物理模型约束的集成迁移回归

模型来对钻前机械钻速进行预测, 算法具体描述如算

法 1.

算法 1. 基于集成迁移回归的机械钻速预测算法

Ds DT输入:  : 源域数据集;  : 目标域数据集

err输出:  : 平均绝对误差 MAE 值

Ds=[ns×ms] DT=[nT×mT ]1． 初始化源域数据集 , 目标域数据集 ;
fT2． 确定基学习器 为决策树回归算法;

f eature=D[:,1:m−1] label=D[:,−1]3．  ; 
4． 采用 One-Hot和 Z-score标准化对数据集进行预处理;

Dtrain Dtest5． 将目标域划分为训练集和测试集:  和 ;
nestimator S K=106． 确定最大估计次数 , 步骤数 ,  ;

W1
i =1/(n+m)7． 初始化权重为 ;

i=1→S8． for   do
D←(Dtrain+Ds)9． 　 

10． 　清空候选基学习器, 对现有权重进行规范化;
model11．　 采用 TrAdaBoostR2进行训练得到模型 ;

j=1→K12．　 for   do
D j

train=(DS +DT−train)13． 　　 
14．　　 //对用于训练的目标实例进行权重更新

D j
train DT−test15．　　 采用 TrAdaBoostR2对 进行训练并计算 的预测值;

16． 　　采用式 (3)计算误差估计;
Wi

( j+1)17． 　　采用式 (4)更新权重 ;
18．　　 确保目标实例总权重不随交叉分割而改变;
19．　 end for

X20．　 采用 Bootstrap对 进行多次重复采样;
21．　 使用基学习器更新目标实例的权重向量;

Wi22．　 返回样本权重 ;
23． end for

W∗24． 得到最优的样本权重 ;
ypred=model( fT ,W∗)25． 计算目标域数据的预测值 ;

err26． 采用式 (5)计算预测值与真实值的误差值 ;
err27． 返回 .

 3   实验分析

 3.1   实验设置

本论文采用的数据集共包括 156 次测量, 这些测

量是从特定区块的 26 口 S 井和 3 口 WD 井收集得到

的历史钻井数据. 实验数据具体描述如表 1, 每个样本

数据包含斜深 (depth)、钻压 (wob)、大钩载荷 (hook_
load)、泵压 (spp)、转盘转速 (bit_rpm)、泵排量

(flow_rate)、扭矩 (torque)、地层类型 (formation)、钻

头类型 (bit_type)、钻头尺寸 (bit_size)、岩性类型

(lith) 等 51 个特征参数和 1 个机械钻速 (ROP) 样本标

签. 通过对数据进行预处理操作, 有效保留数据样本在

各个维度上的信息分布. 同一口井有多次测量, 其测量

结果是连续的, 为了保证井口数据的完整性和独立性,
将同一钻井数据作为一个整体, 目标域共有 3 口井数

据, 分别是WD1、WD2和WD3, 采用交叉验证进行模

型预测, 通过随机选择目标域数据将其与源域数据整
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合作为训练集, 剩下的钻井数据作为测试集样本.

µ σ

本文使用 51 个特征参数作为机械钻速预测模型

的输入, 由于数据集中的字符类型特征无法被机器模

型学习, 因此在建模时需要将其转化成易于机器利用

的数值型特征. 独热编码 (one-hot)用 N 位状态寄存器

来对 N 个状态进行编码, 从而将类别变量转换为数值

变量, 由于 one-hot编码后的特征值只有 0或 1, 因此采

用该方法不会影响原类别特征在模型中的权重比例.
采用独热编码进行数据类型转换会将数据维度扩大,
为了进一步排除数据集维度扩大对实验的影响, 再对

其采用主成分分析[31] 对数据维度进行降维. 同时, 利用

原始数据的均值和标准差对其进行标准化, 使处理后

的数据符合标准正态分布. 数据的标准化处理能够有

效地提升模型精度, 加快训练网络的收敛性. Z-Score
标准化对样本数据在不同特征维度进行伸缩变换, 使
得不同度量之间的特征具有可比性, 并且不会改变原

始数据的分布, 通过将不同量级的数据转化为统一量

级的 Z-Score分值进行比较, 能够在特征提取时有效保

留样本各维度上的信息分布. Z-Score标准化的数学表

达如下, 其中 ,  表示原始数据的均值和标准差.

x =
x−µ
σ

(6)

采用决策树回归模型作为该模型的弱学习器, 同
时对模型参数进行调整, 得到具体参数设置如表 2, 其
中, n_estimators 表示的是迭代次数, 也就是本次实验

中采用弱学习器的个数; learning_rate 表示学习率;
steps表示的是步骤数; folds表示的是交叉验证的折叠

次数; max_depth 表示的是每一个学习器的最大深度,
用于限制回归树的节点数目.
  

表 1     实验数据介绍
 

数据集 类型 测量次数 样本规模

S01-S26 Source 148 (23 386, 51)
WD Target 8 (1877, 51)
WD1 Target 4 (680, 51)
WD2 Target 2 (511, 51)
WD3 Target 2 (686, 51)

  

表 2     模型参数的选择
 

参数 设置

n_estimators 100
learning_rate 0.5

steps 30
folds 5

max_depth 7
 
 

 3.2   结果分析

对预处理后的数据进行模型训练与验证. 根据领

域特点, 采用交叉验证对模型进行训练与预测, 通过对

目标域 WD 数据中随机选择一份作为测试集, 剩下两

口井与源域数据整合用于模型训练, 使用线性回归、

物理模型作为基线方法, 同时, 为了验证该模型的有效

性并保证实验的严谨性, 采用传统的 AdaBoostR2 (即
没有采用迁移学习) 模型与基于集成迁移学习的机械

钻速预测方法进行实验对比. 通过对模型参数的不断

调节, 得到WD1、WD2和WD3作为测试集下基于集

成迁移学习的机械钻速方法的MAE值分别为 1.476 04、
0.826 26和 0.857 51. 本文模型算法的性能在表 3以数

字方式进行描述, 在图 2中以图形方式展示.
 
 

表 3     该模型算法的性能对比
 

源域数据 目标域 (训练集) 目标域 (测试集) 线性回归 物理模型 AdaBoostR2 本文方法

S01-S26 WD2+WD3 WD1 10.159 66 9.122 83 2.353 40 1.476 04
S01-S26 WD1+WD3 WD2 2.166 20 3.278 47 0.749 15 0.826 26
S01-S26 WD1+WD2 WD3 5.069 46 7.625 03 0.897 71 0.857 51

 
 

以WD3作为测试集为例, 得到该实验设置下线性

回归、物理模型、AdaBoostR2 和本文提出算法预测

值与真实 ROP 值的对比图. 很明显, 从图 2 中可以看

到, 基于集成迁移学习的机械钻速模型大大降低了模

型的误差值. 与传统的 AdaBoostR2 方法相比, 基于集

成迁移学习的机械钻速预测方法在对峰值进行预测时

更接近真实值. 具体来说, 本文方法在 3种实验设置下

的性能分别提升 0.877 36、−0.077 11和 0.040 2. 同时,
该模型下的 MSE 值也得到了提升 ,  较传统的 Ada-

BoostR2模型MSE值降低了 3.003 6.

 3.3   对比实验

对实验数据进行同类型操作处理, 设计并进行对

比实验. 本文选择了 6 种先进的机器学习方法用于验

证本模型方法的有效性. 领域自适应 (DA)方法通过在

一个领域上学习的知识迁移到另一个领域上, 自适应

方法分为基于特征的自适应、基于实例的自适应和基

于参数的自适应方法. 本文分别选用 3 种基于实例的

方法 (KMM[32]、KLIEP[33]、TrAdaBoostR2[27])和 3种
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基于特征迁移的方法 (DANN[34]、DeepCORAL[35]、

MDD[36])用于进行实验对比. 同时, 添加直接采用目标

域数据进行训练 (即 TgtOnly)作为基线方法.
在实验设置上, 为了保证井口数据的完整性和独

立性, 以井为单位选取部分目标域数据与源域数据合

并一起进行训练, 剩下的目标域作为测试集, 这样达到

交叉验证的效果. 将本文提出的基于集成迁移学习的

机械钻速预测方法与其他方法进行性能对比, 得到实

验结果如表 4. 采用 TgtOnly 分别对 WD1、WD2、
WD3 进行机械钻速预测, 计算预测值与真实值的最大

均值误差 MAE 值分别为 9.341 4、3.739 9 和 6.632 3.
领域自适应方法通过将一个领域上学习的知识迁移到

另一个领域上, 其性能远远好于 TgtOnly. 同时, 采用传

统的 TrAdaBoostR2进行对比验证, 得到本文提出的模

型效果明显改善. 实验表明, 本文提出的基于集成迁移

学习的机械钻速预测模型拟合效果最佳, 算法的性能

远远好于其他几种先进的领域自适应方法, 具有较好

的鲁棒性能. 在以 WD2 作为测试集中, MAE 值减小

到 0.826 3, 相较于这里面最优的方法 KMM误差减小了

1.387 2, 性能提升了 1.68倍.
在以WD2为测试集中, 得到本文方法与其他几种

主流机械钻速预测方法在目标域数据预测的机械钻速

值与真实 ROP 的对比图 (图 3), 从图中可以清晰地看

到, 本文算法预测得到的机械钻速值与真实标签值具

有良好的一致性, 误差值远远小于其他几种主流的机

械钻速预测方法, 能够为模型提供相对稳定的效果.
为了更直观进行实验对比, 分别计算本文方法与

其他几种机械钻速预测方法的决定系数 (R2)、均方

根误差 (RMSE)、均方根相对误差 (RMSRE) 和平均

绝对百分比误差 (MAPE), 多种回归评价指标的对比结

果如图 4 所示. 图 4 的结果表明, 本文方法的 R2 值为

0.868  6, RMSE 值为 0.999  7, RMSRE 值为 0.291  1,
MAPE 值为 17.67%, 在多种评价指标中性能最优. 同
时图 4也显示结合迁移学习的机械钻速预测方法相较

于不使用迁移学习的方法 (TgtOnly)性能有明显的提升.
 

(d) 本文方法
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图 2    WD3做测试集下预测值与真实值对比图

 
 

表 4     本文方法与其他方法的性能对比
 

实验方法 WD1作测试集 WD2作测试集 WD3作测试集

TgtOnly 9.341 399 317 9 3.739 938 767 7 6.632 281 298 1
DANN 8.008 969 745 0 2.472 864 395 3 5.031 593 132 07

DeepCORAL 7.546 214 680 0 2.836 802 762 0 4.736 062 568 62
MDD 7.957 003 423 5 2.492 225 423 3 4.844 078 871 94
KLIEP 7.872 917 797 39 2.293 340 659 3 5.069 057 347 49
KMM 8.385 526 975 86 2.213 431 016 5 6.255 698 774 32

TrAdaBoostR2 6.472 491 732 19 2.818 506 168 4 5.280 384 409 22
本文方法 1.476 038 799 0.826 263 165 9 0.857 514 009

 
 

 4   结论与展望

本文提出了一种结合物理模型和迁移学习的钻

前机械钻速预测方法, 能够在目标油田数据样本缺失

或标注的数据样本较少的情形下更准确地预测机械

钻速. 本文方法结合机械钻速物理模型, 通过迁移学

习识别并利用与目标数据相似的源实例, 确保迁移的

知识与目标任务相关. 实验表明, 本文方法机械钻速

预测值与实际值之间具有良好的一致性, 与几种主流
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机械钻速预测方法相比, 在多种回归评价指标中性能

最优. 钻前机械钻速的准确预测能给施工现场提供高

效有力指导依据, 为进一步有效地提高钻井效率提供

可靠的保障.
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图 3    本文方法与其他机械钻速预测方法在WD2上预测值与真实值对比图
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图 4    WD2数据集上各种方法多种回归评价指标图
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