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摘　要: 最近, 基于骨架的动作识别研究受到了广泛关注. 因为图卷积网络可以更好地建模非规则数据的内部依赖,
ST-GCN (spatial temporal graph convolutional network)已经成为该领域的首选网络框架. 针对目前大多数基于 ST-GCN
的改进方法忽视了骨架序列所蕴含的几何特征. 本文利用骨架关节几何特征, 作为 ST-GCN框架的特征补充, 其具

有视觉不变性和无需添加额外参数学习即可获取的优势, 进一步地, 利用时空图卷积网络建模骨架关节几何特征和

早期特征融合方法, 构成了融合几何特征的时空图卷积网络框架. 最后, 实验结果表明, 与 ST-GCN、2s-AGCN
和 SGN等动作识别模型相比, 我们提出的框架在 NTU-RGB+D数据集和 NTU-RGB+D 120数据集上都取得了更

高准确率的效果.
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Abstract: Recently, the research on skeleton-based action recognition has attracted a lot of attention. As the graph
convolutional networks can better model the internal dependencies of non-regular data, the spatio-temporal graph
convolutional network (ST-GCN) has become the preferred network framework in this field. However, most of the current
improvement methods based on the ST-GCN framework ignore the geometric features contained in the skeleton
sequences. In this study, we exploit the geometric features of the skeleton joint as the feature enhancement of the ST-GCN
framework, which has the advantage of visual invariance without additional parameters. Further, we integrate the
geometric feature of the skeleton joint with earlier features to develop ST-GCN with geometric features. Finally, the
experimental results show that the proposed framework achieves higher accuracy on both NTU-RGB+D dataset and
NTU-RGB+D 120 dataset than other action recognition models such as ST-GCN, 2s-AGCN, and SGN.
Key words: geometric features; feature fusion; skeleton; spatio-temporal graph convolutional network (ST-GCN) ; action
recognition; deep learning

 

 1   引言

人类动作识别是计算机视觉领域的一个热门话题,

其广泛地应用在视频监控、人机交互和自动驾驶等领

域中[1]. 同时, 动作识别也是视频理解方向很重要的一

个问题, 至今为止已经被研究多年[2]. 简单地说, 动作识

别问题就是: 对于给定的分割好的视频片段, 按照其中

的人物动作, 如: 打球、跑步和挥手, 进行分类. 根据输

入模型的模态, 动作识别通常可以划分为: 基于视频和
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RGB 图片的动作识别和基于骨架数据的动作识别. 基
于视频和 RGB图片的动作识别方法通常从 RGB图像

中提取感兴趣的特征, 如: RGB 图片/视频中具有代表

性的人体动作信息, 然后将一个动作视频转换成一个

特征向量, 最后将特征向量输入分类器中进行分类. 得
益于 Microsoft Kinect v2 深度摄像机的发展和人体关

键点检测技术的迅速发展[3], 基于骨架数据的动作识别

研究也变得火热. 从生物学角度来说, 骨架数据是一种

具有高级语义信息的特征, 即使没有外观信息, 人类也

能够通过仅观察骨架关节的运动过程来识别动作类别[4].
特别地, 相比于 RGB 数据, 骨架数据因其对动态环境

和复杂背景的强适应性而受到广泛研究. 本文研究的

重点内容是基于骨架数据的动作识别.
 1.1   基于骨架的动作识别方法

传统的基于骨架的动作识别方法通过手工设计特

征来建模骨架的数据依赖, 如局部占位特征 [5]、时间

联合协方差[6] 和李群曲线[7]. 这些方法是根据物理直觉

设计算法来建模人类动作的时空特征, 其不能灵活地

应付大型数据集[8]. 深度学习是一种数据驱动的方法,

面对大型骨架序列数据集能更好地展示其优势. 已有

的基于深度学习的动作识别方法按照模型类型可以分

为 3大主流方法: 基于 RNN (recurrent neural networks)

的方法、基于 CNN (convolutional neural networks)

的方法和基于 GCN (graph convolution networks) 的

方法.
 1.2   基于 RNN 的方法

RNN 被广泛地应用于时序任务上, 但 RNN 模型

通常只能接受矢量序列作为输入, 不能较好地建模骨

架关节间的空间依赖. 为了克服这一缺点, Du 等人[9]

提出了端到端分层 RNN框架, 该方法将骨架划分为多

个部位并作为每个 RNN子网络的输入, 然后将子网络

的输出进行分层融合. Zhu 等人[10] 提出在 LSTM 网络

中使用组稀疏正则化来自动探索骨架关节的共同发生

特征. 为了同时建模骨架关节间的空间和时间依赖, 空

间-时间 LSTM 网络将深度 LSTM 模型扩展到两个并

发域, 即时间域和空间域[11].
 1.3   基于 CNN 的方法

CNN 被广泛地应用于图像分类任务[12]. 为了满足

CNN 网络输入的需要 (二维网格), 研究人员将骨架关

节编码为多个 2D 伪图像, 然后将其输入 CNN 网络以

学习时空特征[13,14]. Wang 等人[15] 提出了关节轨迹图

(joint trajectory maps), 该方法通过颜色编码将关节轨

迹的空间结构和动力学表示为 3幅纹理图像. 然而, 该

方法较为复杂, 在映射过程中也失去了骨架内部重要

意义的空间信息. Li等人[16] 使用了平移比例不变的图

像映射策略, 该方法首先根据人体的物理结构将每个

帧中的人体骨架关节划分为 5 个主要部分, 然后将这

些部分映射到 2D 形式. Li 等人[17] 提出了一个共同发

生特征学习网络框架 (HCN), 该方法利用 CeN 网络来

聚合骨架全局上下文特征并且取得了不错的效果. 基

于 GCN 的方法. 最近, Yan 等人[18] 提出了时空图卷积

网络 (ST-GCN), 该方法将人体骨架数据直接建模为图

结构, 其无需要手工设计并划分骨架部位或制作人体

骨架关节点遍历规则, 因此该方法比以前的方法取得

了更好的性能[8]. 随后, Shi等人[19] 提出了 2s-AGCN网

络, 该方法将自适应拓扑图添加到每个图卷积层中增

强图卷积层的远距离空间建模能力. Zhang 等人[20] 提

出了 SGN网络, 该方法利用人体关节点和帧的语义信

息, 丰富了骨架特征的表达能力, 从而提高模型的识别

准确率. 无论如何, RNN网络和 CNN网络都不能完全

表征骨架数据空间结构, 因为骨架数据不是矢量序列

或二维网格, 其具有人体结构自然连接的图的结构. 与

前两者方法相比较, 基于 GCN的方法不需要手工划分

骨架为多个部位和设计关节遍历规则, 并且在建模骨

架空间和时间依赖过程中可以保留骨架拓扑结构, 因

此, 基于 GCN的动作识别方法建模骨架时空特征更具

优势并且逐渐成为该领域的首选框架.
 1.4   骨架几何特征用于动作识别

与骨架坐标特征相比较, 骨架几何特征具有视觉

不变性的优势. 早期, 骨架几何特征被研究人员进行大

量研究, 如, Geometric Pose Descriptor [21]、Fusing
Geometric Features[22,23] 和 DD-Net[24]. Chen 等人[21] 通

过手工设计了多组骨架几何特征 (关节-关节距离、关

节-关节角度和关节-关节平面等等)用于表征人类动作

信息. Zhang 等人[22] 提出了多组简单的骨架几何特征,
然后将每组特征分别送入一个 3 层 LSTM 框架. Li 等
人[23] 将多组骨架几何特征分别输入到 LSTM 和 CNN
中, 再将多个流最后的输出进行融合. Yang 等人[24] 提

出了 DD-Net, 该方法分别对 fast motion 特征、slow
motion特征和 JCD (joint collection distances)特征进行
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嵌入学习, 再将 3种特征进行早期融合, 最后将融合特

征输入到 1D CNN网络. 事实上, 骨架几何特征 (关节-
关节距离和关节-关节角度等等) 是高效的和无需参数

学习的特征 ,  然而 ,  目前基于 GCN 的动作识别方

法[18–25] 忽视了这些骨架几何特征. 为此, 本文在 ST-
GCN 网络框架上研究了每帧骨架中关节间的距离特

征, 将其作为 ST-GCN网络的特征补充, 并利用骨架几

何建模模块和早期特征融合方法构建了融合几何特征

时空图卷积网络框架 (GEO-GCN).

 2   融合几何特征时空图卷积网络框架

 2.1   时空图卷积网络框架

骨架序列能够高效和简洁地表征人类动作的动态

信息. 基于深度学习的骨架动作识别的算法种类繁多,
而图卷积网络[26] 作为后起之秀, 因其可以更好地建模

非规则数据, 因此, 本文采用 ST-GCN 网络框架[18] 作

为本文的基准网络框架.

V

T

一般地, 原始骨架序列数据每帧中的位置信息由

向量表示. 每个向量表示相应人体关节的二维或三维

坐标. 一个完整的人类动作包含多个帧, 对于不同的动

作序列样本具有不同的帧数. 本文遵循 ST-GCN 网络

框架, 使用时空人体拓扑图来建模骨架关节之间的空

间和时间信息. 图 1 展示了 ST-GCN 构建的时空人体

拓扑图, 其中每个圆点表示为时空图的顶点, 人体的自

然连接表示为每帧骨架空域图的空域边. 对于时间维

度, 两相邻帧间对应关节的连接表示为时域边. 每个关

节的坐标向量为对应图顶点的属性. 为了建模时空骨

架图的时空特征, ST-GCN 中每层 GCN Layer 通过交

替堆叠 GC-block 和 TC-block 来构建而成, 其中, GC-
block 和 TC-block 分别沿着关节维度 ( ) 和时间维度

( ) 聚合特征. 对于空间维度上建模, GC-block 可以表

示为:

Y =
K∑

k=1

Λ
− 1

2
k AkΛ

− 1
2

k XW (1)

X Y W

A

Λ

K

K = i Λii =
∑

j
Ai j+α

其中,  和 分别表示输入和输出特征.  表示可学习矩

阵. 对于每个骨架空间配置,  是骨架拓扑图的邻接矩

阵,  是用于归一化的对角节点度矩阵. 根据 ST-GCN
的空间配置,  表示 GC-block中人体拓扑图的数量, 特
别地, 原始 ST-GCN设置每个 GC-block的拓扑图数目

3. 此外, 节点 的阶数由 计算所得,

Ai j A i j

α A

其中 表示元素在 中的第 行和第 列中加上一个常

数 , 以避免 为全零的问题.
 

 
图 1    ST-GCN时空拓扑图

 

Kt ×1

对于时间维度上建模, 由于每个顶点的邻域数固

定为 2 (两个连续帧中的对应关节), 因此应用类似经典

卷积运算的图卷积是较为简单的. 具体地说, TC-block
是内核大小为 的普通卷积层.

图 2 展示了 ST-GCN 网络框架, 其由 10 层 GCN
Layer堆叠而成. 整体 ST-GCN网络可以被划分为 3个
阶段, 第 1个阶段包含了 4层 GCN Layer, 而第 2个和

第 3 个阶段都包含了 3 层 GCN Layer. 骨架坐标特征

通过每个阶段, 其通道维度数量变为原来的两倍, 而时

间维度特征数量减少至原来的一半, 这样做的目的是:
增强骨架特征表达能力, 同时保持张量数据的总参数

量不变 .  模型最终输出的时空特征经过全局池化层

(GAP), 再被输入到 Softmax 分类器, 以获得动作预测

结果.
图 2 中下方展示了 GCN Layer 内部结构, 其包含

了一个 GC-block 和一个 TC-block. 根据上述可知, 骨
架坐标特征输入 GCN Layer后, GC-block首先对输入

骨架坐标特征进行空间建模, 跟随其后的是一个 BN
(batch normalization) 层[27] 和一个 ReLU 激活层, 分别

对特征起到正则化和非线性激活作用. 骨架坐标特征

被空间建模后, TC-block 对其进行时间建模, 同样地,
BN层和 ReLU激活层跟随其后. 此外, 每个 GCN Layer
都包含残差连接 (skip connect)[12], 其起到稳定网络训

练的作用.
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骨架坐标特征
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×4
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Layer

Stage2
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图 2    ST-GCN网络框架和 GCN Layer结构图
 

 2.2   骨架关节几何特征

在现实场景中, 人类的动作可能会被任意的相机

视角观察. 为了应对视角变化所带来的挑战, Zhang 等

人[22] 将多组具有视觉不变性的骨架几何特征序列分别

输入子 LSTM 网络中. Yang 等人[24] 利用帧内关节间

距离集合的下三角矩阵作为 JCD 特征, 将其与 fast
motion特征和 slow motion特征进行早期特征融合. 然
而, 上述方法提出的几何特征很大程度上依赖于人的

先验经验, 这不利于在不同数据集间泛化. 此外, 手工

获取的骨架几何特征被转换为矢量序列, 不能单独考

虑每个关节点的几何特征, 这不利于模型提取有判别

力的时空特征. 为了缓解这些问题, 本文引入骨架关节

几何特征, 即, 每帧内关节与关节间的欧几里得距离,
其具有视觉不变性, 而且骨架关节几何特征可以依靠

时空拓扑图进行信息交换.
X ∈ RT×V×C

T T =

V C

v Pt
v = (x,y,z)

Pt
v = (x,y)

更详细地说, 给定一副骨架序列 , 其中

表示骨架序列总帧数 (本文默认设置 48), 每帧骨

架总共有 个关节点,  表示骨架数据所处的是三维笛

卡尔坐标系或者二维笛卡尔坐标系. 在第 t 帧骨架中,
第 个关节点的三维笛卡尔坐标表示为 , 而

二维笛卡尔坐标表示为 .

通过距离公式, 可以计算每帧内任意两个关节点

间的欧几里得距离, 具体公式如下:

Dt
i, j =

√(
xt

i − xt
j

)2
+
(
yt

i − yt
j

)2
+
(
zt

i − zt
j

)2
(2)

t i t

Dt
i = R

V×V

通过式 (2), 可求得第 帧第 个关节点与第 帧内所

有关节点的欧几里得距离特征为 , 特别地当

i = j

D ∈ RT×V×V

时, 特征值为 0. 因此, 对于给定的一副骨架序列数

据, 通过距离公式, 可求得该骨架序列的骨架关节几何

特征为 . 特别地, 每帧骨架关节几何特征不

需要转为矢量序列.
 2.3   早期特征融合与几何特征建模

D

骨架几何特征和骨架坐标特征是不同的模态. 模
态融合方法[28] 可以分为: 早期融合和晚期融合. 在基于

视频的动作识别领域中, Simonyan等人[29] 提出了晚期

融合的双流模型, 该方法利用双流模型分别对 RGB图

像和光流数据进行建模, 对各流模型的最后输出特征

进行融合, 但双流模型方法会导致总模型的参数量成

倍数增加. Yang等人[24] 提出的 DD-Net利用早期特征

融合方法对 3 种骨架几何特征进行融合, 该方法利用

骨架几何特征提高了模型的准确率同时不会大幅度增

加总网络的参数量. 本文借鉴 DD-Net的早期特征融合

方法, 使得 ST-GCN 框架融合骨架关节几何特征 同

时不大幅度增加总网络的参数量. 然而, DD-Net 方法

的嵌入学习模块不能较好地建模骨架关节几何特征的

时空依赖, 为此, 本文探索了 3种骨架关节几何特征建

模方法分别为: 直接融合方法、特征嵌入方法和 GCN
建模方法.

D

1×1

(1) 直接融合方法. 为了验证骨架关节几何特征的

有效性, 本文提出直接将距离公式计算所得的骨架关

节几何特征 与 ST-GCN 网络第 1 阶段输出的时空特

征在通道维度上进行拼接融合, 利用一层 卷积层对

融合特征进行降维操作, 然后将其作为 ST-GCN 剩余

网络的输入. 值得注意的是, 该方法可视为一层单元层.
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D(2)特征嵌入方法. 一方面, 骨架关节几何特征 具

有一定的先验经验, 而先验经验不利于模型的泛化性.
另外一方面, 骨架关节几何特征和骨架坐标特征是不

同的模态, 上述方法是通过特征拼接方式对两种模态

进行融合, 这在一定程度上不利于 ST-GCN 网络提取

有判别力的时空特征. 为了减少先验经验带来的影响

同时让骨架关节几何特征更好地融合到 ST-GCN 网

络, 本文参考 DD-Net[24] 对骨架几何特征处理方法, 利
用两层全连接层 (fully connected layer) 对骨架关节几

何特征进行特征嵌入学习, 再将所得的骨架关节几何

嵌入特征和 ST-GCN网络第一阶段输出的时空特征在

通道维度上进行拼接融合, 再利用一层 1×1 卷积层对

融合特征进行降维操作并将输出作为 ST-GCN剩余阶

段网络的输入.

D

(3) GCN 建模方法. 然而, 上述两种方法都忽视了

对骨架关节几何特征 时间维度上的建模. ST-GCN网

络第 1 阶段输出的是时空特征, 为了让每帧骨架的几

何特征具备时间维度上的依赖, 本文利用两层 GCN
Layer对骨架序列的几何特征进行时空建模, 其目的是

使骨架关节几何特征与 ST-GCN第 1阶段所建模的时

空特征更具有一般性. 最后, 被 GCN 模块建模的骨架

关节几何特征如上述两种方法一样被拼接融合和降维

操作, 再将其输入 ST-GCN 的第 2 和第 3 阶段进行时

空建模.
 2.4   融合几何特征时空图卷积算法框架

D

图 3 展示了本文提出的融合几何特征时空图卷

积网络框架 (GEO-GCN). 骨架坐标特征作为 ST-GCN
网络第一阶段的输入, 同时, 通过距离公式计算所得

的骨架关节几何特征 作为骨架几何建模模块的输

入. 两模块的输出在通道维度上进行拼接融合, 融合

特征被一层 1×1 卷积层进行降维操作 , 其目的是与

ST-GCN网络第 2阶段的输入适配. 值得注意的是, 骨
架几何特征建模模块在最终模型中使用的是 GCN
建模方法. 通过早期特征融合方法, GEO-GCN的参数

量不会成倍数地增加, 同时可以使得 ST-GCN网络在

保持自身建模能力的情况下, 增强了剩余阶段网络对

融合骨架关节几何特征的时空特征的建模能力, 从而

增强模型性能.
 

Stage1

×4

GCN

Layer

Stage2

×3

GCN

Layer

1×1

Conv
GAP Softmax Class label

Stage3

×3

GCN

Layer
拼接

距离公式

骨架坐标特征

骨架几何
特征建模
模块

骨架关节
几何特征

D

T×V×C

T×V×V

 

图 3    融合几何特征的时空卷积网络框架 (GEO-GCN)
 

 3   实验分析

本文在两个大规模的基于骨架的动作识别基准数

据集, 即, NTU-RGB+D数据集[30] 和 NTU-RGB+D 120
数据集[31], 对 GEO-GCN 网络框架进行评估. 本文首

先通过充分的消融实验以验证骨架关节几何特征能作为

ST-GCN 网络的特征补充, 然后验证不同骨架几何建

模模块对 GEO-GCN 网络框架的影响. 最后, 将 GEO-
GCN网络框架与其他动作识别模型进行准确率的比较.
 3.1   实验环境和实验数据集

本文所有实验都是在一个 RTX 2 080 TI GPU上进

行的并且该 GPU采用 PyTorch深度学习框架和 Python
编程语言.

NTU-RGB+D是一个大规模的人体动作识别数据

集, 包含 4 种模态, 即 RGB 视频、深度序列、红外视

频和 3D 骨架数据 .  3D 骨架序列数据由 Microsoft
Kinect v2 摄像头捕获. 它总共有 56 880 个视频, 由
3 台摄像机从不同角度拍摄. 这些动作涵盖 60 种人类

动作类别, 包括类别 1 到类别 49 的单人动作和类别

50到类别 60的双人交互动作. 数据集的发布方推荐了

两个评估基准, 即, 交叉对象 (cross-subject) 评估和交
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叉视角 (cross-view)评估. 在 X-Sub评估基准中, 训练集

包含了来自 20名受试者的 40 320个视频, 其余 16 560个
视频片段用于测试. 在X-View评估基准中, 它包含 37 920
个从第 2 摄像头和第 3 摄像头拍摄的视频, 用于训练.
从第一个摄像头拍摄的视频包含 18 960 个视频, 用于

测试.
NTU-RGB+D 120 是 NTU-RGB+D 的扩展, 其中

类别的数量扩大到 120, 样本的数量扩大到 114 480. 还
有两种推荐的评估基准, 即交叉主体 (C-subject) 评估

和交叉设置 (C-setup) 评估. 在 X-Sub 评估基准中, 来
自 53个受试者的 63 026个视频片段被用于训练, 其余

受试者则被用于测试. 在 X-Set 评估基准中, 54 471 个

具有偶数集合设置 ID的视频片段被用于训练, 其余具

有奇数设置 ID的片段被用于测试.
 

 
图 4    NTU数据集人体结构图

 

 3.2   实验细节

为了更加公平地与 ST-GCN 网络[18] 进行比较, 本
文对 ST-GCN 网络进行复现, 同时使得本文的实验分

析更加可靠. 原始的 ST-GCN 网络一共包含了 9 层

GCN Layer, TC-block 的卷积核大小为 9. 网络框架每

个阶段的输出通道数量分别为 64, 128, 256. 模型输入

样本帧数为 300. 本文参照 2s-AGCN[19] 官方公布的代

码, 所搭建的复现模型一共包含了 10 层 GCN Layer,
TC-block 的卷积核大小为 5. 此外, 实验数据预处理方

法参照了 SGN模型[20] 所提出的方法, 并且固定输入模

型的每个样本帧数为 48.
表 1展示了在 NTU-RGB+D的 X-View评估基准

上, ST-GCN网络的复现结果. 其中 ST-GCN代表原论

文所展示的准确率, ST-GCN*代表复现结果, 而带自适

应拓扑图的 ST-GCN*是参照了 2s-AGCN提出的方法.

最后, 我们选用带自适应拓扑图的 ST-GCN*网络作为

本文所有实验的基准模型. 除非有必要的说明, 本文所

有消融实验都是在 NTU-RGB+D数据集 X-View评估

基准上进行的.
  

表 1     不同骨架几何特征建模模块的 GEO-GCN模型在

NTU-RGB数据集 X-View评估上的准确率比较
 

方法
自适应邻接

矩阵

模型参数量

(M)
几何特征

建模模块

X-View
(%)

ST-GCN[18] — — — 88.3
ST-GCN* — 2.074 — 90.5
ST-GCN* √ 2.092 — 92.9
GEO-GCN √ 2.099 — 93.6
GEO-GCN √ 2.110 嵌入 93.8
GEO-GCN √ 2.168 GCN 94.0

 
 

本文所有模型使用随机梯度下降 ( s tochas t ic
gradient descent, SGD)优化器进行训练, 并且设置动量

为 0.9, 权重衰减为 0.000 1. 训练 epochs设置为 65, 在
前 5个 epochs中使用 warmup strategy [12], 以使训练过

程更加稳定 .  设置初始学习率为 0.1,  并在第 30 个

epoch 和第 55 个 epoch 时以 0.1 的系数进行学习率衰

减, batch size大小设置为 64.
 3.3   不同骨架几何特征建模模块的比较

D

D

从表 1可得出, 在 NTU-RGB数据集中 X-View评

估基准上, 本文提出的 3 种骨架几何特征建模模块所

构建的 GEO-GCN 模型的准确率都比带自适应的 ST-
GCN*模型的准确率要高, 实验结果说明了本文提出的

骨架关节几何特征 能有效地融合到 ST-GCN模型中,
从而提高 ST-GCN 基准模型的识别率. 特别地, 采用

GCN 建模模块的 GEO-GCN 模型比基准模型的准确

率要高出 1%. 对于 3 种不同的几何特征建模模块, 可
以发现: 采用直接融合方法的 GEO-GCN 模型的性能

提升幅度是最小的, 而采用 GCN 建模模块的 GEO-
GCN 模型的准确率取得了最优效果. 综上, 可得出结

论: 骨架关节几何特征  (帧内关节点间的距离) 能丰

富 ST-GCN模型所建模的时空特征, 并且基于 GCN建

模模块的 GEO-GCN 模型是有效方法, 该网络框架具

有高效性和参数量较少的优势. 最后, 我们选取基于

GCN 建模模块的 GEO-GCN 模型作为后续实验的基

准网络.
 3.4   不同骨架几何特征数量的比较

D为了进一步分析骨架几何特征 对 GEO-GCN 网

络的影响, 本文对每个关节的几何特征数量进行了消
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Ji Ji

Ji

Ji

Ji

融实验. 图 4展示了 NTU数据集的人体结构关节点的

序号. 在第 2.2 节中, 实验配置对每帧骨架内每个关节

计算其与该帧上所有关节间的距离, 具体来说, 对于

NTU 数据集来说, 其关节点数量为 25, 因此每帧每个

关节点共有 25 个距离几何特征. 为此, 本文设置关键

关节点集合 , 其中 的下标表示集合内包含元素的个

数,  中每个元素表示 NTU 人体结构图所对应的关节

序号. 在给定 的情况下, 在计算每帧每个关节的几何

特征时候, 只计算集合中内包含的元素所对应的关节

点. 表 2 展示了不同 的元素组成, 对于每个关键关节

点集合, 元素被选取的依据是: 在“直觉上”与动作信息

相关性较大, 如, 序号 7 (左手腕) 关节点, 与人类执行

动作过程的相关性较大.
  

表 2     不同关键关节点集合 Ji 的元素组成
 

i 元素

5 {1,8,12,15,19}

10

1, 4, 6, 8, 10, 12,15, 16, 19, 20


20


1,3,4,5,6,7,8,9,

10,11,12,13,14,15,

17,18,19,21,22,24


25


1,2,3,4,5,6,7,8,9,

10,11,12,13,14,15,

16,17,18,19,20,21,

22,23,24,25


 
 

Ji

Ji

i =

i = i =

i =

J25

从表 3实验结果可看出, 随着关键关节点集合 元

素的逐渐增加, GEO-GCN模型的准确率不是呈线性递

增的, 即, 骨架关节几何特征数量与 GEO-GCN模型的

性能不是正相关, 其原因可能是:  中关键关节点的选

取依赖于人的经验和直觉, 这导致通过距离公式所得

的骨架关节几何特征包含了一定程度的先验知识, 从
而影响了 GEO-GCN 模型的性能. 特别地, 当 10 和

25 时候, 模型的性能近乎是一致的. 这说明了 25
时, 骨架关节几何特征存在特征冗余问题. 最后, 考虑

到 25 时, GEO-GCN 模型取得了最优的准确率, 因
此, 选取关键关节点集合 作为最终基准并与其他模

型进行比较.
 3.5   与其他模型方法比较

表 4和表 5中展示了 GEO-GCN模型与其他模型

在 NTU RGB+D和 NTU RGB+D 120上准确率的比较.
从表 4 实验结果可看出, 在 NTU RGB+D 两评估基准

上 ,  GEO-GCN (joint) 单模态模型的准确率高于非

GCN 的方法, 而与基于 GCN 的方法 (ST-GCN、AS-
GCN 和 SGN) 性能相当. 特别地, 2s-AGCN[19] 采用了

模型集成方法, 即, 关节坐标特征 (joint)和关节骨头特

征 (bone) 分别作为输入模态 ,  同样地 ,  本文展示了

GEO-GCN 模型集成方法的准确率. 从表 4 可看出,
GEO-GCN (joint+bone) 集成方法的准确率高于 2s-
AGCN 的准确率, 在 X-Sub 评估基准上高了约 2%. 这
说明了本文提出的利用骨架关节几何特征作为 ST-
GCN 框架特征补充的方法是高效的. 从表 5 实验结果

可看出, 在 NTU RGB+D 120 两评估基准上, GEO-
GCN 单模态模型的准确率都比 2s-AGCN 和 SGN 的

准确率高. 这说明了本文提出的骨架关节几何特征在

大型数据集上能更好地提高模型的性能. 特别地, 在 X-
Sub和 X-Set评估基准上, GEO-GCN集成模型的准确

率比 2s-AGCN 分别高了 4.1% 和 3.4%. 综上, 可得出

结论: 本文提出的 GEO-GCN网络框架, 其充分利用了

骨架关节几何特征作为 ST-GCN 模型的特征补充, 提
高了框架的准确率同时不会使框架总参数量成倍数地

增加, 是一种非常高效的网络框架.
 
 

表 3     不同关键关节点集合 Ji 的 GEO-GCN在 NTU-
RGB数据集 X-View评估上的准确率比较

 

方法 模型参数量 (M) Ji X-View (%)
GEO-GCN 2.161 i = 5 93.6
GEO-GCN 2.163 i = 10 93.9
GEO-GCN 2.167 i = 20 93.8
GEO-GCN 2.168 i = 25 94.0

 
 

表 4     不同算法在 NTU-RGB+D上的准确率比较 (%)
 

方法 X-Sub X-View
Lie Group [7] 50.1 82.8
ST-LSTM [11] 81.8 88.0

HCN[17] 86.5 91.1
ST-GCN[18] 81.5 88.3
AS-GCN[25] 86.8 94.2
2s-AGCN[19] 88.5 95.1
SGN[20] 89.0 94.5

GEO-GCN (joint) 88.2 94.0
GEO-GCN (joint+bone) 90.1 95.4

 
 

表 5     不同算法在 NTU-RGB+D 120上的准确率比较 (%)
 

方法 X-Sub X-Set
2s-AGCN[19] 82.9 84.9
SGN[20] 79.2 81.5

GEO-GCN (joint) 83.6 84.7
GEO-GCN (joint+bone) 87.0 88.3
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 4   结论与展望

本文提出了融合几何特征的图卷积网络框架, 其
称为 GEO-GCN 网络框架. 该框架利用骨架序列中所

蕴含的距离几何特征作为 ST-GCN基准网络的特征补

充. 然后, 本文利用 GCN 建模模块对骨架关节几何特

征进行建模, 充分提取有判别力的时空特征, 并且利用

早期特征融合方法, 将骨架关节几何特征高效地融合

到 ST-GCN网络中, 与双流模型方法相比较, 本文提出

的 GEO-GCN网络框架的参数量保持一个合适的范围

内. 最后, 在 NTU-RGB+D 数据集和 NTU-RGB+D
120 数据集上, 本文进行了充分实验. 实验结果表明:
与 ST-GCN、2s-AGCN和 SGN等动作识别模型相比,
本文所提出的 GEO-GCN网络框架取得了更好准确率

的效果. 下一步的研究将会引入时间维度上的注意力

模块, 提高网络建模时空特征能力.
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