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摘　要: 随着三维视觉的快速发展, 基于深度学习的大规模三维点云实时处理成为研究热点. 以三维空间分布无序

的大规模三维点云为背景, 综合分析介绍并对比深度学习实时处理三维视觉问题的最新进展, 对点云分割、形状分

类、目标检测等方面算法优势与不足进行详细分析, 给出详细的性能分析与优劣对比, 并对点云常用数据集进行简

要介绍, 并给出不同数据集的算法性能对比. 最后, 指出未来在基于深度学习方法处理三维点云问题上的研究方向.
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Abstract: With the rapid development of 3D vision, large-scale 3D point cloud processing in real time based on deep
learning has become a research hotspot. Taking a large-scale 3D point cloud with disordered spatial distribution as the
background, this study comprehensively analyzes, introduces and compares the latest progress of deep learning in real-
time processing of 3D vision problems. Then, it analyzes in detail and compares the advantages and disadvantages of
algorithms in terms of point cloud segmentation, shape classification and target detection. Further, it briefly introduces the
common data sets of point clouds and compares the algorithm performance of different data sets. Finally, the study points
out the future research direction of 3D point cloud processing based on deep learning.
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深度学习 (deep learning, DL)指基于数据预测、并

改进其预测结果或行为的方法[1], 训练阶段以最小化损失

函数为引导, 通过梯度下降调整计算模型的权重和偏置;
测试阶段以输入数据和训练好的模型参数计算预测值[1],
广泛应用于二维目标检测、分割和分类[2,3] 等领域.

随着三维扫描仪、激光雷达、RGB-D 相机 (如
Kinect、RealSense 和 Apple 深度相机) 等三维采集设

备性能的提高, 获取具有丰富几何形状和比例特征的

三维数据成为现实[4]. 三维点云数据通常包含几何位置

信息、颜色信息和强度信息. 其中, 颜色信息通过相机

获取彩色影像, 再将其颜色信息赋予点云中对应的点;
强度信息通过激光扫描仪接收装置采集到的回波强度.

基于深度学习的三维点云数据处理目前面临以下

3 个方面的挑战: 点云无序性及非结构性, 点云旋转不

变性, 以及点云特征的有效提取.
本文主要贡献如下: 概括总结点云分割、形状分

类、目标检测等方面的深度学习算法; 给出常用的评

价指标及相应数据集; 探索基于深度学习的三维点云

处理未来研究方向.
本文结构如下: 第 1 节整理深度学习相关数据集
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及其评价指标; 第 2节回顾三维点云分割算法; 第 3节
和第 4 节分别介绍三维点云的形状分类和目标检测;
第 5节总结全文并讨论发展趋势.

 1   数据集和评价指标

本节介绍深度学习常用数据集和性能评估指标. 深
度学习广泛使用的大规模三维点云数据集包括Model-
Net[5]、ScanNet[6]、S3DIS[7]、SemanticKITTI[8] 等.
 1.1   数据集

规模大、标记精度高的数据集不仅有助于提高性

能评估的精度, 且有利于验证对比算法优劣.
点云分割算法常用的数据集包括:  ScanNet [ 6 ]、

S3DIS[7]、SemanticKITTI[8]. 其中 ScanNet和 S3DIS均

为室内场景: ScanNet 数据集共 1 513 个场景数据、

21 个对象类别, 其中 1 201 个场景用于训练, 312 个场

景用于测试; S3DIS 数据集由 3 个不同建筑的 5 个大

型室内场景组成. SemanticKITTI 为室外场景, 包含市

区、乡村和高速公路等场景的真实图像数据.
形状分类的常用数据集有ModelNet[5], 包含 127 915

个三维形状、662 类, 其子集 ModelNet10 包含 10 类

4 899个三维形状, ModelNet40包含 40类 12 311个三

维形状.
检测算法常用数据集有 :  Semant icKITTI [ 8 ]、

Oxford[9]、NYU[10]. Oxford 数据集由 21 711 个训练子

地图和 3 030 个测试子地图组成. NYU 数据集包含超

过 72k 个训练帧和 8k 个测试帧, 每帧包含 36 个带注

释的关节.
表 1总结上述用于点云分割、形状分类和检测算

法常用数据集的对象类别, 同时提供了使用各个数据

集的算法以及相关性能对比.
  
 

表 1     不同数据集算法性能对比
 

数据集 类别 方法
评价指标 (%)

OA mAcc mIoU

ScanNet 21
SPCR[11] — 75.70 —

DyCo3D[12] — 58.90 —

SemanticKITTI 8 Im-RangeNet[13] — — 43.60

S3DIS 13
PCT[14] — 67.65 61.33

DGCSA[15] — — 50.10

ModelNet40 40
PCT[14] 93.20 — —

DGCSA[15] 93.40 90.60 —
 
 

1.2   评价指标

常用的评价指标包括 mAcc、mIoU 和 OA. 其中,

mAcc 是正类预测个数与所有预测样本数之比的均值,
计算公式如下[16]:

mAcc =
1
N

∑N

i = 1

T Pi+T Ni

T Pi+FPi+FNi+T Ni
(1)

其中, TPi 表示真预测为真, TNi表示真预测为假, FPi 表

示假预测为真, FNi 表示假预测为假, N 表示类别数.
mIoU评估预测框与人工标记框的重合程度, 定义为[16]:

mIoU =
1
N

∑N

i = 1

T Pi

(FNi+FPi+T Pi)
(2)

OA 是在预测为真的样例中、被正确预测为真的

比例, 计算公式如下[16]:

OA =

∑N

i = 1
T Pi∑N

i = 1
(T Pi+FPi)

(3)

召回率 (recall, R)是所有正样本样例中, 被正确预

测为真的比例, 定义为[16]:

R =

∑N

i = 1
T Pi∑N

i = 1
(T Pi+FNi)

(4)

精度-召回率 (precision-recall, PR) 曲线的横坐标

是召回率, 纵坐标是 OA. 若在 R 增长的同时, OA 在高

水平范围变化不大, 则说明分类器的性能较好.

 2   点云分割

点云分割指将整个点云聚类为多部分点云, 每部

分点云对应独立的物体对象, 分为部件级分割、场景

级分割和对象级分割.
 2.1   部件级分割

2018 年, Li 等提出无序点云的置换不变结构自组

织网络 (self-organizing network, SO-Net)[17], 以自组织

映射 (self-organizing map, SOM)模拟点云的空间分布,
并以单个特征向量表示输入点云. 在特征聚合过程中,
基于 SOM 执行点到点的 K 近邻 (K-nearest neighbor,
KNN)搜索以控制感受野重叠.

2019 年, Wang 等提出 EdgeConv, 在保持排列不

变性的同时, 捕获局部几何结构[18], 对输入点云 Edge-
Conv层的每个点, 计算大小为 k 的边缘特征集, 并聚合

每个集合内的特征. 基于最后一层 EdgeConv构造 1D全

局描述符, 并与每个点的所有 EdgeConv输出 (用作局部

描述符)串联, 输出 p 个语义标签. Wu等扩展动态滤波

器到新的卷积操作 PointConv, 可用于构建点云的深度
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卷积网络[19], 以层次结构聚集点云特征, 并组合细小区

域特征为覆盖大空间范围的抽象特征. 该层次结构由

特征编码模块组成, 包括采样层、分组层和 PointConv.
针对体素分辨率增加而导致计算资源耗尽的问题,

Wang 等在 2020 年提出新的体卷积神经网络, 在有限

分辨率下, 提取体素化三维数据编码细节信息的鉴别

特征[20]. 针对体素化形状, 提取空间密集 (spatial dense
extraction, SDE)模块的多尺度特征, 保留细节信息; 串
联聚集模块不同阶段的特征; 基于 3 个 1×1×1 卷积层

预测每个体素的部件标签.
2021 年, Chen 等提出基于图注意力的点神经网

络 (graph attention based point neural network, GAPNet),
在多层感知器嵌入图注意力机制以学习局部几何表

示[21]. 该网络引入 GAPLayer学习点注意力特征, 基于

多分支机制充分利用特征, 设计邻域注意力池化层提

取局部特征.
在部件级分割算法中, 文献 [17] 以点云自动编码

器作为预训练、以提高网络的分割性能; 文献 [18] 在
层与层间动态更新关系图、实现点的语义分组; 文献 [19]
提出的方法高效且结构可扩展; 文献 [20]结合 SDE模

块和注意力特征聚集模块实现分割; 文献 [21]将 GAP-
Layer 和注意力池化层集成到多层感知器结构提取局

部上下文特征.
 2.2   场景级分割

2017年, Charles等首次提出直接处理点云的深度

学习框架[22]. 该方法主要解决了点云存在的两大问题:
一是基于空间变换网络解决点云旋转性问题, 应用于

输入点云和特征变换部分, 二是基于最大池化层解决

点云无序性问题, 最大池化层对点云的整体提取出全

局特征. 但其无法捕获局部特征, 为解决此问题, Qi 等
基于层次网络改进 PointNet 架构, 从而提高特征提取

能力[23]. 由多个集合抽象层组成, 包括采样层、分组层

和 PointNet层. 采样层从输入点选择一组点, 定义局部

区域的质心. 分组层通过查找质心周围的“相邻”点以

构造局部区域集. PointNet层将局部区域模式编码为特

征向量.
2019年, Zhao等从点云局部邻域中提取上下文特

征, 通过自适应特征调整 (adaptive feature adjustment,
AFA)模块提取局部点特征[24], 基于局部区域的点特征

构建全连接点网络, 通过学习确定相互影响并构造区

域集成信息, 并融合全局特征和局部特征用于识别. Hu

等提出高效轻量级神经网络 RandLA-Net, 基于局部空

间编码、注意力池化层、以及扩张残差块构造局部特

征聚合模块[25]; 该方法基于相邻几何结构和显著增加感

受野保留局部复杂结构, 利用前馈MLP提高计算效率.
2020年, Li等提出新的图卷积结构泰勒-高斯混合

模型网络 (Taylor Gaussian mixture model network,
TGNet), 基于多尺度分层提取点特征, 保证粗尺度和细

尺度信息结合[26]. 基于 TGConv构造语义深层特征, 并
以共享多层感知器 (multilayer perceptron, MLP) 提取

每点特征. 在输出层内, 基于条件随机场 (conditional
random field, CRF)改善分割结果.

2021 年, Guo 等受 Transformer 的启发, 基于传统

Transformer 提出新的点云学习框架点云 Transformer
(point cloud Transformer, PCT)[14]. 该方法合并原始的位

置编码和输入嵌入, 基于输入嵌入模块产生可区分特

征. 为解决自注意力机制忽略局部几何信息的问题,
PCT利用邻近嵌入策略改进点嵌入.

在场景级分割中, 文献 [22] 提出适用于处理三维

无序点集的深度学习网络; 文献 [23] 提出 2 种新的集

合抽象层解决非均匀点采样问题; 文献 [24] 基于 K 近

邻分组层提出 AFA模块, 在局部区域构建全连接网络,
在点间传输信息; 文献 [25] 采用随机采样方法降低点

密度减少计算量; 文献 [26] 基于卷积滤波器和系列高

斯加权泰勒核函数表示的局部坐标, 提取局部相关性;
文献 [14]利用 Transformer固有的顺序不变性, 避免需

要定义点云数据的顺序.
 2.3   对象级分割

2018 年, Wang 等提出基于深度学习的点云三维

对象实例分割和相似群候选网络 (similarity group
proposal network, SGPN)[27], 引入相似性矩阵以便从单

个网络中生成具有类预测的群方案. 首先利用 PointNet/
PointNet++获取点云的特征, 然后在此基础计算相似性

矩阵、置信度矩阵和语义分割矩阵, 最后将所有结果

整合可得到实例分割结果.
2019 年, Wang 等提出点云实例分割与语义分割

相结合的分割框架 (associatively segmenting instances
and semantics, ASIS)[28], 学习语义感知的点级实例嵌

入, 基于语义分割增强实例分割, 并融合同一实例点的

语义特征, 提高点语义预测精度. Pham 等基于多任务

逐点网络和多值条件随机场联合执行语义实例分割[29],
通过重叠窗口扫描输入的点云, 从窗口中提取三维点,
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通过多任务点态网络得到语义标签和实例嵌入, 优化

多值条件随机场模型, 产生最终分割结果. Yang 等提

出基于包围盒回归的高效分割算法 (3D-BoNet), 利用

最小化匹配代价函数获得大致的包围盒回归, 通过点

掩码预测实现最终的实例分割[30]. 基于实例级包围盒

预测分支构造每个实例的包围盒; 基于点级掩码预测

分支为包围盒内的点预测掩码, 用于判断包围盒内的

点是实例还是背景. 为更好地训练该网络, 提出包围盒

关联层和多指标损失函数.
2021 年, Zhang 等首次提出半监督点云实例分割

体系结构, 即扰动一致性正则化半监督点云实例分割

(segmentation with perturbation consistency regularization,
SPCR)[11]. 该方法在输入端引入各种扰动方案, 使网络

具有鲁棒性, 且易于推广到不可见和未标记的数据. He
等结合动态卷积提出三维点云实例分割方法, 该方法包

括稀疏卷积主干、权值生成器和实例解码器[12]. 设计小

型轻型 Transformer捕获点之间的依赖关系和高级交互.
在对象级分割算法中, 文献 [27]内存使用效率较高,

但不能处理多于 105 个点的超大场景; 文献 [28]提出语

义感知的实例分割、实例融合的语义分割, 并相互协作;
文献 [29] 可用于语义分割和实例分割; 文献 [30] 不需

要任何后处理步骤, 计算效率较高; 文献 [11]基于共享

加权网络实现半监督框架, 并设计扰动一致性正则化

机制, 为从未标记数据进行网络学习提供自我监督; 文
献 [12]提出比自底向上策略更健壮的非候选框分割方法.
 2.4   算法分析与比较

本节分析与比较上述典型的部件级分割算法、场

景级分割算法、以及对象级分割算法.
分割算法的分析与比较如表 2 所示, 比较内容包

括类别、方法、年份、贡献. 在部件级分割算法中,
VoxSegNet 从体素化三维编码信息提取特征, 并基于

体素化形状提取多尺度特征, 但会导致部分信息丢失;
而 SO-Net、DGCNN、PointConv、GAPNet重点解决

直接处理点云数据, 用于探索局部上下文信息和注意

力机制的学习架构, 提高了算法精度, 但速度较慢. 在
场景级分割算法中, PointNet、PointNet++、RandLA-
Net 以共享 MLP 为网络基本单元, 利用累积跳跃连接

增强语义信息, 效率相对较高; TGNet解决了由输入与

邻近坐标或特征间的高几何相关性导致分割性能欠佳

的问题, 并克服了传统聚集函数丢弃或忽略局部邻域

间的结构联系; 而 PCT借助 Transformer的优势, 并结

合注意力机制学习特征, 具有良好的语义特征学习能

力, 在计算效率、内存占用等方面远优于上述算法. 在
对象级分割算法中, SGPN、ASIS、JSIS3D、DyCo3D
将实例分割看作语义分割的后续聚类步骤, 为每个点

学习鉴别嵌入特征, 再通过均值偏移等聚类算法将同

一实例点聚集到一起, 但其目标性较差, 且后处理步骤

的时间成本较高; 而 SRCR 主要研究将实例分割问题

转化为三维目标检测和实例掩码预测 2 个子任务, 这
通常依赖两阶段的训练和昂贵的非极大值抑制等操作

对密集候选框进行选择; 3D-BoNet 主要研究单阶段、

无锚且端到端的包围盒回归算法, 通过显示预测目标

包围盒, 得到的实例有更好的目标性, 且不需要复杂耗

时的区域候选框网络和后处理步骤.
分割算法的性能比较如表 3 所示, 比较内容包括

类别、方法以及 3种评价指标. 通过对比, 在直接或间

接处理大规模点云数据方面, 算法的分割精度差异不

大, 甚至直接处理大规模点云数据 (RandLA-Net)的总

体精度仅比间接处理 (PointWeb) 低 0.11%, 这是因为

随机采样降低内存占用和计算成本, 且局部特征聚合

模块保留有用特征; PointNet 相较于其他分割方法在

精度方面不占优势, 主要原因在于 PointNet 丢失部分

点之间的局部特征, 但该方面的研究仍在不断探索以

提高精度并且其架构一直启发着后续的研究; TGNet
的总体精度高于其他分割算法, 主要因为分层多尺度

方法和融合多尺度信息的优势提高了分割性能.

 3   形状分类

点云分类是为每个点或组分配语义标签的过程.
本节概括分析介绍基于卷积的和基于图分类的算法,
并分析讨论其优势不足.
 3.1   基于卷积的方法

传统三维卷积神经网络计算量大、内存占用高.
针对以上问题, 2018年, Hermosilla等提出高效的非均

匀采样点云卷积学习方法[31], 包括 4个关键技术: 利用

MLP 表示卷积核; 考虑样本密度函数; 使用泊松磁盘

抽样作为分层点云学习的可伸缩方法; 采用蒙特卡罗

(Monte Carlo, MC)积分描述卷积. 2019年, Thomas等
提出核点卷积 (kernel point convolution, KPConv)以计

算三维空间中点的特征[32], 这是对点云卷积的新设计,
且不需利用点云的任何中间表达形式. 该方法设计两

种不同类型的核: 一种是刚性核, 先选择通过求解优化

问题放置核, 且每个点对其他点施加斥力, 这些点均被

约束在具有吸引力的球面上, 其中一点被约束在中心,
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最终周围的点被约束在平均半径为核影响距离的

1.5 倍内以确保每个核之间的影响力有小幅度的重叠;
一种是可变核, 借鉴可变网络的设计, 在刚性基础上利

用网络学习局部位移, 使其适用于点云.
 
 

表 2     分割算法对比
 

类别 方法 年份 贡献 弊端

部件级分割

PointConv[19] 2019
提出新权函数计算公式,  在局部坐标上训练MLP,  以逼

近卷积滤波器的连续权函数和密度函数, 构造排列不变

性和平移不变性

PointConv无法将更主流的图像卷积网络

架构应用到点云数据中, 如ResNet、Dense-
Net等

VoxSegNet[20] 2020
引入SDE模块缓解子采样过程和数据稀疏性造成的细节

丢失, 基于注意力机制融合SDE多尺度信息

分辨率越大,  提高性能上限越困难,  最终

损失部分特征, 无法更好地描述细节结构

GAPNet[21] 2021
提出自我注意力和邻域注意力机制, 基于邻域注意力池

化层识别重要特征以增强网络的鲁棒性

由于GAPLayer中多分支机制的使用, 导致

计算效率较低

场景级分割

PointNet[22] 2017
利用对称函数解决点云顺序问题, 引入T-Net解决点云旋

转问题
只能捕获全局特征, 从而忽略局部特征

RandLA-Net[25] 2020
基于随机抽样降低内存占用和计算成本, 引入局部特征

聚合模块以保留有用特征

RandLA-Net只实现场景级分割, 无法扩展

到大规模点云上实现端到端对象级分割

PCT[14] 2021
提出的PCT适合于非结构化、无序且不规则的点云数

据, 并设计带有隐式拉普拉斯算子和归一化修正的偏移

注意力, 与自注意力相比, 更适合于点云学习

该网络处理大型点云的效果有待补充

对象级分割

ASIS[28] 2019
基于baseline网络构造逐点语义预测和输出点级实例嵌

入, 属于同一实例的点的嵌入较为接近, 分属不同实例的

点的嵌入较为分离

后处理步骤的时间成本较高

3D-BoNet[30] 2019
设计新颖的包围盒关联层, 并利用多指标损失函数以监

督包围盒预测分支

该方法在分割后的小块上进行测试, 并未

直接在大规模点云上训练和测试

SRCR[11] 2021
提出两个包含几何信息和语义信息的一致性项以更好地

预测不同扰动下的不变约束

该方法依赖两阶段训练和昂贵的非极大

值抑制等操作对候选框进行选择

DyCo3D[12] 2021
提出数据驱动的方法产生卷积核以应用于实例, 设计轻

量级的转换器扩大感受野、捕获非局部依赖性
该网络后处理操作的计算时间较高

 
 

表 3     不同分割算法在 S3DIS数据集上的性能对比 (%)
 

类别 方法
区域5 6折

OA mIoU mAcc OA mIoU mAcc

部件级分割 DGCNN[18] — — — 84.10 56.10 —

场景级分割

PointNet[22] — — — 78.62 47.71 —
PointWeb[24] 86.97 60.28 66.64 87.31 66.73 76.19
TGNet[26] 88.50 57.80 — — — —

RandLA-Net[25] — — — 87.20 68.50 81.50
PCT[14] — 61.33 67.65 — — —

 
 

2020 年, Wang 等将规则网格的深度学习推广到

不规则三维点云, 并提出新的结构感知卷积 (structure-
aware convolution, SAC)[33], 利用三维核匹配点云邻域,
其中核可看作可学习的三维点构成的“几何模板”. 首
先, 根据点的空间距离找到其相邻点集; 然后训练得到

三维核并匹配; 如果可以完全匹配, 则激活对应的通道.
2021年, Tang等提出融合互补卷积神经网络的新方法,
称为多分支卷积神经网络 (multi-branch convolutional
neural networks, MBCNN), 在保持高效率的同时实现

当前最先进的性能[34]. 该网络引入基于体素的索引技

术以加快查找邻域点的过程, 并设计特征融合策略以

确保模型具有高精度和低延迟.
在基于卷积的方法中, 文献 [31]实现非均匀采样;

文献 [32]通过半径邻域搜索解决了非均匀条件下 KNN
不具备鲁棒性的问题, 且提出的算法使得 GPU内存占

用较少、速度较快, 并可在不定个数的点云上直接训

练; 文献 [33]适用于现有的点云深度学习网络; 文献 [34]
利用逐点MLP的鲁棒性, 使模型在真实数据集上具有

良好的性能.
 3.2   基于图的方法

2018年, Zhang等针对三维点云数据分类, 融合局

部图卷积和 2 种类型的图下采样 (池化), 提出图卷积
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神经网络 (graph convolutional neural networks, Graph-
CNN), 称为 PointGCN[35]. 该网络结合了卷积层、池化

层和完全连接层, 且卷积层与池化层是特定于图设置

的. 该方法实现两种形式的池化操作聚合信息: 一用于

计算所有输出点的全局统计信息, 二作用于点云的局

部, 导致多分辨率池化. 为避免计算图粗化或聚类, 通
过对彼此最分散的一组点进行子采样实现多分辨率池化.

2019 年, Wang 等提出边缘卷积 EdgeConv[18], 可
嵌入到多个已有的神经网络框架中. 该方法先提取中

心点与邻近点间的边缘特征, 然后在边缘特征上完成

卷积操作, 即将中心点的特征与两点的特征差串联后

再输入到MLP中, 因此边缘特征融合了点间的局部信

息与点的全局信息. 在逐层边缘卷积时, 先在特征空间

中构造图, 然后在网络的每一层之后动态更新.
2021 年, 宋巍等结合动态图卷积和空间注意力提

出点云分类分割方法 (dynamic graph convolution spatial
attention neural networks, DGCSA)[15]. 基于动态图卷积

构造 K 近邻图并提取边特征; 基于空间注意力模块学

习局部特征. 受 GAPNet启发, Lu等结合通道注意力模

块与动态图卷积神经网络, 实现网络模型构建[36]. 该网

络基于通道注意力模块优化动态图结构, 基于通道注

意力机制产生节点间的通道注意力映射, 利用空间注

意力焦点补偿动态图中的通道注意力.
在基于图的方法中, 文献 [35] 通过构建图中编码

的局部结构实现三维点云数据分类; 文献 [18] 应用边

缘卷积实现分类, 但并未学习每个中心点对的信息; 文
献 [15]提出的空间注意力模块应用图卷积实现分类性

能的提高; 文献 [36] 考虑通道注意力和空间注意力的

互补性, 并基于图结构的适用特征提取点云的局部邻

域信息.
 3.3   算法分析与比较

本节分析与对比典型的基于卷积、基于图的分类

算法. 关于形状分类算法的研究工作如表 4所示, 比较

内容包括类别、方法、年份、评价指标、贡献.
 
 

表 4     分类算法对比
 

类别 方法 年份 评价指标 贡献 弊端

基于卷积

Hermosilla等[31] 2018 OA
基于蒙特卡罗卷积, 并引入泊松磁盘抽样构

造点层次结构, 实现非均匀点云分类
该网络必须依赖核密度估计获得概率密度函数

KPConv[32] 2019 OA
在每个卷积位置产生不同的偏移, 这意味着

可以根据输入点云的不同区域调整其内核

形状, 且内核点数量不受限制, 较为灵活

可变形卷积适用于更大型数据集或如目标检

测、激光雷达流量计算等任务中有待解决

SAC[33] 2020 OA
提出的结构感知卷积方法可集成于先进的

点云深度学习网络

SAC中的核与输入点云直接匹配,  因此具有任

意方向的几何结构很难用有限核表示

MBCNN[34] 2021 OA
提出基于体素的索引以加快邻域搜索时间,
设计基于点的球CNN直接处理点云,  并利

用融合策略获取全面特征

该方法能否适用于更大型数据集的处理任务中

有待验证

基于图

PointGCN[35] 2018 OA, mAcc
基于图卷积运算以及2种专门设计的点云数

据池化层, 在不同的感受野学习总结每个点

云的潜在特征

最远点采样的使用导致内存占用较高、计算效

率较低

DGCNN[18] 2019 OA, mAcc
提出新的神经网络模块EdgeConv, 可微, 并
能嵌入已有的网络架构

EdgeConv未考虑相邻点间的向量方向,  导致损

失部分局部几何信息

DGCSA[15] 2021 OA, mAcc
设计空间注意力模块解决局部邻域聚合过

程中产生的信息丢失问题, 利用注意力机制

学习局部特征, 提高分类精度

分割任务实验结果中出现部分类别分割精度较

低的现象

Lu等[36] 2021 OA, mAcc
提出将通道注意力模块嵌入动态图卷积神

经网络, 以增强节点之间的表示, 基于密集

连接以提高各层利用率

该方法无法应用于实时环境检测和大型真实场

景点云的分类测试中

 
 

在基于卷积的方法中, Hermosilla等[31]、KPConv、
SAC主要研究在连续空间定义卷积核, Hermosilla等[31]

将卷积当做蒙特卡罗估计的过程, 并使用泊松磁盘抽

样构建点云, KPConv利用相关性函数计算出每个矩阵

的系数, 在此基础上, 核函数对所有矩阵加权求和得到

权重矩阵实现特征的更新, SAC 将卷积核看作由三维

点构成的几何模板; MBCNN 是在规则网格上定义卷

积核, 利用共享参数的过滤器 (kernel), 通过计算中心

像素点与相邻像素点的加权和以构成特征映射实现特

征的提取. 在基于图的方法中, PointGCN 将卷积定义

为频谱滤波, 借助图谱的理论实现拓扑图上的卷积操

作, 在训练阶段, 将输入信号转换为潜在特征映射的图
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滤波器系数以区分对象类, 利用重新缩放的拉普拉斯

算子以提高网络的稳定性和性能; 而 DGCNN、DGCSA、
Lu 等[36] 直接在每个结点的连接关系上定义卷积操作,
类似于传统的卷积神经网络中的卷积, 可直接在图像的

像素点上进行卷积, DGCSA与 Lu等[36] 均结合 DGCNN
的优势进行改进, 在计算效率与精度方面均优于DGCNN.

形状分类算法的性能比较如表 5 所示, 比较内容

包括类别、方法、总体精度、均值精度. 通过对比,
Lu 等[36] 的总体精度和均值精度都明显高于其他分类

算法, 主要原因在于利用 DGCNN 的优势并结合密集

连接提高网络性能; KPConv可根据输入点云的不同区

域调整其内核形状, 且内核点数量不受限制, 在总体精

度方面优于其他基于卷积的方法和部分基于图的方法.
综合分析, 基于卷积的网络可以在非均匀三维点云上

实现优异的性能.
 
 

表 5     不同分类算法性能对比 (%)
 

类别 方法
ModelNet10 ModelNet40
OA mAcc OA mAcc

基于卷积

Hermosilla等[31] — —

均匀:
90.90

非均匀:
90.10

—

KPConv (rigid)[32] — — 92.90 —
KPConv

(deform)[32]
— — 92.70 —

MBCNN[34] — — 91.90 —

基于图

PointGCN[35] 91.91 91.57 89.51 86.05
DGCNN[18] — — 92.90 90.20
DGCSA[15] — — 90.40 90.60
Lu等[36] — — 93.47 90.83

 4   目标检测

目标检测指找出指定区域中所有感兴趣的物体,
包含物体定位和物体分类 2 个子任务. 依据数据输入

方式, 分为基于多视图、基于体素、基于点的方法.
 4.1   基于多视图的方法

基于多视图的方法将三维对象投影到多个视图中

提取相应视图特征, 再将其融合.
2016 年, Chen 等选取点云候选三维包围盒, 并投

影到二维图像中完成检测[37], 避免了多尺度搜索, 并基

于非最大值抑制构造最终的对象候选框集合. 基于三

维包围盒与二维包围盒的映射关系, 利用二维空间中

的特征描述三维包围盒.
2018 年, Qi 等提出 2D-3D 的目标检测方法[38], 基

于 CNN 在 RGB 图像中生成二维目标区域, 并拉伸为

三维视锥, 从深度数据中得到点云, 为保证预测的对象

中心坐标不会发生偏移, Frumstum PointNet 预测三维

包围盒确定对象真实中心. 在三维包围盒任务上, 该模

型对距离合理且未遮挡的物体输出的准确率表现优异.
Liang等提出端到端的可学习三维物体检测器, 基于连

续卷积、以不同分辨率融合图像和激光雷达特征图,
实现精确的三维定位[39]. Ku等提出聚集视图对象检测

(aggregate view object detection, AVOD) 网络, 实现了

无人驾驶场景下三维物体的实时检测[40]. 基于鸟瞰视

图 (bird’s eye view, BEV) 映射和 RGB 图像提取特征

并融合, 经过区域候选框网络得到无向区域候选框, 将
候选框对应的类别和第 1阶段回归基于第 2阶段探测

器网络得到的三维包围盒产生精确有向的三维包围盒,
实现物体检测和识别. 该体系结构可以实时运行, 且具

有较低的内存开销.
2019 年, Liang 等提出多任务多传感器检测模型,

用于二维和三维目标检测、地面估计和深度补全[41].
该方法基于逐点和感兴趣区域 (region of interesting,
ROI)特征融合的多传感器体系结构, 利用深度补全, 实
现密集点特征融合. 同时, 多任务学习提供额外的几何

线索, 实现更好的表示学习和更密集的特征融合.
2020年, Yan等提出深度学习网络, 该网络结合二

维数据的纹理信息和三维数据的几何信息实现目标检

测[42]. 基于 Hough投票技术区分前景点和背景点, 引入

反向映射层结合 RGB纹理特征和点云几何特征, 并基

于特征编码网络学习点云特征.
在基于多视图的方法中, 文献 [38] 提出基于上下

文模型和语义学习、生成具有高召回率的特定类三维

对象候选框方法; 文献 [39]提出的目标检测器在 BEV
中推理, 并通过学习将图像特征投影到 BEV 空间; 文
献 [40]利用显式方向向量回归解决从包围盒推断出的

模糊方向估计; 文献 [41] 的模型是简化的 2 阶段检测

器, 第 1阶段是单次激发检测器, 输出少量高质量三维

检测, 第 2阶段应用 ROI特征融合, 实现更精确的二维

和三维包围盒回归; 文献 [42] 可以在复杂场景中保持

准确性, 同时提高操作效率.
 4.2   基于体素的方法

基于体素的方法实质是点云体素化后利用二维或

三维卷积实现目标检测.
2018 年, Zhou 等提出 VoxelNet, 直接处理基于点
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云的三维目标检测[43]. 通过设计体素特征编码 (voxel
feature encoding, VFE)层, 结合逐点特征与局部聚集特

征, 实现体素内部的点间交互. 2020 年, Cui 等提出两

阶段 PVF-Net 框架, 用于在自主驾驶场景中定位目标

的三维边界框[44]. 第 1 阶段, 利用三维稀疏 CNN 和

PointNet获取基于体素和基于点的候选框, 基于双重候

选框融合模块集成两种候选框. 第 2阶段, 基于 RoI深
度融合模块提取并聚合基于体素的特征和逐点特征,
以丰富特征的有效性和多样性.

2019年, Chen等提出了通用、快速的 2阶段三维

目标检测框架[45]. 该方法首先体素化点云, 并将其送入

体素区域候选框网络 (region proposal network, RPN)
生成少量初始预测; 再通过融合坐标和来自体素网络的

上下文特征, 生成预测的框特征; 最后将其送入 Refine-
Net完成细化. 然而, 由于体素中姿态细节的信息丢失,
检测精度受到严重限制. 为解决此问题, 2021年, Li等
提出点到体素特征学习方法, 通过点语义和局部空间

特征对点云进行体素化[46]. 该方法保留了用于构建高

召回率视图 RPN的体素特征, 并提供了用于保存对象

精确姿势信息的点特征.
2021 年, Li 等提出改进的点体素区域卷积神经网

络 (improved point-voxel region convolutional neural
network, IPV-RCNN), 用于三维目标检测[47]. 该方法设

计改进的基于数据增强的训练方法以提高三维目标的

训练效率和检测精度, 并采用基于锚的方法预测三维

边界框和类.
在基于体素的方法中, 文献 [43] 克服了手工提取

特征方法的瓶颈, 提出基于点云三维检测端到端可训

练的深度体系结构体素网; 文献 [44] 提出独特的两阶

段三维目标检测框架; 文献 [45] 提出的目标检测框架

同时利用点云的体素表示和原始密集输入; 文献 [46]
基于关注角聚合模块学习透视不变的特征, 提高重新

匹配阶段的检测精度; 文献 [47] 设计了改进的三维目

标检测算法, 提出的数据增强训练策略用于结合三维

稀疏卷积的上采样与特征融合.
 4.3   基于点的方法

基于点的方法是以点云作为输入数据, 解决了体

素化带来的计算量大和内存占用高的问题.
2019年, Shi等提出 PointRCNN, 基于三维包围盒

获得分割标签, 以自下而上的方式从原始点云中直接

生成三维候选框[48]. 该网络包括自下而上的三维提案

生成阶段和规范包围盒细化阶段. 前者避免在三维空

间中使用大量预定义的三维边界框, 并显著限制搜索

空间. 后者将每个提案的集合点转换为标准坐标, 以更

好地学习局部空间特征, 并结合与全局语义特征, 实现

精确的边界框细化和置信度预测.
2020 年, Sun 等提出双注意力图卷积网络 (dual

attention and graph convolution, DAGC)[49]. 通过引入双

重注意力模块区分与任务相关的特征. 同时, 引入残差

图卷积网络 (residual graph convolution network,
ResGCN) 模块聚合点的多级相邻点的局部特征, 提高

效率, 利用动态图的相邻特征生成可靠的全局描述符.
2021 年, Feng 等提出三维关系模块, 在三维边界

框候选对象之间建立三维目标关系图, 用于特征增强,
以实现精确的目标检测[50]. 基于点注意力池化方法, 为
三维目标方案提取统一的外观特征. 结合外观特征与

位置特征, 建立三维目标关系图. Shi 等受 PointRCNN
的启发, 提出基于点云的三维目标检测框架, 即部分感

知和聚合神经网络, 称为 Part-A2 网络[51]. 该网络分为

两阶段: 第 1 阶段学习目标内位置标签和前景标签以

估计准确的目标内部件位置; 第 2 阶段捕获目标部件

的几何信息, 以准确评分并优化其位置.
在基于点的方法中, 文献 [48] 分割点云为前景对

象和背景, 生成少量高质量的三维提案; 文献 [49]充分

利用点关系和特征重要性提高模型的特征提取能力;
文献 [50]提出的点注意力池化方法同时建模内部点的

语义、空间和方向关系, 从三维候选框中获得信息; 文
献 [51] 引入可微感兴趣区域的点云区域池化操作, 消
除现有点云区域池化操作中的模糊性.
 4.4   算法分析与对比

本节对典型的基于多视图、基于体素、基于点的

目标检测算法进行分析与比较.
关于目标检测算法研究工作的分析与比较结果如

表 6所示, 比较内容包括类别、方法、年份、贡献. 在
基于多视图的方法中, MV3D和 Frustum PointNet主要

解决 2D-3D 目标检测问题, 但均非常依赖于从第 1 步

生成的二维检测结果, 其中, MV3D在小目标物体检测

上表现不佳, 为解决此问题, AVOD在特征提取阶段融

合浅层和深层特征, 产生高分辨率特征映射, 并缩小参

数维度; Liang 等[39] 和 MMS 重点学习跨模态特征表

示, 实现不同模式 (图像与激光雷达点云)的信息融合;
为解决由摄像头传感器受光线影响丢失深度信息的问

题, Yan 等[42] 设计反向映射层和聚集层将二维纹理信

息与三维几何信息结合, 以获取更多有用信息. 在基于
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体素的方法中, VoxelNet提出单阶段检测法, 虽然可以

学习具有各种几何形状的物体的有效区分表示, 并取

得较好结果, 但它需要权衡准确率与处理速度; 为解决

体素化造成的部分信息丢失的问题, PVF-Net 充分利

用体素密集结构 (voxel dense structure, VDS)和点稀疏

结构 (point sparse structure, PSS) 的优势, 并在两种结

构之间进行折衷; 针对 RCNN 出现的训练时间慢、步

骤复杂、内存占用高等问题, FP R-CNN、P2V-RCNN、
IPV-RCNN 均提出改进两阶段目标检测算法. 在基于

点的方法中, 由于点云池化策略的模糊性 (不同的对象

可能最终汇集到同一组点), PointRCNN会丢失对几何

信息编码的能力; 为解决此问题, Part-A2 提出可区分感

兴趣区域的点云池化操作以消除模糊性; DAGC 和

Feng等[50] 均提出两个新的模块以提高类别精度.
 
 

表 6     目标检测算法对比
 

类别 方法 年份 贡献 弊端

基于多视图

MV3D[37] 2016
利用分割、上下文信息、大小和先验位置执行准确

的三维目标检测, 并提出最小化能量的方法
该方法对三维小障碍物检测的应用较困难

Frustum
PointNet[38]

2018
利用成熟的二维目标检测器和先进的三维深度学习

进行目标定位,  即使在强遮挡或点非常稀疏的情况

下也能精确估计三维包围盒

该方法在稀疏点云中尺寸预测不准确, 且由于光

照、遮挡等影响, 会导致二维探测器错过物体

Yan等[42] 2020
提出结合二维图像数据的纹理特征和三维数据的几

何特征的深度学习网络结构,  并基于反向映射层映

射二维数据到三维空间

网络结构较为复杂, 且计算效率和复杂场景中的

检测精度不高

基于体素

VoxelNet[43] 2018
将原始点云作为输入, 并将其转换为体素, 将体素内

的点转换为表征形状信息的向量
准确率和处理速度之间没有得到较好的权衡

PVF-Net[44] 2020
结合基于体素和逐点数据结构的优点设计双重候选

框融合模块, 集成基于体素和基于点的候选框

该方法是否可以检测到行人和自行车等类别有

待证明

FP R-CNN[45] 2019
第1阶段以体素作为输入, 应用卷积运算获得少量初

始预测, 第2阶段基于原始点云和提取的卷积特征对

其进一步细化

使用选择性搜索提取区域候选框导致目标检测

时间较慢

IPV-RCNN[47] 2021
基于全新主干获取细粒度特征, 并采用K-means聚类

计算目标的大小和数量
无法将其应用到机器人中

基于点

PointRCNN[48] 2019
第1阶段网络以自底向上的方式直接从点云生成三

维提案,  第2阶段网络结合语义特征和局部空间特

征, 在规范坐标系中细化提案

由于点云池化策略的模糊性, 该方法丢失了对几

何信息编码的能力

DAGC[49] 2020
双注意力模块和ResGCN模块充分利用了点关系和

特征的重要性

引用的EdgeConv模块并未考虑相邻点间的向量

方向, 导致损失部分局部信息

Part-A2[51] 2021
提出两种三维候选框生成策略以处理不同的场景.
无锚策略具有更高的内存效率,  而基于锚的策略具

有更高的目标召回率

从稀疏点云中很难识别行人的方向, 导致检测到

的行人性能稍差

 
 

目标检测性能比较如表 7所示, “E”表示“Easy”, “M”
表示“Moderate”, “H”表示“Hard”. 通过对比,   IPV-
RCNN 的类别精度明显高于其他基于体素、基于多视

图的方法和基于点的方法, 主要原因在于提出的在线数

据处理方法提高了训练效率, 并降低计算复杂度. 综合分

析, 基于点的方法的类别精度均达到了较高水平且相对

稳定, 主要是因为体素化和多视图方法会造成部分重要

信息丢失, 三维 CNN的存储和计算效率都很低, 而基于

点的方法直接处理点云, 避免了有用信息丢失的问题.

 5   总结

本文分析与比较了近年来深度学习在处理大规模

三维点云的点云分割、形状分类、目标检测等 3个方

面的研究进展, 以及常用的数据集和相关评价指标, 并
针对算法精度、效率、点云规模等方面, 分析比较各

类方法的优势与不足.
综上所述, 基于深度学习算法的大规模三维点云

处理今后的发展趋势如下.
(1)点云分割

点云规模: PointNet[22]、PointNet++[23] 等算法通过

点云分块、对象部分之间上下文关系等策略处理点云

导致计算复杂度高、内存占用较大, 因此实现直接处

理百万级的大规模点云是今后的重要研究课题. 可以

考虑结合超点图、给出与点-体素联合等思路, 能较好
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地降低计算复杂度和内存占用.
计算效率: 采样方法直接影响计算效率, SGPN[27]

采用最远点抽样法导致内存占用较高、耗时巨大, 而

RandLA-Net[25] 采用随机抽样法降低内存和时间消耗.
因此, 可以考虑结合 RandLA-Net基于随机抽样法降低

空间复杂度、给出 Transformer等思路, 提高计算效率.
 
 

表 7     KITTI数据集上的不同目标检测算法性能对比 (%)
 

类别 方法
Car (IoU=0.7) Pedestrians (IoU=0.5) Cyclists (IoU=0.5)

E M H E M H E M H

基于多视图

MV3D[37] 92.33 88.66 78.96 80.35 66.68 63.44 76.04 66.36 58.87
Frustum PointNet[38] 81.20 70.39 62.19 51.21 44.89 40.23 71.96 56.77 50.39

Liang等[39] 82.54 66.22 64.04 — — — — — —
Yan等[42] 84.88 80.77 77.44 — — — — — —

基于体素

VoxelNet[43] 81.97 65.46 62.85 57.86 53.42 48.87 67.17 47.65 45.11
PVF-Net[44] 87.80 76.79 72.68 51.27 46.59 40.49 72.62 60.30 53.33

P2V-RCNN[46] — — — 50.91 43.19 40.81 78.62 63.13 56.81
IPV-RCNN[47] 96.28 92.26 84.39 — — — 82.64 68.27 61.32

基于点

PointRCNN[48] 85.94 75.76 68.32 49.43 41.78 38.63 73.93 59.60 53.59
Feng等[50] 87.21 77.94 73.70 53.07 44.60 42.30 75.91 61.12 54.30

Part-A2-free[51] 90.23 88.05 85.85 70.73 64.13 57.45 88.18 73.35 70.75
Part-A2-anchor[51] 90.42 88.61 87.81 70.37 63.84 57.48 88.31 73.07 70.20

 
 

(2)形状分类

算法精度和健壮性: 局部特征直接影响算法精度,
PointNet[22] 无法捕获局部特征导致精度不高、DGCNN[18]

虽然解决了此问题, 但由于 EdgeConv未考虑相邻点间

的向量方向, 依然损失了部分局部特征, 直接影响算法

精度. 因此, 可以考虑基于邻域查询机制、融合二维图

像特征的三维局部几何特征将有助于提高算法精度.
(3)目标检测

信息融合: 二维 RGB 图像中蕴含丰富的深度信

息, 而点云数据具有独特的几何信息, 将图像与点云数

据中的信息融合, 可以让网络学习到更多有用特征. 所
以, 目标检测性能更好, 可以考虑结合 AVOD 算法提

取图像特征、MMS 算法学习图像与点间的信息融合

等思路实现.
数据稀疏问题: 由于近程雷达点云传感器在扫描

远距离目标或遮挡目标时, 采集的数据非常稀疏, 从而

影响检测算法, 如 Frumstum PointNet[38] 对遮挡目标的

输出准确率较低、Part-A2 [51] 从稀疏点云中很难辨别

出行人的方向. 因此, 可以考虑结合 IPV-RCNN中基于

数据增强的训练方法与 AVOD 算法实现检测精度和

准确率的提高.
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