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摘　要: Shapley值归因解释方法虽然能更准确量化解释结果, 但过高的计算复杂度严重影响了该方法的实用性. 本
文引入 KD树重新整理待解释模型的预测数据, 通过在 KD树上插入虚节点, 使之满足 TreeSHAP算法的使用条件,
在此基础上提出了 KDSHAP 方法. 该方法解除了 TreeSHAP 算法仅能解释树结构模型的限制, 将该算法计算

Shapley值的高效性放宽到对所有的黑盒模型的解释中, 同时保证了计算准确度. 通过实验对比分析, KDSHAP方

法的可靠性, 以及在解释高维输入模型时的适用性.
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Abstract: Although the attribution explanation method based on Shapley value can quantify the interpretation results
more accurately, the excessive computational complexity seriously affects the practicality of this method. In this study, we
introduce the k-dimensional (KD) tree to reorganize the predicted data of the model to be explained, insert virtual nodes
into the KD tree so that it meets the application conditions of the TreeSHAP algorithm, and then propose the KDSHAP
method. This method lifts the restriction that the TreeSHAP algorithm can only explain tree models and broadens the
efficiency of the algorithm in calculating Shapley value to the explanation of all black-box models without compromising
calculation accuracy. The reliability of the KDSHAP method and its applicability in interpreting high-dimensional input
models are analyzed through experimental comparisons.
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随着机器学习的不断发展, 机器学习在各个领域

中得到了广泛的应用, 如医药[1], 生物学[2,3] 以及天文

学[4] 等. 但是, 大部分机器学习模型, 特别是神经网络

模型, 为缺少透明性的黑盒模型, 即模型预测的过程无

法被人们所理解[5]. 伴随着机器学习的深入研究和广泛

应用, 人们对黑盒模型的可信度提出要求, 对于黑盒模

型的可解释研究也随之发展起来.
近年来, 可解释方法研究工作得到了不断推进, 对

黑盒模型进行解释的技术手段逐渐丰富起来, 比如类

激活图[6], 梯度变化[7,8] 等可视化的方法. 但是其中一些
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方法是定性分析而非定量分析, 解释结果看似能够对

模型做出解释, 实际上与模型预测不一定相关[9]. 为使

解释结果可信度更高, 研究人员将博弈论中公平分配

的 Shapley值引入到黑盒模型可解释的研究工作中[10,11],
用 Shapley 值表示每个输入特征对模型预测结果的贡

献程度. 虽然在理论上基于 Shapley值的解释方法有诸

多良好的性质[12], 但最大的问题在于其过高的计算时

间复杂度, 为指数级 , 并不适用于高维输入的黑盒模型,
因此需要一种准确快速的近似算法去计算 Shapley值.

针对 XGBoost、随机森林、梯度增强树等树结构

模型, Lundberg等人[13] 提出了基于 TreeSHAP算法解

释树结构模型的方法, TreeSHAP算法能够在多项式时

间复杂度内计算出特征的 Shapley值. 本文在 TreeSHAP
算法的基础上提出一种名为 KDSHAP 的可解释方法,
该方法引入 KD 树重新整理待解释数据集及其模型预

测结果, 继承了 TreeSHAP 算法能够在多项式时间内

计算 Shapley值的优点, 同时能够解释除树结构模型之

外的黑盒模型.
本文的主要工作包括: 通过插入虚节点改造 KD

树, 对待解释模型的预测数据进行了重新整理, 使得利

用 TreeSHAP 算法快速计算 Shapley 值成为可能; 基
于 KD 树及 TreeSHAP 算法提出了 KDSHAP 方法, 该
方法在继承了 TreeSHAP 算法多项式时间复杂度的同

时, 保证了 Shapley 值解释的准确度, 也避免了高维输

入模型中 Shapley 值计算的限制; 通过 KDSHAP 方法

与其它近似算法的对比实验, 显示出 KDSHAP方法在

准确性方面的优势; 另外, 也用实验证实了本文提出方

法对高维输入模型的适用性.

 1   基础知识

近些年的可解释方法的研究中, 归因解释方法得

到了研究人员的广泛关注, 归因解释方法探究样本特

征对样本预测结果的贡献程度, 其中 Shapley值是解释

黑盒模型一种重要的归因方法.
 1.1   归因方法

M

d X = {X1,X2, · · · ,Xd} x = (x1, x2, · · · , xd)

M M(x)

ϕ⃗(M, x) = (ϕ1,ϕ2, · · · ,ϕd)⊤ ϕi = ϕi(M, x) ∈ R

归因方法 (attribution methods)是一种基于特征的

解释方法[14–16], 通过给样本中每个特征附上一个权值

的方式解释黑盒模型. 假设黑盒模型 的输入特征有

维:  , 一条样本数据

输入到黑盒模型 的输出结果记为 ．归因方法建

立映射 ,  其中

R Xi M(x)

M(x) ϕi Xi

|ϕi|

( 是实数域) 衡量了特征 对预测结果 的贡献程

度. 若 与 的符号相同, 特征 做出有利影响, 反之

做出不利影响.  则代表了影响的大小.
Lundberg等人[10] 认为归因方法应具有以下属性:
(1)局部准确性 (local accuracy)要求下列等式成立:

d∑
i=1

ϕi = M(x)−ϕ0 (1)

ϕ0

M M(x) ϕ0 x
ϕi

其中,  是所有样本共有的权重. 局部准确性确保了模

型 的输出 等于 与样本 在各个特征下的贡献

之和;
x xi

Xi M x
ϕi(M, x) = 0

(2) 缺失性 (missingness) 要求若样本 中的 缺

失 ,  那么特征 对模型 预测 的贡献程度为 0,  即
;

M M′ Xi M(x) M′(x)

ϕi(M, x) ϕi(M′, x)

(3)一致性 (consistency) 要求对于两个不同的黑盒

模型 和 , 特征 对 的贡献程度大于对 的

贡献程度 ,  那么归因方法在解释这两个模型时应有

大于 ．

Lundberg等人[10] 认为联盟博弈中的 Shapley值能

够满足上述的是 3 种属性, 并提出了 SHAP (Shapley
value attribution explanation)的概念, 即基于 Shapley值
的归因方法.
 1.2   基于 Shapley 值的特征贡献程度计算

Shapley 值是联盟博弈中用于解决可信公平分配

问题的最优解, 由 Shapley于 1953年提出[17], 其计算过

程如下所示:

ϕi(M,X) =
∑

S⊆X\{Xi}

|S|!(|X|− |S|−1)!
|X|!

× [µ(S∪{Xi})−µ(S)] (2)

Xi X
X = {X1,X2, · · · ,Xd} S X\ {Xi}

|S| S µ S
µ : S 7→ R µ(X) = M(x)

式 (2) 的计算结果是特征 的 Shapley 值,  是由

特征构成的集合, 即 ,  是集合

的子集,  为集合 中的特征个数,  是度量集合 联盟

值的函数 , 特别地 . Shapley 值满

足归因方法要求的局部准确性、缺失性以及一致性,
保证了解释结果公平合理.

M µ(S)

µ(S)

根据黑盒模型 求解 是 Shapley 值计算的关

键, 文献 [10]给出了近似计算 的方法:

µ(S)= E[M(x)|S]≈ ESC [M(x)] (3)

SC = X\S µ(S)

E[M(x)|S]

E[M(x)|S]

其中,  表示缺失特征.  由条件概率期望

得出, 但实际情况下, 由于输入空间的数据分

布不可知, 期望 的计算存在难度. 为近似计算
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µ(S) S SC µ(S)

ESC [M(x)]

, 需要做出 与 相互独立的假设, 那么 可近

似为 ．

M DH×d

x = (x1, x2, · · · , xd) H

µ({xi, x j}) DH×d i j

xi x j D:,[i, j] = [xi, x j] D′H×d

D′H×d M M(D′H×d) = (M(D′1,:),M(D′2,:),

· · · ,M(D′H,:))
T µ({xi, x j}) ≈

1
H

∑H

c=1
M(D′c,:)

对于实际问题, 具体做法 (如图 1所示, 图中不同颜

色代表不同的值)如下: 存在黑盒模型 , 数据集 及

其中样本 , 其中 表示数据集中样本个

数. 欲求解 , 需将 中第 列和第 列特征值

分别重新赋值为 和 , 即 , 得到 . 将

送入到模型 得到

, 至此,  . 本文

将使用上述思想计算 Shapley值的算法称为 RealSHAP.
 

D

D′

i

i

H

H

j

d

Black-box 

model

j

x

M

输出输入

M(D′)

μ({xi, xj})≈
 

图 1    RealSHAP算法计算联盟值
 

 2   KDSHAP

X 2d S O(2d)

d

RealSHAP 算法解释黑盒模型就必须考虑样本集

的 个子集 , 该算法的时间复杂度至少为 , 在
比较大的高维输入特征问题中不适用. 所以需要近似

算法来快速计算样本特征的 Shapley值. 本节在 KD (K-
dimensional)树和 TreeSHAP算法基础上, 提出一种新的

快速计算样本特征 Shapley值的方法, 称之为 KDSHAP.
 2.1   KDSHAP 方法

KDSHAP方法伪代码如算法 1所示.

算法 1. KDSHAP

x D M输入: 待解释样本 , 待解释样本集 , 黑盒模型

ϕ=(ϕ0,ϕ1,··· ,ϕd)T输出: Shapley值向量

KDSHAP(x,D,M)1. Procedure 
ϕ=0,T=NULL2. 初始化: 

y=M(D)3. 
T=CreateKDTree(T, D, y, 0)4. 

ϕ0=Expect(T ) ϕ05.   //计算样本公有贡献程度

ϕ1:d+1=TREESHAP(x, T ) x6.  //计算样本 特征的 Shapley值
ϕ7. return 

D x

M

M

D M(D)

D M(D)

x

ϕ0

M x

M x

本文提出来一种可解释方法 KDSHAP, 该方法能

够快速计算 Shapley 值来解释黑盒模型. KDSHAP 方

法所需的参数有待解释数据集 , 数据集中的样本 以

及黑盒模型 , 其大致分为 3个主要部分: 数据预测部

分 (算法 1 中第 3 行), 该部分的作用是获得模型 对

数据集 的预测结果 ; 构建 KD树部分 (算法 1中
第 4行), 其目的是联合数据集 以及预测结果 构

造出 KD 树; 模型解释部分 (算法 1 中第 5、6 行), 该
部分会利用 TreeSHAP 算法以及 KD 树计算样本 中

各个特征的 Shapley值以及样本公用的贡献程度 , 从
而解释黑盒模型 对样本 的预测结果. 事实上, 算法

1 中第 2–5 行对不同样本是通用的, 因此只需一次构

造 KD 树, 然后调用 TreeSHAP 算法对多个样本进行

解释. 相较于 RealSHAP 算法的指数级时间复杂度,
KDSHAP 能够在多项式时间内得到模型 对样本 预

测的解释结果.

x
O(T LD2) T

L D

TreeSHAP算法[13,18] 利用树结构模型的特点, 能够

在多项式时间内计算出样本 中各个特征的 Shapley
值, 其时间复杂度为 ,  为树结构模型中树的

个数,  是模型中叶子节点的个数,  为模型中所有树

深度的最大值. 树结构模型根据树中间节点来选择左

右分支, 直到叶子节点. 此外, 树结构模型在训练过程

中保存了样本信息, 如中间节点上的特征阈值, 流经节

点的样本数量等. 依靠树结构模型预测过程的特点,
TreeSHAP算法能够同时追踪多个特征子集, 并根据模

型中保存的样本信息计算出多个特征子集的联盟值,
达到快速计算的目的. 虽然 TreeSHAP 算法在计算速

度上有着巨大优势, 但是 TreeSHAP 算法仅能解释树

结构模型并不适用于其它黑盒模型. 本文将 TreeSHAP与

KD树结合, 将其使用范围拓展到所有非树结构模型中.
 2.2   KD 树引入及改造

为使 TreeSHAP 算法适用于所有的黑盒模型, 本
文采用两步走的思路: 首先, 引入 KD树将黑盒模型的

输入/输出数据整理成树状结构; 然后利用 TreeSHAP
算法计算目标样本特征的 Shapley值.

KD树作为一种数据结构, 避免了决策树复杂的特

征选择过程, 能够在短时间内快速地重新组织待解释

数据集. KD 树是在 K 维欧几里得空间组织点的数据
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Dataset = {(1,7), (2,8), (3,9), (4,10),

(5,11), (6,12)}

结构, 其中所有的非叶子节点都可看作是一个超平面,
将当前空间划分成两个半空间, 左子树上的点在超平

面左边, 超平面的右边的点在右子树上, 该特点与决策

树相似. 相对于决策树, KD 树在选择中间节点的特征

时没有复杂的计算, 能够更快速地得到数据集的树状结

构. 假设存在数据集 
采用依次选取特征并且使用选取特征的

中值作为阈值, KD树结构如图 2所示.
 

3,9

1,7 5,11

2,8 4,10 6,12

x1≤3

x2>7 x2≤11 x2>11

x1>3

 
图 2    KD树构造示例

 

虽然 KD 树能够重新组织数据集成树状结构, 但
是直接构造出的 KD 树不能满足 TreeSHAP 算法的适

用条件. 因为树结构模型中的关于样本预测结果的信

息仅存在于叶子节点上, 而 KD 树中的所有节点都保

存有样本预测结果. 为更好地利用 TreeSHAP算法, 需
要对原始 KD树结构进行改造.

相较于 TreeSHAP算法所需的树结构, KD树存在

的主要问题是树中所有的节点都包含样本预测结果信

息. 为解决适用性问题, 本文通过在 KD树中插入虚节

点的方式改造 KD树, 生成过程如算法 2.

算法 2. CreateKDTree

D D y i输入: 待解释数据集 ,  的模型预测值 , 当前分支的特征索引

T输出: KD树

T D y i = 01. Procedure CreateKDTree( ,  ,  ,  )
H=row(D)2.　　

H=13.　　 if   then
T ′=KDlea f (T,D,y)4.　　　　

D　　　　　// 如果 中仅含有一个样本, 构造叶子节点.
5.　　　 else

i′=i,i=(i+1)%d6.　　　　

H h=H/2 h=(H−1)/27.　　　　if  是偶数 then   else 
D̂(i′),y′=sort(D,y,i′) i′ D

y

8.　　　　　  //按第 列对 升序排列, 相应的改

变 的顺序.
τ=D̂(i′)

h,i′9.　　　　　

T ′=KDnode(τ,CreateKDTree(T,D̂(i′)
1:h ,y

′
1:h,i).10.　　　　　

CreateKDTree(T,D̂(i′)
h+1:H ,yh+1:H ,i),i′,h)11.　　　　　　  //构造中间节点.

T ′12. 　return 

改造后的 KD 树由两种不同的节点构成, 分别是

虚节点和样本节点. 虚节点充当 KD树的中间节点 (算
法 2 中第 10, 11 行), 其作用是选择左右分支以及保存

流经该节点上的样本数量等信息. 样本节点也是叶子

节点 (算法 2 中第 4 行), 树中的每一个叶子节点都对

应数据集中的一个样本, 叶子节点中保存了样本数据

以及模型对该样本的预测结果. 经过上述算法改造,
图 2中的 KD树结构改变为图 3所示, 满足了 TreeSHAP
算法的适用要求.
 

1,7 6,12

2,8 3,9 4,10 5,11

x1≤3 x1>3

x2≤7 x2>7 x2≤11 x2>11

x1≤2 x1>2 x1≤4 x1>5

 
图 3    经改造后的 KD树

 

 3   实验分析

本文设计了 3 个实验来探究 KDSHAP 的可行性

以及准确性. 实验 1, 比较 KDSHAP方法的解释结果与

其它 Shapley 值近似算法的准确性; 实验 2, 研究不同

样本数量构成的 KD 树对解释结果准确性的影响; 实
验 3, 使用 KDSHAP 方法解释高维输入模型 ,  证明

KDSHAP方法在高维数据上的可行性. 需要说明的是,
实验 1 与实验 2 都是使用 RealSHAP 算法的解释结果

作为基准.
 3.1   实验 1. KDSHAP 的准确性

SC

实验 1 使用的数据集共有 10 000 条数据, 单个样

本由 3 个特征组成, 每个特征的数据类型都是浮点型.
构造 KD树时使用了整个数据集, 即 10 000条数据, 为
了说明 KDSHAP的准确性, 对照组使用填充缺失特征

的近似算法[19]. 对于缺失特征 , 填充缺失特征方法使

用一个特殊样本填充对应缺失位置的特征值, 常用的

特殊样本有均值样本和零值样本等. 本次对照实验使

用的有均值样本, 最小值样本以及最大值样本. 实验

1 结果对比如表 1. 其中, 本文方法的实验结果使用粗

体表示, “*”表示在该指标上表现最好的方法. 
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表 1     实验 1结果对比
 

方法 Lmean
1 MSE rmean

s

均值填充 2.31 10.422 5 0.937 2

最大值填充 711.47 6.8×105 0.539 0
最小值填充 772.725 8.025×105 0.602 1
KDSHAP 0.652 5* 3.23* 0.968 8*

 
 

(ϕ̂1, ϕ̂2, ϕ̂3, ϕ̂0)

(ϕ1,ϕ2,ϕ3,ϕ0) ϕ̂0 ϕ0

Lmean
1 MSE

rmean
s

n

n = 4 H = 10 000

RealSHAP 算法的解释结果在实验中充当基准值.
假设近似算法的解释结果为 , RealSHAP
算法的解释结果为 , 其中 和 为每个样

本的共有权值, 分别由近似算法和 RealSHAP 算法计

算得出. 该实验使用了 3种指标来对比实验结果, 平均

绝对值损失函数 ( ), 均方误差 ( ) 以及平均斯

皮尔曼秩相关系数 ( ). 下面所有的指标计算公式

中,  表示解释结果的个数, H 为数据集中样本数据的

个数, 在本次实验中 、 .

L1

平均绝对值损失函数用来衡量近似算法与 RealSHAP
算法解释结果的平均 距离, 其计算公式如下:

Lmean
1 =

1
nH

H∑
k=1

n−1∑
i=0

|ϕk,i− ϕ̂k,i| (4)

均方误差指标是近似算法解释结果偏离 RealSHAP
算法解释结果差值的平方和的均值, 其计算过程如下所示:

MSE =
1

nH

H∑
k=1

n−1∑
i=0

(ϕk,i− ϕ̂k,i)
2 (5)

rs

斯皮尔曼秩相关系数又称等级相关系数, 主要用

来描述存在等级变量的两个变量间关联的程度, 其计

算结果的绝对值越靠近 1, 说明这两组数据的相关性越

强, 绝对值越接近 0, 等级相关性越弱. 本实验使用平均

斯皮尔曼秩相关系数衡量近似算法与 RealSHAP 算法

结果的相关程度, 首先计算出对单条样本使用的斯皮

尔曼秩相关系数 ( ), 最后求解数据集中所有样本相关

系数的期望.

rs = 1−
6×

n−1∑
i=0

(ϕi− ϕ̂i)
2

n× (n2−1)
(6)

rmean
s =

1
H

H∑
k=1

r(k)
s (7)

实验结果表明, KDSHAP 在 3 个指标上全部是最

优的, 说明本文提出的方法与 RealSHAP 算法的解释

结果最为接近. 此外, 还可以发现, 不同的填充样本对

解释结果也有较大的影响.

 3.2   实验 2. 不同样本数量对 KDSHAP 准确性的影响

通过对 KD树生成过程分析可知, 如果样本数量越

多, KD 树的深度越深, 那么就可能存在同一特征在不

同深度位置分裂多次的情况. 设计本次实验的目的是

探究不同的样本数量对 KDSHAP方法解释结果的影响.
本实验使用的数据集与实验 1 为同一数据集, 为

达到实验目的, 从整个数据集中进行 10次采样, 从 1 000
个样本容量开始, 每次增加 1 000 个样本. 根据不同容

量的采样结果构建 KD 树, 计算不同样本容量下的解

释结果与 RealSHAP算法解释结果的均方误差 (MSE),
实验结果如图 4所示.
 

3.5

4.0

4.5

5.0

5.5

1 000 2 000 3 000 4 000 5 000

均
方
误
差

样本数量

6 000 7 000 8 000 9 00010 000

 
图 4    均方误差随样本数量的变化情况

 

通过对比不同样本容量下均方误差的变化情况发

现, 随着样本容量的增加, 均方误差值总体上呈现减小

趋势. 这说明参与构建 KD树的样本容量越大, KDSHAP
的解释结果误差越小越准确.
 3.3   实验 3. KDSHAP 对大规模数据集的适用性

M y = (
∑20

i=1
xi)3

x =

ϕ

该实验使用的数据集共有 8 000条数据, 每条数据

有 20 维特征, 每个维度上的数据符合正态分布, 模型

拟合函数 , 实现回归任务. 欲对数据集

中样本 [2.10, −0.82, 0.39, 0.76, 0.97, −0.45, −1.07,
−0.84, 0.71, −2.22, 2.25, −1.44, 0.79, −0.06, 2.53, −0.61,
0.49, −0.06, −0.45, −0.28 ]进行解释. KDSHAP方法对

该样本解释所花费的时间为 4.467 8 s, 解释结果 如表 2.
ϕ0 = 20.54

∑20

i=0
ϕi ≈ 7.249

表 2 中, 共有权重 , 该样本的标签值为

7.249, 除去计数保留法对解释结果精度的影响, KDSHAP
方法解释结果的累加和约等于样本的标签值 ,  即

, 符合局部准确性.

2|X| |X| = 20
X

而 RealSHAP算法要考虑 个子集, 其中 ,
计算特征对 预测结果的贡献程度需要花费巨大的时

间成本, 没有得到解释结果.
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 4   结论与展望

通过实验对比发现, 本文提出的 KDSHAP方法对

黑盒模型的解释结果更接近真实 Shapley值, 而且在计

算时间复杂度上相较于 RealSHAP 算法, KDSHAP 方

法的计算代价更容易接受, 更适用于高维输入的黑盒

模型. 现阶段本文只是在一些简单的表格数据及模型

上做了一些尝试性工作, 在未来可以应用在处理计算

机视觉和自然语言处理等任务的模型上. 此外, KDSHAP
还可以在 KD 树特征选择上做一些改进工作 ,  使得

KD 树能更准确表达出待解释数据集中样本分布信息,
达到更精准的效果.
  

表 2     KDSHAP对样本 x 的解释结果
 

解释维度 Shapley值 解释维度 Shapley值
ϕ1 –1.56 ϕ11 –0.21
ϕ2 0.04 ϕ12 –0.01
ϕ3 –0.62 ϕ13 –0.07
ϕ4 –0.35 ϕ14 –1.97
ϕ5 –0.41 ϕ15 –1.42
ϕ6 0.36 ϕ16 –0.22
ϕ7 –2.55 ϕ17 –0.11
ϕ8 –2.68 ϕ18 –0.25
ϕ9 0.33 ϕ19 –1.29
ϕ10 0.09 ϕ20 –0.98
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