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摘　要: SemBERT模型实现了对 BERT模型的提升, 但存在两个明显的缺陷. 第一, 模型获得向量表示的能力不足.
第二, 没有从特征的种类出发, 直接使用传统特征进行任务分类. 针对这两个缺陷, 提出了一种新的特征重组网络.
该模型在 SemBERT内部添加自注意力机制, 外接特征重组机制, 得到更好的向量表示并且重新分配特征权重. 实
验数据表明新的方法在MRPC数据集上比经典的 SemBERT模型在 F1值上提高了 1%. 实现在小数据集上的明显

提升, 并且超越了大多数优秀模型.
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Improved SemBERT-based Feature Reorganization Model
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Abstract: Although the SemBERT model is an improved version of the BERT model, it has two obvious defects. One is
its poor ability to obtain vector representation. The other is that it directly uses conventional features to classify tasks
without considering the category of the features. A new feature reorganization network is proposed to address these two
defects. This model adds a self-attention mechanism into the SemBERT model and obtains better vector representation
with an external feature reorganization mechanism. Feature weights are also reassigned. Experimental data show that the
F1 score of the new method on the Microsoft Research Paraphrase Corpus (MRPC) dataset is one percentage point higher
than that of the classical SemBERT model. The proposed model has significantly improved performance on small
datasets, and it outperforms most of the current outstanding models.
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自然语言处理任务的关键就是学习序列的表示,
因此前人不断的改进模型以提升向量表示的能力. 早
期的词袋模型, 例如使用 one hot 表示单词, 这种方法

会形成稀疏矩阵, 过于低效. Mikolov等[1] 提出了Word-
2Vec 模型, 通过无监督学习得到了词向量, 这是一种

预训练模型, 提升了词向量的表示精度和效率. Shi等[2]

提出双向 LSTM 网络, 提高模型捕捉上下文信息的能

力, 得到更加精准的词向量表示. 但这种表示有明显的

缺陷, 当句子的长度超出一个量级时, LSTM会出现梯

度消失的问题, 并且文本的局部信息表达能力有限.
Mnih 等[3] 提出了在传统循环神经网络中加入注意力

机制, 这使得模型可以更好地捕捉局部信息, 突出局部

特征, 学会更好的向量表示. 虽然使用双向 LSTM得到

了前后文的信息, 但是严格意义来说, 时间片 t 的计算
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依赖 t–1时刻的计算结果, 而无法获取 t 后的计算结果,
所以模型得到的词向量表示并没有包括完整的上下文

信息.
为解决这个问题, Vaswani等[4] 提出了 Transformer

模型, 并提出了自注意力机制. Transformer通过自注意

力机制, 实现了真正意义上的获取前后文信息. 自注意

力机制通过设置 Q、K、V 三种向量, 实现每个单词对

一个句子所有单词的信息采集, 得到包含完整上下文

信息的词向量. Devlin 等[5] 提出的 BERT 模型正是基

于 Transformer编码部分改进得到, 并且是现在大多数

模型的核心编码器.
虽然 BERT 模型取得了一系列的成果, 但是其编

码时只考虑语境信息, 缺少结构化语义信息, 限制了模

型的表示能力. 语义角色标注技术提供一种句子级语

义分析的方法, 如格文法, 可以得到句法结构与语义之

间的关系, 为模型添加了更丰富的语义信息. FrameNet[6]

和 PropBank[7] 提出形式化的语义框架, 可以实现将语

义关系表现为谓词-参数结构, 并且解析谓词-参数结

构, 是现在常用的语义角色标注框架.
Ganin 等[8] 引入了梯度反转层 (GRL) 来获取公共

特征. 公共特征是指在语义信息中, 对于分类是没有明

确指示作用的, 例如: 电脑、手机、音响这些词在情感

分类中, 起不到明确指示作用. 而纯净特征是相对于公

共特征的概念, 如果信息对于分类标签有着很明确的

指示作用, 如: 完美、开心表达了积极的分类语义, 糟
糕、难过表达了消极的分类语义, 这类特征称之为纯

净特征. 通过公共特征实现将域适应嵌入到学习表示

的过程中, 使最终的分类决策对域的变化具有更强的

鉴别性和不变性, 而不受两个域之间位移的影响.
BERT模型出现后, 自然语言处理任务的研究进入

了一个新的阶段. 近两年, 许多以 BERT为基础的优秀

模型被提出. SemBERT模型[9] 将语义角色标注方法与

BERT 模型相结合, 增加了显式语义结构, 获得了更丰

富的语义信息. ELECTRA[10] 提出将 BERT模型中 mask
标记换成替代词, 这样做既解决了预训练和微调之间

的不匹配问题, 又解决了每批次训练数据中只有 15%
的标记被预测导致数据利用率不足的问题. XLNet[11]

提出使用自回归模型代替自编码模型, 使用双流注意

力机制, 并且引入了 transformer-xl机制, 避免了 BERT
模型中 mask方法带来的弊端. LIMIT-BERT[12] 提出了

语言学信息的多任务 BERT, 采用半监督学习策略, 提

供与语言模型训练相同的大量语言任务数据, 不仅提

高了语言学任务的性能, 而且还受益于正则化效应和

一般表征的语言学信息, 实现提升适应新的任务和领

域的能力. SAIN[13] 的推理模块将显式语境化语义作为

补充输入, 通过注意机制实现对语义线索的一系列推

理, 提高了模型的理解性能. 除此之外, Qin 等 [14] 提出

了使用纯净特征完成分类的方法. 以 BERT 为特征提

取器并借助梯度反转层, 提取了公共特征, 然后在公共

特征上做映射 ,  获得纯净特征 ,  并送入分类层完成

任务.
然而这些方法大部分都只是提升了模型对文本内

容的理解, 提高了模型的向量表示能力, 但是却没有从

特征的种类出发, 而是直接使用传统特征或者纯净特

征进行任务分类, 没有根据实际任务改变纯净特征和

公共特征的权重以实现特征重组, 从而得到更合适的

特征向量.
因此, 本文基于 SemBERT 模型, 使用两种思路构

建模型. 一方面, 增加自注意力机制来提升模型向量表

示的能力. 另一方面, 添加特征重组层, 提取公共特征

和纯净特征, 再通过注意力机制改变共同特征与纯净

特征的权重, 完成对模型的构建.

 1   模型方法

图 1 描述了模型框架. 由特征提取部分和特征重

组部分组成. 图 2 所示的 P-net 和 C-net 是特征提取部

分, 内部结构完全一样 (讲解模型时将以 P-net 为例),
用于提取传统特征 (包含了公共特征和纯净特征). 特
征重组部分则由梯度反转层 (GRL), 特征映射层 (OPL),
简单注意力机制 (Simple_Attention) 组成. 梯度反转层

用于提取公共特征, 特征映射层用于提取纯净特征, 简
单注意力机制用于重组共同特征和纯净特征.
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图 1    改进的 SemBERT特征重组模型
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图 2    特征提取器 (P-net/C-net)
 

P-net 可以处理多个序列输入, BERT 将序列进行

分词处理, 得到向量表示, 然后再通过卷积神经网络卷

积池化合并成原始词, 得到左边的向量表示 (为了去对

齐语义标签部分).
与此同时, 右边部分也将通过语义角色标注在句

子中找到谓词, 然后进行参数标记, 得到语义标签. 接
着将标注的序列嵌入到向量表示, 经过 BiGRU 层后,
进行一个自注意力机制 (这也是我们与 SemBERT 模

型的重要区别), 获得一个更好的向量表示, 最后与左

边部分的向量表示进行拼接, 将拼接的结果进行自注

意力机制, 形成了联合表示. 再将联合表示送入到模型

的特征重组部分, 进入到 GRL 和 OPL 后, 得到公共特

征和纯净特征, 再将纯净特征与公共特征进行简单自

注意力, 得到重组后的特征向量, 也就完成了下游任务

的最终表示. 其整体更新过程如算法 1所示.

算法 1. 特征重组模型算法

输入: D: 包含 n 个句子对的数据集

输出: PD (释义|D)

1) 通过 get_train/dev/test/label _ex-amples() 函数, 获得训练集, 验证

集, 测试集和标签集;
2) 通过 convert_examples_to_features()和 transform_tag_features()函
数, 加载数据, 并且进行数据预处理;
3) For each iteration b=1, 2, …, M do;

4) 　 C-net 部分:
5) 　将数据送入模型特征提取器;
6) 　使用 BERT加载每个分词对应的 embedding, 得到嵌入矩阵 Xi;
7) 　用 padding将每个词的分词填充到相同的长度;
8) 　使用卷积+池化将分词合并成原始词 e(xi);
9) 　将预训练好的语义映射为向量 Vi;
10)　 将向量 Vi 送入 BiGRU层和 self-attention层得到 e(vi);
11) 　将 e(xi) 和 e(vi) 两边数据进行拼接, 然后送入 self-attention 层

得到传统特征向量 Hi;
12) 　将特征向量 H1i (第 1次为传统特征, 之后为公共特征)经过 GRL;
13) 　执行分类;
14)　 P-net 部分:
15) 　重复步骤 5)–步骤 11)得到传统特征向量 Hi;
16) 　使用传统特征 Hi 和公共特征 H1i 做特征映射, 得到纯净特征

H2i;
17) 　将纯净特征 H2i 和公共特征 H1i 送入到 Simple_Attention层进

行特征重组得到重组后的向量 final_vi;
18) 　执行分类;
19) 　C-net, P-net参数更新;
20) End for

 1.1   语义角色标签

在数据预处理过程中, 使用预先训练的语义标记

器将句子的每个单词注释上标签. 对于一个特定的句

子, 会有多个谓词-参数结构. 如图 3 所示, 对于序列“a
person is at a diner, ordering an omelette”, 会被语义标记

器, 增添两组语义角色标签. 这两组语义角色标签最后
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会随着编码层一起进行向量表示, 丰富语义, 提供更多

的文本信息.
 1.2   编码

P-net 的 BERT 部分将原始文本序列送到预先训

练的 BERT 模型. 输入句子 X = {x1, …, xn}是长度为

n 的单词序列, 它首先被切成很多个子词. 然后, BERT
内部的 Transformer 通过自注意力机制获取子词的上

下文信息, 得到每个子词的词向量表示.
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B-ARGM

-ADV
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图 3    语义角色标签示例
 

{labeli1, labeli2, · · · , labelin}

{vi
1, vi

2, · · · , vi
n}

语义标签部分, 每个谓词有 m 组标注序列, T =
{t1, …, tm}, 其中第 i 组标注序列 ti 包含 n 个标签, 表示

为 . 标签是单词级的, 而不是

分词级, 所以长度等于句子 X 的原始长度 n. 将语义信

息进行嵌入 ,  将这些标签映射到向量 ,

并送入到 BiGRU 层获得 m 组标签序列在空间中的标

签表示:

e (ti) = BiGRU(vi
1, vi

2, · · · ,vi
n) (1)

0 < i ⩽ m其中,  . 再对 e(ti) 使用自注意力机制获得更好

的表示 ea(ti):

ea (ti) = Attention (e (ti)) (2)

e′(Li)

对于 m 组标签, 让 L 代表单词 Xi, e(Li) = {ea(t1), …,
ea(tm)}, 将 m 组标签的得到的结果进行拼接, 并将它们

送到全连接层, 以获得更加精简的表示 :

e′(Li) = W1 · e (Li)+b1 (3)

其中, W1 和 b1 都是可训练的参数, 整个序列的表示则

为 et:

et = {e′ (L1) , · · · ,e′ (Ln)} (4)

 1.3   整合

当序列经过了左边部分 BERT层的编码和右边部

分语义的显式标注、BiGRU层与自注意力层的信息提

取, 接着需要将两边的信息进行整合. 由于 BERT模型

基于子词的训练, 而语义标注模块是基于原始词, 所以

两边的序列长度不同, 需要一个对齐的过程. 如果将语

义标注的序列进行拆分与左边对齐, 将会失去意义, 例
如像标注的逻辑主体, 开始的位置等这种信息进行拆

分, 不符合逻辑. 所以选择把子词合并成原始词的方法.

将每个单词的子单词进行分组, 并且使用卷积加池化

的方式来获得原始词的表示. 以一个词为例, 假设单词

Xi 由一系列子词 [s1, s2, …, sl] 组成. 其中, l 为单词

Xi 的子单词数.
(1)将来自 BERT的子词 sj 表示为 e(sj), 使用一个

Conv1D层:

e′i =W2[e(si),e(si+1), · · · ,e(si+k−1)]+b2 (5)

其中, W2 和 b2 是可训练参数, k 是核大小.
(2)将 ReLU和 max pooling应用到 xi 的输出嵌入

序列中:

e′′i = ReLU
(
e′i

)
(6)

e (xi) = MaxPooling(e′′1 , · · · , e′′l−k+1) (7)

经过上述操作, 序列 X 的表示为 ew= {e(x1), …,
e(xn)}∈Rn×dw, dw 表示词向量维度. 实现了把子词合并

成原始词, 完成了与语义标注部分的对齐.
(3) 将左右部分连接起来得到向量 h = ew||et, 并将

h 送入到自注意力机制中:

H = Attention (h) (8)

最后, 将得到的向量 H 作为文本信息的传统特征

向量表示送入到特征重组机制中.
 1.4   特征重组

把 P-net 模型得到的 H 称为 H1 ,  C-net 得到的

H 称为 H2, 两个向量得到的过程是一样的. 现在需要

将 H2 送入到 GRL 层. 这部分网络便是通过梯度反转

层来学习公共特征.
GRL 是在梯度反向传播的过程中让梯度反转, 求

导值添加负号, 让它不向最优解靠拢. 之所以这样做是
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因为, 公共特征通常是分类器无法区分的特征, 其提取

过程如下:
(1) 通过数学公式, 梯度反向层被两个不相容的方

程定义, 式 (9)和式 (10)描述了其正向和反向传播行为:

GRL(x) = x (9)

∂GRL(x)
∂x

= −λI (10)

λ其中, x 为向量表示, I 为梯度,  为超参数.

GRL (H2) = H̃2 H̃2

(2) 将特征向量 H2 通过 GRL 层处理后 ,  得到

. 然后再将 送到分类器中:

YGRL = Softmax(H̃2 ·W3+ b3) (11)

Lossc = −
(
Ytruth · log(YGRL)+
(1−Ytruth) · log(1−YGRL)

)
(12)

其中, W3, b3 为权重, Ytruth 是样本标签, 式 (12) 描述了

预测值 f(x) 与真实值 Y 的不一致程度. 分类器进行分

类后, 再通过反向传播和优化函数得到公共特征的向

量表示.
H̃2

H̃2

当完成了右边的公共特征提取, 将 送到特征映

射层完成纯净特征的提取. 简单的思路就是, 将 H1 投

影到 的正交方向上. 与公共特征正交的特征空间是

完全纯净的, 借助特征映射层 (OPL)来完成这一目标:
H̃2 H1

′(1)将 H1 在 上做投影, 得到了 :

H1
′ = Pro j(H1, H̃2 ) (13)

其中, Proj 是一个投影公式:

Pro j (x,y) =
x · y
|y| ·

y
|y| (14)

其中, x, y 都是向量.
H̃2 H1

′

H̃1

(2)当完成了 H1 在 上的投影得到 后, 由数学

知识可得到纯净的分类向量 :

H̃1 =  H1−H1
′ (15)

最后使用一个简单的注意力机制将公共特征和纯

净特征重组.
(1) 将纯净特征向量和公共特征向量分别送入到

线性层, 各自得到一个权重:

wp = (H̃1 ·W4+ b4) (16)

wc = (H̃2 ·W5+ b5) (17)

其中, W4、b4 、W5、b5 是可训练参数

(2)把两个权重拼接, 然后 Softmax, 于是就得到了

两个向量各自对应的权重:

w = Softmax
([

wp,wc
])

(18)

(3) 将对应的权重和向量相乘, 得到了重新分配后

的纯净特征向量和公共特征向量:

attp = w [0] · H̃1 (19)

attc = w [1] · H̃2 (20)

(4)最后把它们相加得到了重组后的向量:

f inal =  attp+attc (21)

(5)得到这重组后的向量再送入分类器中:

YOPL = Softmax( f inal ·W6+ b6) (22)

Lossp = − (Ytruth · log(YOPL)+ (1−Ytruth) · log(1−YOPL))
(23)

其中, W6 和 b6 是可训练参数, Ytruth 是样本标签. 式 (23)
述了预测值 f(x)与真实值 Y 的不一致程度.

 2   实验

 2.1   实验设置

实验基于 SemBERT 的 PyTorch 框架实现. 其中,
使用的是基础型 BERT, 将预训练好的 BERT 权值, 送
入下游任务进行微调. 学习率初始值设置为 1E–5, 预
热学习率为 0.1, L2 正则化为 0.01. 批量大小设置为

24. 设置的 epoch 值为 10. 语义标签的组数, 设置为 3.
SRL 的向量维度为 64. 使用这些参数, 获得了最好的

实验结果.
 2.2   数据集

数据集选取 Glue [15 ] 的微软研究院释义语料库

(Microsoft research paraphrase corpus, MRPC), 相似性

和释义任务, 是从在线新闻源中自动抽取句子对, 并人

工注释句子对中的句子是否在语义上等效. 类别并不

平衡, 其中 68%的正样本, 使用 F1值 (平衡 F 分数)为
评价准则, 其中 F1的定义如下所示:

F1 = 2× precision× recall
precision+ recall

(24)

其中, precision 是精准率, recall 是召回率, 定义如下:

precision =
T P

T P+FP
(25)

recall =
T P

T P+FN
(26)

其中, TP 表示预测为 1, 实际为 1, 预测正确; FP 表示
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预测为 1, 实际为 0, 预测错误; FN 表示预测为 0, 实际

为 1, 预测错误.
该数据集的样本个数: 训练集 3  668 个, 开发集

408个, 测试集 1 725个.
 2.3   实验结果

表 1显示了实验结果, 在MRPC数据集上, 本文模

型比 SemBERT 模型在 F1 值上提升了 1%, 从 88.2%
提升到了 89.2%, 这个结果也超过了之前的优秀模型.
因此可以说明, 在无法获得大量数据的时候, 可以使用

两种方法提升模型的能力: 第一, 通过自注意力机制获

得更丰富的语义和更好的向量表示; 第二, 通过特征重

组机制, 修改纯净特征与公共特征的权重, 让得到的数

据特征表示更加准确.
  

表 1     数据集的基准测试结果和本文模型的数据结果

(结果来自于 GLUE官网) (%)
 

模型 MRPC (F1)
BiLSTM+ELMo+Attn 84.9

GPT[16] 82.3
GPT on STILTs 87.7

BERT 88.9
SemBERT 88.2

本文 89.2
 
 

 2.4   消融实验和分析

为了分别研究这两个方法带来的效果, 进行了消

融实验, 来验证这两个方法是否都能提高模型的性能.
除此之外, 进行一组直接使用纯净特征完成任务的实

验, 因为纯净特征直接表达了句子感情, 例如, 我很开

心, 用“开心”就可以表达整个句子的感情, 所以可能会

让任务完成的更高效. 作为对比, 再添加一个直接使用

共同特征完成任务的实验 .  消融实验使用的仍然是

MRPC数据集, 结果如表 2 所示. 为了达到更加直观的

效果, 所有实验的参数 (包括完整模型) 都使用了相同

的大小.
  

表 2     消融实验结果 (%)
 

模型 MRPC (F1)
SemBERT+ self-attention +Project 88.3
SemBERT+ self-attention +Common 79.9

SemBERT+self-attention 88.7
SemBERT+ Restructuring Feature 88.6

本文模型 89.2
 
 

首先, 去掉了简单注意力机制部分, 直接使用纯净

特征来完成任务, 得到的 F1 值为 82.3%, 仅提升了

0.1%. 这与猜想不一致, 按照之前的分析, 纯净特征是

可以取得不错的效果. 但是忽略了如果只使用纯净特

征, 可能会使得句子不完整, 语义不清. 例如, 我开心地

哭了. 直接使用纯净特征, 就剩下“开心, 哭”, 这两个词,
让模型无法区分情感. 所以尽管共同特征不重要, 却是

不可缺少的一部分, 否则会使得句子失去完整语义, 让
模型得不到很好的提升.

然后, 也尝试直接使用公共特征来完成任务, 得到

的实验结果 F1 值仅为 79.9%, 比基础模型 SemBERT
低了 8.3%, 比本文模型低了 9.3%, 这个结果和本文猜

想一致, 所有类别都有的特征无法起到好的指示作用,
例如, 情感分类中的 “你我他”, 这些词是很难起到很好

的指示作用的. 因此根据这两个消融实验, 就说明了使

用简单的注意力机制将纯净特征和公共特征重新组合

的必要性, 也说明了模型的合理性.
其次, 去掉了特征重组部分, 使用了 SemBERT+

self-attention 组合, 这里没有拆分两个自注意力机制,
而是把他们看做一个整体. 因为, 这两个自注意力机制

都是用来获得更好的向量表示, 都属于第一个方法. 通
过实验的结果, 自注意力机制的确能够提高模型的性

能, 在 MRPC 数据集上提升了 0.5%. 这个结果分析可

以得到两个结论, 第一, 自注意力机制起到作用, 经过

之前的分析, 能够确定自注意力机制帮助模型更好地

获得向量表示, 更好地获得文本信息; 第二, 更好的向

量表示可以帮助模型提升对文本的理解, 帮助提高模

型的性能.
接着, 保留了特征重组的部分, 去除了自注意力机

制, 研究改变纯净特征和公共特征的权重比, 对模型产

生的影响. SemBERT + Restructuring feature 组合在

MRPC上取得了 88.6%的 F1值, 提升了 0.4%. 这个结

果分析可以得到 3个结论, 第一, 特征重组机制起到了

积极作用. 第二, GRL 和 OPL 能够提取共同特征、纯

净特征, 简单的注意力机制也能实现改变纯净特征和

共同特征的权重比, 并且帮助模型实现重组特征得到

更合适的特征向量; 第三, 纯净特征与公共特征对任务

起到的作用应该是不同的, 改变纯净特征和共同特征

的比重确实能提高模型的性能.
最后, 将 5 个模型的训练损失值, 验证损失值, 还

有验证集的 F1 结果画成了折线图进行比较, 如图 4–
图 6所示. 重点关注横坐标 epoch_2、epoch_3、epoch_4
对应的结果 ,  因为那是几个模型取得最好结果的

epoch值, 可以发现完整模型的 3个结果均不是最好的
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那个, 尤其是在训练损失值是最高的. 虽然参数最多,
但能在测试集得到最好的结果, 这说明完整模型最不

容易过拟合, 可以间接体现模型的有效参数更多, 这也

体现了模型的优越性.
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图 4    消融实验 5个模型的训练损失值变化曲线

 

将部分模型与完整模型进行对比, 明显发现这两

个组件叠加在一起会产生更好的效果. 通过消融实验

也能证明, 本文提升模型的两种方法的正确性, 并且自

注意力机制和特征重组也能起到优化向量表示和改变

特征比重的作用.
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图 5    消融实验 5个模型的验证损失值变化曲线
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图 6    消融实验 5个模型的验证集结果 F1值变化曲线

 3   结论

本文提出了一种新的特征重组网络. 该方法从更

好地获取语义信息、向量表示和重新分配特征权重出

发, 在 SemBERT 内部添加自注意力机制, 外接特征重

组机制, 实现了在 MRPC 数据集上对 SemBERT 的提

高. 这证明了方法的正确性, 自注意力机制和特征重组

机制的有效性. 未来的研究将继续从两个角度出发进

行改进, 在特征重组方面, 目前使用改进的 SemBERT+
GRL 提取公共特征, 会使得模型过于复杂, 参数量过

大, 所以尝试寻求一个新的特征提取器, 让模型可以更

加简洁高效的提取公共特征. 除此之外, 尝试去改善特

征重组的方法, 现在使用的是一个简单的注意力机制,
下一步希望找到更好的方法去重组公共特征和纯净特

征, 使得重组的特征更加有效. 从语义信息的角度出发,
希望能够进一步优化特征提取器, 让模型获得更好的

向量的表示, 提取到更丰富的传统特征.
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