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摘　要: 针对工业制品缺陷分类存在的样本图像少、分类准确性不足和模型训练耗时长等问题, 提出了一种基于深

度森林的人机协同分类模型. 该模型首先通过深度森林对样本图像进行初步识别, 经多粒度扫描模块和级联森林模

块提取特征, 得到初始预测结果并分离出识别困难的样本图像; 然后采用人机协同的策略, 采用人工方式随机标注

部分识别困难的样本, 再利用 K 近邻算法对剩余识别困难的样本进行再分类. 通过在公开数据集以及生产线实际

采集的真实数据上的实验结果表明, 改进的分类模型在工业制品表面缺陷数据集上的性能优于基线算法.
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Abstract: A human-machine collaborative classification model based on the deep forest is proposed to solve the problems
encountered in the classification of defects in industrial products, such as sample image shortage, insufficient
classification precision, and time-consuming model training. For this purpose, sample images are preliminarily identified
with deep forest, and their features are extracted by the multi-granularity scanning module and the cascaded forest
module. The initial estimation result is thereby obtained, and sample images difficult to identify are separated out. Then,
the human-machine collaboration strategy is employed. Specifically, some of the sample images difficult to identify are
randomly labeled manually, and the remaining ones are reclassified with the K-nearest neighbor algorithm. The
experimental results on the public dataset and the real data collected from the production line indicate that the improved
classification model offers performance superior to that of the baseline algorithm on the dataset of industrial product
surface defects.
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在工业制品生产过程中, 由于生产环境不理想、

生产设备老化及故障、操作工艺不规范等原因, 制品

难免出现各种缺陷. 这些缺陷不仅会对制品的外观、

功能、质量造成不良影响, 还有可能造成巨大经济损

失甚至带来安全隐患. 工业制品的缺陷检测是现代工

业生产流程中不可或缺的重要环节, 缺陷分类是缺陷

检测的基本任务之一, 旨在解决“缺陷是什么”的基本

问题. 目前工业生产中仍有大量检测任务由人工实现,
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依靠人眼进行缺陷的识别. 近年来, 为了降低工业制品

检测的成本、提高检测的精度、效率和一致性, 基于

图像处理、机器视觉等技术的工业制品缺陷自动检测

技术开始得到应用[1].
工业制品缺陷分类主要是针对工业制品表面缺陷

的分类, 即根据被检制品表面的颜色、反射特性等, 选
择或设计不同类型的成像方案, 再利用图像处理、机

器学习等技术自动识别工业产品表面的裂痕、划伤、

污损, 外包装的打皱、斜封、压纹不良、标签缺失等

缺陷. 实际工业生产环境的复杂性、开放性以及工业

制品成像条件的可变性、不确定性增加了工业制品缺

陷分类的难度[2]. 近年来, 随着数据资源的丰富以及计

算机算力的不断提升, 深度学习以其强大的特征学习

能力在计算机视觉、语音识别、人机对弈、自动驾驶

等诸多应用领域取得了突破性的进展, 基于深度学习

的工业制品缺陷分类也被成功应用于不同的工业领域[3].
然而, 基于深度学习的工业制品缺陷分类在理论研究

和应用落地上仍然存在亟待解决的瓶颈难题. 首先, 深
度学习检测模型的训练依赖大量高质量的标注样本,
而在实际生产线上能够获得的缺陷样本一般数量较为

有限. 其次, 基于深度神经网络的检测模型存在拓扑设

计难, 学习调试超参数难的问题. 另外, 基于深度神经

网络的检测模型的训练成本较高, 尤其当需要对模型

的结构和控制参数进行反复调试时, 会消耗更多的计

算资源. 针对上述问题, 本文提出了一种基于深度森林

的人机协同工业制品缺陷分类模型, 将深度森林应用

到缺陷分类中进行预分类, 使分类模型不受样本数量

规模和特征向量规模的限制; 引入人机协同思想, 对样

本图像预分类的结果进行纠错.

 1   相关工作

 1.1   传统工业制品缺陷分类方法

传统工业制品缺陷分类方法一般基于图像处理算

法, 采用人工设计的特征, 通过训练缺陷类别分类器实

现. 常用的分类器包括贝叶斯分类器、支持向量机、

随机森林、神经网络等[4]. 例如, Hanzaei等[5] 通过统计

图像局部方差进行缺陷边缘检测, 然后提取瓷砖局部

特征, 采用支持向量机进行瓷砖表面缺陷分类. Sun等[6]

通过改进的高斯混合模型提取焊接缺陷的特征区域,
构建决策树分类器实现焊接缺陷的分类. Pasadas 等[7]

将白噪声激励方法与支持向量机结合, 对多层铝结构

中地下裂纹的位置和深度进行分类. Li 等[8] 采用支持

向量机对电缆缺陷进行分类识别, 并使用粒子群优化

算法提升分类性能. 总体来说, 传统方法需要领域专家

为特定的产品专门设计特征, 通用性较差, 不利于推广

落地.
 1.2   基于深度学习的工业制品缺陷分类方法

基于深度学习的缺陷分类方法一般不需要人工设

计特征, 能够实现由数据驱动的、端到端的自动缺陷

分类. 目前大部分基于深度学习的缺陷分类模型采用

计算机视觉中比较成熟的网络结构, 包括 AlexNet、
VGG、ResNet、ShuffleNet 等. 例如, Masci 等[9] 提出

了最大汇集卷积神经网络方法对钢材缺陷进行分类,
相比于传统的分类算法, 降低了超过一半的分类错误

率. Cheon 等[10] 提出了一种基于深度学习的 ADC 方

法, 可自动对各种类型的晶圆表面损伤进行分类. 张光

建等[11] 使用 CNN 网络模型, 采用早停技术检测网络

训练, 实现小数据样本的手机外壳表面划痕缺陷分类.
Saqlain 等[12] 提出了一种卷积神经网络用于晶圆缺陷

自动分类, 使用正则化方法提高网络模型的分类性能.
Deitsch等[13] 采用修改的 VGG19网络用于识别太阳能

面板图像缺陷. Aydin 等[14] 提出了一种精度较高的融

合模型, 通过融合 SqueezeNet和MobileNetV2的特征

对钢轨表面缺陷进行分类. Sassi等[15] 通过全连接神经

网络识别多类焊接缺陷, 在 306 个训练样本的小数据

集中达到了 97.22%的分类准确率.
 1.3   深度森林

深度森林可视为基于决策树的集成学习模型, 是
由决策树森林集成串联构建的多层有监督学习模型.
深度森林主要包括级联森林和多粒度扫描两个相互独

立的模块[16].
 1.3.1    级联森林

级联森林是一个通过加入新特征来对原始特征

进行扩展的结构, 由多个级联层组成, 每个级联层包

括随机森林和完全随机森林. 级联森林在最后一级对

输出的概率向量取均值, 得到预测结果. 级联森林的

层数是自适应确定的, 使得级联森林能够适合不同规

模的数据集. 级联结构增加了模型的深度而不引入额

外的参数, 超参数较少也有利于整体模型的训练和理

论分析.
 1.3.2    多粒度扫描

深度森林使用多粒度扫描对级联森林进行增强.
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将样本图像输入后, 使用类似 CNN 的滑动窗口, 利用

多尺度滑窗在数据集图片上滑动取值以获得多种特征

子样本. 特征子样本通过多个随机森林转换为表征向

量, 将多个表征向量拼接得到本层的输出[16].

 2   人机协同分类

本文提出的基于深度森林的人机协同缺陷分类方

法主要包括 4 个步骤: (1) 图像预处理. 对图像样本进

行去噪处理及数据增广等; (2) 基于深度森林的缺陷预

分类. 图像样本训练多粒度级联森林模型, 使用滑动窗

口提取特征向量, 用级联森林训练特征向量后得到初

始预测结果. 根据初始分类预测概率, 设置可变动阈值

分离出识别困难的样本图像; (3) 人机协同纠错. 人工

识别部分困难的样本图像, 利用困难样本在特征空间

内分布上的相似性, 通过 K 最近邻算法对剩余识别困

难的样本图像进行纠错; (4) 集成分类. 综合样本图像

的初始预测, 得出最终的预测结果. 分类方法的主要过

程如图 1所示.
 

输入样本

图像处理

图像降噪

数据增广

缺陷预分类

多粒度扫描

级联森林

人机协同纠错

KNN 算法

多数投票算法

困难样本

简单样本 

图 1    基于深度森林的分类过程
 

 2.1   图像处理

 2.1.1    图像降噪

在实际生产线上采集制品图像的过程中, 工业相

机、传输信道等会随机产生椒盐噪声. 为此, 首先采用

中值滤波对采集到的图像样本进行降噪预处理, 减少

椒盐噪声对后续缺陷分类带来的不利影响. 中值滤波

的去噪效果如图 2 所示, 其中图 2(a) 为去噪前的图像

样本, 图 2(b)为去噪后的图像样本.
 

(a) 去噪前 (b) 去噪后 
图 2    中值滤波降噪

 

 2.1.2    数据增广

实际生产线上能够获得的缺陷样本一般数量较为

有限, 与此同时, 工业相机采集到的图像一般尺寸较大.
为此, 我们采用随机裁剪的方法对图像样本进行增广,
不仅能够增加缺陷样本的数量和多样性, 还能够压缩

模型规模, 降低计算复杂性. 同时, 随机裁剪相当于建

立局部特征与相应类别的权重关系, 减弱背景 (或噪

声)因子的权重, 因此也能起到抑制噪声与增加模型稳

定性的作用. 随机裁剪过程如图 3所示.
 

随机裁剪

 
图 3    样本图像的随机裁剪

 

 2.2   缺陷预分类

工业制品缺陷的样本图像首先输入深度森林模型

进行预分类, 预分类过程如图 4所示. 在多粒度扫描阶

段, 根据随机分割后的图像大小, 设置了 3×3、6×6、
9×9三种滑动窗口, 利用滑动窗口获取样本图像的特征

子样本. 特征子样本通过多个随机森林转换为特征的

概率向量, 将多个向量拼接作为级联森林的输入.

√
d

在级联森林阶段, 扫描得到的缺陷特征经过每个

级联层后的输出与原特征组合成扩展后的特征作为下

一级联层的输入, 每层的随机森林在分裂时随机选择

个特征作为候选特征 (d 是输入特征的数量)[16]. 该
模型在每个级联层结束后进行分类性能的测试, 然后

继续生成下一级. 当扩展一个新的级联层后, 将整个模

型的性能在验证集中进行测试, 如果没有显著的性能

增益, 训练过程终止, 确定级联层数. 在最后一层上, 级
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联森林计算向量的平均值, 输出具有最大概率那一类

的标签, 作为缺陷预分类结果.
经过深度森林预分类后, 根据预测概率将样本图

像分为容易识别和识别困难两种. 识别困难的样本图

像将作为新的数据集, 参与之后标注预测过程. 为了提

高后续人工标注的效率, 以及考虑工厂实际对于产品

质量控制的要求, 设置一个可以根据初始预测结果及

实际需要而变动的阈值, 用以分离识别困难的样本图像.
 

Multi-grained

scanning

Cascade forest

Final

prediction

Forest A Forest

Forest

Forest

Forest

Forest

Forest

Forest

Forest

Forest B

Forest A

Forest B

Forest A

Forest B

Level 1 Level 2 Level 3 Level N
 

图 4    缺陷预分类过程
 

 2.3   人机协同纠错

经过缺陷预分类得到困难样本, 人工标注部分识

别困难的样本. 根据识别困难的样本图像数量及实际

产品质量要求, 辅助控制样本标注比例以达到减少劳

动量的目的.
标注后的样本图像作为 KNN 算法的训练集. 在

KNN算法中, 如果一个样本在特征空间中的 K 个最相

似 (即特征空间中最邻近)的样本中的大多数属于某一

个类别, 则该样本也属于这个类别. 人工标注的样本图

像构成了特征空间的样本集, 剩余识别困难的样本图

像作为 KNN算法的测试集, 计算与测试集之间的欧氏

距离. 找到与测试集样本相距最近的 K 个训练集样本,
选择出现次数最多的类别作为测试集样本的分类结果.

分离出的困难样本图像, 经 KNN算法得到新的预

测结果, 用该预测结果替换缺陷预分类结果. 统计裁剪

前同一图像中各个小图像的预测结果, 根据多数投票

算法 (majority voting) 将预测结果数量最多的类别作

为该图像的最终缺陷分类结果.

 3   实验

 3.1   实验数据

我们使用两个常用的缺陷分类数据集以及从实际

生产线上采集的真实数据评估所提模型的有效性. 两
个公开的缺陷分类数据集分别为热轧钢带表面缺陷数

据集 (NEU)、制品焊接缺陷数据集 (WELD). 实验使用

的 3个缺陷数据集的基本信息如表 1所示.
  

表 1     数据集的基本信息
 

数据集 样本数 类别

NEU
WELD
CLS

1 800
140
170

6
4
4

 
 

NEU是由东北大学发布的热轧钢带表面缺陷数据

集, 包含热轧钢带的 6种典型表面缺陷, 即轧制氧化皮

(Rs), 斑块 (Pa), 开裂 (Cr), 点蚀表面 (Ps), 内含物

(In)和划痕 (Sc). NEU数据集样本图像如图 5所示. 为
了评估算法在小样本条件下的分类效果, 实验中我们

在每类缺陷中随机选取了 30个样本. 制品焊接缺陷数

据集 (WELD) 收集了 4 种焊接缺陷, 包括条形缺陷

(Ba)、未焊透 (Pe)、未熔合 (Fu)、圆形缺陷 (Ro), 样本

图像分辨率为 128 像素×128 像素. 为了评估本文所提

模型在真实数据上的有效性, 我们使用如图 6 所示中

原内配集团股份有限公司汽车气缸套生产线上实际采

集的图像构建了气缸套缺陷分类数据集 (CLS). 该数据

集包含气缸套的 4 种典型表面缺陷, 即擦痕 (sc)、疱
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疤 (bl)、裂缝 (fi)、砂眼 (blo), 每种类型的缺陷图像样

本均为 50 个. 4 种类别缺陷样本的实例分别如图 7 所

示, 样本分辨率为 100像素×100像素. 该数据集的难点

在于同类缺陷在外观上存在较大差异, 而不同类别缺

陷具有一定的相似性. 例如, 疱疤呈现圆形和条形等不

同形状, 同时与擦痕又具有相似的视觉特征.
 

(a) Cr (b) In (c) Pa (d) Ps (e) Rs (f) Sc 
图 5    NEU数据集样本图像

 

 
图 6    汽车气缸套生产线及数据采集系统

 

 3.2   评价标准

实验采用准确率 (Accuracy)、精确度 (Precision)、
召回率 (Recall)这 3个分类性能评价指标. 计算如下:

Accuracy =
T P+T N

T P+T N +FP+FN
(1)

Precision =
T P

T P+FP
(2)

Recall =
T P

T P+FN
(3)

其中, TP, FP, FN, TN 分别表示预测为正的正样本、预

测为正的负样本、预测为负的正样本、预测为负的负

样本.
 

(a) 擦痕 (b) 疱疤 (c) 裂缝 (d) 砂眼 
图 7    4种缺陷样本图像

 

 3.3   实验结果与分析

 3.3.1    分类方法比较

实验使用具有代表性的 SVM、深度卷积神经网

络以及多粒度级联森林 gcForest 作为基本方法, 与本

文提出的方法进行比较. 其中, 深度卷积神经网络采用

具有密集连接的 DenseNet 模型[17]. NEU、WELD、

CLS 三个数据集的可信度阈值分别设置为 0.8、0.5、
1, 人工标注比例为 0.25. 表 2 是 4 个数据集在几种分

类模型上的 Accuracy 值、Precision 值和 Recall 值. 通
过这些指标的对比, 可以看出本文方法相较于传统方

法 SVM、gcForest及 CNN具有更高的准确性, 分类效

果较好.
 
 

表 2     各方法的指标统计结果 (%)
 

方法
Accuracy Precision Recall

CLS NEU WELD CLS NEU WELD CLS NEU WELD
DenseNet
gcForest
SVM
Ours

87.8
65.9
64.7
90.1

70.0
68.3
66.7
91.7

67.1
74.3
71.4
96.7

85.9
75.8
63.9
91.8

67.8
76.2
83.5
94.4

60.4
65.4
59.8
96.7

84.9
63.3
68.8
90.1

70.0
70.0
68.1
91.7

59.6
74.3
50.1
96.7

 
 

 3.3.2    参数敏感性分析

样本图像经过深度森林识别后, 得到预测的每个

类别的概率值, 概率值最大的类别即为初始预测结果.

根据最大概率值的分布情况, 可以初步判定预测效果.

如图 8 所示两个数据集的最大概率值的分布, 图 8(a)

中数据集的预测效果要明显好于图 8(b). 技术员可以

根据初始预测效果, 控制参数可行性阈值的变动.

本文所提缺陷分类方法的准确率主要受可行度阈

值和标注比例两个参数影响, 两个参数变动对准确率

的影响如图 9所示. 从图 9中可以看出, 初始预测结果

好的数据集, 受标注比例影响较小, 受阈值影响较大;

初始预测结果差的数据集, 受标注比例影响较大, 受阈

值影响较小. 基于这种现象, 技术员在实际生产中可以

根据初始预测结果确定最佳的标注比例.
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图 8    最大概率值的分布
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图 9    准确率的变动状况

 4   总结

针对目前应用比较广泛的一些分类模型算法对工

业缺陷小样本数据分类时的不足, 本研究提出基于深

度森林的人机协同模型. 本研究使用了 3 个小样本数

据集, 将这些数据集在 4种模型下实验, 通过 Accuracy、
Precision、Recall 三种指标对比模型在此数据集上的

分类性能. 经过验证, 改进后的模型具有较好的分类

性能.
未来将继续提高模型的识别性能, 并考虑模型的

实际应用. 对模型资源要求高的缺点进行优化, 减小模

型算法的计算消耗, 提高稳定性.
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