
 

 

基于属性嵌入与图注意力网络的实体对齐算法①
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摘　要: 实体对齐旨在找到位于不同知识图谱中的等效实体, 是实现知识融合的重要步骤. 当前主流的方法是基于

图神经网络的实体对齐方法, 这些方法往往过于依赖图的结构信息, 导致在特定图结构上训练得到的模型不能拓展

应用于其他图结构中. 同时, 大多数方法未能充分利用辅助信息, 例如属性信息. 为此, 本文提出了一种基于图注意

力网络和属性嵌入的实体对齐方法, 该方法使用图注意力网络对不同的知识图谱进行编码, 引入注意力机制从实体

应用到属性, 在对齐阶段将结构嵌入和属性嵌入进行结合实现实体对齐效果的提升. 在现实世界的 3个真实数据集

上对本文模型进行了验证, 实验结果表明提出的方法在很大程度上优于基准的实体对齐方法.
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Abstract: Entity alignment aims to find equivalent entities located in different knowledge graphs and is an important step
for knowledge fusion. Currently, mainstream entity alignment methods are those based on graph neural networks.
However, they often rely too much on the structural information of graphs, as a result of which models trained on specific
graph structures cannot be applied to other graph structures. Meanwhile, most methods fail to fully utilize auxiliary
information, such as attribute information. In response, this study proposes an entity alignment method based on a graph
attention network and attribute embedding. The method uses the graph attention network to encode different knowledge
graphs, introduces an attention mechanism from entity application to attribute, and combines structure embedding and
attribute embedding in the alignment stage to improve the effect of entity alignment. The proposed model is verified on
three real-world datasets, and the experimental results show that the proposed method outperforms the benchmark
methods for entity alignment by a large margin.
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知识图谱 (knowledge graph, KG)将非结构化知识

转化为清晰简洁的<头实体、关系、尾实体>三元组,
其中实体指的是现实世界中的唯一对象, 而关系则是

描述连接这些对象的关系 .  使用实体作为节点 ,  KG
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中的三元组本质上是相互关联的, 从而组成了一个大

的知识图谱, 以实现知识的快速响应. 目前 KG已在多

个领域构建和应用, 除了个性化推荐[1]、问答[2] 和信息

提取[3] 外, 在不同行业也有广泛应用, 例如医疗、金融

和信息等行业. 现有的大多数知识图谱都是由不同的

机构根据不同的数据源和需求进行构建的, 因此, KG
存在异构性, 即使是在同一领域, 同一实体也可能以不

同的形式存在于不同的知识库中. 为了处理 KG 的异

构性问题并融合不同知识库中的知识, 必须进行知识

图谱对齐, 即在不同知识图谱中找到相同的现实世界

对象的实体, 这称为实体对齐. 实体对齐提供了一种有

效的方法, 通过链接等效实体, 将这些知识库中的知识

融合到一个统一的 KG 中, 从而更高效地使用 KG 进

行应用.
实体对齐的早期方法通常需要人工参与的特征构

建过程[4] 或依赖于他人构建的外部信息来克服 KG 之

间的异质性, 例如机器翻译和外部词典[5]. 最近的研究

提出了一些新的实体对齐方法来减少人工参与, 可以

将不同 KG 的实体嵌入到统一的向量空间中实现实体

对齐.

 1   相关工作

 1.1   KG 嵌入

(h,r, t)
−→
h +−→r ≈ −→t

知识图谱嵌入模型是实现知识图谱融合的重要方法

之一, 是指将 KG 中的实体和关系嵌入到统一向量空

间, 同时保留KG中的结构信息. 当前的KG嵌入模型主要

分为翻译模型、语义匹配模型和神经模型. TransE[6]

是一种典型的翻译模型, 其基本思想是如果三元组

成立, 期望  成立. 为了进一步提升对齐效果,

许多模型基于 TransE作出了改进, 如 TransH、TransR
和 TransD等. 与 TransE相比, 这些模型将实体和关系

嵌入到不同的向量空间, 使模型可以表达更加复杂的

关系. 语义匹配模型使用基于相似性的评分函数来推

断关系信息, 例如 HolE[7] 中的循环相关.
神经模型利用深度学习技术进行 KG 嵌入, 图神

经网络 GNN最近已被用于各种自然语言处理任务, 例
如分类任务、关系提取和机器翻译等. GNN 在图结构

上聚合信息, 主要通过递归聚合相邻节点的表示来学

习目标节点的表示. GNN 有许多变体, 包括图卷积网

络 (GCN)、图注意力网络 (GAT) 和关系图卷积网络

(R-GCN). GCN 能够提供强大的图结构建模能力, 而

GAT 对 GCN 采用了注意力机制, 其中每个节点根据

其相邻节点获得一个注意力分数, 实现对相邻节点信

息的聚合. R-GCN 可以建模带有多种关系类型的图数

据. 以上模型都关注关系结构, 可以对 KG的结构信息

进行编码.
 1.2   实体对齐方法

基于嵌入的实体对齐方法一般分为嵌入学习阶段

和实体对齐阶段. 嵌入学习阶段使用知识表示学习方

法来学习 KG 的实体嵌入, 实体对齐阶段通过计算实

体嵌入的相似度实现实体对齐. IPTransE[8] 和 BootEA[9]

使用半监督学习来克服实体对齐的“种子对齐”的稀疏

性, 将迭代过程中新的实体对齐添加到训练数据集中

以优化后续进程. MtransE[10] 使用 TransE 模型来学习

两个 KG 中实体的嵌入, 为每个实体向量表示计算出

映射到其他嵌入空间中的变换.
基于图的模型是当前实体对齐的一种主流方法.

GCN-Align[11] 是一种基于图卷积网络的模型, 它利用

图卷积网络 GCN 根据实体的相邻节点信息对其进行

建模. RDGCN[12] 结合门控机制和 GCN网络将关系信

息与相邻结构信息进行整合, 通过计算注意力权重来

获取 KG的复杂关系信息. MuGNN[13] 利用基于注意力

的 GNN模型为相邻节点分配不同的权重, 通过多个通

道对 KG 进行编码实现对齐. KECG[14] 结合了图注意

力网络和 TransE 模型来捕获图内结构和图间对齐信

息, 通过生成联合训练模型来解决 KG 的结构异质性

问题. AliNet[15] 采用了注意力机制突出有用的远邻节

点并减少噪音, 用门控机制与远距离邻域信息直接聚

合, 以端到端的方式缓解邻域结构的异构问题. Dual-
AMN[16] 使用双重注意力匹配网络来捕获图内和跨图

的双重关系信息, 同时引入归一化硬样本挖掘损失, 优
化了基于嵌入方法的性能.

(h,a,v)
−→
h +−→a ≈ −→v

许多相关工作将 KG 中的其他信息与结构信息结

合起来, 以提高实体对齐的性能. JAPE[17] 将两个知识

图的结构信息共同嵌入到一个统一的向量空间中, 利
用属性相关性来进一步完善. KDCoE[18] 使用协同训练

方法 ,  利用实体描述作为补充来细化实体嵌入 ,  在
KG 结构信息和实体描述上迭代训练两个嵌入模型.
AttrE[19] 将属性三元组 等同于关系三元组, 并类

似 TransE 模型期望   成立学习实体嵌入 .

MuitiKE [20] 提出组合策略, 结合名称、属性和结构

3个视图进行嵌入学习实体表示. BiGCN-A[21] 将 GCN
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结合双向对齐机制, 将关系表示和实体表示结合生成

联合实体表示, 并融入属性信息进行训练. 本文从以上

方法中得到启示, 属性信息是至关重要的信息, 之前的

大部分工作都集中在实体的属性类型上, 本文对属性

和属性值的重要程度进行研究, 充分利用属性信息.

 2   问题描述

G = (E,R,A,V,Tr,Ta) E、R、A V

Tr = {(h,r, t )|h, t ∈ E,

r ∈ R} Ta = {(e,a,v )|e ∈ E,a ∈ A,

v ∈ V)} (
entity1, relation, entity2

)
entity, attribute,

value) G1 G2

δ = {(e1,e2 )|e1 ∈ E1,e2 ∈ E2} e1 e2

在本文中, 知识图谱 (KG)被表示为六元组有向图

, 其中,  和   分别指的是

实体、关系、属性和属性值. 其中

是关系三元组的集合 ,  
是属性三元组的集合. 关系三元组描述实体之间的

关系, 表示为 . 属性三元组描

述了实体的属性 ,  它的形式表示为 (
. 实体对齐就是找到两个知识图谱  和 之间

的映射, 即 , 其中  和  是

两个存在等价关系的实体.

 3   算法描述

本文采用基于属性嵌入与图注意力的实体对齐方

法, 充分利用 KG的结构信息和属性信息, 将实体嵌入

到统一的向量空间中, 主要分为 3个阶段, 分别是结构

信息嵌入、属性信息嵌入和实体对齐预测. 首先, 模型

利用引入注意力机制的 GAT 模型作为编码器来进行

结构嵌入, 它能够通过忽略重要程度较低的相邻节点

来减轻实体对齐过程中异构性产生的负面影响, 得到

实体结构的全局特征; 同时, 设计一种属性信息编码器

嵌入实体的属性信息, 从初始特征开始选择性地向目

标实体聚合属性和属性值的特征; 最后, 在对齐阶段将

结构嵌入和属性嵌入结合, 通过测量统一嵌入空间中

实体之间的距离来进行对齐预测. 模型的整体框架如

图 1所示.
 

G1

G2

Relation

Attribute value

Relation

参数共享输入图 G 实体对齐

Attribute value

Graph

attention

layers 

Graph

attention

layers 

e1

e2 e2

e1

f (e1, e2)=||e1−e2||L1

 

图 1    模型整体框架图
 

 3.1   知识嵌入模块

 3.1.1    结构嵌入

G1 G2 G1 G2

G

Y ∈ Rn×mh

KG的结构信息为实体对齐提供了有力的帮助, 这
表示具有相似相邻结构的实体对齐效果会更好. 给定

两个知识图谱  和 , 将 和 放在一起作为一个输

入图 . 为了学习 KG结构嵌入, 模型利用 GAT网络为

实体聚合相似的相邻结构信息. 首先按照最近的研究

工作对实体的语义信息进行编码, 使用预训练的词嵌

入[22] 来初始化实体表示, 预训练的词嵌入是一种词表

示方式, 旨在对单词的语义和句法意义进行捕捉, 将单词

表示为词向量. 编码器的输入为实体嵌入矩阵  ,

n G mh其中 是 包含的实体数量,  是实体嵌入的维度. GAT

编码器由多个堆叠的图注意力层组成, 因此它可以包

含更高程度的邻域节点信息, 每个图注意力层将一组

节点特征作为输入, 并输出新的节点特征如下:

H(l+1) = ReLU
(
D(l)H(l)W(l)

)
(1)

H(l) ∈ Rn×mh
(l)

l W(l) ∈
Rmh

(l)×mh
(l+1)

H(0)

H(0) = Y D(l) ∈ Rn×n D(l)

d(l)
i j ei e j

G D(l) d(l)
i j

其中 ,   是第 层的输出节点特征 ,  

为可训练权重矩阵,  是随机初始化的实

体嵌入矩阵,  .  代表连通矩阵,  所

包含的元素 代表实体 到实体 的权重, 通过对输入

图 使用自注意力机制计算获得, 下面计算 的元素 :
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d(l)
i j = Softmax

(
c(l)

i j

)
=

exp
(
c(l)

i j

)∑
k∈Ni

exp
(
c(l)

ik

) (2)

Ni c(l)
i j是 ei

e j c(l)
i j

其中,  是第 i 个节点的相邻节点的集合,  实体

到实体 的注意力系数. 注意力系数 的计算如下所示:

c(l)
i j = σ

(
rT
[
W(l)h(l)

i ⊕W(l)h(l)
j

])
(3)

h(l)
i ∈ H(l) h(l)

j ∈ H(l) ei e j

σ (·) rT

r ∈ R2mh
(l) ⊕ L

L

H(L)

其中 ,   和 分别是 和 的隐藏状态 ,

是非线性激活函数 LeakyReLU 函数,  是可学习

参数 的转置,   代表向量连接.   代表编码器

层数, 经过   次迭代, 实体及其相邻节点的特征融合后

得到特征向量 .
 3.1.2    属性嵌入

KG的结构信息为表示实体提供了有用的信息. 然
而, 仅使用结构嵌入很难区分相似度高的实体, 尤其是

仅具有细微差异的实体. 为了提高实体对齐的效果, 消
除相似实体的歧义, 本文引入属性嵌入来改进基于结

构嵌入的实体表示.
属性嵌入的目标是将实体属性信息嵌入到一个统

一的向量空间中. 在传统方法中, 需要手动匹配属性,
然后比较相应属性的值以获得实体之间的相似性. 由
于 KG 的数据特性, 目标对齐实体的属性之间可能存

在较大差异, 从而误导 GAT 训练. 为了解决以上问题,
同时, 为了提高嵌入精度, 使属性嵌入更适合 GAT 训

练, 本文设计了一种属性信息编码器, 可以从初始特征

开始选择性地向目标实体聚合属性和属性值的特征.

{a1, · · · ,an}
{v1, · · · ,vn} {(e,a1,v1), · · · , (e,an,vn )}

e

e s(l)
e

首先使用前文提到的预训练词嵌入来进行属性信

息嵌入, 得到实体 e 的属性特征序列 和值特

征序列 , 将属性三元组

的 作为输入. 将属性值看作是节点, 将属性看作边进

行添加, 从而形成一个实体、属性和属性值相连的知

识图. 为了将属性和属性值信息聚合到单一向量中, 引
入注意力机制进行计算, 具体方式为计算属性和属性

值的加权平均值. 实体 的隐藏状态 定义如下:

s(l)
e = ϕ

 ms∑
k=1

αkW1 [ak;vk]

 (4)

θk = Softmax (qk) =
exp(qk)∑ms

i=1
exp(qi)

(5)

qk = σ
(
uT
[
s0

e ;ak
])

(6)

k ∈ {1, · · · ,ms} ,ms σ(·)其中,  是属性嵌入的维度,  是 Leaky-

ϕ(·) W1 uT

s0
e θk s0

e ak

qk

ReLU 函数,  是 ELU 激活函数,  和 是可学习参

数矩阵,  是初始实体特征,  表示 与属性 的相似

度,  表示注意力系数.

 3.2   实体对齐模块

G1 G2

G1 e1 G2 e2

实体对齐通过减少等效实体之间的距离, 将每个

输入图的等效实体汇聚到一个统一的向量空间中. 给

定两个知识图谱 和 , 它们首先基于 GAT学习其结

构嵌入, 以捕获每个图的关系信息, 然后经过属性信息

编码器获得实体基于属性嵌入的特征向量. 由于每个

图都有一个独特的嵌入空间, 因此模型通过测量统一

嵌入空间中实体之间的距离来预测实体对齐 .  对于

中的实体 和 中的实体 , 对其距离进行计算:

F (e1,e2) =τ
f
(
h(L) (e1) ,h(L) (e2)

)
mh

+ (1−τ)
f
(
s(L) (e1) ,s(L) (e2)

)
ms

(7)

f (a,b) =∥ a−b∥L1 (8)

h(L)(·) s(L)(·)
mh ms τ

其中,  和 分别代表实体的结构嵌入和属性嵌

入,  和 代表结构和属性嵌入的维度,  是平衡两种

嵌入的超参数.

在对齐阶段, 目标是将实体嵌入到相同的低维向

量空间中, 其中等效实体彼此靠近. 为了使 GAT 能够

在向量空间中尽可能近地嵌入等效实体, 使用负样本

来训练模型, 正负样本中实体对之间的距离尽可能大,

通过最小化以下基于边际的排名损失函数来执行模型

训练:

L =
∑

(ei,e j)∈L

∑
(e′i ,e

′
j)∈L′

max
{
0,F
(
ei,e j
)
+γ−F(e′i ,e

′
j)
}

(9)

γ

L L′ L

其中,  是边距超参数, 对于一个对齐实体对, 使用 k 近

邻算法获得其中一个的邻近实体进行替换作为负样本,

得到正负样本集合.  是正样本集合,  是 的负样本集

合, 采用自适应学习率优化算法 (AdaGrad) 来优化上

述损失函数.

 4   实验与结果分析

 4.1   数据集

参考最近研究[23,24] 与经典算法, 本文使用 DBP15K

数据集作为实验数据来评估模型. DBP15K数据集由文

献 [17] 构建, 从包含不同语言版本之间丰富的语言间
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链接 (ILL) 的大型多语言知识库 DBpedia生成, 包括

3个子集 DBP15KZH-EN、DBP15KJA-EN和 DBP15KFR-EN.
每个子集包含 15 000 个对齐的实体对, 采用两种语言

版本的知识库. DBP15K数据集的信息如表 1所示, 详
细介绍了每个子集所包含的实体、关系及关系三元

组、属性及属性三元组的数量.
  

表 1     DBP15K数据集
 

Datasets Language #Ent #Rel #Att #Rel.tri #Att.tri

DBP15KZH-EN
Chinese 66 469 2 830 8 113 153 929 379 684
English 98 125 2 317 7 173 237 674 567 755

DBP15KJA-EN
Japanese 65 744 2 043 5 882 164 373 354 619
English 95 680 2 096 6 066 233 319 497 230

DBP15KFR-EN
French 66 858 1 397 4 547 192 191 528 665
English 105 889 2 209 6 422 278 590 576 543

 
 

 4.2   评价指标与参数设置

模型使用 Hits@k 和MRR (平均倒数排名)作为评

估指标来评估模型和基准方法的性能, 这些指标在其

他 KG 对齐工作中被广泛使用. Hits@k 衡量在前 k 个

候选中排名正确的实体的比例, MRR是结果的倒数排

名的平均值. 在本文中使用 Hits@1、Hits@10、MRR
作为评价指标, 更高的 Hits@k 和 MRR 意味着更好的

性能.

γ

τ

对于参数设置, 两个 GAT层都包含 128个隐藏单

元, 结构嵌入和属性嵌入的维度同样设置为 128, 使用

BERT模型对数据进行预训练词嵌入, 并进行最大池化

操作得到一个固定长度的向量作为初始化的特征向量

嵌入. 学习率设置为 0.005, 损失函数中的阈值 设置

为 3.0, 超参数 设置为 0.9. 每 50个 epoch更新一次负

样本, 总训练轮数设置为 500.
 4.3   实验

 4.3.1    实验结果

本文将模型与最近提出的 6种实体对齐基线模型

进行比较, 并将其分为两类: 1) 仅使用实体结构信息,
MTransE、IPTransE 以 TransE 为基础嵌入结构信息,
RDGCN 以 GCN 为基础引入注意力机制增强信息学

习能力 ;  2) 使用实体结构和属性信息 ,   JAPE 结合

TransE和属性信息联合学习, GCN-Align用 GCN作为

基础模型结合属性信息, 结合属性结构的图卷积模型[25]

(以下简称 Dual-GCN)使用加强的双重 GCN联合属性

嵌入. 对于所有比较的方法, 随机拆分 30% 的数据作

为训练数据集, 剩余的作为测试数据. 实体对齐的结果

如表 2所示. 

表 2     实体对齐结果对比
 

数据集 方法 Hits@1 (%) Hits@10 (%) MRR

DBP15KZH-EN

MTransE 30.8 61.4 0.364
IPTransE 40.6 73.5 0.516
JAPE 41.2 74.5 0.490

GCN-Align 41.3 74.4 0.549
Dual-GCN 51.8 83.5 —
RDGCN 60.4 76.6 0.662
本文 65.3 86.5 0.720

DBP15KJA-EN

MTransE 27.9 57.5 0.349
IPTransE 36.7 69.3 0.474
JAPE 36.3 68.5 0.476

GCN-Align 39.9 74.5 0.546
Dual-GCN 50.0 82.9 —
RDGCN 68.2 83.8 0.737
本文 76.2 89.1 0.843

DBP15KFR-EN

MTransE 24.4 55.6 0.335
IPTransE 33.3 68.5 0.451
JAPE 32.4 66.7 0.430

GCN-Align 37.3 74.5 0.532
Dual-GCN 49.6 84.5 —
RDGCN 82.9 93.1 0.866
本文 88.7 95.2 0.912

 
 

实验结果表明, 本文模型性能在 3 个数据集上的

所有指标都明显优于基准方法. 与同使用实体结构和

属性信息的 JAPE、GCN-Align和 Dual-GCN相比, 本
文模型性能取得了明显的提高, 说明选用 GAT模型优

于 KG嵌入模型和 GCN模型. 基于嵌入的模型对实体

的约束相对不足, 所以对齐结果较差. 基于 GCN 模型

的方法, 对结构差异很敏感, 很难缩小对齐的差异. 因
此本文模型使用 GAT作为基础模型, 改善了基于图的

方法的缺点, 有效减轻了异构 KG的负面影响, 成功地

提高了实体对齐的效果 .  在仅使用结构信息的方法

MTransE、IPTransE和 RDGCN中, RDGCN的各项指

标是最高的, 与 RDGCN相比, 本文模型在指标 Hits@1、
Hits@10、MRR分别提升了 6%、5%、10%, 说明引入

属性信息对实体对齐同样重要.
 4.3.2    对齐种子敏感度实验

在本文中, 将模型与 JAPE、GCN-Align、RDGCN
进行比较 ,  将预对齐实体对的比例从 10% 开始 ,  以
10% 的步长增加到 50%, 并将其余的对齐种子作为测

试集.
实验结果如图 2 所示, 随着对齐种子比例的增加,

所有模型的性能在所有数据集上持续增加. 从图 2 可

以看出, 本文所使用的模型始终以显著的优势优于基

准方法, 说明了模型的稳健性.
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图 2    不同比例种子集对齐敏感度对比结果 (横坐标为对齐

种子的比例)
 

 5   结论

本文提出了一种基于图注意力网络和属性嵌入的

方法. 模型使用图注意力网络 GAT对知识图谱进行编

码, 引入注意力机制从实体应用到属性, 通过忽略一些

重要程度较低的邻近节点来减轻对齐过程中异质性的

负面影响, 同时设计一种属性信息编码器利用实体的

属性信息, 在对齐阶段将结构嵌入和属性嵌入进行结

合, 实现了实体对齐效果的提升. 模型在 3个真实的数

据集上进行评估 ,  结果显示所提出的方法优于其他

6 个基准方法. 本文工作只使用了属性信息, 还有一些

额外信息如实体名称、关系路径等信息没有被充分利

用. 在未来的工作中将研究如何通过这些辅助信息来

进一步提高实体对齐的准确性.
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