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摘　要: 针对在检测火焰和烟雾的火灾检测过程中存在火灾初期小目标难以检测的情况, 本文提出了一种基于自然

指数损失 (eCIoU) 的改进 YOLOX-nano (ASe-YOLOX-nano) 目标检测算法. 首先, 提出一种新的目标检测函数

eIoU损失函数来替代传统 IoU损失, 解决在检测小目标时预测框和真实框易出现无交集的情况, 及无法反应宽高

影响等问题. 其次, 在网络模型中引入注意力模块, 在网络初期模糊定位目标位置, 提高网络后期对目标尤其是小目

标检测的准确性. 此外, 本文还采用软池化空间金字塔池化结构提取不同尺寸的空间特征信息, 可以提升模型对于

空间布局和物体变性的鲁棒性, 因此目标较小时也可以提取充足的特征, 采用Mosaic增强技术预处理数据集, 提升

模型的泛化能力, 以此进一步提高网络性能. 通过目标数据集进行对比验证, 其结果显示, mAP 指标达到 70.07%,
比原模型提高了 3.46%, 火焰的准确率达到 84.66%, 烟雾的达到 74.56%, FPS能够稳定在 73, 相对于传统 YOLOX-
nano算法拥有更好的火灾检测能力.
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Abstract: As small targets in the early stage of a fire are difficult to detect during flames and smoke detection of fires, this
study proposes an improved YOLOX-nano (ASe-YOLOX-nano) object detection algorithm based on natural exponential
loss (eCIoU). Firstly, a new object detection function, the eIoU loss function, is proposed to replace the traditional IoU
loss, which solves the problems of no intersection between the prediction box and the real frame in small target detection
and the inability to react to the influence of width and height. Secondly, the attention module is introduced in the network
model to vaguely locate the target position in the early stage of the network and improve the accuracy of the detection of
targets, especially small targets, in the later stage of the network. In addition, the soft pooled spatial pyramid pooling
structure is employed to extract spatial feature information of different sizes, which can improve the robustness of the
model for spatial layout and object degeneration. In this way, sufficient features can be extracted when the target is small.
Moreover, the Mosaic enhancement technology is used to preprocess the dataset to improve the generalization ability of
the model for further improvement in network performance. The comparative verification of the target data set shows that
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the mAP index reaches 70.07%, which is 3.46% higher than that of the original model, and the model enjoys accuracy of
flame and smoke detection of 84.66% and 74.56%, respectively, and a stable FPS of 73, which has better fire detection
ability than the traditional YOLOX-nano algorithm.
Key words: fire detection; attention mechanism; soft pooling spatial pyramid; loss function; YOLOX

 
 

随着全球二氧化碳排放量的增加, 引起全球变暖,
从而导致火灾的发生概率也逐渐增加, 每年因火灾造

成的经济损失和人员伤亡都是巨大的. 其中, 建筑物中

或工厂设施中发生的火灾占很大的比重. 2018 年全国

共发生 23.7万起火灾, 造成共计 1 407人死亡, 其中因

建筑火灾造成死亡的占比 80% 左右[1]. 在国际上的火

灾造成的损失也是巨大的. 在美国, 2018年公共消防部

门共报告了 131.85万起火灾, 共造成 3 655人死亡, 15 200
人受伤, 其中建筑火灾约 49.9万起, 造成 2 910人死亡.
同一年, 韩国报告的火灾共 42 337起, 66%的火灾发生

在建筑物内[2]. 因此, 对于发生率较高的建筑类火灾, 提
前预防和及时应对对保护生命和财产安全起到至关重

要的作用.
当火灾发生时, 往往会存在多种情况, 有的只存在

火焰, 有的只存在烟雾, 有的同时具有两者. 因此, 火灾

检测的主要目标是火焰和烟雾. 目前, 常用的火灾检测

方案主要包括物理传感器检测、传统的图像处理、深

度学习图像检测等.
早期检测火灾的有效方法主要是通过物理探测器

进行检测, 例如, 在大型商场里配有红外火焰探测器,
烟雾传感器等检测火灾常用的设备. 但是, 这些传感器

通常需要离火源很近才能够起到检测作用, 并且, 它们

只能提供是否存在火源这一信息, 火灾大小、火灾位

置这些细节信息不能够体现出来. 而视觉传感器的检

测范围要远远大于物理探测器, 因此, 国内外专家学者逐

渐开始尝试使用视觉传感器作为火灾检测的解决方案.
传统的视觉传感器火灾检测方式是采用人工设计

火焰检测特征, 例如: 颜色、纹理、动态等特征. 其中

颜色是火灾检测的最主要的特征 ,  现存较有效的有

RGB、HIS、YCbCr 等颜色模型. binti Zaidi 等人[3] 提

出了基于 RGB和 YCbCr特征的火灾检测方法. Li等人[4]

提出了基于 Dirichlet过程高斯混合颜色模型的视频自

主火焰检测模型. Wang等人[5] 通过对森林火灾进行特

征提取, 其通过颜色、纹理、形状等多种特征的综合

提取来建立识别火灾的模型. 以上研究人员通过研究

火灾特征, 人工设计特征提取模型, 很大程度上满足了

火灾检测的需求, 为视觉检测火灾奠定了基础. 但是人

工设计的特征存在特殊性, 不能满足复杂的火灾环境.
近年来, 随着深度学习的发展, 越来越多的领域开

始结合深度学习, 并取得良好的效果. 尤其是卷积神经

网络 (convolutional neural network, CNN) 在对图片和

视频的分类和识别方面取得了重大的突破, 使其越来

越多地被用在视觉检测方面. 受此影响, Sharma等人[6]

结合 VGG16 和 ResNet50, 提出了一种火灾检测模型;
Yang 等人[7] 参考 MobileNet 提出了用于火灾检测的

CNN模型. Zhang等人[8] 提出了加入 SqueezeNet结构

的 Attention U-Net模型, 并命名为 ATT Squeeze U-Net,
作为火灾检测系统.

上述火灾检测方法相对于传统图像处理方法, 其
泛化能力有了很大的提高. 随着深度学习的发展, 越来

越精确的模型被提出, 但随之而来的是模型所占内存

的增长, 已经不能满足轻量化的要求. 考虑到火灾检测

在移动设备检测的需要, 在满足检测精度的要求下, 如
何尽量减小参数大小成为国内外专家学者关注的研究

热点.
因此, 本文提出了基于 ASe-YOLOX-nano 的目标

检测算法, 通过增加注意力机制 (attention mechanism,
AM), 提高模型对火灾位置的兴趣, 增强检测性能, 并
将空间金字塔池化 (space pyramid pooling, SPP)[9] 结构

中的 MaxPool 换成 SoftPool 结构, 提高模型保留特征

的能力, 获取更加准确的特征信息, 用改进的损失函数

(eCIoU) 替换训练过程中的目标框回归损失函数 IoU,
提高目标框的回归准确性.

 1   相关工作

 1.1   目标检测算法

深度学习的方法可以通过大量图片提取目标特征,
获得泛化信息, 具有较好的学习能力和适应能力. 基于

深度学习的计算机视觉主要的一个分支就是目标检测.
目标检测算法中的杰出代表是 Redmon等人[10] 提
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出的 YOLO, 其通过卷积神经网络对输入图像进行特

征提取和分类, 整体通过端对端的操作, 在原始图像上

对目标进行框定并给出其中的类别, 具有较好的识别

效果, 但精度略差. 为了提高精度, Redmon 等人[11] 随

后提出了 YOLOv2算法, 其通过 K-means对先验框进

行聚类, 通过将先验框分成 3种尺寸, 每个尺寸再细分

为 3个大小, 分别对应大中小 3种尺寸的目标, 从而提

高检测精度 ,  但其对小目标的检测效果表现不佳 .
Redmon等人[12]随后又提出了YOLOv3算法, 在YOLOv2
的基础上 ,  利用特征金字塔结构 (feature pyramid
networks, FPN)[13] 通过对不同尺寸的特征融合来提高

检测性能, 在小目标检测方面检测效果提升明显. Wang
等人[14] 在 YOLOv3的基础上提出了 DSE-YOLO模型,
用于草莓检测, 取得很好的效果. 但是, YOLOv3 对于

特征复杂的目标物的检测效果不尽人意. Bochkovskiy
等人[15] 在 Redmon 在 YOLO 系列的基础上进行多方

面的优化, 提出了 YOLOv4, 在应用方面取得了较好的

性能指标. Jocher等人[16] 在 YOLOv4的基础上提出了

YOLOv5, 其修改了损失函数, 加入了 Focus结构, 输入

端采用自适应锚框计算等优化方法. 与之前的 YOLO
模型相比, 其具有更加轻量的结构和更加精确的精度.
但是由于其采用的是锚框作为初始预设框, 因此计算

量会增加, 且会影响模型性能. 因此, Ge 等人[17] 提出

了 YOLOX, 采用 Anchor-free技术, 实现预测框通过网

络自动生成, 弥补了之前 YOLO算法锚框的缺点.
 1.2   本文方法

为了在火灾检测任务中检测出火焰和烟雾, 并保

证小目标检测效果, 本文做出以下贡献. 1)采用 YOLOX
的 Darknet-53 作为骨干特征提取网络, 并在主干中增

加了注意力机制, 以提高火焰和烟雾检测精度及对小

目标的感知精度. 2) 采用改进的 eDIoU 函数来加强小

目标预测目标框的回归效果, 从而提高检测效果. 3)采
用空间金字塔池化结构, 并将其中所有 MaxPool 池化

层替换为更加有效的 SoftPool, 提升模型对于空间布局

和物体变性的鲁棒性. 4)通过采用Mosaic增强技术来

增强数据, 增强模型泛化能力. 此外, 通过采用深度卷

积来替代传统的卷积结构, 以降低计算量, 降低设备要求.

 2   算法设计和实现

 2.1   主干网络

YOLOX是旷世科技提出的 YOLO系列的一种强

大目标检测框架, 其最大的优点是抛弃了之前的锚框

的机制, 采用 Anchor-free 技术对目标进行解析识别.
本文在 YOLOX 的 nano 版本基础上提出了改进版的

ASe-YOLOX-nano 的目标检测结构. 为了提高网络的

检测性能, ASe-YOLOX-nano 通过融合多种现存的高

性能的网络改进的方法, 并修改其中的损失函数, 以提

高网络对于目标的检测性能. YOLOX网络结构主要分

为骨干特征提取、多尺度预测、解耦预测结构 3个部

分 .  本文以其为基础网络提出的整体框架图如图 1
所示.
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图 1    ASe-YOLOX-nano 的网络结构图

 

 2.2   注意力机制的特征加强结构

注意力机制是聚焦于局部信息的机制, 通过仿照

人类的注意力方式, 对目标区域投入更多的注意力资

源, 以获得更多的目标信息, 并且抑制背景信息. 其中

主要有 Hu 等人 [18] 提出的 (squeeze-and-excitation
networks, SE)、Wang等人[19] 提出的 (efficient channel
attention module, ECA)以及Woo等人提出的卷积块注

意模块 (convolutional block attention module, CBAM)[20].
本次采用的是 CBAM, 其是将通道和空间注意力机制

进行结合, 通过对通道进行注意力操作获取更多目标

所在通道信息, 对空间进行注意力操作, 保证目标位置

信息被更好获取, 提高目标检测的准确性. CBAM注意

力机制如图 2所示.
根据 Foggia等人[21] 的研究表明, 火焰在不同的通

道上的特征信息是不同的, 而且每个特征图上的火焰

的位置信息也不同, 因此, 采用通道注意力和空间注意

力机制结合的 CBAM对其进行处理, 提高模型对于目

标的兴趣, 增强获取特征目标的有效性.
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图 2    注意力机制 CBAM模块

 

 2.3   改进的空间金字塔池化结构

空间金字塔池化是一种多尺度特征融合的池化方

法, 能够很好地保留物体特征并维持特征图形状, 可以

在输入任何大小的特征图像的情况下, 输出固定大小

的特征. 池化操作运算是深度学习领域中对图像处理

的一种最基本的算法, 通过保留部分特征, 减小模型的

特征图的大小, 同时减少计算成本, 防止过拟合, 提高

模型的泛化能力. 在 CNN 中, 常见的池化方法是平均

池化和最大池化. 平均池化是对邻域特征点进行平均

运算, 可以很好地保留背景信息, 使图像更加平滑, 但
会造成特征信息丢失. 最大池化是获取邻域特征点的

最大值, 可以很好地提取明显的纹理特征信息, 因此更

适合作为卷积神经网络中保留突出特征和加快模型响

应速度的部分, 但其也很容易忽略一些详细的特征信

息. SoftPool 是池化结构的一个种变体, 它具有原始的

池化层功能, 同时保留更多的特征信息, 减小池化过程

中详细特征丢失的风险, 并且对小目标有良好的特征

保留效果. 因此, 本文考虑使用 SoftPool将空间金字塔

池化中的 MaxPool 取代, 以达到更好地保留火焰的详

细特征, 提高检测效果的目的. SoftPool 的计算过程如

图 3所示.
定义局部特征区域为 m, R 为池化核的大小为

k×k, 维数表示为 C×H×W, 其中 C 表示为通道数, H 表

示为特征高度, W 表示为特征宽度. 根据每个特征点

的值非线性计算其对应的特征权重 , 计算表达式如

下所示:

ωi =
ea1∑

j∈R
ea j

(1)

ωi ai eai其中,  表示权重,  表示某点的特征值,  表示激活

值. 计算权重的目的是保证特征纹理信息能够传递, 并
且激活区域 m 中的特征值向后传递, 并在获得权重后

与区域 m 中的特征值进行加权求和获得输出结果.

ã =
∑
i∈R

wi ·ai (2)

ã其中,  表示特征点经过 SoftPool 后的输出值, 其是通

过对内核邻域 R 内所有加权激活的标准求和得到的.
如图 4所示.
 

A2A1

A4A3

W1 W2

W3 W4

*

∑
jϵ4

∑ i=1
4

eAi

eAi

 
图 3    SoftPool 计算流程
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图 4    SoftPool 传递过程

 

 2.4   损失函数

YOLOX的总损失计算分为 3个部分, 采用二元交

叉熵损失函数 (BCE) 计算置信度损失和分类损失, 坐
标损失是利用交并比损失函数 (IoU)来计算. 边界框坐

标损失采用的评价指标通常是交并比.

IoU =
|Bpr ∩Bgt |
|Bpr ∪Bgt | (3)

Bpr

Bgt

其中,  表示预测框 (corresponding predicted box),
表示真实框 (ground-truth box). IoU 损失函数的损

失函数如式 (4)所示:

LIoU = 1− IoU (4)

IoU 能够一定程度的反应预测框与真实框之间的

重合关系, 但不能反映两者之间的距离关系, 并且在两

者之间没有交集时, IoU 的数值为 0, 无法进行梯度传

递, 实际应用中会在分子处增加一个非常小的值, 确保
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LIoU能够进行梯度回传. 但这样会导致 loss 计算存在

误差, 影响最终结果. 为改善这一效果, 后续提出了很

多 IoU 的优化方法, 例如 Rezatofighi 等人[22] 提出了

GIoU 损失函数, 如式 (5)所示:

GIoU = IoU − C− (
Bp∪Bgt)
C

(5)

通过增加一个包裹真实框与预测框的最小框 ,
C 表示其面积, 根据式 (5)计算出 GIoU 值. GIoU 损失

函数如式 (6)所示:

LGIoU = 1−GIoU (6)

尽管 GIoU 解决了在 IoU 作为损失函数时梯度无

法计算的问题, 且加入了最小外包框作为惩罚项. 但当

两个框是包含关系时, GIoU 退化为 IoU, 无法判断坐

标损失的好坏. 对此, Zheng等人[23] 提出了 DIoU, 其公

式如式 (7)所示:

DIoU = IoU − ρ
2(Bpr,Bgt)

c2 (7)

ρ
(
BF ,Bgt

)
其中,  表示真实框和预测框中心坐标的欧式

距离, c 表示包裹它们的最小框的对角线距离, 如图 5
所示.
 

d

c

 
图 5    DIoU 距离定义图

 

当两框中心点重合, c 与 d 值不变. 考虑到该种情

况, Zheng等人[23] 引入宽高比来解决这一问题, 并将其

定义为 CIoU, 计算公式如式 (8)所示:

CIoU = IoU − ρ
2(Bpr,Bgt)

c2 −αυ (8)

α υ其中,  是权重参数,  是度量纵横比的一致性.

α =
ν

(1− IoU)+υ
(9)

υ =
4
π

(
arctan

wgt

hgt − arctan
wpt

hpr

)
(10)

得到两个损失函数最终表示如下:

LDIoU = 1−DIoU (11)

LCIoU = 1−CIoU (12)

但是在计算过程中, 由于存在真实框与预测框中

心距离太远, 有且是小目标时, 会通过增大预测框大小

的方式来减小误差, 这会导致损失降低的过程更加繁

琐, 增加模型迭代到稳定的次数. 因此, 本文提出了一

种新的计算边界框坐标损失的函数, 以改善 DIoU 存在

的计算过程复杂的问题, 其公式如式 (13)所示:

eDIoU = IoU −
(
1− e

(
− ρ(B

pr ,Bgt )
ρ(Bpr ,Bgt )+1

))
(13)

ρ
(
Bkt,B5t

)
其中 ,  表示真实框与预测框的中心点欧式

距离, 利用自然指数对中心点距离整合, 如式 (13) 所
示 ,  通过 y=1−e−x 的函数特性 ,  保证了取值范围在

0 至 1 之间, 能够在欧式距离较大时快速回归. 同时,
为了加快预测框与真实框之间的回归速度 , 将其变

成 d/(d+1) 的形式, 使其在中心点距离 d 较大时能够

具有更大的下降梯度. 同时, 考虑到预测框和真实框

中心点重合的情况, 在 eDIoU 的基础上增加了新的损

失部分, 保证其能够反映宽高的关系. 其公式如式 (14)
和式 (15)所示.

α =
υ

(1− IoU)+υ
(14)

υ = ρ2
(
e
(
−wpr

hpr
)
)− e

(
−wgt

hgt

))
(15)

wpr hpr wgt hgt其中,  和 表示预测框的宽高,  与 表示真实框

的宽高, 采用自然指数特性计算损失项, 能够保证梯度

反向传播时的偏导数的存在, eCIoU 表达式如式 (16)
所示, 当中心距 d 较大时, 损失的主要由中心距来决定,
反之, 当中心距 d 较小时, 主要由 IoU 和两框之间的宽

高比来决定.

eCIoU = eDIoU −αυ (16)

最终的损失函数如式 (17)和式 (18)所示:

LeDIoU = 1− eDIoU (17)

LeCIoU = 1− eCIoU (18)

 2.5   数据增强

Mosaic 增强技术是利用 4 张图片, 进行缩放、平

移、翻转、色域变换等操作, 然后进行拼接, 每张图片

上都有对应的目标框, 拼接后, 获得一张包含 4张图片

目标框的图片, 这样能够极大地丰富在目标出现的环

境. 其实现过程如图 6所示.
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图 6(a) 为变换后的 4 张图片, 图 6(b) 为拼接过后

的效果, 可以看出, 拼接完成的图片相对于原先 4张图

片来说背景更加丰富了, 目标出现的位置也更具有多

样性, 因此可以很好地扩充原有数据集, 增强模型目标

检测精度, 提高检测鲁棒性.
 

(a) 处理后 (b)  拼接后 
图 6    Mosaic图片处理

 

 3   实验和分析

 3.1   实验环境

为了实现对本文提出的方法和其他目标检测方法

的训练和测试, 采用的实验设备是 CPU 为 11th Gen
Intel(R) Core(TM) i5-11260H @ 2.60 GHz, 8 GB 的

RAM, 显卡设备为 NVIDIA GeForce RTX 3 060 Laptop
GPU.  训练参数如下 :  采用 Adam 优化器 ,  共设置

100 个迭代周期, 其中 1–50 个周期对主干网络进行冻

结训练, 初始学习率为 0.001, weight decay 为 0.000 5,
批次为 8; 51–100个周期进行解冻训练, 初始学习率为

0.000 1, weight decay为 0.000 5, 批次为 2.
 3.2   评价指标

为了评价 ASe-YOLOX-nano 网络以及其他网络

性能, 采用以下几种性能指标作为综合评价指标: 精确

率、召回率、F1、平均精度 (mean average precision,
mAP), 使用 Size 来衡量模型的大小, 使用 FPS 衡量模

型实时性. 其部分公式定义如下所示.

P =
T P

T P+FP
(19)

R =
T P

T P+FN
(20)

F1 = 2× P×R
P+R

(21)

APi =

∫ i

0
Pi (Ri)dRi (22)

mAP =
1
n

n∑
i=1

APi (23)

其中, TP 表示真阳性样本, FP 表示假阳性样本, FN 表

示假阴性样本. F1 是精确率和召回率的调和平均值.
F1 值越高, 精确度和召回率都高. AP 表示每个目标对

象类别的性能. mAP 指标表示平均精度的平均值, 被用

作衡量目标检测算法模型的整体检测精度指标.
 3.3   数据集

数据集采用的是火焰及烟雾数据集 (http://www.
yongxu.org/databases.html) 以及从网络和现实拍摄的

图片, 并通过数据集标注工具 LabelImg 对获取的图片

进行标注, 其数据集格式使用的 VOC2007 数据集格

式, 共包括各种场景的火焰和烟雾图片共 3  688 张图

片, 其中部分如图 7所示.
 

(a) 建筑物火灾 (b) 道路火灾

(c) 小目标火灾 1 (d) 小目标火灾 2 
图 7    数据集部分图

 

此外 , 数据集被按照的 9:1 的比例进行分割 , 分
别用作训练和验证 , 其中训练部分又被分成训练集

和验证集 , 其比例为 9:1, 防止训练过程中过拟合的

发生.
 3.4   损失比较

为了体现本文提出的损失函数效果, 我们设计了

几种目标框和预测框之间的关系, 并做了可视化处理,
其效果如图 8所示.

图 8 中蓝色框代表真实框, 红色框代表预测框,
图 8(a) 表示的是预测框和真实框重合的情况. 对以上

6 种情况分别计算 IoU、GIoU、eDIoU、eCIoU 的值,
其结果如表 1所示.
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(a) 位置 1 (b) 位置 2 (c) 位置 3 (d) 位置 4 (e) 位置 5 (f) 位置 6 

图 8    目标框与预测框位置关系
 
 
 

表 1     不同位置损失值
 

Value 1 2 3 4 5 6
IoU 1.000 0.250 0.250 0.250 0.250 0.000

GIoU 1.000 0.250 0.250 0.250 0.250 −0.565
eDIoU 1.000 0.250 0.250 −0.143 −0.143 −0.629
eCIoU 1.000 0.250 0.247 −0.143 −0.143 −0.629

 
 

表 1中的值越接近 1说明真实框和预测框越接近.
从表中可以看出, 当预测框和真实框没有交集时, IoU
的值变为 0, 不能进行梯度回传. 图 8(d) 和图 8(e) 的
IoU 相同, 且图 8(d) 和图 8(e) 预测框的中心与真实框

的中心的偏移量相同, 因此其数值也相同. 图 8(b) 和
图 8(c) 预测框的大小相同, 但是宽高比不同, 所以此

时 IoU、GIoU 和 eDIoU 不能展现其中它们之间的区

别, 而 eCIoU 能够很好地表现出宽高比对于值的影响.
图 8(f)与其他几幅图相比, 中心距最大, 因此其与 1的
差值也是最大, 满足预测框与真实框位置相距越远, 差
值与 1相差越大的规律, 能够实现预测框的回归需求.

 3.5   实验结果

为了直接和客观的体现网络模型和算法的性能,
结合上述工作, 综合提到 5 种评价指标对火焰烟雾检

测算法 ASe-YOLOX 进行评估, 并与原始的 YOLOX
模型在同一个数据集上进行比较, 结果如表 2所示. 比
较结果表明, 本文所提出的 ASe-YOLOX 算法的 mAP
为 70.07%, 比原始的算法的 66.61% 提高了 3.46%, 这
表明所提出的算法拥有更好的目标检测性能. 在火焰

和烟雾的 AP 值上, 本文提出的算法比原始的 YOLOX-
nano 算法分别提高了 5.34% 和 1.57% 的值, P 值火焰

下降 0.96%, 烟雾提高了 1.84%, R 值分别提高了 8.57%
和 0.74%, F1 则分别提高了 5.3% 和 1.13%. 对比结果

表明, 本文提出的算法火焰的 P 存在轻微下降, 但检测

性能有所提高, 其能够更好地检测火焰和烟雾. 与原始

算法相比, 其模型体积略有增长, 检测的 FPS 有所下

降, 但其 FPS 为 73 的检测帧率能够满足实时性要求.
综上所述, 其总体性能远优于原始算法.

 
 

表 2     原模型与改进模型对比实验结果
 

Model class AP (%) P (%) R (%) F1 (%) mAP (%) Size (KB) FPS

YOLOX-nano
Fire 71.11 85.00 58.52 69.31

66.61 3 754 75
Smoke 62.11 73.60 50.15 59.65

ASe-YOLOX-nano
Fire 76.45 84.04 67.09 74.61

70.07 3 813 73
Smoke 63.68 75.44 50.89 60.78

 
 

多次训练得到最好的模型数据后, 本文使用实际

场景中的火灾图像进行测试, 其检测结果如图 9所示.

图 9 中, 前 4 幅图是建筑物火灾全面发展阶段的

检测结果, 后 2幅图则是对小目标检测的结果. 图 9(a)–

图 9(d) 所示是对建筑物火灾的检测结果, 可以看出其

能够准确识别火焰和烟雾. 图 9(e) 和图 9(f) 是对小目

标火灾得到识别结果, 可以看出其不存在漏检的情况.

通过检测结果可以看出, 本文设计的网络对于火焰和

烟雾有着较好的检测效果, 并且对于小目标的检测有

着良好的准确度.

为体现本文提出的网络结构在小目标检测上的性

能优于原始网络, 我们对完全燃烧的小目标火焰以及

火灾初期的小目标火焰进行对比测试, 其对比检测结

果如图 10所示.

根据图 10(a)、图 10(b)可以看出在对充分燃烧的

小目标火焰的检测结果其原始网络的检测精度是 0.67,

改进网络的检测结果是 0.73, 检测精度有了明显提升;

对比图 10(c)、图 10(d) 结果, 证明改进的方法能够有

效改善小目标火焰的漏检问题, 图 10(e)、图 10(f) 是

对火灾初期小目标火焰的一个对比试验, 原始网络检

测精度为 0.56, 改进网络的精度提升到 0.68, 其结果表

明能够在火灾初期的小目标检测上效果更好. 综上, 可
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以证明本文提出的改进网络具有更好的小目标检测

效果.
 

(a) 建筑物火灾检测结果 1 (b) 建筑物火灾检测结果 2

(c) 建筑物火灾检测结果 3 (d) 建筑物火灾检测结果 4

(e) 小目标火灾检测结果 1 (f) 小目标火灾检测结果 2 
图 9    ASe-YOLOX-nano检测结果

 

 3.6   消融实验

为了体现出改进的算法对检测性能的直观影响,
进行一系列的消融实验, 使用原始 YOLOX-nano 作为

骨干网络, 逐步增加优化算法, 测试其对网络检测性能

所起到的作用, 其实验结果如表 3所示.
表 3中打勾表示使用了该部分的优化算法, 空白

的部分表示有使用此优化算法. 在将 IoU 损失函数换

成 eDIoU 和 eCIoU 后, 由于能够更准确地识别目标,
所以算法性能有一定的上升. 增加 Mosaic 和使用改

进后的 SPP 后, mAP 再次提升到 68.31% 和 68.62%,
在增加不同 AM 算法后, 网络性能有了不同的变化,
其中 CBAM 效果最好, mAP 增长到 70.07%, ECA 次

之 , 增长到了 69.64%, SE 的 mAP 值反而下降到了

67.33%, 因此, 最终的模型采用的是 CBAM注意力机

制. 综上所述, 每个优化算法的使用使得 ASe-YOLOX-
nano 算法在火焰和烟雾检测方面能够取得了更好的

结果.
 

(a) 原始网络打火机火焰

(c) 原始网络纸巾小火焰

(e) 原始网络初燃小火焰

(f) 改进网络初燃小火焰

(b) 改进网络打火机火焰

(d) 改进网络纸巾小火焰

 
图 10    小目标对比检测结果
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表 3     消融实验结果
 

eDIoU eCIoU Mosaic SPP
AM

mAP (%)
CBAM SE ECA

66.61
√ 66.88

√ 66.90
√ √ 68.31
√ √ √ 68.62
√ √ √ √ 70.07
√ √ √ √ 67.33
√ √ √ √ 69.64

 
 

 4   结论与展望

本文提出了一种基于 YOLOX-nano的神经网络模

型, 用于检测火灾. 采用注意力机制使得模型一开始就

能模糊定位到目标, 然后采用池化金字塔结构对特征

提取进一步加强, 最后在训练过程中, 采用改良的损失

函数进行训练, 并且采用 VOC2007的预训练权重作为

初始权重加快模型回归. 提出的改进算法与原网络进

行对比实验, 结果表明, 其性能要优于原网络, 尤其是

在对于小目标的检测方面, 同时对每个优化部分进行

消融实验, 每个优化部分都能很好地提高算法识别性

能. 提出的改进方法可以用于工厂车间等其他建筑内,
可以起到发现早期火情, 加快反应速度, 从而有助于减

少财产损失.
本文算法虽然具有良好的火灾检测效果, 但还存

在优化空间. 下一步工作继续优化模型与损失函数, 并
研究如何适用于移动设备, 希望解决移动设备对设备

性能的依赖的问题.
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