
 

 

基于 EEG 和 DE-CNN-GRU 的情绪识别①
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摘　要: 近年, 情绪识别研究已经不再局限于面部和语音识别, 基于脑电等生理信号的情绪识别日趋火热. 但由于特

征信息提取不完整或者分类模型不适应等问题, 使得情绪识别分类效果不佳. 基于此, 本文提出一种微分熵 (DE)、
卷积神经网络 (CNN)和门控循环单元 (GRU)结合的混合模型 (DE-CNN-GRU)进行基于脑电的情绪识别研究. 将
预处理后的脑电信号分成 5个频带, 分别提取它们的 DE 特征作为初步特征, 输入到 CNN-GRU模型中进行深度特

征提取, 并结合 Softmax 进行分类. 在 SEED 数据集上进行验证, 该混合模型得到的平均准确率比单独使用 CNN
或 GRU算法的平均准确率分别高出 5.57%与 13.82%.
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Emotion Recognition Based on EEG and DE-CNN-GRU
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Abstract: In recent years, research on emotion recognition has no longer only focused on facial and voice recognition,
and emotion recognition according to electroencephalogram (EEG)-based physiological signals is becoming increasingly
popular. However, due to the incomplete extraction of feature information or the maladjustment of classification models,
the classification effect of emotion recognition is poor. Therefore, this study proposes a hybrid model combining
differential entropy (DE), convolutional neural network (CNN), and gated recurrent unit (GRU), namely, DE-CNN-GRU,
to study EEG-based emotion recognition. The pre-processed EEG signals are divided into five frequency bands, and their
DE features are extracted as preliminary features, which are then input to the CNN-GRU model for deep feature
extraction and further classified by using Softmax. The hybrid model is tested on the SEED dataset. The result shows that
the average accuracy obtained by the hybrid model is 5.57% and 13.82% higher than that obtained by using the CNN or
GRU algorithm, respectively.
Key words: electroencephalogram (EEG) signal; emotion recognition; differential entropy (DE); convolutional neural
network-gated recurrent unit (CNN-GRU)

 
 

情绪是生物针对内部及外部事物的刺激而做出的

一系列反应, 且情绪的存在对于生物而言至关重要. 近

些年, 各个行业对情绪识别的需求不断增长, 在医疗方

面, 情绪识别可以辅助心理疾病及精神疾病的研究和

治疗[1], 此外, 通过情绪识别可以对病患的情感状态进

行适当评估, 为医生制定合适的治疗方案提供极有利
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帮助. 同时, 情绪识别在 VR 游戏用户体验、实时监测

驾驶员情绪状态[2] 及特定犯人的审问等各个领域均发

挥了重大作用. 目前, 情绪识别主要通过人的面部表情

或者肢体动作等非生理信号进行研究, 相较而言, 基于

脑电 (electroencephalogram, EEG)、肌电 (electromyo-
graphy, EMG)以及心电 (electrocardiogram, ECG)等生

理信号的情绪识别研究还不够成熟. 然而, 由于生理信

号能够更好地避开伪装等假性情绪, 可以更加准确地

识别人的真实情感, 故基于生理信号的情绪识别正逐

渐成为研究的热点[3].
其中, 基于脑电的情绪识别过程一般包括脑电信

号的采集、脑电信号的预处理、特征提取和情绪识别

4 部分. 目前, 不同型号的脑电信号采集系统之间的最

大区别在于电极材料及放置方法不同. 电极主要包括

湿电极和干电极两大类 [ 4 ] ,  而本文用于模型验证的

SEED 数据集是通过使用湿电极帽的 NeuroScan ESI-
128系统[5] 采集的. 脑电信号预处理先通过滤波器去除

信号中工频噪声干扰, 再去除眼电、肌电及心电等伪

迹干扰, 去除伪迹的主要方法有傅里叶变换 (fast Fourier
transform, FFT)、小波变换 (wavelet transform, WT)
及独立成分分析 (independent component analysis,
ICA)等[6]. 本文主要通过 ICA去除眼电伪迹干扰. 准确

实时的特征提取对于脑电情绪识别结果具有一定的影

响, 用于情绪识别的脑电特征主要包括时域特征、频

域特征、时频域特征及空间域特征, 本文提取频域特

征作为分类模型的输入信号.
基于脑电信号的情绪识别算法主要包括机器学习

算法和深度学习算法. 传统的机器学习算法, 如支持向

量机 (support vector machine, SVM)、K-近邻 (K-
nearest neighbor, KNN) 和决策树 (decision tree, DT)
等, 理论发展成熟, 在情绪识别方面已经取得了一定的

研究成果. 例如, 骆金晨等[7] 采用希尔伯特黄变换、一

对多共空间模式、近似熵、模糊熵和样本熵等多种特

征融合算法, 通过主成分分析降维, 使用粒子群优化 SVM
对国际标准数据集 BCI2005 Data set IIIa 中的 k3b 受

试者数据进行分类处理得到 93.30%的准确率, 之后采

用此方法对 4 名实验者的脑电数据进行分类 ,  得到

72.96% 的平均识别率. Bhardwaj 等[8] 采用 SVM 及

Fisher 判别式的线性判别分析 (linear discriminant
analysis, LDA)对 7种情感对应的脑电信号特征进行判

别分析, 获得的平均分类准确率分别为 74.13%和 66.50%.

深度学习算法主要包括卷积神经网络 (convolutional
neural network, CNN)和循环神经网络 (recurrent neural
network, RNN)两类, 在脑电信号识别中亦得到了广泛

应用, 并且相较于机器学习, 其识别率普遍更高. 如官

金安等[9] 采用 3DCNN对 IR-BCI的靶刺激和非靶刺激

进行分类, 得到了 85.2% 的平均准确率. Qiao 等 [10]

采用 CNN的方法对 DEAP数据集进行情绪识别, 得到

了 87.27%的平均识别率. Zheng等[11] 采用深度信念网

络 (deep belief network, DBN) 代替传统的分类器对脑

电情感进行分类, 识别率达到 86.08%.
然而, 若局限于使用单一的神经网络算法进行情

绪分类识别, 会导致脑电信号的时间空间域信息不完

整. 为解决这一问题, 一些研究人员首先提出 CNN 与

长短时期记忆神经网络 (long short term memory,
LSTM)结合, 并取得良好的应用效果. 蔡冬丽等[12] 提出

一种 3DCNN结合双向 LSTM的混合神经网络 (3DCNN-
BLSTM), 并在 SEED数据集上验证, 得到 98%的准确

率. 为解决 LSTM 的参数较多导致训练时间过长的问

题, 提出以门控循环单元 (gated recurrent unit, GRU)
代替 LSTM进行时序特征提取. 目前, 采用 CNN与 GRU
结合的混合神经网络主要应用在非生理信号方面的情

感识别. 如 Swain等[13] 采用级联 CNN和 GRU结合的

混合模型 (CGRU) 对采用语音信号的韵律和频谱特征

进行语音情感识别, 并在 Odia 语言数据集上面验证,
发现使用 CGRU 算法比单独使用 CNN 与 GRU 提高

了 5.36% 与 6.52% 的准确率. Cheng 等[14] 提出采用多

通道卷积与双向 GRU 多头注意力胶囊混合模型提取

文本序列的多层次特征, 在情感分类通用语料库中的

3个英文数据集和一个中文数据集进行实验, 取得比其

他基线模型更好的结果. 而在生理信号的脑电情绪识

别中应用较少 ,  用于基于脑电的情绪分类研究中更

少. 黄永庆等[15] 构建了 CNN-GRU 模型对原始脑电信

号进行情绪识别, 虽然在公开数据集中验证获得 89.20%
的准确率, 然而在自采数据集上仅获得 83.76%的辨识

率, 结果表明预处理和特征提取过程对分类结果具有

一定的影响.
故本文在此基础上进行改进, 增加初步特征提取

过程, 将初步特征提取过程与 CNN和 GRU结合, 提出

一种混合特征提取分类模型 DE-CNN-GRU. 首先对原

始数据集的微分熵 (differential entropy, DE)进行初步

特征提取, 删减部分无用信息, 保留有效特征. 随后将
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其输入到 CNN-GRU 网络模型, 进一步提取时间与空

间域特征信息, 以解决特征信息提取不完整问题, 最终

结合 Softmax 进行情绪分类. 在 SEED 数据集上验证

该模型的有效性, 获得分类准确率最高为 98.9%. 整体

实验框架如图 1所示.
本文主要工作如下: 第 1 节简单介绍相关算法原

理; 第 2节介绍整体的实验过程; 第 3节对实验结果进

行分析与对比; 第 4节为总结.
 

原始脑电数据 预处理

滤波

ICA 去眼电

初步特征提取

微分熵

深度特征提取

情绪分类

提取 5 个频段

 

图 1    DE-CNN-GRU基本框架
 

 1   算法原理

 1.1   微分熵

DE 主要是用于描述连续变量的复杂性, 其计算公

式如下:

DE = −
∫

X
f (x) log( f (x))dx (1)

X f (x)

N(µ,σ2)

其中,  表示随机变量,  是它的概率密度函数. 在一

个固定频段内, EEG 信号的分布可以近似为高斯分布
[16], 故而 EEG信号的 DE 可以简化为以下公式:

DE =−
∫ +∞

−∞

1
√

2πσ2
e

(x−µ)2
2σ2 log

(
1

√
2πσ2

e
(x−µ)2

2σ2

)
dx

=
1
2

log(2πeσ2) (2)

本文将经过预处理的脑电数据集分为 alpha、beta、
delta、gamma及 theta这 5个频段, 再分别提取 DE 特

征, 对于某一频带 DE 特征可表示为如下公式[17]:

DE =
1
2

log(Pi)+
1
2

log
(

2πe
N

)
(3)

Pi (i = 1,2, · · · ,N)其中,    是频谱能量值.
 1.2   卷积神经网络

CNN 是由卷积层 (Conv)、池化层 (pooling) 和全

连接层 (FC) 构成, 如图 2 所示. 卷积处理有两个特性,
即权值共享和局部连接. 权值共享是指其通过每个卷

积核进行卷积计算, 输出不同的特征, 可见想要获得所

需要的特征信息, 必须要选择合适的卷积核. 局部连接

是指输入中的每个神经元与前一层的局部感受野连接

在一起, 对局部进行感知, 综合局部信息作为全局信息.
每个卷积层都包含一个激活函数对提取的特征进行非

线性变换, 本文选择线性整流函数 (ReLU)作为卷积层

中的激活函数. 池化层也称为下采样层, 可以有效减少

神经网络中的参数, 以防止过拟合[18]. 在 CNN 的末端

需要连接一个全连接层, 全连接层的每个神经元都与

前一层的神经元相连接, 将前层计算得到的多维特征

向量映射为一维的向量, 以减少由于特征位置排布对

于分类结果的影响, 提高了整个网络的鲁棒性.
 

Input Conv Pooling FC 
图 2    CNN的结构图

 

 1.3   门控循环单元

GRU 是由 Cho 等人提出的 LSTM 的一种改进的

神经网络[19], 与 LSTM 一样, 可以解决 RNN 中出现的

梯度消失问题. GRU 的原理与 LSTM 非常相似, 且在

很多情况下表现出的实际效果相差无几. 两者不同之

处在于, GRU只有两个门: 一个是将 LSTM中的输入门

与遗忘门合二为一的更新门, 控制前面记忆信息能够继

续保留到当前时刻的数据量; 另一个是重置门, 主要控制

要遗忘多少过去的信息. LSTM 需要多个门控控制“遗
忘”和“记忆”, 而 GRU 只需要一个门控, 所以 GRU 的

参数量比 LSTM 少, 能够很大程度上提高训练效率.
图 3展示了 GRU的基本内部结构, 其表达式如下所示:

zt = σ(Wz× [ht−1, xt]) (4)

rt = σ(Wr × [ht−1, xt]) (5)

h̃t = tanh(Wh̃× [rt ×ht−1, xt]) (6)

ht = (1− zt)×ht−1+ zt × h̃t (7)

σ(·) tanh(·)其中,  与 分别是 Sigmoid 函数与双曲正切函
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xt ht−1

zt

rt h̃t

xt Wz Wr Wh̃

zt rt h̃t

数,  是指当前节点的输入;  是上一节点传递下来

的隐状态, 包含了之前节点的相关信息;  为控制更新

的门控状态;  为控制重置的门控状态;  主要是包含

的数据信息, 作为输出的一部分;  、 与 分别

为 、 与 的权重.
 

ht

~

ht

xt

ztrt

σσ

×

×

×

+

−1

ht−1

tanh

 
图 3    GRU的内部结构图

 

 2   实验过程

 2.1   实验平台

本实验全过程均在 Intel(R) Core(TM) i5-12400F
4.4 GHz 处理器、GPU 为 NVIDIA RTX3060 的环境

下, 使用 Python 3.7 编程语言以及 TensorFlow 深度学

习框架进行的.
 2.2   数据集

实验采用上海交通大学的公开数据集 SEED数据

集[20] 作为原始数据集, 进行积极、消极以及中性的三

分类情绪识别研究. 受试者一共 15 名 (7 名男性, 8 名

女性, 平均年龄 23.27), 每位受试者需要进行 3次实验,
并且每两次实验间隔一周及以上. 每次实验需要观看

15个电影片段, 故每次实验共有 15个实验 trials. 这些

电影片段是从 6 部电影中截取的, 代表了 3 种不同情

绪, 其中每种情绪包括 5 个片段, 每个片段大约 4 min,
且同一种情绪的片段不会连续播放. 表 1 是数据集采

集所需要的刺激视频的详细信息. 每个受试者的脑电

信号均有 62 个通道 ,  根据国际 10-20 标准系统的

62 通道的电极分布如图 4 所示. 之后对采集的脑电信

号进行下采样处理, 将信号频率从 1 000 Hz降到 200 Hz,
并用 0–75 Hz 的带通滤波器进行滤波处理, 得到预处

理后的数据集. 本文将预处理后的数据集进一步通过

ICA去除眼电信号的干扰, 如图 5所示. 图 5(a)是原始

脑电信号图, 尖峰突出, 有明显的眨眼伪迹, 图 5(b) 是
经过 ICA去眼电干扰后的信号图, 尖峰消失, 明显比左

侧图信号平稳, 有效去除眼电伪迹. 

表 1     实验中所需影片的详细信息
 

影片编号情绪标签 影片名字 时间片段

1 积极 泰囧
0:06:13–0:10:11;
1:05:10–1:08:29

2 积极 唐伯虎点秋香 1:18:57–1:23:23

3 积极 月光宝盒
0:11:32–0:15:33;
0:35:00–0:39:02

4 中性 世界遗产在中国

0:00:50–0:04:36;
0:02:59–0:06:40;
0:05:36–0:09:36;
0:10:40–0:13:44;
0:10:41–0:14:41

5 消极 回到1942
0:49:58–0:54:00;
2:01:21–2:05:21;
2:16:37–2:20:37

6 消极 唐山大地震
0:20:10–0:23:35;
1:48:53–1:52:18
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图 4    62通道电极分布图

 

 2.3   特征提取

尽管 CNN与 GRU均可以直接对原始脑电信号进

行特征提取及分类, 但为保证特征信息的完整性, 在将

数据输入至 CNN-GRU 模型之前, 提取 DE 特征作为

初始特征. 首先将经过滤波以及 ICA 去眼电后的脑电

信号分为 delta (0.5–3.5 Hz)、theta (4–7 Hz)、alpha

(8–13 Hz)、beta (14–30 Hz) 及 gamma (31–50 Hz) 这

5 个频段信号 ,  图 6 为第 1 位受试者的 FP1 通道的

5 个频段图. 之后对 5 个频段分别提取 DE 特征[21], 每
个频段每个通道每隔 1 s 取一次. 由于 SEED 数据集

中 15个情绪片段的截取时长不同, 所以每个 trial的采

样点数不同. 其中, 代表中性情绪的第 5个 trial的采样

点数最小, 为 185. 故本文为统一起见, 以 185 为标准,

将每位受试者的 DE 特征构建为 62×185×5 的三维特

征矩阵. 将其输入到 CNN-GRU 结合网络模型中进行

深度时间空间域特征提取.
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图 5    ICA去眼电前后脑电信号对比图
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图 6    第 1位受试者的 FP1通道的 5个频段波形图像

 

 2.4   DE-CNN-GRU 混合网络模型

DE-CNN-GRU混合模型结构框架如图 7所示. 首

先将 DE 特征输入到 CNN 模块的卷积层中提取脑电

信号的空间信息, 并在卷积层之后增加一个池化层, 减

少一定的参数, 以便提取更加有用的脑电信息. 之后将

通过 CNN模块提取到的空间信息进行维度变换, 由三

维矩阵转变为适合输入到 GRU 模块的二维矩阵, 通

过 GRU模块提取时间域信息. 最后通过 Softmax函数

进行情绪识别分类.

整个 DE-CNN-GRU 网络模型包含 3 个卷积层,

3 个最大池化层, 2 个全连接层及 1 个 GRU 层. 3 个卷

积层均以 ReLU 作为激活函数, 卷积核为 3×3, 填充方

式为“same”, 代表填充输入以使输出具有与原始输入

相同的长度[22]. 最大池化层的池大小为 2×2, 步长为

2×2. GRU层的激活函数为 tanh, 输出维度设置为 128,

GRU 后面的全连接层的输出维度为 128, 之后使用

Softmax函数进行三分类, 如表 2所示.
本文所提模型的参数设置如下: 迭代次数为 1 000

次, 优化器选择 Adam 优化器用于学习, 其学习率为

1E–4, 损失函数为交叉熵损失函数, 评估标准是准确

率. 训练集及测试集是按照 7:3 的比例进行划分, 输入

到 DE-CNN-GRU中进行训练.

 3   实验结果与分析

 3.1   实验结果

将 15 名受试者的 DE 特征输入 CNN-GRU 混合

模型, 在混合模型中进行训练. 通过该模型进一步提取

空间时间信息, 输入到 Softmax 函数中进行情绪三分

类 (积极、中性和消极). 图 8为经过 1 000次迭代后每

位受试者的分类准确率的柱形图 .  由图 8 可知 ,  第
15位受试者的分类准确率最高, 可达 98.9%, 由此可验

证该模型在基于脑电的情绪识别研究中的有效性. 此
外, 该实验结果表明, 有些受试者的分类准确率较低,
而有些受试者的分类准确率很高, 究其原因, 可能是由

于每个人对于刺激的反应强度不同导致数据差异性大

小不同, 分类效果亦不同.
 3.2   混合模型与单一模型的比较

CNN-GRU模型是 CNN与 GRU两个单一模型结

合成的混合模型, 为证明该混合模型的分类效果优于

单一模型, 本文设计 DE-CNN、DE-GRU 两个单一模

型的实验进行对比分析, 为保证单一变量, 两个单一模
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型只有最后的分类算法与混合模型不同, 前面的预处

理阶段以及 DE 特征提取阶段都与之相同. 3种不同模

型的分类准确率如图 9 所示, 图 9 结果表明 DE-CNN-
GRU 混合模型对 15 位受试者的分类准确率普遍高于

DE-CNN、DE-GRU 两个单一模型. 这 3 种模型的平

均分类准确率如表 3 所示 ,  可知 ,  DE-CNN-GRU
混合模型的分类能力优于 DE-CNN 与 DE-GRU 单一

模型, 由此可见, 通过更好地提取时间与空间信息特征,
DE-CNN-GRU 混合模型对于脑电情绪识别具有更优

的效果.
 

DE-alpha DE-beta DE-delta DE-gamma DE-theta

x1

x2

x62

...

h1

h2

h62

...

输出

维度转换

GRU 模块

CNN 模块

输入

卷积层
3×3, 6

卷积层
3×3, 12

卷积层
3×3, 16

全连接层

Softmax

 

图 7    DE-CNN-GRU混合模型结构框架
 
 
 

表 2     混合网络结构的具体细节
 

当前层数 层类型 过滤器数量 卷积核或池化大小步长激活函数

1 卷积层 6 3×3 1×1 ReLU
2 最大池化层 — 2×2 2×2 —
3 卷积层 12 3×3 1×1 ReLU
4 最大池化层 — 2×2 2×2 —
5 卷积层 16 3×3 1×1 ReLU
6 最大池化层 — 2×2 2×2 —
7 GRU层 — — — tanh
8 全连接层 — — — ReLU
9 全连接层 — — — Softmax

 
 

 3.3   与其他算法的比较

为了进一步验证本文 DE-CNN-GRU 模型的有效

性与优越性, 将其与已有文献中提到的情绪识别算法

结构进行对比分析, 结果如表 4 所示. Badicu 等[23] 对

原始脑电数据集使用 LSTM进行分类, 得到 80.00%的

识别准确率. Li 等[24] 采用 CNN 和 LSTM 的混合循环

神经网络 (CLRNN)对 DEAP数据集进行分类, 得到的

准确率为 75.21%. Ren等[25] 采用 K-means算法与WT

进行特征提取, SVM作为分类器, 得到 78.20%的准确

率. Brown 等[26] 将左右电极 alpha 频段的功率比作为

特征, 采用 KNN 算法进行分类处理得到 82.00% 的准

确率. Gonzalez 等[27] 采用 CNN 作为分类器在 DEAP

数据集上进行分类任务, 得到唤醒度为 72.42%, 效价

度为 70.26%, 表 4只列出了该算法得到的唤醒度结果.

与之相比, 本文的混合模型比单一模型更加完整地提

取脑电特征信息, 提高了分类准确率. 为进一步验证本

文所提混合算法 DE-CNN-GRU的有效性与优越性, 将
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其与 Li 等 [28] 所提出的和本文思路类似的混合模型

WT-CNN-RNN 进行比较. Li 等利用稀疏 WT 将原始

脑电信号变换成二维频谱图输入 CNN-RNN混合网络,
在效价和唤醒度两个维度上的准确率分别为 72.06%
和 74.12%, 同样, 表 4只列出唤醒度结果. 由表 4可知,
本文所提出的混合模型对基于脑电信号的情绪识别研

究得到的平均准确率为 86.50%, 明显优于大多数算法

模型的分类结果.
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图 8    15位受试者的三分类准确率
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图 9    不同模型的分类准确率对比分析

 
 

表 3     3种模型的平均分类准确率
 

方法 平均准确率 (%)
DE-CNN 80.93
DE-GRU 72.68

DE-CNN-GRU 86.50
 
 

表 4     与其他研究算法的比较
 

文献 算法 准确率 (%)
[23] LSTM 80.00
[24] CLRNN 75.21
[25] K-means-WT-SVM 78.20
[26] Alpha功率比-KNN 82.00
[27] CNN 72.42
[28] WT-CNN-RNN 74.12
本文 DE-CNN-GRU 86.50

 
 

 4   总结

本文以脑电信号为研究对象进行情绪识别研究,

采用 DE-CNN-GRU混合模型进行特征提取与分类. 通
过两次特征提取, 即初步提取 DE 特征后进一步深度

提取时间空间信息, 以保证时空域特征信息的完整性,
最后通过 Softmax 函数进行分类. 在国际公开数据集

SEED 上验证该混合模型的效果, 取得了 86.50% 的平

均分类准确率. 通过与 DE-CNN或 DE-GRU两个单一

模型进行对比, 可证明混合模型的平均准确率优于单

一模型, 分别高出 5.57%与 13.82%. 同时, 与其他算法

进行比较, 发现本文提出的混合模型对情绪分类的效

果是优于大多已有算法的, 证明了该混合模型的适应

性和有效性. 此外, 该混合模型的参数及结构仍然具备

一定的提升空间, 这将在今后的研究工作中进一步讨论.
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