






以进一步提高输入文本的语义特征提取质量.
综上所述, 本文对 GL-GIN 模型做了如下的优化

改进, 如图 4中黄色部分标识, 在原有模型架构的基础

上, 引入以下 3个组成部分.
1) BERT 编码层: 用以提高输入文本的语义特征

提取质量.
2) slot-to-intent注意力层: 用以计算插槽到意图的

注意力得分, 作为 A-GCN层的连接权重.
3) A-GCN层: 用以传播和聚集与意图相关的插槽

信息.
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图 4    BIF-SI模型架构图
 

图 4 为新构建的交互建模方案模型 (BIF-SI 模
型) 架构图, 其结构主要分为 6 个部分: BERT 编码层,
BiLSTM 层, slot-to-intent 注意力层, A-GCN 层, token
级意图识别解码层以及全局-局部图交互层.
 2.1   BERT 编码层

x = (x1, · · · , xn)

xi i

x

E = {e1, · · · ,en} ∈ Rn×2d

采用 BERT 模型作为编码层, 使用 Hugging Face
中的 bert-base-uncased预训练模型[17] 获得输入文本序

列的向量表示, 以提高语义特征提取质量. bert-base-
uncased包含 12层 Transformer, 每层 Transformer都包

含 12头自注意力机制. 定义输入语句序列为 ,
其中 表示句子中的第 个字 (token). 在句子的起始位

置加入 [CLS] 标签, 在句子的结尾处加入 [SEP] 标签,
经过预训练模型 BERT 处理后得到输入句子 的初始

向量, 其表示为 .
 2.2   BiLSTM 层

{e1, · · · ,en}

I = (I1, · · · , Im) 1 ⩽ i ⩽ m S = (S 1, · · · ,
S n) 1 ⩽ j ⩽ n

采用双向 BiLSTM读取编码层输入向量 ,
以生成输入序列向前和向后上下文的隐藏状态表示. 定
义 BiLSTM 层输出的意图感知隐藏表示和插槽感知

隐藏表示分别为 ,  和

,  , 其中 m 为意图的总个数, n 为插槽的总

个数. 计算公式如下:

It = BiLSTM (et, It−1, It+1) (1)

S t = BiLSTM(It ||et,S t−1,S t+1) (2)

It S t

||
其中,  和 分别表示第 t 个词的意图表示和插槽表示,
表示拼接操作.

 2.3   slot-to-intent 注意力层

在双向注意力实体图卷积网络 (bi-directional
attention entity graph convolutional network, BAG)[18]

中, 双向注意力负责生成图节点和查询语句之间的交

互信息, 被应用在多跳推理问答中. 实际上, 它在插

槽和意图之间的注意力交互表现也较佳. 与 BAG 不

同, BIF-SI仅构建插槽到意图的单向注意力, 计算步骤

如下.

s∗ ∈ Rn×m

(1) 计算每个插槽与意图之间的相似度. 相似度矩

阵 计算公式如下:

s∗ = avg−1 fa(concat (S , I,S ∗ I) (3)

S ∈ Rn×d I ∈ Rm×d

d

fa avg−1

*

其中,  ,  分别是 BiLSTM层输出的插槽

表示和意图表示,  是意图和插槽表示转换后的共同维

度,  是线性变换,  表示最后一个维度中的平均操

作,  是元素级乘法.
(2) 计算插槽到意图的注意力得分. 与 BAG 中的
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ãS2I =
{
a1,1, · · · ,an,n

}
, ãS2I ∈

Rn×d

图节点到查询语句的注意力不同, BIF-SI引入了一个插

槽到意图的注意力得分矩阵

, 保留与意图相关的插槽信息, 其计算公式如下:

ãS2I = Softmaxcol
(
s∗
) · I (4)

Softmaxcol Softmax其中,  表示跨列执行 函数, 而·表示矩

阵乘法.
 2.4   A-GCN 层

图卷积网络 (GCN)是一种能够编码图中信息而被

广泛使用的网络结构. 在每个 GCN 层中, 尽管它能够

与邻居节点进行信息的传播与聚合, 但其词之间的连

接均被平等地对待[19]. 即 GCN模型不能合理区分不同

连接的重要性. 为解决此问题, 使 GCN纳入注意力机制,
改进为 A-GCN, 让其只传播和聚合与意图相关的插槽

信息. 此改进具有重要意义, 其具体计算流程如下所示.
ãS2I

ai, j

ht

将插槽与意图的注意力得分矩阵 输入到 A-
GCN 层,  作为连接权重, 从而专注于传播和聚集与

意图相关的插槽信息, 如图 5 所示. A-GCN 层的输出

计算公式如下:

ht = ReLU
(
ai, j
(
W ∗
(
Ii+S j

)
+b
))

(5)

W其中,  和 b 分别为权重、偏置, ReLU 为 ReLU 激活函数.
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图 5    A-GCN层
 

 2.5   Token 级意图识别解码层

跟 GL-GIN[13] 类似, 在意图识别时, 采用了 token
级多标签多意图检测解码层, 通过对所有 token投票得

到语句意图结果. 具体过程如下所示.
ht

t Io
t

首先, 利用 A-GCN 层的输出 进行意图检测. 第
个词的意图结果 计算公式如下:

Io
t = σ (WI (LeakyReLU (Whht +bh))+bI) (6)

σ Wh WI

bh bI LeakyReLU

其中,  是 Sigmoid激活函数,  和 是权重矩阵参数,
和 是偏置参数,  是 LeakyReLU 激活函数.

oI

然后, 当标签在 n 个 token中得到超过一半的正面

预测时, 则将此标签预测为语句意图, 语句意图结果

计算公式如下:

oI =

oI
k

∣∣∣∣∣∣∣
 n∑

i=1

1[Io
(i,k) > 0.5]

 > n
2

 (7)

Io
(i,k)

oI
k

Io
(i,k)

其中, k 表示意图的数量,  表示的是 token i 对意图

的投票结果. 例如, 从 3 个 token 中获得关于 4 个意

图的投票. 假设 3 个 token 对 4 个意图投票结果 分

Io
(i,k)

oI
1 oI

3 oI
1 oI

3

别为 I1={0.9, 0.7, 0.8, 0.1}、I2={0.9, 0.3, 0.7, 0.2}和
I3={0.9, 0.2, 0.1, 0.1}; 如果 大于 0.5, 那么就累加 1,

计算最终的累加和, 即 4个意图分别获得了{3, 1, 2, 0}
的正面投票 (＞0.5). 因此, 获得超过一半的选票 (＞3/2)
的标签为 和 , 最终预测的意图为 oI={ ,  }.

 2.6   槽填充解码层

跟 GL-GIN[13] 一样, 在插槽填充时, 采用了全局-局
部图交互网络, 这是一种非自回归方式, 实现了并行的

槽填充解码.
 2.6.1    全局-局部图交互层

全局局部图交互层主要由两部分构成: 一个是局

部槽感知图交互网络, 用于建模时跨槽依赖; 另一个是

全局意图-插槽图交互网络, 用于考虑意图和插槽之间

的交互.
(1) 局部槽感知交互网络层. 每个字槽用一个顶点

表示, 每个顶点都用相应的槽隐藏表示来进行初始化,
每个槽在一个窗口内部与其他槽建立连接, 由此构建

出一个插槽和插槽之间交互的图. 槽之间的信息聚合
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任务利用图注意力网络 (graph attention network,
GAT)[16] 完成, 第 l 层的聚合过程可以定义为:

sl+1
i = σ

∑
j∈Ni

αi jWlsl
j

 (8)

Ni

S L+1 = {sL+1
1 , · · · ,

sL+1
n }

其中,  是一组表示连接插槽的顶点. 在叠加 L 层后,
得到上下文插槽感知的局部隐藏特征为

.

G = (V,E) V

(2)全局意图-插槽交互网络. 每个序列槽连接所有

预测的多个意图, 以实现并行输出槽序列. 用以下方法

构造图 ,  表示图的顶点, E 表示图的边.

G[S ,1] = S L+1

G[I,1] =
{
φemb

(
oI

1

)
, · · · ,φemb

(
oI

m

)}
oI

ϕemb

G1 =
{
G[I,1],G[S ,1]

}

① 顶点. 共有 (n+m) 个节点, n 是序列长度, m 是

意图解码器预测的意图标签数. 输入的槽的特征是上

一步槽之间卷积得到的特征, 即 ; 而意图节

点的特征 由 变换得到,

表示可训练的嵌入矩阵; 插槽节点和意图节点的

第 1层状态向量为 .

② 边. 在这个图网络中有 3 种类型的连接: 槽-
意图, 槽-槽, 意图-意图.

③ 信息聚集. 全局 GAT层的聚合过程可以表述为:

g[S ,l+1]
i = σ

∑
j∈GS

αi jWgg[S ,l]
j +

∑
j∈GI

αi jWgg[I,l]
j

 (9)

GS GI其中,  和 分别表示连接的槽和意图的顶点集.
 2.6.2    插槽预测

G[S ,L+1]

经过 L 层的传播, 融合意图与槽的特征, 得到了用

于槽预测的最终槽全局表示 .

yS
t = Softmax

(
WS g[S ,L+1]

t

)
(10)

oS
t = argmax

(
yS

t

)
(11)

WS oS
t其中,  是一个可训练参数,  是语句中第 t 个 token

的槽预测结果.
 2.7   联合训练损失函数

受 Qin 等人[13] 的启发, 本文执行了一个联合训练

损失函数来考虑多意图识别和槽填充任务. 通过联合

优化来更新参数. 意图识别任务目标损失函数为:

CE (ŷ,y) = ŷ log(y)+ (1− ŷ) log (1− y) (12)

L1 ≜ −
n∑

i=1

NI∑
j=1

CE
(
ŷ( j,I)

i ,y( j,I)
i

)
(13)

同样, 槽填充任务目标损失函数为:

L2 ≜ −
n∑

i=1

NS∑
j=1

CE
(
ŷ( j,S )

i ,y( j,S )
i

)
(14)

NI NS其中,  为单个意图标签的数量,  为插槽标签的数量.
最终目标损失函数公式为:

L = αL1+βL2 (15)

α β其中,  和 是超参数.

 3   实验结果和分析

 3.1   实验数据集

本文采用两个公开的多意图数据集进行性能对比

实验和消融实验. (1) MixATIS[13,15], 包括 13 162 条语

句用于训练, 756 条语句用于验证, 828 条语句用于测

试. (2) MixSNIPS 数据集[13,15], 分别有 39 776、2 198、
2 199 条语句用于训练、验证和测试. 本实验使用的是

Cleaned版本的数据集, 删除了原始数据集中的重复句

子, 该版本可在 https://github.com/LooperXX/AGIF
上找到.
 3.2   实验设置

词嵌入的维度是 64, 意图和槽嵌入维度均为 128.
LSTM隐藏单元数为 256; 批处理大小为 16; 注意力机

制的头数为 6; 图注意力网络的层数设置为 2; 学习率

为 0.001. 为避免过拟合, 使用了 dropout率为 0.4的正

则化方法. 使用 Adam[20] 优化模型中的参数. 对于所有

实验, 本文选择在验证集上性能表现最好的模型, 然后

利用测试集进行评估. 所有实验均在 NVIDIA Tesla
V100 PCIe 16 GB环境上进行.

同Qin等人[13]的研究一样, 本文使用 F1值 (F1-score)
评估槽填充的性能, 使用准确率 (accuracy)评估意图预

测的性能, 使用总准确率 (overall accuracy)评估意图和

插槽都能被正确预测的语句所占比例.
 3.3   实验对比模型

将改进模型与以下当前最佳的基线模型进行对比:
(1) attention BiRNN[21]: 提出基于对齐的 RNN, 用于联

合槽填充和意图识别; (2) slot-gated[2]: 提出一个槽门控

机制的联合模型, 明确考虑槽填充和意图识别之间的

相关性; (3) bi-model[22]: 提出一种多重交互的机制来不

断增强意图识别和槽填充两个任务之间的联系; (4) SF-
ID[5]: 提出了 SF-ID网络以建立两个任务彼此之间的直

接联系 ;  (5) stack-propagation [ 7 ] :  采用 stack-pro-
pagation 框架明确结合意图识别以指导槽填充任务;
(6) joint multiple ID-SF[14]: 提出一个含槽门控机制的多
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任务框架, 用于多意图识别和插槽填充; (7) AGIF[15]:
提出了一种自适应交互网络来实现细粒度的多意图识

别和槽填充; (8) GL-GIN[15]: 提出了一种全局-局部图交

互网络, 实现了当前 SOTA的性能.
 3.4   对比实验结果与分析

为验证改进后模型性能的提升效果, 将所构建的

模型与前述第 3.3 节所列举的现有代表性模型进行性

能对比实验.
实验结果如表 2 所示, 有以下观察: (1) 在意图识

别任务中, 去掉 BERT 后的 BIF-SI 模型在两个数据集

上的意图准确率优于最佳基线模型 GL-GIN, 这表明本

文提出的插槽到意图的建模方法能够成功应用于插槽

信息指导意图识别任务, 从而提高意图识别任务的性

能. (2) 更重要的是, 与 GL-GIN 相比, 改进后的模型

BIF-SI 在 MixATIS 和 MixSNIPS 数据集上, 其总准确

率分别实现了 5.2%和 9%的提升. 原因是 BIF-SI模型

框架同时考虑了两个任务之间的交叉影响, 其中插槽

信息可以用于促进意图识别任务; 此外, 引入 BERT作

为编码层可以进一步提高输入文本的语义特征提取质

量, 从而提高 SLU的性能.
 
 

表 2     不同模型性能对比实验结果 (%)
 

模型
MixATIS MixSNIPS

总准确率 插槽F1值 意图准确率 总准确率 插槽F1值 意图准确率

attention BiRNN[21] 39.1 86.4 74.6 59.5 89.4 95.4
slot-gated[2] 35.5 87.7 63.9 55.4 87.9 94.6
bi-model[22] 34.4 83.9 70.3 63.4 90.7 95.6
SF-ID[5] 34.9 87.4 66.2 59.9 90.6 95.0

stack-propagation[7] 40.1 87.8 72.1 72.9 94.2 96.0
joint multiple ID-SF[14] 36.1 84.6 73.4 62.9 90.6 95.1

AGIF[15] 40.8 86.7 74.4 74.2 94.2 95.1
GL-GIN[13] 43.5 88.3 76.3 75.4 94.9 95.6

BIF-SI (w/o BERT) 43.8 87.5 76.9 75.8 93.9 97.0
BIF-SI (ours) 48.7 86.0 79.6 84.4 96.5 96.7

 
 

 3.5   消融实验结果与分析

采用消融实验方法验证模型结构中改进方法的有

效性. 在参数设置不变的条件下, 采用控制变量法实施

消融实验, 即通过去掉该层结构, 观察其对模型效果降

低程度的影响.
 3.5.1    BERT编码层的有效性

去掉 BERT encoder,  将其命名为“w/o BERT

encoder”, 仍然采用原 GL-GIN 模型的 self-attentive
encoder, 以验证 BERT encoder 层的有效性. 实验结果

如表 3所示. 在两个数据集中, 模型的总准确率分别下

降了 4.9% 和 8.6%, 由此表明引入 BERT 模型作为编

码层对 BIF-SI 模型效果提升具有巨大作用, 而这可归

因于 BERT 预训练模型可以提供丰富的语义特征, 从
而显著提高输入文本语义提取质量.

 
 

表 3     消融实验结果 (%)
 

模型
MixATIS MixSNIPS

总准确率 插槽F1值 意图准确率 总准确率 插槽F1值 意图准确率

w/o BERT encoder 43.8 87.5 76.9 75.8 93.9 97.0
w/o slot-to-intent attention layer 47.8 86.0 77.7 83.8 96.5 95.7

w/o A-GCN layer 46.4 85.0 79.2 82.9 95.8 96.3
w/o slot-to-intent connection 45.3 84.9 77.9 82.9 96.3 96.7

BIF-SI (ours) 48.7 86.0 79.6 84.4 96.5 96.7
 
 

 3.5.2    slot-to-intent注意力层的有效性

去掉 slot-to-intent注意力层, 将其命名为“w/o slot-
to-intent attention layer”, 并直接将 BiLSTM 的输出提

供给 A-GCN层. 通过表 3的实验结果可以清晰地观察

到, w/o slot-to-intent attention layer模型在MixATIS和

MixSNIPS 数据集上, 意图准确率分别下降了 1.9% 和

1%. 其性能的下降表明, 插槽到意图单向注意力层利

用插槽信息显式指导意图识别任务起到了较好的作用,
原因是其可以通过计算每个插槽与意图之间的相似度

和插槽到意图的注意力得分, 使得每个意图重点关注
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与自身相关的插槽信息.
 3.5.3    A-GCN层的有效性

为了验证 A-GCN 层的有效性, 去掉 A-GCN 层,
利用插槽到意图单向注意力层的输出进行意图识别.
在表 3中, 它被命名为“w/o A-GCN layer”. 可以观察到,
对于上述两个公开数据集, 该模型的意图准确率各自

均下降了 0.4%, 这表明了 A-GCN 层将插槽到意图的

注意力得分作为连接权重, 从而能够进一步传播和聚

集与意图相关的插槽信息, 有利于提升 SLU 系统的语

义性能.
 3.5.4    双向连接 vs. 单向连接

为了验证模型双向连接建模的有效性, 只保留从

意图到槽的信息流, 去掉槽到意图的信息流. 在表 3中
其被命名为“w/o slot-to-intent connection”. 根据实验结

果可以发现到, 在MixATIS和MixSNIPS数据集上, 其
总体精度分别降低了 3.4% 和 1.5%. 这说明从槽到意

图方向的信息流交互建模可以带来更好的模型性能,

槽填充和意图识别之间的信息交互能够对这两个任务

起到相互促进的作用. BIF-SI 在统一的框架下同时构

建起两个任务之间的双向连接. 相比之下, 前人的工作

只片面地考虑了单向信息流的交互作用.
 3.6   定性分析实验

我们提供了一个案例对比研究, 以直观地理解插

槽到意图的交互方法. 如图 6 所示, 绿色为正确意图,
而红色则为错误的. BIF-SI正确地预测了“atis_city”, 经
观察发现, “atis_city”为插槽“B-city_name”的意图, 其仅

重点关注相关的插槽信息, 没有受到其他意图信息如

“B-city_name”插槽信息的干扰. 而 GL-GIN 错误预测

为“atis_flight”. GL-GIN造成该错误预测的主要原因为

上下文信息被平等对待, 从而混淆地捕获其他意图的

信息. 相比之下, BIF-SI的插槽到意图交互方法可以使

意图重点关注与其相关的插槽信息, 从而利用插槽信

息辅助意图识别任务, 有效避免其错误捕获其他无关

的信息.
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图 6    GL-GIN和 BIF-SI的案例对比研究
 

 4   结论与展望

本文针对现有多意图识别联合模型忽视了插槽到

意图的信息流交互建模, 多意图识别任务易于混淆地

错误捕获其他意图的信息, 上下文语义特征提取质量

有待进一步提升等问题, 提出一种基于改进 GL-GIN
的多意图识别和槽填充联合模型 BIF-SI. 具体来说, 探
索了一种插槽到意图的交互建模方法, 应用插槽到意

图的单向注意力层, 使得每个意图能重点关注与其相

关的插槽信息; 同时利用 A-GCN层进一步传播和聚集

与意图相关的插槽信息, 从而使意图重点关注与自身

相关的插槽信息, 避免混淆地错误捕获其他意图的信

息. 此外, 引入 BERT 预训练模型作为编码层, 进一步

提高输入文本语义特征提取质量; 实验结果表明, 改进

后的模型在MixATIS和MixSNIPS数据集上的总准确

率比先前的工作分别提高了 5.2%和 9%.
当前模型性能还有一定提升空间, 并且本文只探

索了槽位到意图的交互建模方法. 因此在未来的研究

中, 将继续探索如何更加有效地对多意图和槽位双向

交互进行建模, 进一步完善多意图 SLU的工作.
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