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特征音方法在说话人识别中的应用① 
李 荟 1, 赵云敏 2 
1(东北石油大学 计算机与信息技术学院, 大庆 163318) 
2(大庆油田 第一采油厂, 大庆 163318) 

摘 要: 针对现实中训练数据不足的特点, 在说话人建模时采用高斯混合模型—通用背景模型(Gaussian Markov 
Model-Uniform Background Model, GMM-UBM), 主要从说话人识别模型的自适应方法和参数估计方法两个方面, 
研究如何提高说话人识别系统的识别率. 在说话人识别模型自适应方面, 改进传统的用 大后验概率 MAP 
(Maximum A Posterior Probability) 得到说话人模型的方法, 将语音识别中的 大似然线性回归 MLLR (Maximum 
Likelihood Linear Regression)和基于特征音(EigenVoice, EV)的自适应方法, 应用到说话人识别模型自适应当中, 
并将其与 MAP 方法进行比较.  
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Abstract: This thesis adopts GMM-UBM when model speaker recognition system considering of lacking data. In the 
aspect of adapting in speaker recognition system modeling and parameter estimating, attentions are put on researching in 
how to improve recognition rate. In the side of adapting in speaker recognition system modeling, we will ameliorate 
conventional MAP (Maximum A Posterior Probability) means to get speaker recognition model, apply MLLR 
(Maximum Likelihood Linear Regression) and EigenVoice adaptation ways which used in speech recognition into 
adapting in speaker recognition system modeling, and compare the results with MAP means. 
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1 引言 

为了提高信息的安全性, 同时保证用户服务的便

利性, 利用人自身的生物特征进行用户身份认证技术

—生物特征识别技术, 越来越引起人们的关注. 尽管

在实验室理想语音环境下, 说话人识别系统已经取得

了比较好的效果. 但是在现实应用当中, 说话人识别

系统的性能受到很多因素制约, 系统的识别结果还不

能让人满意.  
在这些影响因素中训练语音的不充分是致使系统

性能下降的主要原因之一[1]. 概括地说, 训练数据不

足, 说话人模型得不到充分的训练, 就不能真实的反

映说话人的语音信息, 这样导致的结果是用它来做识 
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别误识率会比较高. 因此, 如何消除由训练数据不足

导致的识别率低的问题, 是提高说话人识别系统实用

性不得不考虑的一个关键, 它的研究一直是说话人识

别领域的一个重要课题.  
目前, 对训练数据不足问题的解决方法主要有自

适应背景模型的方法和改进模型参数估计算法两大类

方法[2]. 通常把说话人自适应方法大致分为以下四类[3]: 
说话人归一化(Speaker Normalization)、模型参数自适应

(Model Parameter Adaptation)、说话人聚类 (Speaker 
Clustering)和谱变换(Spectral Transforming). 在上述四

种自适应方法中, 说话人归一化、说话人聚类和谱变换

都比较简单易行, 但是由于过于粗略, 不能充分的刻画 
 
 
 



2013 年 第 22 卷 第 8 期                       http://www.c-s-a.org.cn                      计 算 机 系 统 应 用 

 Research and Development 研究开发 177

说话人的个性特征, 而模型参数自适应因其良好的性

能应用 为广泛. 模型参数自适应通过提高模型对目

标说话人的精确建模来增强系统性能. 在实际的应用

中, 绝大多数系统都是综合使用多种自适应技术的. 比
如说话人聚类和模型参数转换就常一起使用; MAP 和

向量域平滑(Vector Field Smoothing, VFS)的自适应方法, 
在系统的渐进性和快速性两方面都取得了较好的效果

等等.  
在语音识别领域, 上述自适应方法的应用已经使

得系统的识别率有了很大的提高. 虽然说话人识别和

语音识别有一定差异, 但是本文将自适应方法修改以

后, 应用到说话人识别领域, 并提高了说话人识别系

统的性能.  
 
2 说话人识别基线系统 

GMM 是目前实现说话人识别的主要技术之一. 对 
GMM 参 数 的 估 计 通 常 采 用 MLE (Maximum 
Likelihood Estimation) 算 法 , 其 中 较 为 典 型 的 是

Baum-Welch算法[4]. 当训练语料较少时, 为每一个人的

语音整体建立一个GMM模型是不准确的, 因为它没有

被充分的训练过, 不能正确的反映说话人语音的概率

分布. 所以一般考虑用多说话人的语音训练出一个高

阶的GMM, 称为通用背景模型UBM, 用来表示说话人

无关的语音特征分布. 然后分别用每个说话人的语音

自适应 UBM 得到当前说话人的模型. 目前, 通常所选

择的自适应方法都是传统的 MAP 方法. 这种方法在训

练语料不足时效果不太理想. 可以尝试将语音识别中

常用的自适应方法引入到说话人识别模型自适应中.  
GMM-UBM 是性能非常优秀的说话人识别模型, 

该模型已经成为 PC 平台上说话人识别中性能 好的

模型. UBM 是一个混合度非常高的混合高斯模型, 通
常为 1024~4096 个混合度. 由相对很长的语音数据(至
少 1小时)用EM(Expectation Maximization)算法训练而

成. 因此 GMM 中每个高斯“隐式”对应的声学特征得

到了充分地描述. 由于 UBM 的训练数据来自大量不

同的说话人, 因此可以认为 UBM 描述的特征分布是

所有话者特征分布的并集, 具有背景意义.  
 
3 基于特征音的模型自适应方法 

主元分析法[5](Principal component Analysis, PCA), 
或称主分量分析, 是多元统计分析方法中一种 主要的

分析方法, 它是建立在矢量表示的统计特性基础上的变

换. 它研究如何将多指标的问题转化为较少的综合指标

的一种重要方法, 即将高维空间的问题转化到低维空间

去处理, 使问题变的比较简单、直观. 而这些较少的综合

指标之间互不相关, 又能提供原有指标的绝大部分信息.  
PCA 通 常 又 被 称 为 是 特 征 向 量 法 或 是

Karhunen-Loeve(K-L)变换法. 它是一种基于目标统计

特性的 佳正交变换. 称其为 佳变换是因为它具有

重要的优良性质: 使变换后产生的新的分量正交或不

相关; 以部分新的分量表示原矢量均方误差 小; 使
变换矢量更趋稳定、能量更趋集中等, 这使它在特征

选取, 数据压缩等方面都有极为重要的应用, 而近几

年也开始应用于特征语音自适应中.  
主元分析法能有效地降低数据的维数. 假定一组

n 维的数据向量 1,},,,{ 21 >>∈= nRxxxxX n
inL . 主元

分析就是找到从 n维到 r 维的映射: ,, nrRXYX ×∈→  

nrRY nr <<∈ × , 使Y 与 X 的误差 小, nr < 从而达到

降维的目的.  
3.1 特征语音 

特征语音自适应方法从本质上来说, 也是一种

基于模型的说话人自适应算法, 但它与其它基于模

型的算法又有很大的不同(如 MAP 重估算法是用来

修改模型的参数). 它是一种基于说话人空间(或特征

空间)映射的隐马尔可夫模型自适应方法. 这种方法

把自适应模型认为是从一组参考说话人离线获得的

少数低维基本矢量(特征矢量或主元)的线性组合, 因
此可大大减少自适应数据估计的参数数目. 这种方

法又与其它基于说话人空间的算法不同, 它保证基

本矢量互相正交同时又保留了参考说话人之间差异

的 主要的成分.  
假设 },{ 1 Rμμ L 是一组训练好的R 个特定说话人 

模型. 其中, TT
NKr

T
rr ],[ ,11, μμμ L= 为展开的第 r 个说话 

人模型所有高斯均值矢量的 D 维超矢 , 维数

KNnD ××= , KNn ,, 分别为语音帧矢量的维数、

GMM 的状态数和每个状态包含的混合高斯成分的数

目, 而 T
NKr ,μ 表示第 r 个参考说话人第 j 个状态的第 k

个高斯均值矢量 . 特征语音方法就是要寻找由

},,1{),( pii L∈ϖ 所张成的 p 维线性子空间(特征空间), 

)(iϖ 被称为第 i个基本矢量, 又称为特征语音.  
为求出 R 个特定说话人的特征空间基本矢量, 定

义协方差矩阵如下式 
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(1) 
 

其中μ 为 R 个特定说话人的统计平均高斯均值矢

量, 即 
(2) 

 
为找到特征空间的 )( DRpp <<< 维基本矢量(特

征矢量或主元), 我们用主元分析法(PCA) 求取特征

矢量矩阵 )](),1([ pW ϖϖ L= . },,1{),( pii L∈ϖ 即为

求得的特征空间基本矢量(特征语音). 那么目标说话

人自适应模型的高斯均值矢量(超矢)估计值 μ̂ 能够 p
从个特征空间基本矢量的线性组合得到, 如下式 
 

(3) 
 

式中 TpxxX )](),1([ L= 是特征语音的权系数矢量.  
图 1 说明了特征空间描述和特征语音自适应的基

本思想.  
 
 
 
 
 
 
 
 
 
 
 

图 1 特征空间和特征语音自适应示意图 
 
3.2 语音权系数的求解(最大似然特征分解) 

求解特征语音的权系数即为用目标说话人的自适

应数据来估计式(3)中的 },,1{).( piix L∈ . 它可以通过

给定的自适应数据(观察矢量序列) O用 大似然特征

分解求得, 如下式 

(4) 

为说明具体求解权系数的过程, 首先定义一个似

然辅助函数[6], 为使似然辅助函数 )ˆ,( λλQ 大化, 用
高斯消元法, 即可求出 p 个特征语音权系数. 这样就

可以得到说话人自适应的高斯均值估计值, 再用得到

的这一估计值, 计算概率的新值, 反复进行迭代, 直
到权系数收敛为止(也就是权系数的绝对误差值小于

某个设定的值).  
图 2 描述了特征语音自适应方法全过程. 首先离线

训练一组个特定说话人的 GMM 和一个非特定人模型, 
然后再从每一个特定说话人模型中提取一个包含自适

应参数(如 GMM 输出高斯均值矢量)的超矢, 在超矢中

参数排列的顺序是任意的, 但必须保证在所有特定说

话人中提取的参数的数目 D 和参数的顺序相同. 再用

降维技术—主元分析法(PCA), 对维数为D的R 个超矢

求取R 个特征矢量(主元), 按照它们方差贡献率的大小

保留前 )(, DRpp <<< 个 大特征值对应的特征矢量, 
称这些保留的特征矢量为特征语音. 在在线自适应阶

段, 通过离线获得的特征语音和非特定人的 GMM, 对
新说话人的自适应数据, 利用 大似然特征分解反复

进行迭代, 直到特征语音权系数收敛, 后就可以得到

说话人自适应的高斯均值矢量(超矢)估计. 值得一提的

是 , 在用 大似然估计进行第一次迭代时 , 概率值

)()( ts
mγ 是用非特定人模型参数计算, 而在随后的迭代

过程中, 它们是用自适应的模型参数(估计的自适应模

型均值参数)估计, 而每一个高斯分布的方差 )(s
mC 来自

非特定人模型, 但在迭代过程中, 保持不变.  
 
 
 
 
 
 
 
 
 
 
 
 

图 2 特征语音说话人自适应方块图 
 

从图 2 也可以看出, 在开始识别前, 特定说话人

的训练和主元分析这些大量的计算处理是离线进行的, 
这就使得新说话人的自适应过程既相对简单又使得识

别系统数据处理时间较少, 适合实际应用的要求.  
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4 实验结果及分析 
本文中使用的实验数据库是在实验室环境下录制

的. 包括 30 个人, 15 男 15 女, 分为训练集和测试集, 
采样频率 11025Hz, 16bit 量化, 端点检测, 分帧帧长

23.2ms(256 点), 帧移 11.6ms(128 点), 加 30ms 汉明窗

以克服 Gibbs 现象, 后逐帧计算语音特征参数.  
 
 
 
 
 
 
 
 
 
 

 
图 3 使用 EV 方法作自适应时在不同训练时长情况

下的识别率对比 
 

图 3 中虚线和实线分别为特征音维数P 为 5 和 10
时, 通过 EV 自适应以后系统的识别率. 从图可看出, 用
EV 做自适应时, 无论P 的取值为多少, 识别率都随着训

练语料的增加呈现增长的趋势. 特征音维数为 10时系统

的识别率比特征音维数是 5 时要高. 这是由于特征音维

数越多, 用 PCA 降维以后对说话人信息的保留就越多, 
能够更准确地刻画说话人的模型. 当P 取 10 时, 自适应

时长为 20s 时, 系统的识别率较好, 为 93.5%.  
 
 
 
 
 
 
 
 
 
 

 
图 4 几种自适应方法在不同训练时长情况下的识别

率对比 

从图 4 可以看出, 用 MAP、MLLR、MAP\MLLR
相结合、EV 分别做自适应时, 效果 差的是 MAP 方

法, 它在训练数据较少时, 性能不理想. 但是随着自

适应数据的增多, 它增长的速度是 快的. MLLR、

MAP\MLLR、EV 方法, 其识别率随着自适应数据的增

多也增多, 但是增加的相对缓慢, 逐渐趋近于一种饱

和状态. 当自适应时长小于 20s, 采用这三种方法做自

适应时, 识别率都比用 MAP 有不同程度的提高. 自适

应数据小于 4s时, MAP\MLLR相结合的自适应方法效

果 好, 达到了 74.6%; 当自适应数据达到 5s 以上时, 
特征音方法的效果 好, 明显要优于其它 3 种方法, 
当特征空间维数取 10、自适应时长为 20s 时, 识别率

达到 高, 为 93.5%.  
 
5 结语 

针对训练数据不足的特点, 本文在对说话人建模

时采用 GMM-UBM, 改进传统的用 大后验概率

MAP 得到说话人模型的方法, 并将语音识别中的 大

似然线性回归 MLLR 和基于特征音的自适应方法, 应
用到说话人识别模型自适应当中, 将其与MAP方法进

行比较. 实验结果表明, 针对不同训练语料的数量, 
应用合适的自适应方法进行说话人识别模型的自适应, 
系统的识别率会有显著的提高.  
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