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摘　要: 随着高速铁路动车组的快速发展和应用, 其安全性和可靠性引起了广泛关注. 为了准确判别高速铁路动车

组轴箱轴承 (以下简称轴箱轴承)的健康状态情况, 提出通过采集轴箱轴承温度及在相同和不同转向架驱动侧、非

驱动侧各个部件的温度数据, 利用主成分分析法 (PCA) 进行特征降维, 将基于决策树的支持向量机 (DT-SVM) 多
分类算法作为判别算法, 同时结合层次分析法 (AHP)确定向量值权重, 从而进一步提高分类精度. 大量实验表明该

方法可使分类准确率提升 5%左右, 此外通过建立健康状态评估模型,将轴箱轴承健康状态分为健康、温升、强温

和激温四类, 有助于提高轴箱轴承健康状态的判别力和运维决策的准确性.
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Abstract: With the rapid development and application of high-speed railway EMU, its safety and reliability have attracted
wide attention. In order to estimate the health status of axle box bearing of high-speed railway EMU accurately
(hereinafter referred to as axle box bearing), this study proposes a classification algorithm based on Decision Tree and
Support Vector Machine, and utilizes Principal Component Analysis (PCA) to reduce the feature dimension
simultaneously. In addition, the performance of the classification can be further improved by collecting the temperature
data of axle box bearing and various components on the drive side and non-drive side of which either in the same bogie or
in different bogie. And the Analytic Hierarchy Process (AHP) has been used to distribute the weight of vectors. Extensive
experiments demonstrate the effectiveness of the classification model, and the accuracy has been increased by about 5%.
Furthermore, the judgment ability of health status of axle box bearing and the precision of the operation and maintenance
policy can be enhanced if we establish a health assessment model through dividing the health status of axle box bearing
into four parts including health, temperature rising, strong temperature, and irritative temperature.
Key words: axle box bearing; SVM; PCA; AHP; health status assessment; multi-class methods

 

近年来 ,  高速列车 (HSTS) 的速度已经提升到

300 多公里/小时[1], 根据国际铁路联盟的报告, 截至

2015 年 4 月, 整个世界运行的高速铁路数量已经达到

了 3603辆, 使得列车的安全性和可靠性备受关注[2]. 轴
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箱轴承作为高速铁路动车组的关键部件之一, 有着举

足轻重的位置[3], 其主要作用是限制相对运动和减少机

器旋转部件之间的摩擦力. 在高速铁路动车组中, 每对

轮轴都需要配备一个轴箱轴承, 由于高应力和载荷的

影响, 轴箱轴承会磨损、破坏乃至失效, 这将会不同程

度地影响列车的安全性与经济适用性, 因此, 许多科学

家和企业致力于研究轴箱轴承的故障监测与剩余寿命

预测. 通过比较在正常情况和故障情况下运行轴箱轴

承的温度范围, 发现轴箱轴承在不同的健康状态下, 由
于载荷以及径向力的不同, 导致摩擦力不同, 从而伴随

产生的热量不一致的现象. 因此, 使用基于机器学习的

判别轴箱轴承的不同健康状态的分类方法应运而生,
其根据温度范围做出健康状态评估, 指导运维决策. 基
于机器学习的分类方法主要包括三个步骤: 特征提

取、特征选择和特征分类. 常被提取的特征可以是统

计特征[4], 自回归滑动平均 (ARMA) 特征[5], 直方图特

征[5]或小波特征[6], 常用的特征选取技术包括主成分分

析 (PCA)[7], 遗传算法 (GA)和决策树 (DT). 在本文的研

究中使用了统计特征和基于决策树方法的特征选取技术.
本文提出了一种以支持向量机 (SVM) 为算法基

础, 基于决策树与层次分析法进行改进的健康状态评

估的方法, . 支持向量机[8]是一种以数据为驱动, 有效进

行故障预测与诊断的机器学习方法, 目前已经成功地

应用在各大领域和系统中, 包括智能电网[8]、汽车液压

制动系统[9]、汽油发动机气门[10]、轴承[12,13]等. 支持向

量既可以克服神经网络等方法所固有的过拟合和欠拟

合问题, 又可以在样本稀疏的条件下实现较高的分类

效果. 此外, 其通过寻求最小化结构化风险来提高模型

的泛化性能, 实现经验风险和置信范围的最小化[14].
目前基于支持向量机的多分类方法主要有一对一

法 (One-Against-One SVM, OAO-SVM)、一对多法

(One-Against-All SVM, OAA-SVM)、基于有向无环图

法 (Decision Directed Acyclic Graph SVM, DDAG-
SVM)和决策树方法 (Decision Tree, SVMDT-SVM)[15].
OAA-SVM 与 OAO-SVM 的分类准确率比较高, 但是

前者需要训练 N 个决策树来遍历整个数据集, 后者需

要训练 N(N–1)/2 个决策面, 所需时间均较长; DDAV-
SVM 需要训练 N(N–1)/2 个决策面, DT-SVM 需要训

练 N–1 个决策面, 由于这两种方法的训练数据结构为

树形, 其遍历过程自顶向下逐层递减, 所以训练速度比

前两者有大大的提高. 相对 DDAV-SVM需要遍历 N–1

个决策面, DT-SVM方法在识别阶段只需要遍历 log2N
个决策面, 时间优势更加明显. 另外决策树很容易理解

和解释, 还可以通过更紧凑的结合形成影响图, 增强对

事件与关系的关注度, 同时在部分数据缺失的情况下,
也可以达到较好的分类效果. 综合考虑轴箱轴承故障

样本数据的稀缺性、各类样本分布的不规律性以及各

特征权重不一致的特点, 本文优先选取决策树算法.

1   相关工作

1.1   支持向量机理论基础

指导思想: 寻找一个分类超平面, 将两类样本分别

划分到超平面两侧, 并且使得每类的样本与分类超平

面的距离达到最大. 其中, 每个类别中与分类超平面最

近的点被称为支持向量. 并且, 每个类别的支持向量到

分类超平面的距离相等的时候才能达到最优分类超平

面. 针对二分类问题, 若问题线性可分, 则找到其最优

分类面将训练样本完全分开 (即使得每一类数据与超

平面距离最近的向量与超平面之间的距离最大), 如图 1
所示; 若问题线性不可分, 则通过使用核函数将特征向

量从低维空间映射到高维空间使其线性可分, 如图 2
所示.
 

w·x+b=+1

Support
machine

→ →

w·x+b=0
→ →

w·x+b=−1
→ →

 
图 1    线性可分情况

 

计算模型: 给定训练样本集{x[i], y[i]}, i=1, 2, 3,…,
n, y, 其中, y=+1为类别 1, y=–1为类别 2.

wTx+b = 0∣∣∣wTx+b
∣∣∣

∥w∥2

假设 n 维空间的分类超平面是 , 则任意

一点 (x, y)到这个超平面的距离为 , 而 SVM的

目标就是寻找可以正确区分所有样本的 w, b, 并使得

对于任意一个支持向量 (x, y)有:

max
∣∣∣wTx+b

∣∣∣
∥w∥2

(1)
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图 2    非线性可分情况

 

wTx+b

由于同一个分类超平面 w, b 可以成比例的放缩.

因此总可以经过适当的放缩找到合适的 w, b 使得支持

向量处的 值为 1或–1. 所以这时目标公式 (1)就

简化为:

max
1
∥w∥2

(2)

而此时的约束条件可以表达为:

yi
(
wTxi+b

)
≥ 1, i = 1,2, · · · ,m (3)

在实际应用过程中一般采用的公式 (2) 的另一种

等价凸函数形式, 见下述公式 (4), 因此问题转化为下

述公式 (4)和公式 (5).

min
1
2
∥w∥2 (4)

yi
(
wTxi+b

)
≥ 1, i = 1,2, · · · ,m (5)

将公式 (4)和公式 (5)转换为标准形式公式 (6)和

公式 (7),

min f (w,b) =
1
2
∥w∥2 (6)

gi (w,b) = 1− yi
(
wTxi+b

)
≤ 0, i = 1,2, · · · ,m (7)

然后根据对偶理论, 可以通过求解该问题的对偶

问题得到最优解, 其对应的对偶问题为公式 (8):

maxθD (a)=
∑m

i=1
ai−

1
2

∑m

i=1

∑m

j=1
aia jyiy j

⟨
xi, x j
⟩
(8)

θD (a) = minw,bL (w,b,a) = maxai≥0minw,b其中 ,   ,  根据对

偶问题的解 α, 求得 w, b, 从而得到最优分类面.

w =
∑m

i=1
aiyixi

b = −1
2

(maxyi=−1wTxi+minyi=1wTxi)

1.2   决策树理论基础

决策树是一种用于对实例进行分类的树形结构.
决策树由节点 (node)和有向边 (directed edge)组成. 节
点的类型有两种: 内部节点和叶子节点. 其中, 内部节

点表示一个特征或属性的测试条件 (用于分开具有不

同特性的记录), 叶子节点表示一个分类. 一旦我们构

造了一个决策树模型, 以它为基础来进行分类将是非

常容易的. 具体做法是, 从根节点开始, 对实例的某一

特征进行测试, 根据测试结构将实例分配到其子节点

(也就是选择适当的分支); 沿着该分支可能达到叶子节

点或者到达另一个内部节点时, 那么就使用新的测试

条件递归执行下去, 直到抵达一个叶子节点. 当到达叶

子节点时, 我们便得到了最终的分类结果.
如图 3 所示为决策树的一个实例 ,  仅仅用两个

feature就可以对数据集 (表 1)中的 5个记录实现了准

确的分类.
 

Headache

SoreP1, p5,

Flu: 2

Code: 0

P3

Flu: 1

Code: 0

P4

Flu: 0

Code: 1

P2

Flu: 0

Code: 1

 
图 3    决策树实例

 

表 1     数据集
 

Patient Headache Cough Temperature Sore Diagnosis
P1 Severe Mild High Yes Flu
P2 Mild severe Normal Yes Cold
P3 Mild Mild Normal Yes Flu
P4 Mild No Normal No Cold
P5 Severe Sever Normal Yes Flu

 
 

得到规则如下:
Rule 1: if(headache=servere) then it is Flu
Rule 2: if(headache=mild) and (Sore=yes) then it is Flu
Rule 3: if(headache=mild) and (Sore=no) then it is Cold
Rule 4: if(headache=no) then it is Cold
1.3   AHP 算法

层次分析法是一种定性与定量相结合的基于运筹

学理论的层次权重决策分析方法[16], 其主要特点是用
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两两重要性程度表示出两个方案的相应 1~9级重要性

程度等级 (如表 2 所示), 以此判断各个因素的相对重

要性.
 

表 2     重要性等级标度表
 

标度值 代表含义(因素x与因素y比较)

1 因素x与因素y同等重要

3 因素x比因素y稍微重要

5 因素x比因素y重要

7 因素x比因素y强烈重要

9 因素x比因素y极端重要

2,4,6,8 因素x与因素y重要程度居于以上两者之间

1/3 因素x与因素稍微次要

1/5 因素x比因素y次要

1/7 因素x比因素y强烈次要

1/9 因素x比因素y极端次要

1/2,1/4,1/6,1/8 因素x与因素次要程度居于以上两者之间
 
 

层次分析法按照上述标准将复杂系统简单化, 划
分为目标层、准则层和指标层, 对每层构建判断矩阵,
通过比较和计算获得不同的权重, 来对每一层进行决

策, 同时有效利用专家经验的干预, 得到更加合理的

方案.
1.4   基于决策树的 SVM 算法

基于决策树的 SVM 分类方法的基本思想是将一

个 N 类可分的问题分解为若干个二分类问题. 首先将

数据集划分为两个子集, 然后对两个子集继续划分, 依
次类推, 直至最后的子集不能被划分为止, 在这个过程

中会动态生成一棵二叉树.
DT-SVM生成的决策树有两种不同的方式[17]:
1) 偏态树. 根节点表示所有类元素的集合, 每一

次 SVM 都通过二分类法单独剥离出一个类别作为叶

子节点, 其他类别继续作为子树根节点, 循环直到所有

类别都为叶子节点结束. 如图 4所示.
2) 正态树. 根节点是所有类元素集合, 首先 SVM

将所有类元素分成两部分, 然后再对这两部分进行二

分类, 直到所有类别均变成子节点结束, 如图 5 所示.
虽然 DT-SVM 对于 N 分类问题只需要构造 N–1

个分类器, 具有较高的训练速度和分类速度, 但是 DT-
SVM存在错分类现象, 即分类错误越靠近树根的地方,
错误延续的节点数据越多, 其分类性能越差. 所以, 在
构造决策树的过程中必须秉持着先易类后难类的原则,
先将比较容易分开的类放在根节点, 逐层类推直至叶

子结点. 因此如何确定决策树的结构是个关键问题.

2 3 4

1 2

3 4

1

2

3 4

3 4

 
图 4    DT-SVM 偏态树

 

1 2

3 4

1 2

1 2 3 4

3 4

 
图 5    DT-SVM正态树

 

另一方面, 由于高速铁路动车组的安全可靠性, 基
于故障状态的现场数据特别少, 导致数据不平衡的问

题成为一大挑战, 大类的数据远远超过了小类的数据,
故障样本数据的稀缺导致分类精度存在偏差、不同样

本数据映射到高维空间的分布情况不同、分类过程中

特征值所占权重不同. 另外二叉树的遍历都是从根节

点开始, 带有一定的盲目性, 会导致资源的浪费. 因此

本文提出对基于决策树的支持向量机方法进行改进, 平
衡掉不同各类别数据量差异过大问题, 弥补上述不足.

2   改进的 AHP-DT-SVM算法

DT-SVM 构造的分类二叉树结构不统一, 并且不

同的二叉树结构对分类的结果和精度影响较大, 本文

对 DT-SVM 算法进行优化, 结合层次分析法确定特征

值的权重, 让权重高的特征值位于二叉树上层, 保证尽

可能高效的首先识别. 基于此的 DT-SVM 每次都会得

到较好的分类二叉树, 避免随机性造成的结果不准确

与精度不够高的问题.
轴箱轴承在使用过程中, 会受到载荷、润滑、使

用时间、维护措施以及疲劳扩展的随机性等多种因素
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的影响, 而轴箱轴承的损坏主要是由摩擦产生, 其次是

轴箱径向受力和轴向受力. 根据速度、表面破坏程度

等影响因素的不同, 轴箱轴承间产生的摩擦力度会有

所差异, 进而导致产生的热量不同, 轴箱轴承产生的温

度高低也就会有所差别. 由于金属的导热性, 跟轴箱有

关的零部件也会接受热量产生温升. 此外, 虽然同一转

向架不同轴箱运行环境一致, 但由于故障的产生, 导致

各自当前温度可能有差异. 因此可通过对比温度范围

来进一步确定轴箱健康状态. 另外, 考虑到不同的特征

值具有不同的影响程度, 基于层次分析法的AHP-DT-SVM
算法对轴箱轴承进行健康状态分类的过程如图 6
所示.
 

 DT-SVM 

DT-SVM D
T

-S
V

M
 

N

Y

 
图 6    基于 AHP-SVM的健康状态评估模型

 

1) 建立层次分析结构, 在深入分析待研究问题的

基础上, 将分析指标划分为不同的层次, 建立多层次评

价模型.
2) 构造判断矩阵, 设置评价模型的重要性比较评

价指标集 V={v1, v2,…, vn}, vi 为第 i 个需要进行比较的

指标, 对同一层次的各因子关于上一层次某一准则的

重要性两两比较, 然后构建比较判断矩阵.
3) 计算权重, 采用算数平均法对判断矩阵进行计

算, 求得权重值, 同时计算一致性比率 CR, 反复调整矩

阵, 直到 CR<0.1停止.
4) 根据权重中确定 DT-SVM 决策树的结构, 同时

计算类间分离性测度来对类进行不断地分离与合并,
每次取最后一个合并的类与其他类做正负样本训练分

类器, 并将其作为根节点, 依次类推, 保证容易分的类

先分离.
训练 SVM分类器的算法步骤如下所述.
假设类别数为 N, 训练样本集 X由类 Xi, i=1, 2,…,

N, j=2, 3,…, N, 其中, i<j.
DT-SVM过程具体如下.

δi j, i = 1,2, · · · ,N, j = 2, · · · ,N,
1) 利用基于类分布的类间分离性测度计算公式,

计算各类间的分离性测度

其中, i<j.

δi j =
di j

δi+δ j

di j =∥ ci− c j ∥,其中,  表示类 i 与类 j 之间的中心距离,
ci 于 cj 是根据训练样本计算出来的类中心.

ci =
1
ni

∑
x∈X

x, i = 1,2, · · · ,k

ni 为类 X 的样本个数, K 为类别数, 式中, δij 为类

方差, 表示样本分布:

δi =
1

ni−1

∑
x∈X
∥xi− ci∥, i = 1,2, · · · ,k

若 δij, 则类 i 与类 j 间无交集, 反之, 有交集. δij 越
大, 则表明两个类之间的分离性更加明显.

2) 筛选出分离测度最小的两类合并为一个类别,
计算该类的类中心与方差, 此时类别数据由 N 变为 N–1.

3) 计算 2) 中得到的类与其余类的分离性测度, 选
择; 测度最小的类与之合并, 计算类中心与方差, 类别

数目继续减 1.
4) 当类别数据>2, 继续执行步骤 3), 否则, 算法

结束.

3   基于 AHP-DT-SVM的健康状态评估过程

为了更清楚地说明此算法的关键步骤和和原理,
下文结合轴箱轴承实际的健康状态评估过程来对此优

化算法以及建模过程进行解释说明.
3.1   数据处理

1) 数据预处理-去噪与归一化
 
 

步骤1. 利用聚类方法进行去噪处理

x∗ =
x−µ
σ

步骤2. 利用Z-score标准化方法进行归一化处理. 该方法给予原始数

据的均值和标准差进行数据的标准化, 经过处理的数据符合标准正

态分布, 即均值为0, 标准差为1, 转化函数为:  其中μ为所

有样本数据的均值, σ为所有样本数据的标准差.
步骤3. 对轴箱轴承温度进行回归拟合, 在确定拟合线的情况下, 框定

上下温度界限, 数据包含率达到95%即可, 超出范围的数据可判定为

噪声.
 
 

2)主成分分析法降维

可提取的有价值的轴箱轴承的特征值如表 3所示.
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表 3     可提取和降维后的特征值表
 

可提取的特征值 降维后的特征值

驱动侧温度 轴箱轴承温度

同车驱动侧温度 轴箱轴承温度均值

整列驱动侧均值 驱动侧温度均值

同车非驱动测温度 非驱动测温度均值

同车非驱动测均值 同轴轴端温度

整列非驱动测均值 大齿轮温度

同组拖车温度均值 小齿轮箱温度

整列拖车温度均值

同车大齿轮温度

同车小齿轮温度

同车定子温度

同车转子温度

转向架同侧轴端温度
 
 

考虑到以上特征有重复性并且有些特征对排序作

用效果不明显, 本文采用主成分分析法对特征向量做

进一步的特征降维.
主成分分析法 (Principal Component Analysis,

PCA)是目前应用最为广泛的一种数据驱动方法[17], 其
可以从多元事物中解析出主要影响因素, 揭示事物的

本质, 简化复杂问题, 从而实现对高维数据的线性降维.
本质是求得这个投影矩阵, 用高维的特征乘以这个投

影矩阵, 便可以将高维特征的维数下降到指定的维数.
PCA 的目标是寻找 r(r<n) 个新变量, 这 r 个新变量称

为“主成分”, 它们可以在很大程度上反映原来 n 个变

量的影响, 并且这些新变量是互不相关的, 也是正交的,
并且能反映事物的主要特征, 压缩原有数据矩阵的规

模. 那么, 如何确定新变量的个数 R 是主成分分析的关

键, 我们需要进一步分析每个主元素对信息的贡献, 通
过计算每一个特征值对于降低 entropy(熵)的贡献来进

行排序, 选择排序较高的留下来, 去掉排序较低的特征

值, 从而达到降维的目的.

PCA 算法步骤如下所述, 这里假设有 w 条 v 维数

据需要进行降维处理. 降维后的特征值如表 3所示.
 
 

C =
1
w

RRT

1. 将原始数据按列组成v行w列矩阵R
2. 将R的每一行(代表一个属性字段)进行零均值化, 即减去这一行的

均值

3. 求出协方差矩阵 ,

4. 求出协方差矩阵的特征值及对应的特征向量

5. 将特征向量按对应特征值大小从上到下按行排列成矩阵, 取前i行
组成矩阵P
6. Y=PR,即为降维到i维后的数据
 
 

3.2   构造轴承轴承健康状态类型状态集

本文首先根据赵佳颖和马千里老师提供的温度分

类标准[18,19], 确定轴箱轴承的 4个健康状态, 包括{A正

常, B温升, C强温, D激温}4类, 相应的状态标识函数

值为 f(s)={health, subhealth, deterioration, failure}; 然后

利用支持向量机算法对数据进行分类测试, 根据准确

率对分类界限进行调整, 确定最终健康状态分类判别

标准, 构建健康状态模型.
3.3   层次结构评估指标体系构建

整个评估系统可以分为目标层、准则层和方案层,
具体架构如图 7所示.
 

 A

B1 B2
B3

B4
B5 B6 B7

C1 C2 C3 C4

 
图 7    轴箱轴承健康状态评估的层次结构

 

3.4   评估指标权重计算与一致性检验

1) 评估指标权重计算

AHP确定评估指标的相对重要程度计算公式为:

Ri j =


1, R̃i j < 1[

vi

v j

]
,1 ≤

9, R̃i j > 9

R̃i j ≤ 9, (9)

式中, Vi 和 Vj 都是影响程度值[20].
层次分析法有四种方法计算权重: 几何平均法、

算术平均法、特征向量法和最小二乘法. 本文主要利

用算数平均法计算权重. 计算公式如下:

Wi =
1
n

∑n

j=1

Ri j∑n
k=1 Rk j

, i=1,2, · · · ,n (10)

根据重要性等级标度表以及公式 (9)和 (10), 可得

轴箱轴承健康状态评估准则层的判断矩阵和权重如

表 4所示.
2)一致性检验

为了避免主观影响, 尽量实现客观化描述, 对矩阵

的一致性检验必不可缺. 只有当一致性比例 CR<0.1
时, 权重矩阵才可以接受, 否则, 需要进行适当修改, 降
低主观因素影响.
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表 4     准则层判断矩阵
 

Rij V1 V2 V3 V4 V5 V6 V7

V1 1 3 5 7 9 9 9
V2 1/3 1 3 5 5 5 5
V3 1/5 1/3 1 2 3 3 3
V4 1/7 1/5 1/2 1 2 2 2
V5 1/9 1/5 1/3 1/2 1 2 2
V6 1/9 1/5 1/3 1/2 1/2 1 1
V7 1/9 1/5 1/3 1/2 1/2 1 1

权重值 0.4562 1/4 0.1120 0.0696 0.0539 0.0381 0.0381
 
 

CR =
CI
RI

CI =
λmax−n

n−1
λmax

一致性比例 CR(Consistency Ratio):  , 其

中, 一致性指标  ,   为最大特征向量值

平均随机一致性指标查表 (表 5) 可获得经矩阵的一致

性检验的 CR=0.02559<0.1, 这表明了合成后的权重一

致性满足要求.
 

表 5     平均随机一致性指标
 

阶数 1 2 3 4 5 6 7 8 9
RI 0 0 0.58 0.90 1.12 1.24 1.32 1.41 1.45

 
 

3)计算准则层对于目标层的合成权重

3.5   确定诊断树结构

上文已经提到构建的健康状态分类为 (健康, 温
升, 强温, 激温), 根据合成权重值可以得到 DT-SVM的

诊断结构如图 8所示[10].
 

2 3 4

1 2

3 4

3 4

1 −1

1 −1

1 −1

 
图 8    DT-SVM诊断结构图

确定诊断结构后, 根据 1.2节提到的改进算法进行

求解, 步骤如下.
 
 

1. 确定SVM分类性能参数;
2. 输入训练样本, 完成训练过程;
3. 将测试样本输入到训练完成的DT-SVM中, 进行检验;
4. 在保证样本数据一致的情况下, 基于AHP-DT-SVM方法、SVM方

法和决策树算法对轴箱轴承进行健康状态分类评估, 得到对比实验

结果.  

4   实验分析和模型评价

4.1   实验平台

本实验使用 Weka(怀卡托智能分析环境) 软件作

为分类平台. Weka 是一款数据挖掘工具, 基于 Java 环
境且开源、不收费, 受到广大数据挖掘工程师的欢迎,
其只需要对数据进行特征提取、选择合适的的算法算

法、对各类参数进行调优即可. 本实验采用的是Weka3.6
稳定版本, 植入了 SVM的扩展包.
4.2   实验数据

本实验数据来源于国内某动车组生产制造基地于

2016年的所有动车组转向架及其零部件服役数据以及

所属实验室的动车组试验台上的模拟数据. 经过数据

预处理操作之后, 选取大约 1万条数据.
试验台模拟数据比较容易获得, 并且完整性较好,

包含轴承全生命周期的所有数据, 缺点是缺乏列车实

际运行过程中环境因素等的影响, 会有偏差; 列车运行

数据噪声比较多, 完整性较差, 尤其是故障数据极度缺

乏; 综上所述, 采用以上两种数据结合的方式进行分类

分析. 部分服役数据样例展示如表 6所示, 其中健康数

据共 5000条，温升数据 3000条，强温数据 4500条，

激温数据 1500 条，并且每个类别的数据都展示了两

个温度值，代表这两个温度只都满足于这个类别.
 

表 6     目标层合成权重
 

分类 健康 温升 强温 激温

合成权重 0.2142 0.1577 0.1648 0.2663
 
 

说明. 轴箱轴承温度均值为同轴箱轴承其余传感

器所测温度均值; 驱动侧温度均值为同一转向架驱动

侧轴箱轴承传感器所测温度均值; 非驱动侧温度均值

为同一转向架非驱动侧轴箱轴承传感器所测温度均值;
同侧轴承轴端温度为所测轴箱轴承同侧转向架轴的轴

端温度.
4.3   实验分析

在 Weka 平台上, 分别利用 AHP-DT-SVM 算法、

SVM算法和 DT-SVM算法对同一样本数据进行分类,
结果展示如表 7 所示. 同时图 9 对分类后的轴箱轴承

温度做了具体说明.
通过表 8可知: 基于 DT-SVM算法时间性能最好,

但是分类精度偏低并且由于根的不确定性导致的盲目

性比较大; 基于 SVM的分类算法虽然分类性能有所提

高 ,  但是所需分类器多且用时最长; 基于 AHP-DT-
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SVM 算法的分类精度最高, 同时分类器个数也少, 时
间性能介于其他两者算法之间. 因此, 综合分类器数

量、所需时间以及分类精度三个因素, 优化后的 AHP-
SVM算法相对于其他算法优越性更高.

 

表 7     部分数据样例展示表
 

轴箱轴承

温度(℃)
轴箱轴承

温度均值(℃)
驱动侧

温度均值(℃)
非驱动测温

度均值均值(℃)
同侧轴承

轴端温度(℃)
同转向架大

齿轮箱温度(℃)
同转向架小

齿轮箱温度(℃)

健康
25.96 25.96 25.36 25.42 23.96 27.1 28.24
85.67 81.89 80.65 62.35 73.65 96.52 106.84

温升
100.3 64.85 65.38 55.74 56.38 90.32 100.56
120.4 95.87 97.98 81.2 85.96 115.43 125.34

强温
125.6 55.96 54.86 45.23 46.85 65.14 74.65
138.4 81.89 80.65 72.35 72.56 96.52 106.24

激温
148.9 85.6 84.35 62.48 72.65 100.03 112.9
153.2 90.24 88.96 70.62 79.36 106.87 119.8
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(a) (b) 温升状态轴温范围

(c) 强温状态温升范围 (d) 激温状态温升范围 

图 9    四种状态下特征向量值温度范围
 

表 8     三类算法分类对比图
 

分类算法 分类器(个) 时间性能(min) 分类精度(%)
AHP-DT-SVM 3 10.89 96.5
一对一SVM 4 12.6 92.4
DT-SVM 3 8.3 91.9

 
 

此外, 图 9 也隐含了 4 种健康状态下的数值分类

规律: 图 9(a) 表示的正常状态下, 轴温低于 105℃, 与
均温差值不超过 10℃; 图 9(b) 表示的温升状态, 轴温

范围大约在 100℃~125℃ 之间, 在临界值波动时候, 与
轴温均值超过了 35℃, 与驱动侧温度均值差超过了

40℃ ;  图 9(c ) 表示的强温状态 ,  轴温范围大约在

120℃~140℃ 之间, 在临界值波动时候, 与轴温均值差

超过了 55℃, 与驱动侧温度均值差超过了 60℃; 图
9(d) 表示的激温状态, 轴温超过了 140℃, 并且与轴温

均值差超过了 65℃.

5   健康状态评估模型

本文采用多特征向量分类方式来提高判别度, 同
时采用基于向量机的分类方式, 提高判断准确度, 从而

对健康状态进行预测.
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基于上述健康状态评估模型以及 AHP -DT -
SVM 分类结果, 我们可重新得到轴箱轴承健康状态评

估判断标准: 1) 健康状态: 轴温低于 105℃, 与均温差

值不超过 10℃; 2) 温升状态: 轴温范围大约在 100℃~
125℃ 之间, 与轴温均值大于 35℃, 与驱动侧温度均值

差大于 40℃; 3) 强温状态: 轴温范围大约在 120℃~
140℃ 之间, 与轴温均值差大于 55℃, 与驱动侧温度均

值差大于 60℃; 4) 激温状态: 轴温大于 140℃, 同时与

轴温均值差大于 65℃. 当轴温处于两状态临界值时候,
用与轴温均值差和驱动侧温度均值差来明确划分状态.

6   结束语

本文提出了一种基于支持向量机和决策树方法的

AHP-DT-SVM算法, 使用层次分析法计算特征值权重

比例, 然后结合决策树和支持向量机方法对数据进行

分类, 从而可以准确快速的实现轴箱轴承温度数据健

康状态分类, 且基于此构建健康状态评估模型, 以规范

分类过程和评估结果, 提高分类精度, 指导修程修制优

化, 提高动车组运维效率.
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