
 

 

基于改进 CNN 特征的场景识别①
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摘　要: 随着人工智能的发展, 场景识别作为计算机视觉研究的重要方向之一, 吸引着越来越多研究者的关注. 由于

传统的手工特征无法充分描述场景图像的信息导致效果不理想, 而卷积神经网络 (CNN)提取的特征能够包含丰富

的场景语义和结构信息, 因此就常见的体系结构而言, 本文选取 AlexNet网络模型进行场景识别的研究, 分别从网

络模型的深度、宽度、多尺度化提取以及多层融合考虑进行改进, 改进后在两个数据集上的识别率分别可达

92.0%和 94.5%, 通过对比结果表明了本文方法的有效性.
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Abstract: With the development of artificial intelligence, scene recognition has attracted more and more researchers’
attention, which is one of the important directions of computer vision research. The traditional manual features cannot
sufficiently describe the characteristics of the scene images, which leading to unsatisfied performance. On the contrary,
the features extracted from Convolutional Neural Networks (CNN) contain rich semantics and structural information of
the scene images. As one of the most common architectures, AlexNet network model is chosen in this study. By
improving the following 4 aspects of the network: depth, width，multi-scale extraction, and multilayer fusion, the
proposed approach achieves high accuracies of 92.0% and 94.5% on two publicly available datasets respectively, showing
the superiority compared with other methods.
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随着信息时代的发展, 场景识别在很多图像 (视
频) 处理任务中扮演着重要的角色. 然而, 由于同类间

的相似性和异类间的差异性导致场景识别在计算机视

觉领域的发展具有挑战性, 强有力的特征提取和准确

的分类器成为攻克难关的重要关键所在.
传统的方法主要是提取低级特征用于贝叶斯或支

持向量机 (SVM) 分类. 但是, 将低级特征直接进行映

射可能会引起更大的语义鸿沟[1], 后来又将低级特征编

码为中层语义信息进行解决上述问题. 其中广泛使用

的编码方法有词袋模型 (Bag of Words)[2]、空间金子塔

模型[3]、概率生成模型[4], 稀疏编码[5]等.
近年来由于计算硬件的发展 ,  卷积神经网络

(CNN) 在计算机视觉领域带来革命性的改革, 推动了

场景识别的发展. 与传统的统计学方法相比, 神经网络
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无需对概率模型进行假设, 具有极强的学习能力和容

错能力, 所以卷积神经网络不仅可以提高场景识别的

准确性, 而且还可以作为各种通用特征提取器进行识

别任务, 如目标检测、语义分割以及图像检索等. 只要

简单的预处理图像就可以直接作为输入, 省去了复杂

的特征工程, 提高 CNN 的传输能力, 因此卷积神经网

络逐渐成为图像识别问题的重要工具,在图像理解领域

中获得了广泛应用.
基于上述研究方法的考虑, 本文采用卷积神经网

络进行场景识别的研究, 由于不同模型之间的特性和

运行效率, 故选择 AlexNet模型作为基础模型, 分别进

行不同方式的改进提高场景识别率.

1   卷积神经网络

卷积神经网络模型是利用空间结构数据的特殊神

经网络架构. 一个标准的 CNN 包含三种特征操作层,
即卷积层、池化层和完全连接层. 当这些层被堆叠时,
如图 1所描述的那样就形成了 CNN架构.
 

Convolution Pooling Fc 
图 1    标准的卷积神经网络框架

 

1.1   卷积层

卷积层首先执行卷积操作来完成一系列的线性激

活 ,  然后每个线性输入到非线性激活函数中 ,  例如

ReLU、tanh.在卷积层中, 输入与一系列的卷积核进行

卷积学习, 卷积是一种在两种信号上的线性操作, 例如:
有两个函数 x(t) 和 ω(t), t 为连续变量, 移位值 a, 卷积

操作可以定义为:

h(t) = (x ∗ω)(t) =
∑∞

a=−∞
x(a)ω(t−a) (1)

ω其中, x 表示信号输入,  表示卷积核 (滤波器), 输出

h 表示特征映射, t 表示时间, a 表示移动的步长.
传统的神经网络每个输出都连接每个输入, 而卷

积神经网络拥有局部感受野, 这意味着每个输出单元

只连接到输入的一个子集, 利用空间局部相邻单元之

间的相关性进行卷积运算. CNN 的另一个显著特性是

参数共享, 卷积层中使用的参数共享意味着每个位置

共享相同的参数 (权重和偏差), 减少了整个网络的参

数数量, 提高了计算的效率.
1.2   池化层

池化层一般存在于每个卷积层之后来降低上一层

卷积计算输出的维数, 即将特征图像区域的一部分求

个均值或者最大值, 用来代表这部分区域. 如果是求均

值就是 mean pooling, 求最大值就是 max pooling.常用

的是最大值池化, 最大值池化输出的是矩形邻域内的

最大值, 图 2 描述了具有 2×2 滤波器和步长为 2 的最

大值池化, 下采样表示空间大小, 此外, 池化操作可以

保证图像的转移不变性.
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图 2    最大池化示例

 

1.3   全连接层

在完成多个卷积层和池化层之后, 卷积神经网络

通常采用全连接层结束学习, 完全连接层中的每个神

经元都完全连接到前一层中的所有神经元, 在整个卷

积神经网络中起到“分类器”的作用.

2   改进 CNN网络模型

传统的卷积神经网络 (CNN)稀疏的网络结构无法

保留全连接网络密集计算的高效性和实验过程中激活

函数的经验性选择造成结果不准确或计算量大等一系

列待优化的问题, 本章节以 AlexNet 作为基本的网络

模型, 分别从模型深度、宽度、多尺度提取以及多层

特征融合方面进行改进提高场景识别的有效性.
2.1   基本原则

(1) 避免早期网络阶段的表达瓶颈问题

一般来说, 在最终的表示之前从输入到输出表示

的尺寸 (特征映射分辨率) 会缓慢降低, 步幅的减少可

能会减缓特征映射分辨率的下降并减少图像信息的丢

失, 集成多分辨率特征来学习更多空间信息从而克服

表达的瓶颈问题.
(2) 平衡模型的深度、宽度以及卷积核大小的关系
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随着深度的加深, 宽度和卷积核大小需要适当的

调整. 表 1 显示了卷积核大小和步长之间的几个经验

值. 深度和宽度是调节网络参数的两个关键因素. 尽管

模型的深度越来越深, 模型性能的显著提高以及计算

成本的加剧, 但是深度依然被认为是设计 CNNs 架构

时的最高优先级[6–8], 另外, 减少滤波器 (卷积核) 的数

量只能部分地补偿参数过多的问题. 过多的参数最终

会导致过度拟合并限制分类精度的提高, 因此深度是

考虑优化的第一要务, 但不是唯一因素.
 

表 1     卷积核大小和步长的经验值
 

Kernel size Stride
11×11 4
7×7 2
3×3 1

 
 

(3) 降低模型复杂度

从神经元数量、模型参数尺度以及所有卷积层的

时间复杂度三个方面考虑深度卷积神经网络的模型复

杂度, 综合评估一个表现良好的网络模型需要考虑这

三个方面.
① 时间复杂度

Times ∼ O(M2 ·K2 ·Cin ·Cout) (2)

Cin

Cout

其中, M 代表每个卷积核输出特征图 (Feature Map) 的
边长; K 代表每个卷积核 (Kernel)的边长;  代表每个

卷积核的通道数;  表本卷积层具有的卷积核个数,
即输出通道数.

Cin

Cout

由此可见, 每个卷积层的时间复杂度由输出特征

图面积 M2、卷积核面积 K2 ,  输入 和输出通道数

完全决定.
输出特征图尺寸本身由输入矩形尺寸 X, 卷积核

尺寸 K, Padding 以及 Stride 四个参数所决定, 表示如下:

M = (X−K +2∗ padding)/S tride+1 (3)

卷积神经网络整体的时间复杂度可以表示为:

Times ∼ O(
∑D

l=1
M2

l ·K
2
l ·Cl−1 ·Cl) (4)

Cl

Cout

其中, D 表示神经网络所具有的卷积层数; l 代表神经

网络第 l 个卷积层;  表示神经网络第 l 个卷积层的输

出通道数 .
② 空间复杂度 (模型的参数尺度)
空间复杂度即模型的参数数量, 体现为模型本身

的体积, 可表示为:

S pace ∼ O(
∑D

l=1
K2

l ·Cl−1 ·Cl) (5)

可见, 网络的空间复杂度只与卷积核的尺寸 K、

通道数 C、网络的深度 D 相关. 而与输入数据的大小

无关.
时间复杂度一方面决定了模型的训练/预测时间,

如果复杂度过高, 则会导致模型训练和预测耗费大量

时间, 既无法快速的验证想法和改善模型, 也无法做到

快速的预测; 另一方面决定了模型的参数数量, 由于维

度限制, 模型的参数越多, 训练模型所需的数据量就越

大, 而现实生活中的数据集通常不会太大, 这会导致模

型的训练更容易过拟合.
③ 神经元数量

神经元是神经网络进行计算的重要单元之一, 计
算机模拟人的大脑去感知和认知世界, 在某种程度上

来说, 神经元越多, 学习能力必然会越强. 但是, 计算机

不会像人脑一样同时可以进行多样任务的学习, 庞大

的神经元系统自然也就导致了一系列的问题, 如计算

效率下降、难以优化等.
2.2   增强的 AlexNet 网络模型

基于卷积神经网络的场景识别主要分三个主要部

分, 即图像预处理、卷积操作提取特征以及全连接层

的分类 .  以 Al e xNe t 网络为基础模型进行改进 ,
AlexNet网络模型如图 3所示, 具体算法如下:
 

5×5 conv,relu

3×3 conv,relu

3×3 conv,relu

3×3 conv,relu

Fc,4096,relu

Fc,4096,relu

Fc,15,softmax

11×11 
conv,relu

Input
227×227×3

Feature extractor

3×3 pool

3×3 pool

3×3 pool

Pixel-level
features

Abstract
features

clssifier

Drop:0.5

Drop:0.5

output 
图 3    AlexNet学习框架

 

对于场景识别任务而言, 空间布局信息是至关重
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要的, 卷积神经网络提取特征的过程中特别容易丢失

空间布局的细节信息. 现实中一张场景图像包含多个

目标场景, 其次大部分场景对象相对于其他对象保持

在水平或者垂直方向, 如图 4所示.
考虑到不同目标场景图像之间的冗余信息在特征

提取过程中可能会有或多或少的影响, 本实验尝试采

用图 5 所示的划分方式,和原数据集组合为一个数据

集, 这样一方面可以保留独立的个体目标的表现力, 另
一方面可以达到数据增强的效果.
 

Building

Highway

Sea

 
图 4    场景图像的布局信息示例

 

 
图 5    场景图像分割示例

 

(1) 算法 1. 改变滤波器的数量.
有研究显示 AlexNet 网络模型第三、四层的特征

提取能力最强, 故本文选择高层次 (第四层) 的卷积核

进行改进, 对于特定的分类任务, 在一定范围内, 卷积

核数量过大提取过多的冗余信息会降低最终的识别效

率, 相反卷积核数量过小提取特征会表现得不充分, 故
本文通过多次实验, 选择合适的卷积核数量进行改进,
实验结果如图 6 所示, 第四层滤波器数量取 388 识别

率可达 91.5%, 效果最佳.
(2) 算法 2. 加深网络的深度.
网络模型的深度直接影响特征提取的表现能力,

网络模型越深, 提取的特征就会越抽象. 因此, 本文中

尝试将 AlexNet 网络模型进行加深, 分别在第二层、

第四层、第五层卷积层后面添加卷积层 (卷积核为

3×3), 其中 2-1代表的是在第二层卷积层后面添加一组

卷积核为 3×3 的卷积层, 如图 7 表示对最终识别任务

的影响, 最高精度可达 90.0%, 前三种加深方法具有一

定的提升, 后三种的深度增强了提取特征的冗余性, 降

低了最终的识别率.
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图 6    滤波器数量对识别精度的影响
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图 7    网络模型深度对识别精度的影响

 

(3) 算法 3. 多尺度化特征提取.
获得高质量模型最保险的做法一般是增加模型的

深度 (层数) 或者其宽度 (层核或者神经元数), 但是这

样做法会引起三大共同的问题: ① 如果训练集有限, 参
数过多会容易过拟合; ② 网络越大计算复杂度越大, 难
以应用; ③ 网络越深, 梯度越往后传播越容易消失, 难
以优化模型. 鉴于此, 本文通过不同的尺度卷积实现多

尺度特征的利用, 多尺度化提取模块如图 8所示.
此外本文还采用两个 3×3的卷积核代替 5×5的卷

积核进行比较实验, 经过多次实验可知多尺度提取结

构所在层数越高, 通道数越多, 该方法越能获得更高的

效率. 因此在兼顾特征冗余性影响的同时, 分别在第五

个卷积层 (conv5)后加入 1, 2, 3个多尺度化提取结构,
改进前后的识别率分别为: 88.6%, 82.4%, 73.6% 和

91.5%, 89.6%, 88.9%.
(4) 算法 4. 多层特征融合.
传统的 CNN将输入图像层层映射, 最终得到特征

提取的结果. 通过对 AlexNet 网络模型进行反卷积可
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视化可得, 末端卷积层 Layer5 提取的特征具有完整的

辨别能力, 而卷积层 Layer2 主要映射的是具有颜色和

边缘属性的特征, 卷积层 Layer3 提取的主要是比较有

区别性的纹理特征. CNN 主要采用的是最终提取的特

征, 卷积层 Layer2、卷积层 Layer3对图像也具有一定

的表现能力, 故本算法将 Layer2、Layer3 卷积层进行

多层再学习融合, 具体学习框架如图 9所示.
 

上一层

滤波联结

1×1 卷积 

1×1 卷积 

3×3 卷积

1×1 卷积

5×5 卷积

3×3 池化

1×1 卷积 

 
图 8    多尺度化提取结构

 

图 9中, 虚线框中对应的多层特征融合模块, 实验

步骤可以总结如下: (1)首先采用 Fine-tuning的方式训

练学习实线部分的框架; (2)固定学习到的实线部分参

数权重不变 ,  如图 10,  Block 块分别为无卷积层、

Block1、Block2、Block3四种情况进行学习; (3)融合

第 (1)、(2) 步骤学习到的特征, 进行全连接然后送入

分类器中. 经过多次实验, 对应的四种情况识别精度分

别为 82%, 85%, 87%, 92%.
综合上述四种算法 ,  算法 1 和算法 2 为常见的

CNN改进算法, 本文主要就场景识别任务进行了验证,
且都达到了一定的提升效果; 算法 3 和算法 4 在此基

础上对网络结构进行了改进, 其中算法 3 对单层网络

结构进行多尺度化特征学习, 使得最终的表达能力更

为丰富, 识别精度可以达到与算法 1 等高的 91.5%, 但
此算法在泛化能力上明显优于前者; 算法 4 使用多层

特征融合的方式, 考虑到不同特征之间的冗余性, 采用

不同的 Block 再学习方式, 识别效果和算法 3 差距比

较小, 而且它充分利用了不同层次的特征, 使得表现力

更加多元化. 所以, 下文将采用算法 3和算法 4的网络

模型作为改进的 AlexNet 网络模型与原始 AlexNet 网
络模型进行对比, 并作相应的评测.

 

Block

Multilayer

Fusion

Block Block

Conv1 Conv2 Conv3 Conv4 Conv5 Fc6 Fc7 Fc8

 

图 9    多层特征融合学习框架
 

 

Block1： Conv3×3 Block2：

Conv1×1

Conv3×3

DropoutBlock3：

Conv3×3

Conv3×3

 

图 10    多层特征融合学习中 Block块的选取
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3   实验与分析

3.1   数据集

改进 CNN 识别能力分析需要选择合适的数据集.

深度卷积神经网络在训练过程中需要输入大量的图片

进行数据处理, 因此实验所用的数据集应该包含丰富

的场景信息. 其次, 所选的数据集应该具有一定权威性

和公开性, 方便与之前研究方法进行比较.

(1) 数据集的选取

本次实验采用数据集为 F i f t e e n   S c e n e
Categories 进行前期改进的测试, 采用数据集为 eight
sports event categories dataset进行后期性能的评估, 前
者数据集包括 15类场景图像, 每类含有 216~400张图

像, 本实验中每类随机选取 100张图像作为训练集, 其
余剩下的作为测试集, 如图 8所示部分图像. 后者包含

8种体育场景图像, 分别为划船, 羽毛球, 马球, 地滚球,
滑雪板, 槌球, 帆船以及攀岩. 根据人体判断, 图像被分

为简单和中等, 还为每个图像提供前景对象距离的信息.
 

(a) bedroom (b) CALsuburb (c) industrial (d) kitchen (e) livingroom

(f) MITcoast (g) MITforest (h) MIThighway (i) MITinsidecity (j) MITmountain

(k) MITopencountry (l) MITstreet (m) MITtallbuilding (n) PARoffice (o) store

 

图 11    Scene15数据集图像示例
 

(2) 图像预处理

改进 CNN 分类性能分析需要大量的数据集进行

实验评估, 但是现实中数据集一般都比较少, 无法满足

训练网络的要求, 所以一般进行实验前都对数据进行

必要的数据增强操作, 比如旋转、翻转、移动,裁剪等

一系列随机变换.

3.2   实验设置

在进行场景识别实验之前, 需要构建合适的网络

模型学习框架 ,  现如今流行的深度学习框架主要有

Caffe、Torch、MXNet 以及 TensorFlow, 本文实验中

采用的是 Caffe[9], 作为清晰而高效的深度学习框架, 其
核心语言采用 C + + ,  支持命令行、 P y t h o n 和

MATLAB接口, 且可以在 GPU上运行, 直接集成了卷

积神经网络神经层, 并且提供了如 LeNet, AlexNet 以
及 GoogLeNet等示例模型.

(1) 实验平台

本文的实验均在 ubuntu16.04系统下进行, 采用的

是 Caffe 学习框架, 其中使用编程语言 python, 且在图

像预处理过程中采用MATLAB.

(2) 参数设置

使用 caffe进行深度学习时, 为了使得更快收敛并

获得比较高的识别精度, 调参是必不可少的工作, 表 2

为本次实验时根据以往实验的经验进行的参数设置.
 

表 2     Caffe 训练参数设置
 

Parameter Value
Batch_size 20/10
Momentum 0.9
Iteration 6000

Weight decay 0.0005
Initial learning rate 0.001

 
 

(3) 采取微调 (Fine-tuning)的方式训练模型

在本次研究中, 采用的是一种微调预训练卷积神

经网络 (AlexNet)模型的方法, 这样可以更好的解决由

于缺乏标记图像而导致的过拟合问题. 因为前几层提

取的底层特征可以更好的适应不同的问题, 故在微调

的过程中前几层应该被保持不动, 最后的完全连接层

是唯一一个可以用于调整权重的特征图层, 应修改为

合适的数据集标签. 另外, 在整个训练过程中使用多批
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次的图像进行学习, 批量的大小由于 CPU 内存决定,
图 9证实了微调预先训练好的模型是有效的实验方法.
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图 12    微调 AlexNet模型效果图

 

3.3   实验与分析

综合上述四种算法的改进 ,  可知算法 4 和算法

3 表现得较为明显, 提升幅度达到 6.2% 和 5.7%, 最差

的算法 4 提升幅度为 4.2%, 考虑到模型的泛化能力,
因此选择算法 4 和算法 3 作为最终的改进算法, 为了

更好的验证改进算法的有效性, 将数据集 eight sports
event categories输入到训练好的改进模型中进行测试,
并取最好的实验结果进行比较和作合理的评价.

表 3和表 4为各种方法分别在两种实验数据集上

的识别精度结果, 文献[10,11]采用的是传统的手工特

征提取的方法, 实验表明使用 CNN进行自动提取并进

行改进远远高于普通手工提取的方法. 在 Scene15 数

据集上, 改进的算法最终的结果比传统的手工算法高

8.1%~13.3%, 比改进前 AlexNet 高 6.2%; 同样的在

eight  sports 数据集上 ,  改进的算法比传统算法高

7.2%~15.1%, 比改进前 AlexNet高 2.9%. 此外, 由实验

结果可以得知算法 4的泛化能力略优于算法 3.
 

表 3     不同方法对 Scene15数据集的平均识别精度
 

Methods Accuracy(%)

VLAD + Aug.[10] 78.7
SIFT + SPM[2] 81.4
SIFT + ORSP[11] 83.9

AlexNet+Imagenet[12] 84.2
Convnets + Linear-SVM[12] 84.2

Convnets+RSP [13] 89.4
Ours(Algorithm3/Algorithm4) 91.5/92.0

 
 

图 13 为改进模型在 eight sports 数据集上的混淆

矩阵, 分别表示每个运动场景类别的准确度. 图 13 表

明了 8类运动场景中, 其中“bocce”、“sailing”场景均可

以达到 100% 的识别率, 而 “badminton”容易被“polo”

和“rowing”混淆, 识别率相对表现得有点逊色,其他运

动场景类均可以达到 90%以上的识别率.
 

表 4     不同方法对 eight sports数据集的平均识别精度
 

Methods Accuracy(%)

BOWL+SVM[14] 87.7
LLC+SPM[15] 83.0
ScSPM[16] 79.0

Wu and Rehg[13] 84.3
Convnets+ shared FC 91.8
Ours(算法 3/算法 4) 93.2/94.5

4   结论与展望

为了获得高质量的网络模型, 本文首先从常规的

改进方法出发 (即增加模型的深度或者其宽度), 并在

场景识别任务上进行了测试; 接着提出多尺度化特征

提取和多层特征融合的改进方法, 分别测试其识别效

果; 最终通过实验结果的比较选择最适合场景识别任

务的改进模型, 并选择常用的数据集进行了有效性的

验证. 实验表明, 本文的改进方法优于一般常见的识别

算法.
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图 13    改进模型在 eight sports数据集上的混淆矩阵

 

基于本文的研究, 后续的工作将从两方面开展: 首

先选择其他比较深的网络模型进行改进 ,  比如

VGG和 ResNet网络, 探索出更加优化的网络模型; 其

次保证高精度识别的同时, 提高其识别的效率, 此外结
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合迁移学习的思想对模型的泛化能力进行优化.
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