
 

 

基于视觉注意力的人体行为识别①
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摘　要: 视频中人体行为识别是近年来计算机视觉中的一个重要研究领域, 但是现有的方法对于视频表示方式存在

不足, 无法聚焦于图像内的显著区域. 提出了一种基于视觉注意力的深度卷积神经网络, 可以有效地为视频表示特

征附加一个权重, 对特征中的有益区域进行注意, 实现更加准确的行为识别. 在自建的 Oilfield-7 油田数据集和

HMDB51数据集上进行了实验, 以此来验证适用于油田现场人体行为所提出的网络模型的有效性. 实验结果表明,
所提的方法与已取得优异表现的双流架构相比具有一定的优越性.
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Abstract: Recognition of human actions in videos is an important research field in computer vision in recent years.
However, existing methods have insufficient representation of video and cannot focus on significant areas within the
image. We propose a deep convolutional neural network based on visual attention, which can effectively add a weight to
the video representation features, pay attention to the beneficial regions in the features, and achieve more accurate
behavior recognition. We conducted experiments on HMDB51 and our own Oilfield-7 dataset to verify the validity of the
model proposed for human actions on the oilfield. The experimental results show that the proposed method has certain
advantages compared with the two-stream architectures which have achieved excellent performance.
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1   引言

人类行为识别作为计算机视觉中的一个基本问题,

现在已经引起了业内的广泛关注. 视频中的行为识别

是高级别的视频理解任务中的一个关键问题, 虽然深

度卷积神经网络 (CNNs) 凭借其强大的性能已经在图

像识别任务中取得了巨大的成功[1–4], 但是在行为识别

任务中还没有取得类似于图像识别那样的进展. 在某

种程度上, 视频中的行为识别与静态图像中的对象识

别有着相似的问题, 这两项任务都必须处理显著的类

内变化、背景杂乱和遮挡[5]. 但是, 两者之间存在的明

显差异是视频比图像多了一项额外的 (也是重要的)时

间线索, 它可以帮助获得运动信息, 凭借着运动信息可

以可靠的识别多种行为[6]. 最近用于动作识别的视频表

示主要基于两种不同的 CNN架构: (1) 3D时空卷积[7,8];
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(2) 双流架构[6]. 虽然二者都在行为识别中取得了很好

的表现, 但是双流结构凭借其容易利用新的超深体系

结构和静态图像分类的预训练模型[9], 性能通常优于

3D时空卷积.
然而, 行为识别中面临的主要挑战仍然是缺乏视

频表示方式. 对于人类而言, 可以很容易的将目光聚焦

于视频里图像的突出区域, 关注所感兴趣的部分. 但是,
现有的行为识别方法是对视频切分的每个短片段, 平
均地汇集该片段所有的局部特征形成全局特征, 针对

每个片段的全局特征进行行为类别分类. 采用平均汇

聚的方式并不是一个适当的方式, 对于短片段中的每

帧图像而言, 能够提供有益的特征的并不是其中的每

一个像素或每一块区域, 对于某些区域应该重点关注

(例如, 人类运动, 人机交互), 另外的一些区域 (例如, 背
景, 遮挡)应当有意识的忽略.

受到上述启发, 借助于注意力机制来突出显示视

频中的显著区域. 为此, 本文提出了一种基于视觉注意

力的深度卷积神经网络, 它将注意力机制融入到双流

卷积神经网络中. 注意力机制的特性使得我们可以在

没有监督的情况下对每帧图像进行动作的区域定位,
对每个区域空间赋予权重, 然后根据加权求和将局部

空间特征聚合起来. 这种不平凡的联合方式简单而有

效, 可以容易地解决视频表示不突出的问题. 为了验证

这一说法, 在油田现场行为数据集上进行了一系列的

基于视频的行为识别实验, 所展现出来的结果表明, 基
于视觉注意力深度卷积网络模型是行之有效的.

本文的其余内容如下: 第 2 节讨论了相关的工作,
第 3 节描述了视觉注意力深度卷积网络, 第 4 节给出

了实验的细节, 第 5节总结了本文的工作.

2   相关工作

行为识别作为视觉应用中的一项热门话题, 它的

研究进展很大程度上是由于在图像识别方法的进步所

推动的. 行为识别的目的是识别每个视频中的单个或

多个动作 ,  通常被描述为一个简单的分类问题 .  在
CNNs 还未取得如此巨大成功之前, Laptev I 等人提出

利用时空特征将空间金字塔推广到时空域的方法, 检
测稀疏时空感兴趣点并使用局部时空特征来进行描述

(包括 HOG和 HOF), 将其编码入特征包 (BoF)并结合

SVM进行动作分类[10]. 随后的工作中, Wang H等人拓

展了四种特征描述符 ( HOG 3D、HOG / HO F、

Cuboids、ESURF) 进行局部时空特征的描述[11], 实验

表明局部特征的密集采样的方式比稀疏兴趣点检测表

现出更优秀的性能. 随后, Wang H 等人又提出了一种

密集轨迹算法进行行为识别, 通过从图像中采样密集

点并根据密集光流场的位移信息进行跟踪, 这样密集

的轨迹可以覆盖视频中的运动信息[12]. 基于改进的稠

密轨迹算法[13]通过消除背景轨迹和扭曲光流获得了更

加突出的表现.
随着深度学习的兴起, 具有强大性能的卷积神经

网络已经在行为识别领域进行了广泛应用. Karpathy
A 等人在 Sports-1M 数据集上使用深层卷积神经网络

进行训练, 并对大规模行为分类进行了实证评估[14].
Simonyan K 和 Zisserman A 提出了双流架构, 输入一

段视频分别获得视频图像信息和密集光流信息, 为两

个流各自训练一个 CNNs 进行动作类别判断, 最后对

两分支动作分类得分进行融合[6]. Feichtenhofer C等人

在双流架构的基础上改进了融合的方式, 他们将原本

在 Softmax 层的融合提前到卷积层, 在最后一个卷积

层对空间网和时态网 (spatial and temporal)进行融合进

一步提高了性能[15]. Ng等人同样是对双流架构的融合

方式上进行了研究, 他们利用 LSTM 对于时序信息具

有强大的记忆功能这一特性, 将时态网进行了改进[16].
Wang LM 等人针对视频的特性, 提出了一种基于长范

围时间结构建模的网络, 结合了稀疏时间采样策略和

视频级别监督方式对整个视频段进行学习时的有效和

高效[17]. Tran D 等人提出的 3D 卷积神经网络 (C3D)
是并列于双流架构的另一种处理视频级别的动作分类

的主流方法, 由于 2D卷积不能很好的捕获视频中的时

序信息, 因此提出的 3D卷积将原来的卷积层和池化层

扩展为 3D 卷积和 3D 池化. 通过 3D 卷积可以直接处

理视频[7]. Carreira J等人提出了一种新的结合 3D卷积

和双流网络的模型, 称之为 I3D, 该模型可以从视频中

学习无缝空间-时态特征提取器. 而且 I3D 模型是一种

通用的视频表示的学习方法[18].
人类的视觉注意一直以来都是计算机视觉界所关

注的问题. Hou XD等人基于连续的特征抽样提出了一

种注意力模型, 对于显著性特征使用能量概念进行解

释. 另外, 该模型可实现在静态场景和动态场景之间注

意力的选择性[19]. Mathe S等人针对视频中的动作识别

进行了一系列的研究实验, 主要是人类视觉注意力和

计算机视觉中的关联关系[20]. 与上述工作相比, 本文提
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出的基于视觉注意力的深度卷积网络将人类的注意力

机制融入到现存的深层 CNNs 中, 通过对模型结构轻

量级的修改, 使得处理后的视频表示特征具有了局部

显著性.

3   视觉注意力深度卷积网络

在本节中, 将介绍视觉注意力深度卷积网络, 即
AttConv-net. 最近的从视频中的行为识别的一种标准

做法是使用多种信息流 (RGB和光流)的融合, 这样的

方式可以获得显著的性能[6,15,21]. 在此之前, 先介绍网络

的基础架构——时态段网络[17]. 最后, 对注意力机制进

行了描述.
3.1   时态段网络

在时态段网络 (Temporal Segment Networks,
TSN) 提出之前的双流卷积网络无法对远距离时间结

构的视频数据进行建模, 只能处理空间网络中的单个

帧或是时态网络单个栈, 不能有效地获取时序中上下

内容的联系. 时态段网络通过一种稀疏采样的方式, 从
整个视频中获取一系列短片段, 这样可以整合整个视

频的视觉信息进行视频级别的分类. 每个片段都将给

出其本身对于行为类别的初步预测, 从这些片段的“共
识”来得到视频级别的预测结果[17].

V

K {S 1,S 2, · · · ,S k}
具体来说, 给定一段视频 , 将其按相等间隔分为

段 . 然后, 时态段网络按照如下方式对

一系列短片段进行建模:

TS N(T1,T2, · · · ,Tk) =
H(G(F(T1;W),F(T2;W), · · · ,F(Tk;W))) (1)

(T1,T2, · · · ,Tk) Tk

S k F (Tk;W)

W Tk G ()

H ()

G

其中,  表示片段序列, 每个片段 从它对

应的段 中随机采样得到 ,    函数代表采用

作为参数的卷积网络作用于短片段 ,  代表段共

识函数, 结合多个短片段的类别得分输出以获得它们

之间关于类别判断的共识, 函数 会根据这个共识预

测整段视频属于每个行为类别的概率. 另外, 关于共识

的损失函数 的形式为:

L(y,G) = −
C∑

i=1

yi(Gi− log
C∑

j=1

expG j) (2)

C yi i其中,  是行为类别的数量,  是关于 类的真实标签.
3.2   模型架构

AttConv-net分别对双流中的空间网和时态网所提

取的特征分配较大的权重, 使其容易地定位到感兴趣

S i (i = 1,2, · · ·k)

k

FRGB = (F1,F2,F3, · · · ,FL)

FOF = (F1,F2,F3, · · · ,FL) ,L

m

FattRGB

FattOF S i

CS i CTi G ()

W

地区域, 从而可以更准确进行分类. 该结构如图 1所示,
采用双流模型基础架构, 分为空间流网络和时态流网

络. 本文的 AttConv-net 是在 TSN 的基础上进行了修

改, 将注意力模型分别连接到空间网和时态网的最后

一个卷积层所提取出的特征上, 之后将分配了权重的

特征送入全连接层以及 Softmax 进行双流网络各自的

类别概率的预测, 并且在评判最终视频所属类别之前

会将空间流和时态流的网络结果进行合并. 给定一个

完整视频 V, 将其处理成一系列的片段 ,
是一整个视频均等分的数量 ,  每个片段包含一帧

RGB 图和两帧光流图. 卷积神经网络 CNNs 分别提取

RGB 图的全局视觉特征  和
光流图的全局视觉特征   表

示每张图像划分为了 L 块区域, 每个区域都是一个 维

的向量 .  融入注意力机制处理后得到特征 和

, 之后便会得到每个片段 的双流网络中的所属

类别得分 和 , 经过共识函数 后将双流结果送

入 Softmax 函数算概率, 进而得到一个完整视频的分

类结果 .  其中的工作流程可以概括为下列共识 :

FattRGB = f (FRGB) (3)

FattOF = f (FOF) (4)

gS =G

 k∑
i=1

CS i

 (5)

gT =G

 k∑
i=1

CTi

 (6)

W = Softmax(gS ,gT ) (7)

FRGB FOF

FattRGB FattOF

gS gT

W

式 ( 3 ) 和式 ( 4 ) 分别是用注意力模型对特征

和 进行区域空间权重分配所得到的注意力特

征 和 , 式 (5)和式 (6)分别是用共识函数分

别对空间流和时态流中所有片段的属于同一类别的得

分做个求和均值得到 和 , 式 (7)是融合双流网络的

得分所获得的整个视频的分类结果 .
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图 1    AttConv-net模型结构图
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3.3   视觉注意力模型

Ft
RGB

Ft
OF L×m L

m

AttConv-net中的注意力模型将从最后一个卷积层

输出的特征向量附加一个介于 0 和 1 之间的权重, 以
此聚焦于图像中的显著区域, 该模型结构如图 2 所示,
将视频片段输入到网络中, 空间流和时态流分别进行

各自的卷积, 图中的虚框部分表示空间流和时态流进

行相同的 Attention 处理, 输出的分数是两流网络的单

独得分. 卷积神经网络提取的空间流特征 和时态

流特征 都是一个 维的向量, 即图像有 个区域,

每个区域用 维的特征向量表示:

Ft
RGB/OF =

{
Ft

1,F
t
2,F

t
3, · · · ,F

t
L

}
,Fi ∈ Rm, t = (1,2, · · · ,k)

(8)

Rm m Fi i

Ft t

Oatt Ft
RGB

其中,  表示 维的特征表示,  表示第 个图像区域,
表示以时刻 为中心所代表的视频段的特征表示. 对

于每个图像区域, 注意力函数 根据特征向量 和

Ft
OF t αt

i生成对应视频采样片段 的注意力权重 :

αt
i = Oatt

(
Ft

RGB/OF

)
(9)

归一化处理:

αt
n =

exp
(
αt

i

)
L∑

n=1
exp
(
αt

n
) (10)

αt
n n

t

其中,  表示注意力模型中第 个图像区域的在视频段

的权重.
FattRGB/OF经过注意力模型处理后的特征 :

FattRGB/OF =

L∑
n=1

αt
nFRGB/OF (11)

FattRGB/OFAttConv-net之后将 送入全连接层. 融入

注意力机制的网络仍然是可以通过标准的反向传播来

优化学习.
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图 2    AttConv-net网络结构图
 

4   实验

在本节中, 首先介绍了自建的油田视频数据集, 接

下来评估 AttConv-net在自建数据集以及 HMDB51上

的性能, 在此之外本文还对行为识别任务中所取得良

好表现的时态段网络进行有效性实验, 即 AttConv-

net 改进前的基础网络 TSN. 最后, 实验结果展现出与

一些方法进行了比较, 并且可视化了注意力聚焦图.

4.1   油田人员行为数据集

油田人员行为数据集 (Oilfield-7)包括 7个动作类

别: Pump Clean, Rig Walk, Room Operate, Site Walk,

Room Stand, Tank Construction, Tank Walk. Oilfield-

7 数据集包含剪辑好的视频 200 个 ,  每个视频平均

300 帧. 我们按照数据集的标准评估准则[22], 将数据划

分为三种不同的训练和测试数据, 分类表现是按照三

种划分数据多产生的平均识别精度. 另外, 数据集在进

行剪辑时, 确保一个视频中只出现一种行为, 对于出现

多种行为的视频中予以舍弃.

4.2   实验细节

256×340 {256,224,

192,168}
224×224

时态段网络[17]是最近用于从视频中进行行为识别

的表现最为突出的一个双流模型, 它在两个大型的行

为数据集 HMDB51[23]和 UCF101[24]上分别获得 69.4%

和 93.5% 的准确率. 在本文实验中, 选用时态段网络

在 Oilfield-7 数据集上进行训练去提取视频段的特征.

对于空间网和时态网 ,  选用的深层卷积网络结构是

BN-Inception[25], 这与时态段网络中的设置一致[17].

由于用于行为是别的数据集数量较少的原因, 存在着

过拟合的风险 ,  为此进行了数据增强 .  调整输入的

R B G 图 和 光 流 图 为 ,   并 且 从

集合中进行宽度和高度的随机选择裁剪, 之后

统一调整为 作为网络的输入. 其中的光流图

是采用 TV-L1 光流算法得到[26]. 根据先前的工作[6,21],

测试时从每个视频中选择 25 帧 RGB 图或光流栈, 对

于每个帧/栈, 通过裁剪四个角和一个中心的方式进行

数据增强. 本文的网络参数的学习使用小批量随机梯
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度下降算法进行, 用于特征提取的深层卷积神经网络

是在 ImageNet[27]上事先预训练的. 网络训练过程中的

学习率为 , 辍学率为 0.8, 在视频类别最终得分进入

融合时, 空间流的权重设置为 1, 时态流的权重设置为 0.5.
4.3   结果与分析

实验中通过与 AttConv-net 的两种变体来进行比

较, 一个是基线深层卷积神经网络 BN-Inception, 不包

含注意力机制和 TSN 结构; 另一个是不包含注意力机

制的 TSN_BN-Inception. 如表 1所示, 本文方法表现出

了较好的优越性. 引入注意力去处理远距离时间结构

的视频时, 对于片段图像的局部区域可以获得更高的

关注度, 因此视频片段的特征表示更能反映出视频的

所属类别.
 

表 1     在 Oilfield-7数据集 (Split1)上三种模型性能比较
 

模型 (AUC) 空间网 时态网 双流网

BN-Inception 0.896 0.536 0.873
BN-Inception_TSN 0.916 0.571 0.896
AttConv-net(我们) 0.923 0.582 0.908

 
 

针对 3 种划分数据分别进行实验, 每一部分所展

示出的是融合了两流的准确率. 之后, 最终的比较结果

是将 3 个部分取得平均准确率, 所展示的结果见表 2.
AttConv-net 与另外两个变体方法比较, 表现出了最优

的性能 .  与 BN-Inception 相比 ,  平均准确率提高了

2.3%, 与 BN-Inception_TSN相比, 提高了 1.4%.
 

表 2     在 Oilfield-7数据集上三种模型性能比较
 

模型 (AUC) Split1 Split2 Split3 Average
BN-Inception 0.873 0.876 0.871 0.873

BN-Inception_TSN 0.896 0.895 0.896 0.896
AttConv-net(我们) 0.908 0.917 0.905 0.910

 
 

进一步的为了验证本文方法的优越性, 用数据集

HMDB51 [ 2 3 ]来测试其性能 .  HMDB51 数据集共有

6849 个视频段包含 51 类人体行为类别, 每个类别含

有 101 个视频段且都经过人为标注. 同样的也是切分

为 3 种不同的训练和测试数据, 分类表现是按照 3 种

划分数据多产生的平均识别精度. 此次实验中所设置

的相关参数和前文实验细节中的一样, 所展示结果见

表 3. AttConv-net与另外两个变体方法比较, 表现出了

最优的性能. 与 BN-Inception相比, 平均准确率提高了

1.3%, 与 BN-Inception_TSN相比, 提高了 0.4%.

表 3     在 HMDB5数据集 (Split1)上三种模型性能比较
 

模型 (AUC) 空间网 时态网 双流网

BN-Inception 0.607 0.646 0.685
BN-Inception_TSN[17] 0.618 0.651 0.694
AttConv-net(我们) 0.623 0.658 0.698

 
 

在 Oilfield-7数据集中, 使用 3个模型进行了测试

并使用 mAP 评价指标, 结果如表 4 所示. AttConv-
net与另外两种相比, 在 mAP中取得了最好的表现. 但
是, 在“Room Operate”和“Tank Construction”行为类别

中, BN-Inception_TSN展现出的结果优于 AttConv-net,
因为这两个类别中的人类行为表现的不为明显, 注意

力更多地聚集在了背景当中, 而丢失了对动作的关注,
所带来的负面效果使得准确率降低. 为了更好地理解

网络在学习过程中对图像局部区域的显著性, 本文可

视化了部分注意力图, 如图 3所示. 图中第 1列代表的

是从视频中提取的原始图像, 第 2 列是经过注意力关

注后所得到最精准的效果, 第 3 列代表了注意力关注

时的最宽泛的效果. 例如, 对于 Tank Walk(第 4行), 可
以关注并将焦点缩小到场地中行走的人 ,  但是对于

Pump Clean(第 2 行), 由于数据集数量的问题, 进而产

生的过拟合的结果, 从而导致图像无法精准聚焦而产

生偏离.

5   结论与展望

本文提出了基于视觉注意力的深度卷积的人体行

为识别方法, 称之为 AttConv-net. 该方法利用注意力机

制在图像中对于全局信息有了显著性理解, 聚焦于局

部区域获取信息, 更加准确而高效的实现视频分类. 在
自建的 Oilfield-7 数据集上进行的实验表明, AttConv-
net 相较于基础深层卷积网络 BN-inception 和时态段

网络 TSN 获得了更高的行为识别精度, 证明了注意力

的有效性. 为了进一步证实本文方法性能的优势, 使用

数据集 HMDB51来验证, AttConv-net也取得了较好的

性能. 但是其中存在些许不足, 在时态流的网络训练过

程中该方法所得到的精度不高, 这由于 Oilfield-7数据

集中的人类的动作幅度小, 提取的光流图中的信息丢

失了大部分运动信息, 从而造成了较低的识别精度.
AttConv-net中两流卷积网络在进行特征融合时是采用

共识函数去完成的, 视频中的些许片段存在噪声标签,
从而影响视频分类. 接下来的工作将探索一种片段特

征聚合的方式来替代共识方式, 进一步的研究其对行

为识别任务的影响.
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表 4     在 Oilfield-7数据集上 3种模型的 AP评价指标比较 (第 1行代表 7种类别)
 

模型 (AP) PC RW RO SW RS TC TW mAP
BN-Inception 0.594 0.745 0.683 0.838 0.786 0.674 0.738 0.723

BN-Inception_TSN 0.656 0.779 0.766 0.885 0.828 0.796 0.835 0.792
AttConv-net(本文) 0.696 0.825 0.716 0.936 0.866 0.737 0.868 0.806

 
 
 

 
图 3    Oilfield-7数据集部分行为注意力变化的可视化图像
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