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摘　要: 港口进出口货物吞吐量是反映港口业务状况的重要指标, 其准确预测将给港口经营管理人员进行决策提供

重要的依据.利用机器翻译领域的 Seq2Seq模型, 对影响港口进出货物量的多种因素进行建模. Seq2Seq模型可以反

映进出口货物量在时间维度上的变化规律, 并且可以刻画天气、节假日等外部因素的影响, 从而进行精准预测.

Seq2Seq 模型包含两个由循环神经网络 (LSTM) 组成的编码器和解码器, 能够捕捉长短期时间范围内集装箱变化

趋势, 可以根据历史进出口货物量预测未来一段时间的货物量信息. 在真实的天津港进出口集装箱数据集上进行了

实验, 结果表明 Seq2Seq模型的深度学习预测方法效果优于传统的时间序列模型以及其他现有的机器学习预测模型.
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Abstract: The port amount of import and export goods can reflect the congestion of port flow, whose accurate prediction
would provide suggestions for port management to make reasonable decisions. In this study, the Seq2Seq model in the

field of machine translation is used to model various factors that affect the amount of goods inflow and outflow from the

port. An Seq2Seq model can reflect the change of the amount of import and export goods in the time dimension and

describe the influence of external factors such as weather and holidays, so as to make accurate predictions. An Seq2Seq

model consists of two LSTM, respectively acting as an encoder and a decoder. It can capture the changing trend of

containers in the short and long term and predict the amount of goods in the future based on historical import and export

volume. Experiments were carried out on a real-world dataset of import and export containers in Tianjin Port. The

experimental result reveals that the deep learning prediction model based on Seq2Seq is more effective and efficient than

traditional time series model as well as other existing machine learning prediction models.
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1   引言

港口进出口货物吞吐量是港口发展战略研究的重

要内容, 是港口物流规划、物流资源合理配置过程中

的重要环节, 同时它也为政府和港口管理部门制定科

学发展规划以及切实可行的市场开拓策略提供依据.
政府可以通过港口物流需求预测评估港口物流行业对

当地经济发展的总体贡献, 从而制定港口物流行业的

发展政策, 并引导物流市场资源的合理利用与优化配

置. 因此, 正确地预测港口进出口吞吐量对于合理布局

港口、科学制定投资规模和营运策略, 以及综合运输

规划都是十分重要的. 与此同时, 天津港作为世界上等

级最高的人工深水港, 也作为我国北方地区重要进出

港口, 国内国外辐射广, 货物种类多, 运输模式复杂, 基
于多年的港口运行特点形成了自己独有的物流和报关

模式, 在进口和出口通关数据预测方面十分需要根据

目前实际运行状况做深入的梳理和研究, 以进一步提

高口岸管理信息化和通关作业装备自动化水平, 同时

提高口岸工作效率[1–5].
根据实际需求, 本文研究以天为粒度级同时预测

八种不同类型的集装箱吞吐量, 具体包括: 进口集装箱

数量 (进口), 出口集装箱数量 (出口), 大集装箱数量

(大箱), 小集装箱数据 (小箱), 进口大集装箱数量 (进口

大箱), 进口小集装箱数量 (进口小箱), 出口小集装箱数

量 (出口小箱), 出口大集装箱数量 (出口大箱). 不同类

别的集装箱吞吐量不仅可以反映港口的承载量变化,
也可以反映港口的不同类别的集装箱的变化趋势.

预测不同类型进出口货物的吞吐量是一个非常有

挑战性的问题, 因为进出口货物的吞吐量受到许多复

杂因素的影响. 在时间维度上, 未来一段时间的货物吞

吐量与距离当前时间较近的一段时间以及历史上具有

相似特征时间节点上的吞吐量都有很大的关系. 另外,
由日常工作的规律可知, 货物吞吐量具有明显的以日

和周为单位的周期性规律, 利用这些规律都可以帮助

我们有效提高货物吞吐量预测的准确性. 进出口货物

的吞吐量还会受到天气、节假日、国家政策、外部事

件等外部因素的影响.
近年来, 深度学习在很多应用领域都取得了很大

的成功. 循环神经网络[6](RNN), 在普通多层前馈神经

网络基础上, 增加了隐藏层各单元间的横向联系, 通过

一个权重矩阵, 可以将上一个时间序列的神经单元的

值传递至当前的神经单元, 从而使神经网络具备了记

忆功能, 对于处理有上下文联系的 NLP、或者时间序

列的机器学习问题, 有很好的应用性. 长短期记忆模型

(Long Short-Term Memory, LSTM)[7]作为一种改进的循

环神经网络, 有效地缓解了传统循环神经网络在处理

长序列数据时存在的梯度消失问题, 被广泛应用于时

间序列学习任务上. 在 LSTM 中输入序列和输出序列

必须等长, 为了解决输入输出不定长的问题, 改进了经

典的 LSTM, 并且加入了编码器、解码器模块. Seq2Seq
是一个 Encoder-Deocder结构的模型, 输入是一个序列,
输出也是一个序列. Encoder将一个可变长度的输入序

列变为固定长度的向量, Decoder将这个固定长度的向

量解码成可变长度的输出序列. 受此启发, 为了同时刻

画货物吞吐量在时间维度上的依赖特性, 本文提出了

基于 Seq2Seq 模型的神经网络结构, 用于解决进出口

货物吞吐量预测问题[8–11].
基于 Seq2Seq的预测模型首先利用长短期记忆模

型刻画货物吞吐量随着时间的推移变化规律. 同时, 编
码器-解码器模块可更好的学习历史货物吞吐量之

间在高维隐藏空间的变换模式. 该模型还可以对外部

影响因素建模 ,  进一步提高进出口货物数量预测准

确性.

2   相关工作

近年来, 进出口货物量预测已经成为海关进出口

贸易的一个重要问题. 进出口货物量预测分为定性预

测和定量预测两类, 在定性预测中研究人员主要关心

的是货物量的发展趋势. 定性研究方法主要有德尔菲

法和专家会议法. 而定量问题则更关心进出库货物量

的具体大小以及一些细节的变化比如特殊节日, 传统

的定量预测集中在以年为单位进行预测, 更关注整年

的情况. 本文研究的问题属于定量预测问题, 而且预测

的单位为天级别, 可以做到更细粒度的预测, 这个问题

的难度更大, 更具有研究与实际应用价值.
进出口货物预测的核心研究对象是时间序列数据.

早期的研究主要采用经典的时间序列预测模型, 如自

回归滑动平均模型 (Autoregressive Moving Average,
ARMA)[12], 自回归积分滑动平均模型 (Autoregressive
Integrated Moving Average, ARIMA)[13–15]. 基于 ARIMA
模型, 一些扩展模型如 SARIMA [16]、KARIMA [17]、

VAR[18]以及 STARIMA[19]等被提出来以适应不同的预

测问题. 然而, 此类时间序列预测模型具有很大的局限
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性, 其预测结果通常很难满足人们的要求.
随着大数据技术越来越成熟, 学者们在解决时间

序列的预测问题时, 开始关注并重点研究数据驱动的

模型. 其中应用得最多的模型包括支持向量回归模型

(Support Vector Regression, SVR)[20]和多元线性回归模

型 (Multivariable Linear Regression, MLR)[21]模型以及

回归决策树模型 (Regression Decision Tree, RDT)[22]. 其
中, SVR 模型通过核函数将数据映射到高维空间以描

述交通数据的非平稳变化特征, 但其预测结果的好坏

很大程度上取决于核函数的选择. MLR 和 RDT 模型

则比较关注于特征的选择方式, 很多学者针对不同的

需求设计了不同的机器学习模型[23–25]用于特定场景下

的进出口货物数量问题.
近年来, 因为深度神经网络强大的表示能力, 基于

深度学习的模型在时间序列预测问题当中应用越来越

广泛, 此类模型中的两个重要分支分别是基于 BP神经

网络的模型和基于循环神经网络 (Recurrent Neural
Networks, RNNs)的模型[26–28]. BP 神经网络, 即反向传

播网络, 它是利用非线性可微分函数进行权值训练的

多层网络, 具有极强的容错性、自组织和自学习性, 有

着较好的函数逼近和泛化能力. 作为第二类重要分支

的循环神经网络常被用于序列数据学习任务[9,29,30]. 其
中, 长短期记忆模型[31]在文本分析[32]、语音识别[33]以

及机器翻译[34]等序列数据学习任务中都取得了巨大的

成功. 基于长短时记忆模型的 Seq2Seq 模型则克服了

其输入输出定长的缺陷, 可以更灵活的进行预测. 在进

出口货物数量预测问题中, 我们希望预测模型能够自

动学习过去一段时间数据之间的依赖关系, 而不需要

人为发现其中的联系. 因此, 本文提出一种基于 Seq2Seq
的深度学习网络结构来解决这一问题.

3   问题描述

本节对货物进出口数量预测问题进行形式化描述,
首先对历史进出口货物数量的整体数据特征进行描述,
然后在此基础上对问题进行形式化定义.

图 1是其几种不同类型的集装箱吞吐量的历史变

化趋势图. 类别分别为大箱进口, 小箱进口, 大箱出口,
小箱出口. 如图 1所示, 不同类别的集装箱以天为单位

在时间轴上连续分布, 形成连续的时间序列, 因此港口

进出口货物问题是一个典型的时间序列预测问题.
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图 1    不同种类别集装箱数据趋势变化
 

本文的研究问题是依据不同类别的集装箱吞吐量

历史数据来以周 (7天)为级别预测未来的集装箱数量.
问题定义.给定不同类别进出口货物历史统计值

{Xt|t=1, 2, …, n}, 预测 Xt+△t. 其中∆t∈{1, 2, …, 7}表示

待预测的时间区间与当前时间区间 t之间的跨度, 即预

测未来一周的数量.

4   基于 Seq2Seq模型进出口货物量预测方法

本节将详细介绍基于 Seq2Seq神经网络模型的进

出口货物量预测方法. Seq2Seq 是 RNN(循环神经网

计 算 机 系 统 应 用 http://www.c-s-a.org.cn 2020 年 第 29 卷 第 3 期

134 软件技术•算法 Software Technique•Algorithm

http://www.c-s-a.org.cn


络) 的一个变种, 它是一个 Encoder-Decoder 结构的网

络, 它的输入是一个序列, 输出也是一个序列, Encoder
中将一个可变长度的信号序列变为固定长度的向量表

达, Decoder 将这个固定长度的向量变成可变长度的目

标信号序列. 这个结构最重要的地方在于输入序列和

输出序列的长度是可变的. 将 Seq2Seq 网络应用于时

间序列预测问题, 可以根据历史一段时间的信息, 去预

测未来一段时间的数据情况 ,  通过神经网络的记忆

性、容错性、自学习性来拟合预测函数, 从而进行时

间序列问题的预测.
4.1   问题分析

在进出口货物预测问题中存在 4种时间依赖特性,
分别为: 短时依赖 (closeness)特性和周周期依赖 (week
influence), 节假日影响 (holiday influence)特性, 特殊情

况影响 (special influence). 例如, 图 2 是港口进口集装

箱量在某段时间的以天为单位的变化情况, 很明显地

展示了港口集装箱吞吐量的 3类时间依赖特性.
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图 2    进口集装箱变化曲线

 

1) 短时依赖特性: 体现在某一天的集装箱数量与

其前面刚刚过去的几天内的集装箱量对预测该天的影

响, 即相邻天集装箱数量之间存在很强的相关性.
2) 周周期依赖特性: 体现了集装箱数量以星期为

单位的周期性规律. 历史上相同的周次之间之间存在

一定的联系, 以此类推即集装箱吞吐量会受到当前日

期的星期数的影响.
3) 节假日影响特性: 体现了节假日 (周六, 周日, 法

定放假节日等) 与非节假日的区别, 节假日之间的联

系, 还包括节前补班与节后上班之间的差异. 图 2中节

假日显示出明显的差异.
4) 特殊情况影响特性: 体现在每个月的月末出现

的集装箱变化异常, 以及特殊政策因素造成的影响.
根据以上分析结果, 我们进行了相应的特征构造.

根据反复的特征构造实验以及实验结果, 我们确定以

星期 (1–7), 是否节假日, 是否补班, 月底 (月末一周),
放假前 (前 3 天) 作为最优特征组合, 以上特征反映货

物进出口数量在时间维度上的所有特性.
4.2   模型结构

图 3是本文提出的基于 Seq2Seq的神经网络模型

的完整网络结构. 该模型可以将短时依赖特性、周周

期依赖特性、节假日影响、特殊情况影响全部都考虑

进去, 并进行规律的学习.
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图 3    基于 Seq2Seq的神经网络结构
 

图 3 的底端表示模型的输入. 输入以 3 周作为一

个窗口, 前两周的特征矩阵作为 Encoder 层的输入, 后
一周的集装箱量的值作为 Decoder 层的输出, Decoder

层的输出与真实值作为损失函数计算的输入. 每一个

窗口的输入由 21天组成, 用 input = [day1, day2, day3, …,
day14]表示每一个窗口里 Encoder 层的输入, day i =
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[“Holidays”, “Work”, “Month_end”, “Before_holidays”,
“Days1”, “Days2”, “Days3”, “Days4”, “Days5”, “Days6”,
“Days7”] 其中 dayi∈input. dayi 表示特征向量, 采用

one-hot方法表示.
output = [day15, day16, day17, …, day21], output 向量

表示当天真实的货物进出口数量. 这样每一个训练窗

口 window = [input, output], 表示由 Encoder 层的输入

和 Decoder 层的输出维度大小组成的向量, 每一个

window 为 21×12. 具体含义见表 1. 基于深度学习的

Seq2Seq模型中有很多需要学习的参数, 所以需要大量

训练样本. 本文提出一种滑动窗口样本构造方法, 在给

定历史时间 (单位: 天)的集装箱数据上, 可构造出更多

训练样本. 本方法尤其适用于历史数据量不充分的情

况. 每一个训练的窗口 window 大小为连续 21 天的数

据, 然后以天为单位向后滑动窗口, 类似于 TCP 的滑

动窗口选择[35]. 假设总数据有 N 个点 (N > 21), 那么就

可以构造 (N–21 + 1) 个窗口, 极大提高了独立样本的

数量. 滑动窗口可很好刻画集装箱量的短时依赖特性,
保证数据在时间上的连续性, 充分利用每一天的数据,
且可以实现数据在时间维度上的交叉验证即数据在不

同的窗口内既可以充当测试集也可以充当验证集, 可
以更好的优化学习参数.

图 4 表示单层 Seq2Seq 网络结构, Source 表示网

络输入, h(x)和 H(x)分别表示 LSTM的 cell, 在每一层

网络里 Encoder 将输入 Source 序列转为上下文向量

(context vector)C, Decoder将 C 转化为输出序列.
 

表 1     特征向量表示
 

特征名称 含义 取值

Holidays 是否节假日 1/0
Work 是否补班 1/0

Month_end 是否是月底 (月末一周) 1/0
Before_holidays 是否是放假前 (前 3天) 1/0

Days1 是否是周一 1/0
Days2 是否是周二 1/0
Days3 是否是周三 1/0
Days4 是否是周四 1/0
Days5 是否是周五 1/0
Days6 是否是周六 1/0
Days7 是否是周日 1/0

C = F (day1,day2,day3, · · · ,day14) (1)

dayi =G (C,day15,day16, · · · ,dayi−1) (2)

其中, i∈[15, 21]且 F 和 G 分别表示编码器和解码器模块.

dâyi

模型的训练以最小化损失函数为目标. 我们将损

失函数定义为每个窗口里的集装箱数量的真实值和预

测值之间的平均绝对误差, 我们以 表示模型输出

值, dayi 表示真实大小, 其中 i∈[15, 21].

L (θ) =
1
7

∑21

15
||dayi−dâyi|| (3)

其中, θ 包括 Seq2Seq模型中所有需要训练的参数.
 

Source=<day1, day2, …, day14>

Target=<day15, day16, …, day21>

其中 Source 表示模型输入序列，Target 表示输出序列

h (0) h (1) h (2) h (7) H (1) H (2)c…

…

H (7)…

…day15

day1 day2 day14

Source

Target

C=F (day1, day2, day3, …, day14)

dayi=G (C, day15, day16, …, day21)

其中 i ϵ [15, 21]

day16 day21

 

图 4    单层 Seq2Seq网络结构
 

基于 Seq2Seq的预测模型相比于其他方法强调模

型结构的深度, 突出特征学习的重要性, 通过逐层特征

变换, 将样本在原空间的特征表示变换到新特征空间,
并将时间及外部特征进行编码、解码的高维度映射,
使预测结果更准确.

5   实验与结果分析

5.1   数据集

实验数据集为天津港历史集装箱吞吐量数量数据

集 (TJ_DataSet), 数据集的统计信息如表 2所示.
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表 2     数据集统计信息
 

数据集 TJ_DataSet
数据类型 天级别的各种类型的集装箱吞吐量

港口 天津港

时间跨度 2017.7.26~2018.9.13
时间区间长度 414天
非空数据点 358

集装箱类别
8种 (进口, 出口, 大箱, 小箱, 进口大箱,

进口小箱, 出口大箱, 出口小箱)
时间单位 天

节假日 119天
补班 15天

 
 

5.2   数据预处理

(1)无效数据过滤

首先对分析数据, 剔除异常数据, 异常原因主要有

关检融合, 系统未普及等, 数据清洗后选定数据质量良

好的时间段, 即 2018-3-1~2018-8-25为实验数据集.
(2)滑动窗口

实验采取滑动窗口的形式来组织训练集和测试集,
将原始数据按类别 (大箱/小箱/进口大箱/进口小箱/出
口大箱/出口小箱/进口/出口)、时间顺序排列, 数据总

量为 2018-3-1到 2018-8-5, 共 185个点, 每个时间窗口

的大小为 21 天 (2 周输入, 1 周输出), 并按天滑动. 训
练集与测试集的比例为 7:3, 总窗口数为 164 个, 其中

训练集窗口个数为 126个, 测试集窗口个数为 28个.
(3)数据标准化

对集装箱量大小进行 min-max 标准化, 进行标准

化可以加快模型的收敛速度以及提高模型的精度.
5.3   基准方法与评价指标

本文将 Seq2Seq模型和以下 4个基准方法进行比较.
(1) RDT: 回归决策树模型, 是一种基于决策树的

回归模型.
(2) SVR: 支持向量回归模型, SVR 是使用 SVM

(支持向量积)来拟合曲线, 从而进行回归分析, 是一种

应用广泛的时间序列预测方法.
(3) MLR: 多元线性回归模型, 是在线性回归的基

础上进行时间序列拟合.
(4) LSTM: 长短期记忆模型, 是一种循环神经网络

模型, 擅长处理序列类型的数据.
本文使用均方根误差 (Mean Absolute Deviation,

MAE)作为模型预测效果的评价指标:

MAE =
1
n

∑n

0
||dayi−dâyi|| (4)

dâyi其中, dayi 表示集装箱数据的真实值,  表示集装箱

数据的预测值, n 表示连续天数大小.
5.4   TJ_DataSet 数据集实验

在 TJ_DataSet数据集上验证了基于 Seq2Seq神经

网络的预测效果. 模型的超参设置见表 3所示, 预测结

果如表 4.
 

表 3     Seq2Seq中的超参设置
 

参数 值 备注

hidden_dim 30 隐藏层神经元个数

depth 3 网络层数

Dropout大小 0.5 Dropout
SequenceLength 14 输入序列长度

ResultLength 7 返回序列长度

normalise true 对数据进行正则化

学习速率 0.0002 学习速率

优化器 Adam 训练时用的优化器

批大小 30 训练模型时的批大小
 
 
 

表 4     各种方法预测结果
 

类别 RDT SVR MLR LSTM Seq2Seq
大箱进口 298.52 285.14 568.34 476.91 275.02
小箱进口 299.50 277.67 384.86 511.23 280.27
大箱出口 524.52 530.55 1082.75 1055.75 431.54
小箱出口 692.81 629.28 1150.67 1028.34 409.50
进口 514.37 519.64 895.70 973.14 494.85
出口 1186.49 1162.65 2195.11 1922.32 830.45
大箱 730.53 719.61 1544.89 1097.38 711.69
小箱 877.34 783.06 1413.01 1089.51 592.19

 
 

如表 4 所示, 基于 Seq2Seq 的神经网络明显比其

他基准方法要好, 在大箱进口, 大箱出口, 小箱出口, 进
口, 出口, 大箱, 小箱这 7 种类别上, Seq2Seq 方法的

MAE 明显比其他所有的方法要好, 在小箱进口上基于

RBF核的 SVR表现要略好一点, 通过对小箱进口的数

据进行分析发现, 测试集种小箱进口的数据短期依赖

性比较差, 而 SVR可以在长期记忆性上做的更好一些.
Seq2Seq模型相对于单独的 LSTM模型具有较大优势,
首先 Seq2Seq可以通过更长时间的数据来学习短期内

的一段数据, 而 LSTM 只能通过定长的时间来学习并

预测与之等长的时间序列, 而且 Seq2Seq 的编码器-解
码器模块具有更高维度上的拟合性.

各种类型的集装箱数量预测图如图 5 所示, 这里

截取测试集中 2018-7-3~2018-7-31这一时间段的进行

展示. 由图 5可以看出来, 模型在未来一段时间内的预

测效果相对较好. 其中 7-23到 7-27这一周出现明显的

误差, 后经过业务分析, 这一周的确存在因为关检融合

造成的原数据不准的情况, 进一步说明了模型的稳定

性和正确性, 并且具有一定的异常纠错功能.
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图 5    模型预测效果图
 

6   结束语

本文提出一种基于 Seq2Seq的神经网络模型用于

解决港口货物量预测问题. 基于 Seq2Seq 的模型可以

同时对影响港口货物量变化的两类因素, 即时间依赖

以及外部影响因素进行建模. 基于 Seq2Seq 的神经网

络模型结合长短期记忆模型和编码器、解码器模块能

够学习港口货物量数据的时间特征, 最终通过滑动窗

口的学习方式, 得到准确的预测结果. 我们将基于 Seq2Seq
的模型和经典的时间序列预测模型、机器学习模型,
基于深度学习的预测模型同时在相同的数据集上进行

了对比实验, 实验结果表明基于 Seq2Seq 的网络在不

同数据集上取得了 7种类型下的最优和一个类型下的

次优的预测效果. 但该方法还有优化的空间, 比如其他

外部特征比如政治因素, 经济形式, 天气, 股票等, 也会

对集装箱的吞吐量大小产生一定的影响, 但这部分因

素难以进行合理量化, 可作为后续模型调优的方向.
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