
 

 

融合时序相关性的课堂异常行为识别①
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摘　要: 针对人体行为最重要的 motion特征, 提出了基于时间上下文的二级递推异常行为识别方法. 不同于传统深

度学习的训练方法, 本文方法不是直接从图像数据中学习特征, 而是把提取的形状信息 HOG 特征作为训练输入.
首先提取基于 HOG 算法的图像形状特征, 采用提取到的特征训练 DBN 网络. 其次利用已经训练好的 DBN 网络

和 Softmax分类器识别出人体粗目标区, 然后根据粗目标区域的时序上下文信息, 计算质心加速度. 最后判断加速

度的阈值, 识别出异常行为的精目标区. 本文将粗细目标结合的二级递推方法应用到课堂行为识别中, 通过实验结

果表明, 该方法在运动模糊和目标密集遮挡的场景下都能较好地识别出课堂行为, 识别率相比其他方法有较大提

升. 课堂异常行为数据分析, 可在课堂动态管理和学习效果评估等方面发挥辅助作用.
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Abstract: Aiming at the most important motion characteristics of human behavior, a second-level recursive anomaly
behavior recognition method based on time context is proposed. Different from traditional deep learning training methods,
this method does not directly learn features from image data, but extracts them. The shape information HOG feature is
used as the training input. Firstly, the image shape feature based on the HOG algorithm is extracted, and the extracted
feature is used to train the DBN network. Secondly, the trained DBN network and the Softmax classifier are used to
identify the human body coarse target region, and then according to the coarse The time-series context information of the
target area, calculate the centroid acceleration. Finally, the threshold of the acceleration is judged, and the precise target
area of the abnormal behavior is identified. This paper applies the two-level recursive method combining the weight and
the target to the classroom behavior recognition, and the experimental results show that the The method can better
recognize the classroom behavior in the scenes of motion blur and target dense occlusion, and the recognition rate is
greatly improved compared with other methods. Classroom abnormal behavior data analysis can play a supporting role in
classroom dynamic management and learning effect evaluation.
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随着计算机视觉技术的发展以及各类视频摄像终

端的普及, 研究表明人工对海量视频信息的处理具有

容易疲劳和自动忽略的缺点. 人工智能领域的一个重

要研究热点是目标行为识别, 要求系统智能检测和识

别出感兴趣的目标, 减轻人工的工作量[1]. 近年来在智

能监控报警安防等方面, 深度学习已有诸多成功的应

用. 深度置信神经网络模型 (DBN) 是一个概率生成模

型, 由 Hinton等提出[2], 该模型建立一个观察数据和标

签之间的联合分布, 通过无监督预训练和有监督调优

训练达到理想的网络模型. 传统的深度学习不对特征

进行提取方法的设计, 直接利用图像信息进行训练得

到目标表示法[3]. 但是图像具有丰富的特征可以用来描

述关键信息, 这些特征的训练在系统识别中会发挥重

要的作用, 因为特征的好坏直接会影响到最终的识别

效果[4]. 在视频中时序的相关性是个不可忽视的信息特

征, 利用时间上下文信息能为系统识别带来增益[5]. 因
此本文提出了将提取的 HOG特征作为输入, 通过深度

置信网络训练得到更高层的抽象特征, 利用训练好的

DBN 网络识别人体区域, 最后利用区域的质心的时序

相关性特征判断课堂异常行为. 通过实验数据验证了

课堂行为识别算法的有效性, 实验结果表明在训练数

据比较少的情况下, 也能获得较好的识别效果.

1   特征描述

梯度特征可以很好地描述局部目标的形状边缘,
梯度方向直方图被用来描述 HOG特征, 能够有效地对

形状特征检测, 主要用于解决人体目标检测[6].
1.1   HOG 特征算法

HOG 采用了统计的方式进行提取. 首先将图像颜

色空间归一化, 然后计算梯度, 接着将图像分成小的

Cell, 然为每个 Cell 中各像素点的梯度方向直方图, 最
后把每个 Block(扫描窗口) 的特征进行联合以形成最

终的特征[6]. 具体计算流程图如图 1所示.
 

图像颜色空间
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梯度直方图

把所有 Block 的
特征向量串联成
一个最终的 HOG

特征向量
 

图 1    HOG特征提取流程图
 

HOG 先计算各个单元灰度直方图, 然后进行归一

化处理, 降低对光照和阴影的敏感性[7]. 因此其在人体

检测方面有着有独特较多优点, 适用于做图像及视频

中的人体检测特征.
1.2   特征提取

HOG 特征最小单位是 Cell, 计算块区域 Block 和

检测窗口的计算步长就是一个 Cell 的宽度, 因此先把

整个图像分割为多个的 Cell 单元格[8], 按特征算法结

果共有 128个单元格.
实验中我们把梯度图通过分解提取变为机器容易

理解的特征向量. 将 Cell 的梯度方向 360 度分成 9 个

方向块得到特征, 每个块包含 4个 Cell, 一个检测窗口

特征向量是 36. 一个 64×128 大小的图像计算后, 它的

特征数为 36×7×15=3780 个. 可视化的 HOG 特征提取

显示如图 2所示.
 

 
图 2    可视化特征提取

 

1.3   几何特征

上文的 HOG特征是基于形状边缘梯度的特征, 在
此基础上别出来的目标很容易用几何特征来进一步识

别行为动作. 本文选取质心的变化加速度来判断课堂

的异常行为.
目标区域在坐标系轴上进行投影, 接着进行区域

扫描那么目标区域就可以用 P1和 P2描述, 记作 R[P1,
P2], 用外接矩形框表示目标区域如图 3所示.

图 3 中, P1 坐标为 (xmin, ymin), P2 坐标为 (xmax,
ymax), 该目标区域记作 M, 则其质心可以表示成:

xcor =

∑
(x,y)∈M xH(x,y)∑
(x,y)∈MH(x,y)

(1)

ycor =

∑
(x,y)∈MyH(x,y)∑
(x,y)∈MH(x,y)

(2)

式中, H (x, y) 表示人的目标区域在 (x, y) 位置的像素

点灰度值信息.
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图 3    目标矩形区域

 

1.4   时序相关性特征

在视频中, 时序特征能够很好地表示目标的运动

趋势. 本文从视频序列的几何特征中计算目标质心的

位移和时间, 然后计算前后 K 帧间隔的质心加速度, 把
质心加速度变化设置为时序相关性特征.

(xn,yn)

(xm,ym) x,y

假设第 N 帧的质心是 ,  第 M 帧的质心是

, 计算出质心在 两个方向上的位移 S1:

S 1 =
√

(xm− xn)2+ (ym− yn)2 (3)

第 N 帧与第 M 帧的时间差是 t, 就可以得到质心

的位移速度 V1=S1/t.
同理可以得到第 M 帧与第 L 帧之间的质心速度

V2=S2/t. 即可以求出质心加速度:

a =
v2− v1

t
(4)

当目标的质心加速度突然加快, 说明目标在短时

间内位置发生了变化. 当这个加速度超过设置的阈值,
z 则判定为课堂异常行为, 触发警报信息.

2   深度置信网络

深度置信网络是由多个限制玻尔兹曼机堆叠以及

一个 BP层组合而成的深度置信网络. 在深度置信网络

中, 每个隐含层接收来自低层的神经元的输入, 通过层

与层之间非线性关系, 将低层特征组合成高层的信息

表示, 并建立观测数据的分布式式特征. 它贪婪的前向

学习[9], 通过逐层学习可以逐步收敛. 并结合梯度下降[10]

的反向微调机制, 可以得到更高的收敛精度, 从而达到

最佳的模型训练. 根据学习到的网络结构, 系统将输入

的样本数据映射到输出特征, 然后采用 Softmax 分类

器识别.

2.1   限制玻尔兹曼机

对每层波尔兹曼机 (RBM) 进行训练是一个深层

置信网络的开始. 训练 RBM 的过程简单来说就是寻找

可视层节点和隐藏层节点之间连接的最优权值参数.

RBM 由一层可视层 v 和一层隐藏层 h 组成. 该网络的

可视层 v 和隐藏层 h 神经元彼此双向互联, 但同一层

内神经元无连接.RBM 中神经元有两种状态,“激活”和

“未激活”, 一般用二进制的 1和 0表示[11]. 每一层可用

一个向量表示, 向量的维数由每层神经元的个数决定,

每一个神经元代表数据向量的一维 ,  具体结构图如

图 4所示.
 

···

···

W
b

a

隐层 h

可见层 v

 
图 4    RBM结构图

 

RBM 是的可视层神经元向量 v 和隐藏层神经元

向量 h 联合配置的函数为:

E(v,h|θ) = −
n∑

i=1

aivi−
m∑

j=1

b jh j−
n∑

i=1

m∑
j=1

wi jvih j (5)

θ = (wi j,ai,b j) ai

b j wi j

式中,  为 RBM 的参数,  为可视层单元的

偏置值,  为隐含层单元的偏置值,  为可视层与隐含

层之间的连接权重, n 和 m 分别为可视层与隐含层的

神经元数目. 由能量函数可以得到可视层与隐含层的

联合概率分布为:

p = (v,h|θ) = exp[−E(v,h|θ)]
Z(θ)

(6)

Z(θ) =
∑

v

∑
h

exp[−E(v,h|θ)]式中,  是归一化因子. 可

视层与隐含层节点之间无连接让每个节点之间具有独

立性. 当可视层节点状态知道时, 激活隐含层节点的概率为:

P(h j = 1 |v ) =
1

1+ exp(−
∑

i

Wi jvi−a j)
(7)

在给定隐含层 h 的前提下, 求得其可视层第 i 个节

点激活概率为:
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P(vih) =
1

1+ exp(−
∑

j

Wi jh j−bi)
(8)

RBM 采用极大对数似然函数迭代方法训练出可

以拟合目标的参数 θ. 然后以经典的对比散度算法更新

权值, 可以得到优的参数 θ. 逐层训练完成的 RBM 可
以从高维数据中提取出更有表征意义的特征[12].
2.2   训练 DBN 网络

自底向上的逐层学习, 通过底层特征训练得到高

层特征是 DBN模型的训练学习方式[13], 在顶层设计一

个 BP网络, 根据识别的误差进行网络参数的反向微调.

θ = (wi j,ai,b j)

首先是预训练, 用贪婪学习算法训练波尔兹曼机,
一次一个直到所有的波尔兹曼机都被训练完成为止.
低层的隐含层的输出将作为高层可视层的输入, 经过

不断调整网络权值, 网络状态达到和谐. 经过训练之后

得到 DBN 的初始参数  . 通过 BP 网络梯

度下降算法实现反向微调, 将误差自顶向下地反向传

播到每一层, 通过梯度下降算法对整个网络进行微调,
整个网络的参数达到理想. 如图 5所示.
 

开始

初始化节点数，最大层数，
每层的节点数，最大迭代次数

结束

开始迭代训练使用梯度
下降算法进行反向微调

指导最大迭代数

设置初始层 i=1, 最大层 max

RBM 无监督训练i ++

i<max

N

Y

 
图 5    DBN训练流程

 

从一层神经网络开始训练一个网络的方法是可行

的, 且可以节约网络资源避免过度计算. 在第一个隐藏

层和标签输出层之间插入第二个隐藏层, 然后对整个

网络通过 BP 网络反向调整网络的权值. 以此类推, 一
层层地设计网络的层数, 这种判别式预训练在能够取

得很好的效果.

3   系统设置

对于深度学习的网络模型, 训练迭代次数、网络

隐含层的层数是重要参数. 在用 DBN网络模型对训练

样本进行训练时, 采用 BP算法将训练所得结果与结果

标签数据进行误差分析, 根据相关差异进行反向微调,
实现对网络结构中各层间权值的更新, 逐步达到提升

网络模型识别精确度的目的[14]. 在时间上下文信息中

我们需要计算质心的加速度, 因此取合适的帧间隔也

是一个重要的参数.
3.1   系统参数配置

结合实际实验采用包含 1–3 层 RBM 的深度置信

网络结构模型. 设置预训练的学习率 0.01, 设置 BP 神

经网络的学习率为 0.01, 迭代次数设置为 2000. 采用批

训练的方式初始化节点数, 批训练样本数设置为 200.
通过实验分析的方式把网络中 RBM的层数确定下来,
文中设置 DBN模型中 RBM层数为 2.

视频播放的帧是 25 f/m, 我们通过实验对比选择

K 帧间隔, 取 K=5 为实验参数, 即帧间隔为 1/5 s, 每秒

计算 5 次质心的位移速度, 4 次质心加速度. 当质心加

速度特征 a>4 m/s2 时, 认为是课堂异常行为.
3.2   系统算法流程

从提取的形状特征中提取更为抽象的高层特征作

为 DBN 网络的输入, 能更好地让 DBN 网络理解图像

特征的分布, 提高 DBN 的表征能力. 本文先采用基于

HOG 算法的图像形状特征提取, 采用提取到的特征训

练 DBN 网络. 其次利用二级递推算法, 首先识别出人

体目标, 其次利用视频的时序相关性运动特征计算人

体区域前后帧的质加心速度, 判断课堂行为算法流程

如图 6所示.
 

提取图像的
HOG

特征向量

训练好的
DBN

前景目标
识别

计算前后时
序的质心
和加速度

判断是否
属于课堂
异常行为 

图 6    系统框架流程

4   实验结果与分析

硬件实验环境为 CPU 型号 Intel i9 9900X, 内存

32 GB, 显存 11 GB, 集成显卡 GTX 1080 Ti 的工作站,
软件环境为 Ubantu 14.04操作系统, Python 3.7+OpenCV
集成系统.
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4.1   课堂训练样本库

本系统训练的样本为课堂采集的小样本库, 命名

为 Classroom 数据集, 类别是 book, chair person, table

等 4 类. 系统主要分析课堂目标中的时序相关性特征,
因此本文只计算 person类的质心加速度.

Classroom数据集训练库的部分图片如图 7所示.
 

book0001.png book0002.png book0003.png book0004.png book0005.png book0006.png book0007.png

chair0001.png chair0002.png chair0003.png chair0004.png chair0005.png chair0006.png chair0007.png

person0001.png person0002.png person0003.png person0004.png person0005.png person0006.png person0007.png

table0001.png table0002.png table0003.png table0004.png table0005.png table0006.png table0007.png 

图 7    课堂训练样本库
 

4.2   课堂检测结果

通过 Classroom 小样本数据集训练的深度置信网

络模型, 通过 Softmax 分类器识别效果如图 8, 图 9 所

示, 可以识别出 person, table, book, chair 等 4 类目标.

从实验可以看出在目标模糊和目标密集的复杂场景下,

目标也可以被有效地识别出. 这对今后的由于摄像头

晃动造成的运动模糊和运动遮挡有很好的应用参考.
 

Person: 81 %

Person: 99 %
Person: 55 %

Person: 99 %

Person: 98 % Person: 99 %

Person: 99 %

Person: 99 %

Person: 99 %

Book:72 %

Book:92 %

Table:53 %

Table:84 %

Chair: 62 %

Chair: 87 %

 
图 8    模糊场景识别效果

 

本系统关心的是课堂 person 类的行为, 因此根据

识别结果选择人体目标, 其他类的目标在视频中不再

标出. 在正常情况下, 人体目标都是细框图显示. 由前

文的分析可知, 目标的质心加速度是一个重要的时序

相关性特征. 因此计算的帧间隔是个关键参数, 间隔太

小则增加系统的计算量, 太大则容易产生漏检. 根据实

验调试, 系统设置 N=5的帧间隔, 检测阈值设置为 4 m/s2,

当加速度 a 超出设置的阈值时则认为是异常行为. 系

统中采用粗框对异常行为目标进行预警.
 

Table: 69 %

Table: 75 %

Book: 78 %

 
图 9    密集场景识别效果

 

测试学校提供的课堂视频, 当学生课堂出现了睡

觉、趴在桌子上等负面异常行为时, 质心加速度超出

了阈值, 系统认定为异常行为目标如图 10, 图 11所示.
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应用网络上的视频测试系统, 结果如图 12 所示. 显然

突然起立, 目标质心加速度也会超过阈值. 这时系统也

将其标识为异常行为, 这个属于正面异常行为.
 

Person: 52 %

Person: 99 %

Person: 99 %

Person: 98 % 
图 10    单目标课堂异常行为识别

 

异常行为有正面异常行为和负面异常行为, 但是

两者并不是绝对对立的. 如在智能监考系统中, 起立代

表负面异常, 但在教学课堂中则代表正面异常.
4.3   系统算法分析

不同 RBM网络层数的 DBN模型率如图 13所示.

采用的数据样本集为 Classroom 数据集, KTH 人体行

为数据库, INRIA Person库, 其中第一个数据库为实际

采集的小样本数据库, 后两者为测试公开库. 由于实验

所用的样本数较小 ,  涉及到的类别也不多 ,  因此

DBN型所需的 RBM层数和隐藏层节点不需要设置太

多 .  本文将隐含层 RBM 的隐藏层节点数量设置为

30个. 通过实验测试 RBM层数与识别率的关系如图 13

所示. 实验结果可知当设置 2层 RBM时目标识别率均

较高, 当层数再增加时, 网络的识别率反而有所下降.

在 RBM 层数为 2 时学生课堂的人体目标识别率为

98%, 符合我们系统的指标要求.

在 INRIA Person 数据集上进行测试 , 得到的检

测率如表 1所示. 可以看出, 和未进行特征提取训练

的 DBN 相比 , 加入 HOG 特征提取的 DBN 在准确

度上有较好的提升[15], 因为 HOG可以增强目标的局

部特征. 同时在输出层设置 Softmax 分类器, 在目标

类别不是特别多的情况下, 可明显提升目标的识别率.
 

 
图 11    多目标课堂异常行为识别

 

 

 

图 12    网络课堂视频测试结果
 

加速度是一个很好的物理特征, 计算加速度的时

间间隔是一个重要的参数. 帧间隔太大, 无法检测出理

想的目标, 间隔太小影响系统的实时性. 合理的帧间隔

不仅可以检测出速度变化的快慢, 而且可以有效的降

低系统的运算开销. 因此本文采用基于 HOG特征输入

的 2 层 RBM 结构的 DBN 模型, 顶层采用 Softmax 分

类器识别出目标. 在视频序列中采用帧间隔为 5 的参

数计算时序相关性特征, 最后标识出课堂异常行为目标.

5   结论与展望

针对人体行为最重要的 motion 特征, 提出了基于

时序相关性的二级递推异常行为识别方法. 不仅能解
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决传统 DBN不能处理视频序列的问题, 而且可以充分

利用视频中目标前后帧提供的质心加速度信息识别出

异常目标, 提高了系统的识别准确率. 实验结果表明本

文设计的方案在运动模糊和目标遮挡等复杂场景下都

可以识别出目标, 这对今后的实际应用中由于摄像头

晃动造成的运动模糊和运动遮挡有很好的应用参考.
系统后续可以展开联动模块的设计, 把课堂行为中异

常数据传输到云端进行分析, 可在评估习效果、课堂

动态趋势等方面发挥作用.
 

3

2

1
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70 1009590858075

Classroom KTH INRIA person

 
图 13    RBM层数与识别率

 
 

表 1     不同模型识别率
 

模型结构 识别率 (%)

DBN[16] 93.40
HOG+DBN 95.80

HOG+DBN+Softmax 98.20
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