
 

 

基于 GRU 的电力调度领域命名实体识别方法①
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摘　要: 电力调度领域命名实体识别是电力知识图谱构建步骤中的重要一环, 目前存在基于机器学习和深度学习模

型被用于通用领域或是其他专业领域的命名实体识别 .  为了解决电力调度领域命名实体识别的问题 ,  研究

Transformer-BiGRU-CRF模型, 该模型可以有效的解决电力调度领域中命名实体识别的问题. 通过 Transformer模
型得到语料的字向量，再通过 BiGRU和 CRF进行命名实体识别。该模型在训练过程中有两种训练方式, 第 1种
方式是只训练 BiGRU 和 CRF 部分的参数；第 2 种方式是训练包括 Transformer 部分的整个模型的参数. 最后发

现, 第 1种方式达到模型的平稳状态需要的时间更少, 但是第 2种达到平稳状态准确率会高出接近 5%.
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Abstract: Name entity recognition is an important part in the power knowledge map construction in power dispatching
field. Currently, machine learning and deep learning models are used to name entity recognition in the general field or
other professional fields. In order to solve the named entity recognition in the power dispatching field, the Transformer-
BiGRU-CRF model is researched. The character vector of the corpus is obtained through the Transformer model, and the
named entity recognition is performed through BiGRU-CRF. There are two training methods in the training process, the
first method is only to train the parameters of the BiGRU-CRF part; the second method is to train the whole model
parameters including the Transformer part. Finally, it is found that the first approach reaches the stationary state in less
time, but the accuracy rate is about 5% higher for the second approach.
Key words: Transformer model; Name Entity Recognition (NER); BiGRU; power dispatch

 

1   引言

电力调度是为了使各类电力生产工作有序进行,
保证电网对内可以自身安全稳定运行、对外能够可靠

供电所采取的一种有效的管理手段. 具体工作内容是

根据各类信息采集设备反馈的数据信息或监控人员报

告的信息 ,  结合电网在实际运行过程中的电流、电

压、负荷、频率等相关参数. 综合考虑工作中的各种

情况, 对电网运行状态进行判断, 通过系统或是其他方

式自动发布操作指令, 指挥现场操作人员或自动控制

系统进行有效调整, 比如调整发电机出力、调整负荷
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分布、投切电容器、电抗器等, 使电网能够持续安全

稳定的运行[1,2].
电力领域与互联网的结合, 使得电力调度向自动

化方向发展的速度加快. 长久以来形成的电力调度管

理系统在自动化的过程中, 需要构建电力领域的知识

图谱. 在知识图谱的构建过程中, 命名实体识别 (NER)[3]

是知识图谱构建中的一个重要环节, 该任务是从互联网、

电力调度运行数据中抽取出电力调度领域的命名实体.
命名实体识别是自然语言处理中的一项关键任务,

在 1995 年的 MUC 会议上被第一次提出, 提出的目的

是识别文本中特定的名称或者是有意义的短语[4].
早期的命名实体识别很多都是基于规则和统计机

器学习的方法[5,6]. 最初的时候, 需要相关的专家制定命

名实体过程中所需要的规则以及相关的知识库, 然后

采用匹配的方式进行命名实体识别. 但是在实际的应

用过程中, 首先是规则的编写非常困难, 并且制定的规

则只可以用于特定的任务, 并不能重用于其他的任务;
并且知识库的编写也是一项很大的工程. 因此该种方

式的效率比较低下, 并不是一种命名实体识别的一项

有效技术.
在机器学习发展的过程中, 机器学习模型中的最

大熵模型 (maximum entropy) [7 ]、支持向量机模型

(Support Vector Machine, SVM)、条件随机场模型

(Conditional Random Fields, CRF)、隐马尔科夫模型

(Hidden Markov Model, HMM)等一系列模型别用于命

名实体识别[8–13]. 机器学习模型的应用在总体上提升了

命名实体识别的应用效率和识别的准确率, 其中应用

较多的模型是隐马尔科夫模型和条件随机场模型, 这
两个模型在识别效果或是在迁移学习方面取得的效果

都好于之前基于规则的方式. 但是机器学习模型的局

限性也是很明显的, 首先根据任务提取很多的特征 (特
征工程, feature engineering), 特征的提取对最后的训练

结果有着直接的影响; 在训练的过程中也需要大量的

时间和大量的资源; 而且同规则一样还需要特定的知

识库. 因此此后发展出的深度学习为命名实体识别提

供了更高的效率.
2011 年 Collobert 提出基于窗口的深层神经网络

模型, 该模型自动学习输入句子的特征, 不需要像机器

学习那样需要人工提取特征, 然后通过 BP算法训练参

数, 性能上超过了前面所提到的算法. 但是改模型的局

限则是输入句子的长度必须是一样的, 而且不能处理

文本中句子的上下文相关信息. 因此在解决该问题的

基础上, RNN (Recurrent Neural Network, RNN)被用于

自然语言处理任务, 并且在命名实体识别中也取得不

错的效果. RNN基础上发展而来的 LSTM神经网络的

良好的序列记忆能力, 成了命名实体识别的主要神经

网络[14–20]. 在此基础上 LSTM 与 CRF 所结合形成的

LSTM-CRF 模型成为命名实体的基础架构之一, 然后

在此模型上进行扩展或以此模型为基础进行发展的众

多模型在命名实体识别上被用于多个平行领域或是垂

直领域.
本文所使用的 Transformer-BiGRU-CRF 模型是

以 BiLSTM-CRF 模型为基础进行改进的模型. 因为

BiLSTM在训练中, LSTM结构单元的多个门的运算复

杂性, 训练所需要的时间和资源都比较大, 因此希望可

以使用一种既可以达到 BiLSTM 网络所能达到的效

果 ,  网络的结构也相对简洁 ,  从而取代 BiLSTM
模型, 通过相关论文与实验的证明 BiGRU 模型[21] 可

以达到相应的要求. 另外, 在以前的模型训练过程中,
首先需要通过 Word2Vec 将文本中的句子转换为词向

量 (word embedding), 然后将词向量输入模型进行训

练, 但是Word2Vec不能保留文本的上下文信息, 而且

Word2Vec是基于统计的模型, 因此在本文的模型中使

用 Transformer模型[22] 代替Word2Vec模型部分, 将文

本句子直接输入 Transformer中, 去掉分词和词向量部

分. 整个模型为 Transformer-BiGRU-CRF模型, 该模型的

训练方式使用了 2种训练方式. 第 1种方式是 Transformer
部分不进行训练 ,  直接使用训练好的模型 ,  只训练

BiGRU-CRF部分; 第 2种方式是将整个模型一起训练,
不使用 Transformer所训练好的模型, 最后得到整个模

型的参数.

2   Transformer-BiGRU-CRF模型

Transformer-BiGRU-CRF 模型结构如图 1 所示,
整个模型分为 3个部分. 首先通过 Transformer模型进

行语料的预训练得到输入语料的语义表示的字向量,
然后将字向量序列输入 BiGRU中进行语义编码, 最后

在 CRF层通过分类得到标签所属的类别.
与传统模型相比, 使用 Transformer取代了Word2Vec

得到词向量步骤, 不再需要 Word2Vec 得到词向量之

前要先进行分词处理, 而是直接将语料输入 Transformer
模型就可以得到上下文相关的字向量的表示, 可以表
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征字的多样性, 增强了句子的语义表示; 在 BiGRU 阶

段 ,  BiGRU 训练的过程中需要的内存资源相对于

BiLSTM 会少一些. 在训练方式的选择中, 第 1 种是固

定 Transformer 模型的参数, 只是训练 BiGRU + CRF
模型部分的参数; 第 2种是将 Transformer-BiGRU-CRF
做为一个整体进行训练, 训练整个模型的参数. 第 1种
训练方式少了 Transformer 模型部分的参数训练过程,
只需要训练 BiGRU + CRF模型的参数, 因此可以减少

整个模型的训练时间.
 

Input

Transformer

Transformer

Output

Forward GRU

Backward GRU

GRUÿs Output

CRF

 
图 1    Transformer-BiGRU-CRF模型

 

2.1   Transformer 模型结构

Transformer 是一种基于 encoder-decoder 结构的

模型, 如图 2所示.
在 encoder 中, encoder 由 6 个 layer 组成, 即图中

的 Nx, 这里为 Nx6, layer 就是图 2 中的左侧部分. 每
个 layer由两个 sub-layer组成, 它们分别是 multi-head
self-attention 和 feed-forward network, 每个 sub-layer
都有 residual connection 和 normalisation, 因此 sub-
layer的输出可以表示为式 (1):

S ub_layer_output = LayerNorm(x+ (S ubLayer(x))) (1)

在 Decoder中, 有 encoder中的 multi-head attention
和 feed-forward network 部分, 除此之外, 还比 encoder
多一个 masked multi-head attention, 最后经过 Linear
和 Softmax 输出 i 位置对应的的词语的概率分布.

Add&norm
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forward
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Multi-head
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Add&norm
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Feed
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Input
embedding
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+
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encoding

Positional
encoding

Nx
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Output

probabilities

 
图 2    Transformer模型结构图

 

Transformer在数据预处理部分使用的是 positional
encoding, 将 encoding后的数据与 embedding数据进行

求和, 加入了文本中词语的相对位置信息, 最后学习出

一份 positional embedding.
在整个 Transformer 模型中, self attention 机制起

到了很大的一个作用, self attention 的表达式为式 (2):

Attention(Q,K,V) = S o f tmax
(

QKT
√

dk
V
)

(2)

虽然 selft attention机制没有在模型中简单直接的

使用, 但是使用的 multi-head attention 是由多个 self
attention 构成的升级版本, multi-head attention 的结构

图如图 3 所示, multi-head attention 的表达式为式 (3)
和式 (4):

MultiHead(Q,K,V) = concat(head1, · · · ,headn)Wo (3)

headi = Attention(QWQ
i ,KWK

i ,VWV
i ) (4)

Multi-head attention 将同一个词向量从多个维度
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进行 self attention, 从不同的角度的到不同的结果, 最
后将不同的结果合并到一个结果中得到一个张量.
 

Linear

Linear

Multi-head attention

Concat

Scaled dot-product attention

LinearLinear

h

 
图 3    Multi-head attention结构图

 

使用 Transformer 代替 Word2Vec. 在 Word2Vec
中是将一个句子里面的每个单词转化为 one-hot vector,
再将 one-hot vecotr 输入 CBOW 模型或是 skip-gram
模型, 然后进行降维处理就得到句子中相关词的词向

量. 但是 Word2Vec 得到的词向量都是长度固定的向

量, 在任何语境中都被表达成同一个意思; 不能够进行

多维度的解释一个词语. 而 Transformer 模型中, 在
encoder 中对其中的词向量进行 multi-head 分析之后,
有 add&norm 结果的残差处理以及 layer normaliztion
的归一化处理, 最后通过 position-wise feed-forward
networks 部分进行特征提取和降维, 再传入到 decoder
中, 通过对 encoder的信息和之前历史时刻经过 masked
multi-head attention处理过的 output信息进行处理, 最
后得到 i 时刻的输出 ,  最后得到学习的 posi t ional
embedding. 不仅达到了对句子的序列化处理, 更是得

到了不同维度的信息, 解决了 Word2Vec 词向量只能

表达同一个意思的问题.
2.2   BiGRU 模型结构

输入层的句子通过转化成字面向量, 通过双层的

GRU神经网络模型进行标记, 如图 4所示.
在解决自然语言处理中, 通过引入双层循环来处

理序列化数据. 在 BiGRU 模型中, 其结构模型分成

3 层 ,  分别是输入层 (input layer)、隐藏层 (hidden
layer)、输出层 (output layer), 其中在隐藏层部分将双

层的细胞单元进行前后相连, 使当前节点的信息可以

传递到下一个节点, 作为下一个节点输入的一部分, 用
此方式达到序列数据节点的“记忆”功能.

x1 x2 x3 x4
...

e1 e2 e3 e4

h1

h1

h2

h2

h3

h3 h4

h4

h1 h2 h3 h4

...

...

+

y

Input
layer

Character
embedding layer

Bi-GRU
layer

Output
layer

 
图 4    BiGRU模型

 

相比于 RNN 在处理任意长度的序列时可能发生

的梯度消失问题以及难以学习长期依赖特征, GRU
(Gated Recurrent Unit)首先是一种特殊的 RNN神经网

络, 并且 GRU 是在 LSTM 的基础上进一步发展而来,
因此 GRU 可以同 LSTM 一样解决需要解决长依赖问

题的问题.

如图 5 所示, xt 表示 t 时刻的输入向量, ht 表示隐

藏状态, 也是细胞单元的输出向量, 这个向量包含前面

t 时刻所有的有效信息. zt 表示更新门, 控制信息进入

下一个状态; 因为 zt 经过 Sigmoid函数激活, 所以 zt 的

值为 0~1 之间. Rt 表示重置门, 控制哪些信息需要保

留, 哪些信息会被遗弃, 这两个门共同决定隐藏状态的

输出. 在 GRU细胞中, 其中前向传播计算公式为式 (5)~

式 (9)
 

ht−1

ht

σ

X

1−

+

zt

X

Tanh

X

σ

xt

rt

h

 
图 5    GRU细胞单元

 

rt = σ(Wr · [ht−1, xt]) (5)

zt = σ(Wz · [ht−1, xt]) (6)
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h̃t = tanh(Wh̃ · [rt ∗ht−1, xt]) (7)

ht = (1− zt)∗ht−1+ zt ∗ h̃t (8)

yt = σ(Wo ·ht) (9)

σ其中, [] 表示两个向量相连,  表示 Sigmoid 函数, *表
示矩阵的 Hadamard积.

Wr Wz Wh̃ Wo

在模型的训练过程中, 前向传播过程中的公式中

需要学习的参数有 、 、 、 , 其中公式表示为

式 (10)~式 (12):
Wr =Wrx +Wrh (10)

Wz =Wzx +Wzh (11)

Wh̃ =Wh̃x +Wh̃h (12)

在输出层部分, 设在 t时刻输出层的输入为式 (13),
输出层的输出结果为式 (14), 损失函数为式 (15), 那么

某个样本整体在训练过程中的损失函数为式 (16):

yi
t =Woh (13)

yo
t = σ(yi

t) (14)

Et =
1
2

(yd − yo
t )2 (15)

E =
∑T

t=1
Et (16)

根据式 (13)~式 (16)可以推导出式 (17)~式 (28):

∂E
∂Wo

= δy,tht (17)

∂E
∂Wzx

= δz,t xt (18)

∂E
∂Wzh

= δz,tht−1 (19)

∂E
∂Wh̃x

= δt xt (20)

∂E
∂Wh̃h

= δt(rt ·ht−1) (21)

∂E
∂Wrx

= δr,t xt (22)

∂E
∂Wrh

= δr,tht−1 (23)

其中, 在式 (17)~式 (23)中, 有:
δy,t = (yd − yo

t ) ·σ′ (24)

δz,t = δh,t · (h̃t −ht−1) ·σ′ (25)

δt = δh,t · zt ·Φ′ (26)

δr,t = ht−1 · (δtWh̃h) ·δ′ (27)

δh,t其中, 在式 (25)~式 (27) 中的参数 表示为式 (28):
δh,t =δy,tWo+δz,t+1Wzh+δt+1Wh̃h · rt+1+

δh,t+1Wrh+δh,t+1 · (1− zt+1) (28)

从训练上看, 以上训练公式可以知道神经网络的

结果最后趋于收敛; 从结构上比较, GRU 相比 LSTM
具有更加简单的结构, 门结构只有了更新们和重置门,
因此参数也更少, 可以加快训练的时间. 同时 GRU 具

有良好的序列建模能力, 因此本文将 GRU用于自然语

言处理中的命名实体识别.
2.3   CRF 模型结构

tk(yi−1,yi, x, i)

sl(yi, x, i)

λ j µk

Z(x)

CRF (Conditional Random Filed) 由 Lafferty

等于 2001年提出, 结合了最大熵模型和隐马尔可夫模

型的特点, 是一种无向图模型, 在分词、词性标注和命

名实体识别等序列标注任务中取得了较好的效果. 条

件随机场是一个典型的判别式模型, 其联合概率可以

写成若干势函数联乘的形式, 其中最常用的是线性链

条件随机场. 若让 x=(x1, x2,···, xn)表示被观察的输入数

据序列, y=(y1, y2, ···, yn)表示一个状态序列, 在给定一

个输入序列的情况下, 序列标注通常公式化为式 (29),

是一个转移函数, 代表在标注序列中, 第

i–1个和第 i 个的标注与整个观测序列之间的特征关系;

是一个状态函数, 代表标注序列中第 i 个标注

于此时相对应的观测序列中的值的特征:  和 的值

均是从训练数据中进行估计, 较大的负值代表其对应

的特征模板可信度低, 而较大的非负值代表其队形的

特征事件可信度高, 其中 代表归一化因子, 公式为:

p(y|x,λ,µ) =
1

z(x)
exp(

∑
i,k
λktk(yi−1,yi, x, i)+

∑
i,l
µlsl(yi, x, i)) (29)

z(x) =
∑

y
exp(

∑
i,k
λktk(yi−1,yi, x, i)+

∑
i,l

ulsl(yi, x, i))
(30)

最终的最优化输出序列计算公式为:

y∗ = argmax p(y|x) (31)

以往的研究表明, 特征选择在传统的概念抽取中

起着重要的作用. NER 的性能在很大程度上取决于不
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用意见的领域知识的构建和研究.

3   实验分析

3.1   数据

本文数据集来源于某电网公司内的电力调度方面

的数据. 该数据集包含训练集和测试集两个部分, 其中

训练集包含 34.2 K 个句子, 1547.8 K 个字; 测试集包

含 2.9 K个句子, 109.3 K个字.
3.2   标注策略与评价指标

命名实体识别的标注策略有 BIO 模式、BIOE 模

式、BIOES 模式. 本文采用 BIOES 标注策略, 其中 B
(Begin)表示实体开始, I (Intemediate)表示中间部分, O
(Other) 表示其他与标记无关的字符, E (End) 表示结

束, S (Single)表示单个字符.
命名实体识别的评价指标有准确率 (P)、召回率

(R)和 F1值. 公式中的参数定义如下: Tp 为模型识别正

确的实体个数, Fp 为模型识别出的不相关的实体个数,
Fn 为相关的实体但是模型没有识别出的个数, 其中公

式表示为式 (32)~式 (34):

P =
Tp

Tp+Fp
×100% (32)

R =
Tp

Tp+Fn
×100% (33)

F1 =
2PR
P+R

×100% (34)

3.3   实验过程

Transformer-BiGRU-CRF模型的训练方式有 2种.
第 1种方式是将 Transformer模型的参数进行固定, 只
训练 BiGRU 和 CRF 模型的参数; 第 2 种方式是训练

Transformer-BiGRU-CRF 整个模型中的所有参数. 实
验过程中会使用这两种方式进行试验验证.

在第 1 种训练方式中, Transformer 模型部分不进

行训练, 只训练 BiGRU和 CRF部分, BiGRU的输入层

根据语料句子的最大长度设定为 20个输入, 但在实际

训练过程中根据句子长度实际变化, 多出的部分直接

进初始化为 0, 中间层根据多次训练尝试的结果设定

为 40个单元, 训练的参数规模达到 900 MB级别, 训练

的轮次达到 15 000次. 在第 2种方式中, transformer模
型部分也跟着训练, 其中共有 6个 encoder和 6个 decoder
共 12层, 12个 multi-head attention, 共有 110 MB的参

数数量, 因此加上 transformer部分的参数, 整个模型的

参数规模达到 1200 MB级别, 最后的训练轮次达到 17 500
次级别. 但两种训练方式都进行了 20 000轮次的训练,
在训练的过程中记录下每一轮的训练后的准确率, 最
后两种方式的准确率如图 6所示. 从图中可以发现, 在
使用 T–1 方式训练的时候, 开始时准确率比 T–2 方式

的准确药膏, 并且可以较快的将模型训练训练完毕; 使
用 T–2 训练方式的时候, 模型的准确率提升速度较快,
并且最后的准确率高于 T–1的训练方式.
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图 6    T–1和 T–2的准确率

 

3.4   实验结果分析

将该模型与以下几个模型进行对比, 从表 1 中的

实验结果可以发现, 基于深度学习的 LSTM和 GRU模

型在总体效果上都好于基于机器学习的 CRF 模型. 在
训练的过程中发现, 基于 BiGRU模型与基于 BiLSTM
模型在准确率上差距不大, 但是在训练过程中发现基

于 BiGRU 模型训练所需要的时间比基于 BiLSTM 模

型所需要的时间少. 最后通过 Transformer代替Word2Vec
最后的准确率相比 BiGRU-CRF模型有着较大的提升.
 

表 1     各个模型的对比结果 (单位: %)
 

模型 准确率 召回率 F1值
CRF 50.31 51.36 50.99

BiLSTM 58.62 56.11 57.34
BiLSTM-CRF 62.73 60.84 61.58
BiGRU-CRF 59.74 60.08 59.91

Transformer-BiGRU-CRF 69.71 70.23 69.97
 
 

4   结论与展望

本文通过将机器学习模型 CRF 和深度学习

Transformer、BiGRU进行结合的 Transformer-BiGRU-
CRF 模型用于电力调度领域的实体命名识别. 为了电

力调度专业领域的命名实体识别, 使用 Transformer的
字符级别向量化代替 Word2Vec 的词向量化, 可以联

系文本中字符间的含义; BiGRU相比于 BiLSTM可以

减少模型的训练时间. 最后得到的结果相比于用于通
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用领域模型的结果, 该模型具有更好的效果. 但是该模

型在电力调度领域没有达到预期中与通用领域接近效

果, 为了提高该专业领域命名实体识别更好的效果, 以
后需要在更多的地方做出改进.
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